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摘  要: 近年来,随着软硬件的发展,数据库上云已经成为了新兴发展趋势,并且能够降低中小型企业和个人用户的

数据库运维成本.进一步地,云数据库的发展带来了庞大的运维市场需求,研究者们提出了诸多数据库自调优技术

来支持数据库旋钮自动优化.为了提高调优效率,现有技术从仅仅关注调优问题本身,到开始关注如何复用历史经

验来为当前数据库实例找到最佳参数配置.然而,随着云数据库的发展,用户逐渐提高了对隐私保护的要求,期望在

拥有高效数据存取效率的同时避免隐私泄露.现有方法并未考虑到保护用户的历史调优经验隐私,可能会使得用户

负载特征被感知,带来经济损失.本文详细分析了云数据库调优任务的特点,有机结合服务端和用户端,提出了一种

基于联邦学习的云数据库旋钮调优技术.首先,为了解决联邦学习中数据异构的问题,本文提出了基于元特征匹配

的经验筛选方法来提前将数据分布差异较大的历史经验剔除,以提高联邦学习的效率.为了实现保护用户隐私,本
文有机结合了云数据库服务特性,提出了以节点端为训练中心的联邦贝叶斯调优算法,通过随机傅里叶特征来完成

保证调优经验不失真的前提下保护用户隐私.在多个公开 benchmark 上的结果表明本文的方法可以达到与现有调

优方法相当的调优结果,并且由于复用了历史经验,可以大大提高调优效率. 
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YAN Yu, DAI Zhi-Yu, LÜ Ze-Kai, WANG Hong-Zhi 

(Faculty of Computer, Harbin Institute of Technology, Harbin 150001, China) 

Abstract:  In recent years, with the development of software and hardware, the cloud database has become an emerging 
development trend and can reduce database operation and maintenance costs for small and medium-sized enterprises and individual 
users. Furthermore, the development of cloud databases has brought huge market demands for database tunings. Researchers have 
proposed many database self-tuning technologies to support automatic optimization of database knobs. To improve tuning 
efficiency, existing technologies have shifted from focusing solely on the tuning problem itself to focusing on how to reuse 
historical experience to find the optimal parameter configuration for the current database instance. However, with the development 
of cloud databases, users have gradually increased their requirements for privacy protection, hoping to avoid privacy leaks while 
having efficient data access efficiency. Existing methods do not consider protecting the privacy of users' historical tuning 
experience, which may cause user load characteristics to be perceived, causing economic losses. This article analyzes the 
characteristics of cloud database tuning tasks in detail, organically combines the server and the user, and proposes a cloud database 
knob-tuning technology based on federated learning. First, in order to solve the problem of data heterogeneity in federated learning, 
this paper proposes an experience screening method based on meta-feature matching to eliminate historical experiences with large 
differences in data distribution in advance to improve the efficiency of federated learning. In order to protect user privacy, this 
paper organically combines the characteristics of cloud database services and proposes a federated Bayesian optimization algorithm 
with the node as the training center. We utilize random Fourier features to complete the protection without distorting the tuning 
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experience. The evaluation results in extensive benchmarks present that our method could achieve competitive tuning performance 
compared with the existing centralized tuning methods.  
Key words:  Cloud Database; Federated Learning; Knob Tuning 

 随着数据库系统的日益复杂,自动化旋钮调优[1]已经成为优化数据库效率的重点研究.目前,研究者们提出

了诸多基于贝叶斯优化[2]和强化学习[3]的智能方法来解决自动化旋钮调优问题.如 Cai 等人[3]提出了一种个性

化配置的在线云数据库调优方法,首先使用机器学习方法削减旋钮范围,而后使用遗传算法增强强化学习旋钮

调优器.Shen 等人[4]提出了一种基于广义迁移学习的旋钮调优方法来优化数据处理效率. 
随着云数据库的发展,旋钮调优的一个主流优化方向是有效地重用历史经验[5],使得云数据库的各个用户

之间可以互相增强,实现更加高效的旋钮优化.具体来说,如果云数据库厂商已经为 n 个用户场景进行了细致地

自动化旋钮调优,那么对于某个与历史用户相似的新用户(例如都是银行信用卡业务),历史调优经验可以大幅

度提高新用户的数据库旋钮优化效率.然而,历史经验重用在提高优化效率的同时,也带来了新的隐私保护问题
[6].云数据库用户之间可能存在潜在的商业竞争关系,特别是拥有比较相似业务的用户,用户不能完全信任其他

用户.如果不对历史调优经验进行隐私保护,在新用户利用这些经验来优化数据库性能时,很可能会泄露历史用

户的重要业务特征,导致商业损失.此外,即使有商业保密协议的约束,用户对云厂商的完全信任也难以保证.随
着大数据的发展,云厂商可能通过用户调优经验数据中发现商业机会,从而间接泄露用户隐私,带来商业损失的

风险.因此,云数据库调优领域需要构建隐私保护机制,防止重用经验时用户之间以及用户与云厂商之间可能存

在的隐私泄露问题,从而确保调优过程的安全性和对商业机密的保护. 
 通过分析云数据库场景,本文总结了设计基于联邦学习的旋钮调优技术存在的三个核心挑战:(1) 不同于传

统联邦学习场景,云数据库的各个用户之间数据分布差异性大,导致模型拟合效果差.比如一个云数据库厂商可

能同时服务多种类型的业务,银行金融类业务,工业数据类业务,政府数据管理业务等.这些业务之间,数据体量,
数据结构,工作负载类型都是千差万别的,难以直接应用联邦学习来加速调优.(2) 与传统隐私保护学习场景不

同,旋钮调优任务的模型参数更新只发生在当前用户节点端而不是云厂商服务端,并且不会反向传播更新其他

用户节点.直接传递模型权重或者加密模型参数的方法不能直接适配到用户节点模型更新.(3) 云数据库厂商

和数据库用户之间是可信任的,出于商业协议,厂商通常会细致地了解用户数据特征信息,为其提供高效的数据

库服务. 
为了针对上述特点,解决基于历史信息的云数据库调优中隐私保护问题,本文提出了一种创新性的联邦学

习方法来处理旋钮调优过程中经验回放保护,能够有机结合云数据库服务端和节点端的优势,在保证数据库调

优效率的前提下,有效提高用户数据安全性.本文的主要贡献如下: 
（1） 为了解决联邦学习中数据异构的问题,本文提出了基于元特征匹配的经验筛选方法来提前将数据

分布差异较大的历史经验剔除,以提高联邦学习的效率. 
（2） 为了实现保护用户隐私,本文有机结合了云数据库服务特性,提出了以节点端为训练中心的联邦贝

叶斯调优算法,通过随机傅里叶特征来完成保证调优经验不失真的前提下保护用户隐私. 
（3） 本文在公开测试集上对比了联邦贝叶斯调优方法和现有调优方法的性能,发现本文的方法在多个

工作负载下均表现出显著优势.例如,在 YCSB 负载中,相较于 DDPG,本文的 FBO 方法能将调优时

间节省为原来的 17%,并且还能有效提高调优后负载执行性能. 
本文的组织架构如下:第 1 节介绍云数据库旋钮调优和联邦学习的相关工作;第 2 节介绍本文提出的基于

联邦学习云数据库旋钮调优方法的整体流程;第 3 节介绍基于元特征匹配的经验筛选方法来解决用户业务异

构问题;第 4 节介绍联邦贝叶斯优化算法来解决用户隐私下调优模型更新问题;第 5 节介绍在两个开源

benchmark 下本文方法与现有方法的对比实验,实验结果表明本文的方法可以在保护用户隐私的情况下达到

与现有调优方法相当的数据库性能;最后总结全文并展望未来工作. 
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1   相关工作 

调优数据库系统旋钮以在给定工作负载上实现最佳性能是数据库领域的一个热门方向.随着云数据库的

发展,复用已有的调优经验指导新场景调优成为了新的发展方向,以提高调优的时间效率.本文从两个方面介绍

一下相关工作,包括数据库自调优技术和联邦学习技术. 

1.1   数据库自调优技术 

近年来,云数据库的发展使得中小型公司和个人用户也可以低成本建立自己的数据库服务.然而,大量的

数据库调优运维工作给云数据库厂商带来了成本和效率的挑战.为了提高数据库调优效率,研究者们提出了诸

多智能化方法[5][7][8]来进行自动化调优.从优化方向上来看,现有自调优技术的进展主要可以分为两个阶段,第
一个阶段是单纯考虑优化旋钮配置带来的负载性能提升和资源配置优化;第二个阶段是考虑复用历史经验来

尽可能节省调优资源,提高调优效率.具体来说,第一阶段的优化方法主要可以分为四种:启发式方法、贝叶斯优

化方法、深度学习方法和强化学习方法.启发式方法在数据库自调优技术发展的初始阶段提出,以 David G 
Sullivan 等人 2004 年的研究[9]为代表,这种方法通过随机采样少量配置进行自动化探索.贝叶斯优化通过构建

概率模型来预测和评估不同配置的性能.例如,OnlineTune[10]技术,这种方法通过的迭代采样和评估,能有效优化

大规模的数据库系统配置.在处理更大的配置空间时,深度学习方法通过复杂的神经网络来构建概率模型进行

优化,例如 D.Van Aken 等人提出的 DNN 方法[11]和 J.Tan 等人提出的 ibtune[12],这些方法通过替代传统的高斯

过程,大幅提升了调优任务的处理能力和预测准确性.强化学习则通过代理和环境的交互来逐步优化数据库性

能,例如 J.Zhang 等人提出的 CDBTune[1]和 G.Li 等人提出的 Qtune 技术[13],基于强化学习的调优方法不依赖历

史数据,而是通过实时调整策略来适应新环境,能够有效应对变化的负载.第二个阶段研究者们考虑使用调优经

验来提高调优效率.比较有代表性的工作是 X.Zhang 等人提出的 Restune[5],该方法使用文本嵌入来编码负载特

征,而后基于元学习实现历史经验复用.更多地,rover[4]构建了调优经验树来优化贝叶斯调优过程中的模型初始

化、模型探索指导等.但是以上方法均未考虑对用户历史调优经验进行保护,可能会带来隐私泄露,造成商业损

失. 
小结:  现有的数据库旋钮调优技术,包括基于启发式搜索、基于贝叶斯优化,基于强化学习的方法已经能

够很好地处理静态单一负载下的旋钮优化.更多地,研究者们还尝试编码历史负载的特征来通过元学习或者集

成学习等方法复用历史调优经验,以提高调优的时间效率.然而,随着云数据库的发展,更多的用户将数据库服务

搬到云端,用户越来越重视数据的隐私保护,现有方法未能实现隐私保护下的旋钮调优,在经验复用时可能会带

来潜在的数据泄露风险. 

1.2   联邦学习隐私保护技术 

联邦学习旨在保护隐私的同时联合多个参与方的数据构建机器学习模型.现有的理论研究中,大部分工作

专注于基础模型,例如线性模型[14]、树模型[15][16]和深度神经网络(DNN)[17]的构建上,通过交换模型的中间参

数来实现协作训练.此外,隐私保护技术[6]是联邦学习问题的另一个重点,研究者们针对中间参数交换的训练过

程,提出了多种隐私攻击手段和隐私保护方法,典型的隐私攻击包括利用训练中的中间参数或请求查询来重建

训练数据信息的重建攻击[18][19],以及推测特定记录或属性归属的推断攻击[20].为了应对这些隐私威胁,研究人

员开发了基于中间参数过程的加密和信息模糊化的差分隐私保护方法.前者基于密码学方法,在加密后的数据

上直接进行训练过程,从而避免了明文原始数据的泄露;后者通过数据处理,在任意单个数据随机化的同时,保证

输出在统计上只有不可分辨的变化,从而模糊化具体原始数据保护隐私.例如,Aono Y 等人设计了一种高效的

两方安全计算协议[21],用于实施联邦梯度下降算法训练回归模型;Wu Y 等人则结合使用同态加密、秘密共享

和差分隐私等多种隐私保护技术,开发了一种通用的树模型纵向联邦学习系统[15].然而,对于一些常见的机器学

习任务,如 DNN 超参数调整,由于缺少对梯度的中间参数访问,传统的联邦学习方法难以应用于这类协同训练.
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为此,Dai 等人[22]提出联邦汤普森采样(FTS),通过整合来自其他智能体的信息来提高其 BO 任务的效率,把联邦

学习扩展为联邦贝叶斯优化.尽管如此,当前针对数据库旋钮调优任务,利用联邦学习实现历史经验重用的研究

仍然较少. 
小结:  随着云数据库的发展,云数据库的各个用户积累的大量的数据可供训练,联邦学习提供了有效地重

用这些历史经验的思路,用户与服务器之间交换信息互相增强优化器模型,同时现有联邦学习研究可以为云数

据库经验重用的隐私保护提供方法指导,实现更加高效和安全的旋钮优化.但是传统联邦学习基于交换模型的

中间参数,无法应用于超参数调整等无梯度的黑盒优化的任务,本文提出了完整的联邦学习云数据库旋钮调优

框架,对单机训练的基于贝叶斯优化的旋钮调优模型进行了拓展以支持联邦学习的中间参数传递,将联邦学习

扩展到无梯度的任务领域.本文的方法着重于对传递高斯过程模型的加密保护,与差分隐私的原始数据处理保

护不冲突,拓展后的模型可以基于差分隐私实现用户隐私的信息模糊保护. 

2   问题定义与框架 

2.1   基本概念 

本小节首先定义和本文密切相关的概念. 
定义 1(旋钮调优). 数据库中的旋钮负责为多样化工作负载提供最佳的数据库配置,以大大提高存取效

率.具体来说,数据库旋钮涉及数据库的多个模块,包括内存分配,查询并发控制,缓存配置,日志模式,写入配置,
基数估计等.本文定义数据库旋钮空间为 1 2 { , , , }nKnob K K K= … ,其中 n 是旋钮个数, iX 是第 i 个旋钮的域值.在
此 基 础 上,旋 钮 调 优 的 优 化 目 标 可 以 定 义 为 寻 找 使 得 当 前 工 作 负 载 性 能 最 佳 的 配 置

( )* *: k Knobk k argmax metric k∈= ,其中 ( )metric k 是工作负载在配置 k 下的性能指标,可以是工作负载的时间代价

或者吞吐量. 
定义 2(联邦学习调优). 联邦学习是指使用多个机器上的数据来训练一个模型,并且能够保证这些机器

上的数据隐私,进一步确保用户数据安全.本文定义历史云数据库客户端集合为 1 2{ , , , }nC C C C= … ,每个客户端

iC 有一系列调优经验 1 1 2 2{( ),( ), }, ,i i i i iD k km m= 
,其中 1ik 是客户端 iC 的旋钮配置, 1im 是对应旋钮配置的性能指

标.本文联邦学习调优的目标是在一个可靠服务端 S 的协调下,安全地复用历史客户端经验为新客户端 1nC + 提

供调优服务,找到最佳的旋钮配置. 

定义 3(随机傅里叶特征). 随机傅里叶特征(Random Fourier Features ,RFF) [23]方法是一种核近似技术,

特别适用于满足平移不变的核(稳定核),并被认为是加速机器学习核方法的有效方式之一[24][25][26].核近似技术

的目标是通过一个低维映射函数 ( )xϕ ,将原始的 D 维数据映射到 d 维随机特征空间中,在随机特征空间中,两

个特征的内积约等于对应的核函数,即 ( , ') ( ) ( ')Tk x x x xϕ ϕ≈ .在这种核近似技术的基础上,本文实现了调优经验

的降维转换与重构,实现在经验传递时的隐私保护. 

2.2   问题定义 

目前广泛应用的联邦学习(Federated Learning,FL)采用客户-服务器架构.此架构涉及一个中央服务器 S
和多个数据持有者客户端 1, , NC C… .假设系统中有 1N + 参与方,其中服务端 S 可信任,每个客户端 kC 拥有自己

的训练数据集 { }1, , ND D .基于 1 ND D D= ∪ ∪
联邦学习的调优问题可以表述为: 

输入  各客户端的历史训练数据集 1{ }N
k kD = 和新的工作负载. 

学习目标  在不共享任何原始数据的前提下,学习一个机器学习模型 M.该模型应能自动搜索该工作负载

下,性能表现最佳的旋钮配置 k*.同时,需要构建隐私保护机制,以防止经验重用时的发生隐私泄露. 
优化目标  假设传统的集中式模型通过将所有数据集合并作为训练数据集,进而训练得到模型 SUMM 的精

度为 SUMV .联邦学习模型 FEDM 的精度为 FEDV .若存在非负实数 δ 使得: 

 δFED SUMV V− <  (1) 
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则可认为该联邦学习模型的精度损失在 δ 范围内.理想情况下,分布式协同训练的模型精度应接近集中训练模

型的精度. 

2.3   基于联邦学习云数据库旋钮调优方法框架 

 

 

图 1  基于联邦学习云数据库旋钮调优过程 

本小节介绍基于联邦学习云数据库旋钮调优技术的框架.为了实现保护用户隐私下的历史经验重用,本文

设计了基于元特征匹配的经验筛选方法来完成历史模型的高斯核近似,而后在近似向量的基础上实现了联邦

贝叶斯调优,为新用户联邦地完成旋钮调优推荐. 
根据上文讨论,图 1 显示了基于联邦学习的贝叶斯优化系统框架,该框架包括四个主要组成部分:经验筛

选,RFF 收集器,代理模型和采集函数.这几部分的具体功能如下: 
1) 经验筛选:为了解决联邦学习的数据异构问题,本文通过考虑工作负载元特征,对分布差异过大的客户

端经验进行过滤,以减小数据异构性带来的训练困难(详见第 3 章); 2) RFF 收集器:为了实现联邦学习数据的隐

私保护,收集器与符合要求的客户端平台交互,向客户端发出包含 RFF 参数的训练请求.客户端收到请求后,利
用参数对描述本地数据的模型进行隐私保护处理.再由收集器收集用户代理的返回的 RFF 向量信息,用以恢复

客户端近似模型(隐私保护处理方法将在第 3 章具体介绍). 
 在经验筛选和 RFF 收集的基础上,本文的框架开始学习联邦调优器.概括来说, 3) 代理模型模块(详见第

4 章):本文的调优算法采用顺序式的、基于模型的优化方法,通过自适应采样搜索空间进行调优.代理模型旨在

拟合配置与性能之间的关系,为搜索提供优化依据,模型分为客户端近似代理模型与全局代理模型两部分,前者

由 RFF 收集器得到的 RFF 向量信息重建,而后者协调各近似模型学习新工作负载的知识进行更新; 4) 采集函
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数(详见第 4 章):联邦学习中为了权衡全局模型与近似模型的协调训练,在迭代期间采集函数需要与策略决策

器联合决策,选择适合的采样策略,为调优任务推荐有希望的配置,从而指导全局模型与当前任务用户的调优过

程. 
为了更好了说明基于联邦学习云数据库旋钮调优框架,本小节可以通过一个具体的例子来理解工作流程.

假设一个名为 NewClient 的新用户对服务端请求调优,服务端会先基于该新负载的元特征匹配相似的历史调

优经验.筛选出相似客户端后,服务端向这些客户端发出请求,各客户端对本地数据进行隐私处理后得到的

RFF 向量信息传会服务端.服务端接收到这些信息后,将其重构为近似模型 1, , nf f… .接下来联邦算法开始调优,

如果联合决策选择使用历史经验推荐配置,各近似模型会通过最大化采集函数给出本地模型推荐配置,然后根

据与全局模型的相似度加权得到历史经验的综合推荐配置;否则,策略选择器会使用全局模型的采集函数给出

推荐配置,或者随机生成配置.最终,得到的配置将传递给 NewClient 和全局模型,在真实数据库上测试性能,并
加入调优历史,进入下一轮迭代. 

3   基于元特征匹配的经验筛选 

传统联邦学习中,不同客户端数据的异构性是一个重要问题,它可能导致训练过程中出现冗余和错误.为
了解决这一问题,本文设计了一种基于元特征匹配的经验筛选方法.该方法旨在通过筛选掉与当前客户端存在

潜在分布差异的历史客户端,进而利用与当前负载相似的历史调优经验进行联邦学习调优.全局代理 S 在开始

调优任务之前,根据如读写比例和负载中算子比例的工作负载的元特征,对客户端相似度进行评估,排除差异过

大的参与者. 
元特征匹配本身是一个复杂且具有挑战性的问题,尤其是在处理动态负载变化时.现有的方法,如

ResTune[8],基于使用查询中保留字的 TF-IDF 值构建一个特征向量,在细粒度特征上进行比对,代价高且匹配速

度较慢;而 Rover 方法[4]使用 17 个运行时指标进行特征向量化作为元特征,在匹配相似度前需要测量

SparkSQL 的运行时指标,也需要更多时间.结合云数据库调优的背景,本文中的元特征匹配需要兼顾匹配速度

和时间效率,因此基于工作负载的元特征实现,注重负载变化,匹配速度快且适用于不同的工作负载.在调优过

程中,特征并不是平等被使用,而是根据观测值的实时更新分配不同权重,以弥补在相似任务上的匹配误差,从
而获得更好的效果.初始权重会随着数据集的实时变化进行更新,即使初筛不准确,也可以通过实时调整权重来

优化匹配结果. 

 

图 2  元特征经验筛选 
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随后,由收集器向其他代理 1, , nC C
发送携带 RFF 近似所需参数的训练请求,希望代理返回本地的调优经

验 iD .但是因为调优经验可能涉及到用户隐私,在联邦学习中,为了降低隐私泄露的风险,客户端保留原始数据

而不进行传输.本文中客户端的代理需要进行两次转换措施处理本地调优经验.首先,使用高斯过程模型去学习

iD 经验数据,拟合出的模型能够描述旋钮配置与性能之间的关系,传统联邦学习通过传递中间参数信息,相比

传递原始信息降低了隐私泄露的风险,但是在无梯度的贝叶斯优化任务中,由于高斯过程模型的更新不涉及中

间梯度参数,只能传递模型本身,而模型本身隐含了许多原始数据信息,存在隐私风险.随后,利用随机傅里叶特

征方法通过对本地高斯过程模型降维和重构进行加密,将原本传递的后验分布信息转换为一个向量,进一步保

护用户隐私. 
RFF 的核心思想是通过随机采样特征构建近似来避免对大型内核直接计算,在对内核降维的同时 RFF 还

兼顾对精度的保证.Bochner 定理[2]指出,任何连续稳定核 k 可以表示为频谱密度的傅立叶积分 ( ) p w .而本文使

用的高斯过程模型,其高斯核 ( )
2

2

2
k exp

 ∆ ∆ = −
 
 

就是一种移位不变的稳定核,对应的频谱密度

( ) ( )
2

222 exp
2

D w
p w p −

 
 = −
 
 

.对给定移位不变核函数 ( ) ( ),k x y k x y= − ,进行傅里叶逆变换[27]: 
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 (2) 

其中 ( ) ( ) ( ) ( )2 cos , , Uniform 0,2πT
w x w x b w p w bϕ = + ∼ ∼ .对 ( )w xϕ 使用蒙特卡洛方法抽样 D 次取均值,可

以逼近期望得到 ( ) ( ) ( )1 , ,
T

w wDx x xϕ ϕ ϕ=    ,从而为所有本地数据   x X∈ 构建 D 维随机特征 ( )xϕ ,其内积近似

核值: ( ) ( ) ( ), Tk ϕ ϕ≈x y x y . 

这种核近似方法在理论上具有高概率的近似质量保证.误差上界[23]: ( ) ( ) ( )
,
sup ,

x x
k x x x xϕ ϕ ε

′∈
′ − ≤′



 ,其中

( )1/ 2Dε −=D ,即通过增加随机特征数量 D 有效降低误差 ε 并提高近似质量,能够保证本文设计的联邦框架在

传递调优经验时不失真. 

具体来说,假设有一个历史客户端的调优经验 iD ,其中包括一系列调优经验 ( ),ij ijk m ,并假设该客户端收到

随机特征近似的参数向量为 w 和 b .首先,客户端使用高斯过程模型对 iD  中的数据进行拟合,这样可以模拟出

该客户端的工作负载下,不同配置的性能表现.如图 3 左上,为一个基于 YCSB 负载客户端的部分调优经验,经

过高斯过程拟合得到一个连续的函数映射关系 : nf R R→ ,该高斯过程在每个输入维度上的后验分布均为高斯

分布,图左下为在 backend_flush_after 维度的结果可视化.这个函数描述了旋钮配置与性能之间的关系.之后,

客户端代理利用 RFF 方法近似本地模型,计算得到特征映射函数 ( ) ( )2 cos Tx w x bϕ = + ,将本地经验数据输入

映射函数,得到一个输出向量,即为随机傅里叶特征 RFF.为了统一各客户端的向量维度,并且避免直接传输

RFF,客户端可以用 RFF 计算得到近似高斯核 ( ) ( ) ( ), Tk x x x xϕ ϕ≈′ ′ 的后验分布 ( )2 1,t tν σ −Σ (见公式 5),从中进

行 M 次抽样得到一个表示这个分布 M 维样本ω (如图右上)并传回服务端代理.服务端将这个向量ω 存储在数

据知识库中,用于在必要时还原近似模型,获得工作负载相关信息. 

此时,服务端利用同样的参数向量也可以构建出特征映射函数 ( )xϕ ,用特征映射函数内积来近似高斯核
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( ) ( ) ( ), Tk x x x xϕ ϕ≈′ ′ ,那么可以将高斯过程模型近似解释为线性贝叶斯模型 ( ) ( )Tf x xϕ ω= .而在没有获得参

数向量的情况下,恶意参与者无法构建出特征映射函数 ( )xϕ ,也就无法利用客户端 RFF 中的信息,从而保证了

数据的安全性. 

 
图 3  基于 YCSB 的客户端调优经验隐私保护示例 

服务端 F 在接收到各代理消息后,开始运行联邦学习优化算法.在优化的早期阶段,全局模型还未充分训

练,策略选择器更倾向于使用基于历史经验的推荐配置,以充分利用已有知识加速优化过程,快速达到一个较优

的性能水平.随着迭代的进行,全局模型经过多轮更新后,开始更精确地表达出旋钮配置与性能之间的关系.在

这个阶段,策略选择器更倾向选择更具优势的全局模型采集函数.为了避免局部收敛,策略选择器还会以一定概

率随机选择配置,确保配置空间被广泛探索,从而发现可能被忽略的高性能配置.策略选择器一旦确定配置,将

其传递给全局模型与用户,根据反馈数据更新代理模型并开始下一轮迭代. 

算法 1: 计算客户端经验数据的 RFF 向量信息 

输入  客户端上的调优经验数据集 ( ),k m ,随机特征数量 D  
输出  经验数据集的 RFF 信息  
1 // 假设服务端与客户端约定使用 w 、 b 向量加密 
2 ( )  ,x GP k m←                           // 先用高斯过程模型拟合经验, 再从拟合模型中采样 
3 ( ) ( )2 cos T

w x w x bϕ ← +   

4 ( ) ( )1  , ,
T

w wDRFF x xϕ ϕ←        // 蒙特卡洛方法抽样 

5 RFFreturn  

4   基于联邦学习的贝叶斯调优算法 
本节提出一种基于联邦学习的贝叶斯调优算法,它基于联邦学习并结合贝叶斯优化的思想,通过协作多客

户端学习一个贝叶斯优化模型,同时在各客户端上对训练数据保密. 

贝叶斯优化是一种通过自适应采样搜索空间,以尽可能少的样本数量来找到未知函数 f 的最优值的方法.
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它包括两个关键组成部分:代理模型 M 和采集函数 ( );acq k M .代理模型用于捕捉目标函数 f 的行为特征,而采

集函数则用于指导选择下一次样本的位置.贝叶斯优化遵循基于模型的顺序优化框架,在反复迭代中通过采集

函数选择样本,并不断更新其代理模型以确定函数   f 的极值. 

基于联邦学习的贝叶斯优化框架将这一思想扩展到分布式环境中.在该框架下,服务端协调多个客户端参

与训练过程. 

算法 2: 基于联邦学习的贝叶斯调优算法 

输入  现有的调优经验数据集 ( ) ( )( ) ( ) ( )( ){ }1 1, , , ,n nD k m k m= …  及对应元特征 { }1 2, , , nmeta meta meta… ,新工作负

载的性能度量 ( )f k 及元特征 meta ,元特征筛选阈值 γ ,迭代轮数 n  
输出  最大吞吐量 maxm 和最佳配置 bestk   
1 // Step1. 元特征匹配客户端,客户端计算 RFF 特征向量,传递给服务端 
2 ω ←∅  
3 1 o ni t=For do                             // 请求每个客户端 
4     ( )  , is sim meta meta=                        // 计算与新工作负载元特征的相似度 
5       s γ>If do  
6         ( ) ( ) ( , )i iRFF k mω ω← ∪  
7      End if  
8  End for  
9  
10 // Step2. 服务端初始化全局模型和客户端模型 
11 _ _ ()global model init model←  
12 _ _ _ ( )client models init client models ω←  
13  
14 // Step3. 服务端开始协作训练贝叶斯优化模型 
15 max defaultk k←  
16 ( )max defaultm f k←  
17 0,iter history← ←∅  
18 iter n<While do  
19     ( )_ _global model udpate model history←  
20     _ ( _ , _ , )k advise configuration global model client models iter←  
21      // 使用推荐配置测量数据库性能,更新调优历史信息 
22     ( )m f k←  
23     ( )1, ,iter iter history history k m← + ← ∪  
24      maxm m>If do  
25         maxm m←  
26         bestk k←  
27     End If  
28 End while  
29 ,max bestm kreturn  

下面结合算法 2,详细介绍本章结合联邦学习框架的贝叶斯旋钮调优算法: 
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首先,使用新场景的负载元特征与历史调优的负载元特征进行匹配,根据阈值 γ 筛选掉存在潜在分布差异

的客户端经验.符合要求的客户端使用第 3 节的隐私保护方式对本地调优数据加密处理,将 RFF 向量传递给服

务端.(算法 2 的 1-8 行) 

然后,服务端初始化代理模型,包括初始化全局贝叶斯优化模型,以及利用接收到的 RFF 向量和约定的

w 、 b 参数还原出客户端的近似模型(算法 2 的 10-12 行). 

算法 3: RFF 向量还原为客户端模型 _ _ ()init client models  

输入  客户端经验 RFF 向量信息ω  
输出  客户端近似模型 _client models  
1 _ _ ()global model init model←  
2   _ _ ()x global model sample←              //从全局高斯过程中采样 
3 ( ) ( )2 cos Tx w x bϕ ← +                     // 计算全局模型核函数的 RFF 近似 
4 _client models ←∅  
5  i inω ωFor do  
6     // 客户端模型初始化为具有 ( )xϕ 作为特征的贝叶斯线性回归模型 ( )T ixϕ ω  

7     ( ){ }_ _ T
iclient models client models xϕ ω← ∪   

8 End for  
9 _client modelsreturn  

其中,算法对代理模型的具体定义如下: 

代理模型. 高斯过程(Gaussian Process, GP)模型是一个随机过程,其特点是任何有限子集的随机变量都

遵循多元高斯分布,由于其强大的表达能力和对不确定性的精确估计,GP 模型在贝叶斯优化中被广泛应用.它

不仅能够支持噪声观测,还能提供预测的置信区间,这对于导向优化算法的决策尤为重要. 

给定一组观测值 ( ) ( ){ }1 1, , , ,t t tD x y x y=  ,GP 模型利用这些数据生成后验边缘高斯分布的预测.其预测均

值 ( )t xµ 和协方差 ( )2 ,t x xσ ′ 可以表示如下, 

 ( ) ( ) ( ) 12T
t t t tx k x K I yµ σ

−
= +  (3) 

 ( ) ( ) ( ) ( ) ( )
12 2, , T

t t t tx x k x x k x K I k xσ σ
−

= − +′ ′ ′  (4) 

其中, 2σ 是噪声水平, ( ),k x x′ 是协方差核函数,有对应的协方差矩阵 ( )
, 1, ,

,t i j i j t
K k x x

=
 =  



和协方差向量

( ) ( ) 1, ,
,

T
t i i t

k x k x x
=

=   


. 

客户端代理模型. 利用客户端传回的向量,服务端可以在不知道原始数据的情况下重构出近似的客户端

GP 模型.首先,将具有 RFF 近似核函数( ( ) ( ) ( ), ' 'Tk x x x xϕ ϕ≈ )代回 GP 代理模型,可以解释 GP 为具有 ( )xϕ 作

为特征的贝叶斯线性回归模型: ( ) ( )  Tf x xϕ ω= .利用一个标准正态分布 ( )0,1Nω ∼ ,在观测集 tD 上可以推导出

ω 的后验概率分布: 

 ( ) ( )2 1| ,t t tP D Nω ν σ −= Σ  (5) 

其中, ( ) ( ) ( ) ( ) ( ) ( )2 1
1, , , ,

T
t t t t t t t t tX X I X y X x xσ ν ϕ ϕ−Σ = Φ Φ + = Φ Σ Φ =   

 
. 

因此,可以用对后验分布 ( )| tP Dω 抽样ω (也就是客户端传回的向量),构建出 RFF 近似的后验 GP 模型 

( ) ( )Tf x xϕ ω=

 .此外,对于这个近似模型,它的近似后验边缘高斯分布,预测均值和协方差可以表示如下: 

 ( ) ( )Tt tx x vµ ϕ=  (6) 
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 ( ) ( ) ( )2 2 1T
t tx x xσ σ ϕ ϕ−= Σ  (7) 

在观测集 tD 上,通过计算近似模型 ( )f x 和服务端全局模型的肯德尔相关系数(Kendall’s Tau),可以评估

调优轨迹上的相似性(算法 4 的 21 行). 

最后算法 2 的 14-28 行,初始化全局模型和客户端模型后,服务端开始旋钮调优.大致过程分为如下三步: 

1. 基于现有的观测数据 ( ) ( ){ }1 1 1 1, , , ,n nhistory k m k m− −= … 拟合全局概率代理模型 _global model ,其中 ik

是第 i 次迭代中评估的配置, im 是对应观察到的性能; 
2. 使用策略选择器选择采集方式来评估最有希望的配置 _ ()nk advise configuration= （算法 4）.在调优

过程中,采用了三种可选评估方式,并通过一个递增的概率数组 pt 来确保随着调优迭代的进行,选择

器会逐渐倾向于使用全局模型推荐配置: 

a) 最大化全局模型的采集函数 ( );n x Xk argmax acq k model∈= 来选择最有希望的配置(算法 4 的 6-

9 行); 
b) 综合各客户端近似模型的采集函数,将近似模型推荐的旋钮配置以近似模型与当前全局模型

的相似度赋予权重,加权求和得到历史经验推荐的配置(算法 4 的 9-16 行); 
c) 为了避免模型局部最优,选择器将按固定概率随机选择配置,使算法保持最低的探索能力(算法

4 的 3-5 行). 

3. 使用所选的配置 nk 评估真实数据库性能度量 nm  ,并将结果加入观测集 ( ){ },n nhistory history k m= ∪

扩展该集合,进入下一轮调优. 

算法 4: 推荐旋钮配置 _ ()advise configuration  

输入  全局模型 _global model , 客户端模型 _client models , 当前调优轮次 iter  
输出  推荐配置 k   
1 ( ) ( )( )0.9 (1 exp 1 /pt array n c← × − × −  
2 ( )0,1decider random←  
3 // 选择随机配置 
4 0.9decider >If do  
5     enerat _ _ ()k g e random configuration←  
6 // 使用全局模型推荐配置 

7 [ ]decider pt iter<Else if do  

8     ( )_k argmax acq global model←  
9 // 通过客户端模型推荐配置 
10 Else do  
11     , configsτ ←∅ ←∅  
12     _model client models∈For do  
13         ( ){ }_ , ,kendall global model model historytt ← ∪  
14         ( ){ }  configs configs argmax acg model← ∪  
15     End for  
16     i ii

k configsτ← ⋅∑  

17 End If  
18 kreturn  
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算法 4 中关于模型的采集函数定义如下: 

采集函数. 采集函数确定在下一次迭代中评估的最有希望的配置.本文定义采样 EI(Expected 

Improvement)函数,该函数用于衡量某配置相对于当前最佳观测性能的预期改进量,其公式为, 

 ( ) ( ) ( )*max ,0 |MEI x y y p y x dy
∞

∞−
= −∫  (8) 

其中 *y 是目前观察到的最佳性能, ( )EI x 就是在配置 x 时性能 y 提升的期望.下一次迭代中最有希望的配

置则是使得 EI 达到最大值的 ( )n xx argmax EI x= . 

在公式中, ( | )p y x 是先验数据 x 下的后验概率,当模型 M 为服务端的全局模型时,本文使用 GP 模型的后

验分布来计算 EI,以决定下一步的最优配置;当模型 M 被选择为客户端的本地模型时,则使用重构得到的客户

端代理模型依次计算每一个 EI,并将下一步的配置按与当前任务的相似度进行加权综合. 

5   实验 

为了验证本文提出的联邦学习调优框架的可行性,本文进行了实验,以评估联邦学习算法的调优性能.

首先,在 5.1 节介绍了实验环境设置,实验数据集和工作负载,对比实验 baselines,实验测评指标.为了展示联

邦调优框架的实用性和有效性,本文设计了三方面对比实验将:1) 联邦学习调优框架的效率提升:在第 5.2 节,
本节将基于联邦学习的贝叶斯调优算法与其他先进的调优算法进行比较,评估其在实际应用中的改进效果;2) 
联邦学习框架调优的鲁棒性:在 5.3 节,本节将分析当云端提供历史调优数据的客户端数量变化时对调优效率

的影响;3) 调优经验权重动态变化:在最后的 5.4 节,本节将研究基于联邦学习的贝叶斯调优算法框架中,各调

优经验的权重随算法迭代的变化,以验证基于元特征匹配的经验筛选对客户端异构性问题的处理效果. 

5.1   实验环境设置及数据集 

本文在 Windows 10 操作系统上进行实验,开发环境为 Python 3.10 和 PostgreSQL 14.4.实验主机配备

Intel Core i7-7700H 处理器,32GB 内存和 1.5TB 磁盘.为了隔离数据库系统,本文将其部署在运行 Ubuntu 操作

系统的 Linux 虚拟机上,该虚拟机配置了 4 核心的 CPU,16G 内存和 512G 磁盘. 
测试数据集.  如表 1 所示,本文采用了 YCSB、TPCC 和 TPCH 三个基准测试工具来评估数据库系统的性

能.具体来说,在 TPCC 负载中,本文设置参数 warehouse=10,loadWorkers=1 生成占用 1GB 空间的数据集.此外,
为了验证本文模型在大规模数据集上调优的有效性,实验进一步进行了扩展,将机器内存限制在 4GB,并通过设

置 TPCC 参数 warehouse=80,loadWorkers=1 生成占用 8GB 空间的数据集以进行调优测试.在 TPCH 负载中本

文基于 19 个复杂查询模板,按比例生成含有 100 个查询的事务,并生成 8 个表总共 1GB 的数据集进行查询.本
文排除了第 2、第 17 和第 20 模板,因为基于这三个模板生成的查询执行时间比其他模板生成的查询要长得

多,如果不排除这三个模板将主导整个负载的成本.YCSB 负载使用以下工作负载类型生成数据集(每个数据集

占用 1GB 空间):workloada(读写均衡型,50%/50% Reads/Writes)、workloadb(偏读型,95%/5% Reads/Writes)
和 workloadc(纯读型,100%/0% Reads/Writes),每个工作负载使用参数 recordcount=900,000 生成数据集. 

TPCC、TPCH 和 YCSB 提供了多种工作负载模板,这些基准测试封装了数据集和工作负载,有效地模拟

了真实世界的数据库系统.在实验过程中,本文根据实际生产环境的需求调整了各种参数,通过细致处理和分析

实验数据,得出了可靠的结果和结论. 
对比方法.  现有工作使用的旋钮优化方法可以分为三类:(i) 基于搜索的方法,(ii) 基于强化学习

(Reinforcement Learning,RL)的方法,以及 (iii)基于贝叶斯优化(Bayesian Optimization,BO)的方法.在基于搜索

的方法中,BestConfig[28]是一种常用的示例.它将搜索空间划分为多个部分,通过分支定界策略探索.虽然该方

法可以快速选择要评估的下一个点,但由于不适用先验知识库,其性能受到了限制[29]. 
实验中,本文将基于联邦学习的贝叶斯调优算法与以下调优算法进行比较:(1) DDPG(Deep Deterministic 
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Policy Gradient)[1]:利用深度确定性策略梯度算法,Actor 基于 DBMS 内部指标训练深度神经网络,并提出平衡

探索和利用的配置.(2) BO(Bayesian Optimization)[29]:贝叶斯调优算法,基于普通贝叶斯优化来寻找数据库最

佳配置.(3) CBO(Centralized Bayesian Optimization):集中式贝叶斯调优算法,在单机上利用多个贝叶斯优化提

供的历史经验进行调优,用于验证基于联邦学习的贝叶斯调优算法的精度损失. 

表 1  实验数据集 

No. Workload Scale Transaction Ratios 
1 TPCC 1GB [45, 43, 4, 4, 4] 
2 YCSB-A 1GB [0.50, 0.50, 0, 0] 
3 YCSB-B 1GB [0.95, 0.05, 0, 0] 
4 YCSB-C 1GB [1, 0, 0, 0] 

5 TPCH 1GB [3, 0, 5, 6, 5, 5, 5, 3, 5, 3, 8, 4, 5, 
5, 8, 5, 0, 5, 5, 0, 5, 10] 

6 TPCC-8G 8GB [45, 43, 4, 4, 4] 
 测试指标.  在 DBMS 优化的情景下,主要目标是是最大化性能,例如吞吐量和延迟(如 95% 延迟),这些指

标旨在衡量 DBMS 有效处理大量工作负载或查询的能力.实验中为了全面深入地检验本文设计的联邦学习调

优框架的实际表现,本文制定了一系列关键的实验指标.核心指标是吞吐量(Throughput)和调优用时

(Runtime).在本实验中,吞吐量具体指数据库在处理特定工作负载时,每秒钟能够执行的操作数量,这是衡量旋

钮性能的重要标准;而调优用时则表示达到最优吞吐量所消耗的时间,反映调优的收敛速度.通过设定这些指

标,本章能够全面深入地评估不同旋钮调优方法,从而准确地揭示其调优效果的优劣. 

5.2   针对不同方法调优效率的对比实验 

本章在三种不同的数据库基准测试(TPCC 负载、YCSB 负载和 TPCH 负载)上训练三种旋钮调优模

型:DDPG,BO,FBO.表 2 展示了三种调优方法在实验中的效率,包括 optimal-throughout(最优吞吐量)和
optimal-runtime(达到最优吞吐量所消耗的时间).具体来说,本文设计的 FBO 方法能够大大提高云数据库场景

下旋钮调优的效率,能在更短的时间开销下,达到更高的负载吞吐量.例如,在 YCSB-A 负载中,FBO 方法仅仅消

耗 145.46s 就能够达到 1714.32 ops/s 的吞吐量,而基于普通 BO 和 DDPG 的调优模型需要消耗更多的时间来

完成调优. 

 在表 2 中,TPCH 负载上的调优过程相比其他基准测试更为缓慢,主要原因在于 TPCH 负载的查询执行耗

时更长.该负载的查询复杂性对每个查询进行细致的分析和优化提出了更高的要求,并且部分极其耗时的查询

造成了长尾效应.首先,TPCH 包含 22 个高度复杂的查询,涵盖了各种类型的复杂查询,包括聚合查询、连接查

询、嵌套子查询等.例如,Q1 和 Q10 中涉及大量的分组和聚合运算,而 Q20 和 Q22 则包含多层相关的嵌套子查

询.这种复杂性使得数据库对旋钮参数的设置极为敏感,不同的旋钮配置可能对不同的查询产生显著的影响.其
次,TPCH 基准测试还表现出明显的长尾效应,即少数几个查询占用了大部分的执行时间.优化这些长尾查询通

常涉及更多的旋钮,需要更多的时间和资源,导致调优周期延长.不同查询的资源需求各异,有些查询可能是

CPU 密集型,而另一些则可能是 I/O 密集型,导致难以实现统一的旋钮优化策略.这不仅增加了优化的难度,耗
费更多资源也可能对其他查询的性能产生负面影响. 

表 2  三种调优方法的调优效率对比实验 

Benchmark 
Default Knobs DDPG BO FBO 

Throughput 
(ops/s) 

Throughput 
(ops/s) 

Runtime 
(s) 

Throughput 
(ops/s) 

Runtime 
(s) 

Throughput 
(ops/s) 

Runtime 
(s) 

TPCC 2462.27 2479.02 155.09 2602.25 174.38 2566.45 161.76 
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YCSB-A 1609.50 1708.02 851.38 1727.71 499.33 1714.32 145.46 

YCSB-B 2763.59 2914.97 841.44 3002.22 323.76 2999.53 294.56 

YCSB-C 3274.39 3511.31 402.03 3522.98 445.61 3525.31 385.98 

TPCH 0.106 7.068 6240.38 7.096 1168.55 7.144 2267.91 

在图 4 中展示了 TPCC 负载中采用不同调优方法所得到的最大吞吐量以及达到最优吞吐量的用时.实验

结果可以看到,采用 FBO 模型进行调优后,最终吞吐量上达到了 2566.45 ops/s,相比默认旋钮配置的 2462.27 
ops/s 有约 4.2%的提升,这使得其性能达到了 BO 模型 98.6%.因为 TPCC 上的负载相对复杂,在联邦客户端数

量有限的情况下,FBO 可能需要更多的迭代才能达到更接近普通调优方法的性能.相比之下,DDPG 模型提升较

小,吞吐量仅从 2462.27 ops/s 略增至 2479.02 ops/s,性能提升仅 0.68%,这可能由于所使用的神经网络的复杂

性,基于 RL 的方法还需要更多的迭代. 
在迭代开始阶段,观察到 FBO 选择的配置要优于 BO 的情况.这是由于 FBO 实现基于历史调优经验的学

习,能够在短时间内利用经验获得较佳的性能配置,启动后无需多次探索,而普通的 BO 方法还需要在从先验数

据开始拟合不太准确的模型,然后进行迭代优化探索,因此其初始配置性能较差. 
在时间效率上,本文设计的 FBO 模型在达到最大吞吐量所需的时间相比于单机上 BO 的 174.38s 减少了

约 7.23%,这说明联邦学习的历史经验有在不调优的迭代过程实现加速. 

 

图 4  TPCC 负载上的旋钮调优过程中吞吐量随迭代变化 

如图 5 到图 7 所示,它们展示了各种 YCSB 负载上各种旋钮调优方法的最大吞吐量和所需时间.以
YCSB-A 为例,可以看出 FBO 模型的最终调优效果在吞吐量上达到了 1714.32 ops/s,对于默认配置的 1609.50 
ops/s 提升约 6.5%的性能,接近单机上 BO 的 1727.71 ops/s.与 TPCC 类似,由于 FBO 可以综合历史调优经验,
因此在开始迭代时就可以探索达到相近于 BO 最终性能的效果,并能保持稳定收敛.此外,DDPG 也有 1708.02 
ops/s 的结果,提升约 6.1%,不过在有限的迭代次数内,效果仍然未达到基于贝叶斯优化调优方法的性能.时间效

率上,FBO 用时 145.46s,相比 BO 的 499.33s 有明显提升,这表明其在迭代中能够快速达到较好的收敛状态.同
时 BO 模型在收敛方面表现都比 DDPG 更为出色,后者达到最大吞吐量需要 851.38s,也印证了采用贝叶斯模

型可以避免神经网络复杂导致收敛缓慢. 
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而在 YCSB-B 和 YCSB-C 工作负载下,FBO 模型的最终调优效果在吞吐量上也分别达到了 2999.53 
ops/s、3515.31 ops/s,相比默认配置的 2763.59 ops/s、3274.39 ops/s 对应有提升约 8.5%、6.9%的性能.同时,
消耗时间均略低于 BO,表明在这两个工作负载上,利用各历史调优经验的 FBO 可以实现更快的稳定收敛.

 

图 5  YCSB-A 负载上的旋钮调优过程中吞吐量随迭代变化 

 

图 6  YCSB-B 负载上的旋钮调优过程中吞吐量随迭代变化 
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图 7   YCSB-C 负载上的旋钮调优过程中吞吐量随迭代变化 

 在图 8 中,本文进一步分析了 TPCH 负载中四种旋钮调优方法的最大吞吐量和所需时间性能表现.从实验

结果可以看出,由于 TPCH 上负载的复杂性,默认旋钮配置的性能并不是很好,而经过各调优方法的优化,性能

结果相较默认配置都有显著提升.在吞吐量方面,本文的 FBO 模型在最终调优效果上实现了 7.144 ops/s 的吞

吐量,优于单机贝叶斯优化 BO 的 7.096 ops/s 和强化学习 DDPG 的 7.068 ops/s,在复杂查询场景表现良好. 
 在时间效率上,FBO 模型的调优耗时为 2267.91s,明显少于 DDPG 的 6240.38s.虽然耗时长于 BO 模型,但
是能观察到在迭代初期阶段,联邦学习框架能够在短时间内利用经验获得较佳的性能配置.启动后无需多次探

索试错,FBO 即可达到与 BO 相近 20 次迭代后相近的调优效果. 

 

图 8  TPCH 负载上的旋钮调优过程中吞吐量随迭代变化 
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表 3  联邦学习调优与集中式调优的对比实验 

Benchmark 
Default Knobs CBO FBO 

Throughput 
(ops/s) 

Throughput 
( ops/s) 

Runtime 
(s) 

Throughput 
(ops/s) 

Runtime 
(s) 

YCSB-A 1609.50 1729.68 530.82 1714.32 145.46 

YCSB-B 2763.59 3000.69 264.13 2999.53 294.56 

YCSB-C 3274.39 3538.77 401.77 3525.31 385.98 

TPCH  0.106 7.207 1994.52 7.144 2267.91 

更多地,本文还对基于联邦学习的贝叶斯调优算法(FBO)和集中式调优方法(CBO)进行了比较.联邦学习

框架下的贝叶斯调优算法需要对数据进行隐私保护处理,并扩展代理模型以实现中间参数传递,集中式贝叶斯

优化则可以视为在单机上不进行隐私保护,直接使用多个客户端历史经验数据的架构. 
表 3 的实验数据表明,在各种负载情况下,FBO 相对于 CBO 模型的精度损失较小,能达到和集中式匹配的

性能.以 YCSB-A 为例,FBO 模型的最终调优效果在吞吐量上达到了 1714.32 ops/s,相比默认配置的 1609.50 
ops/s 提升约 6.5%的性能,与集中式的贝叶斯优化相比精度损失只有 0.89%.这表明,尽管联邦学习方法为了保

护隐私可能会带来一定的数据失真,但其整体性能够与集中式方法保持非常接近的水平. 
在时间开销方面,FBO 与 CBO 在大多数负载情况下表现相当.特别是在 YCSB-A 和 YCSB-C 负载中,FBO 的

时间开销甚至低于 CBO.虽然在 YCSB-B 和 TPCH 负载中,FBO 的时间开销略有增加,但总体上仍然在可接受

范围内.尽管隐私保护带来了一定的数据失真,FBO 仍然能够在保持高吞吐量和较低时间开销的情况下,取得

接近集中式调优的效果,说明了 FBO 框架在实际应用中具有较好的实用性和有效性. 
为了验证基于联邦学习的贝叶斯调优算法在大规模数据集上的有效性,本文单独在 4G 内存系统上对 8G

数据量的 TPCC 负载进行调优实验.调优结果如表 4 所示,该负载下默认配置吞吐量为 3435.45 ops/s,使用

FBO 模型调优后,吞吐量提升至 3456.70 ops/s,优于 DDPG 模型的 3443.46 ops/s.此外,与集中式的 CBO 模型

相比,FBO 模型的精度损失仅为 0.16%,基本到达集中式调优的水平,展现出较高的性能. 
而在该数据集调优的时间开销上,实验结果仍然表明,在实验设置相同的调优迭代次数下,基于贝叶斯优

化的方法优于基于强化学习的 DDPG 方法.尤其是利用历史经验的 CBO 和 FBO,调优速度更为显著.在图 9 的

吞吐量变化曲线显示,CBO 和 FBO 均在前 10 轮迭代时就已达到与 BO 在 50 轮迭代时相近的吞吐量性能,并
在 40 轮迭代左右达到了接近 BO 最终的吞吐量性能.相比之下,本文的 FBO 模型具有更高的效率. 

表 4  不同调优方法在 TPCC-8G 数据集上的调优对比实验  

Benchmark Throughput (ops/s) Runtime (s) 

DDPG 3443.46 11263.06 

BO 3452.58 8767.62 

CBO 3451.03 6647.43 

FBO 3456.70 5530.60 
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图 9  TPCC-8G 负载上的旋钮调优过程中吞吐量随迭代变化 

5.3   针对基于联邦学习的贝叶斯调优算法鲁棒性的对比实验 

本章首先训练了四个客户端的调优数据,以探究不同经验数量对模型的性能调优能力影响.如图 10 中,在
经过工作负载元特征匹配筛选后,FBO 可以使用不同数量的客户端经验进行旋钮调优任务. 

在图 10 (a)中,本节研究了 TPCC 负载环境下,不同客户端数量对联邦贝叶斯优化调优性能的具体影响.实
验结果详细展示了从单客户端到四客户端不同配置下的吞吐量变化情况:在单客户端环境下,吞吐量在 2440-
2500 ops/s 范围内,由于数据历史经验有限,模型可能受到单个客户端的经验过多影响,导致无法有效拟合出准

确的性能代理函数,需多次迭代以适应.引入第二个客户端后,利用历史经验得到的初始配置性能更好了,同时

吞吐量迅速提升至约 2520 ops/s,显示出增加历史经验可以加速模型的早期学习.随着更多客户端的加入,吞吐

量更快稳定在 2526 ops/s,模型能够利用更丰富的历史经验进行调优,提升调优效率并增强了迭代的稳定性. 
在 YCSB 负载中,不同客户端数量对 FBO 调优性能的影响如图(b)-(d)所示.相比 TPCC,可能是 YCSB 的

负载测试直接根据读写比例生成的测试更单纯,使得客户端经验的异构性小.实验数据显示,YCSB-A 与

YCSB-B 在增加客户端经验数量时最终调优吞吐量没有明显增加,都稳定在约 1705 ops/s 和 2970 ops/s 附近.
这与 5.3 节实验中 YCSB 负载下 FBO 调优性能已经接近 BO 效果的结论一致,说明此时以较少的客户端经验

即可达到不错的调优结果.随着客户端数量增加,根据经验推荐的初始配置性能在提高,达到最终收敛的轮数也

在减少,说明增加客户端数量仍然能带来调优效率提升.而对于纯读的 YCSB-C,由于本章使用的四个可选客户

端异构性较大,可以观察到从一个客户端到四个客户端最终调优性能提升较为显著. 
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(a) TPCC 负载                           (b) YCSB-A 负载

 

(c) YCSB-B 负载                                   (d) YCSB-C 负载 

图 10  不同历史经验数量的调优过程吞吐量变化 

5.4   动态权重分析 

 为了更清晰地展示联邦学习内部迭代决策过程,本节在图 11 呈现了优化 TPCC 时使用的四个客户端经验

权重.结合图 10 (a)的 client_num=4,可以观察到客户端模型的权重变化如何影响整体吞吐量.在调优的初期阶

段,到大约 25 轮迭代,各客户端的吞吐量显示出显著的波动,这反映了模型在尝试不同配置下的适应性.随着调

优的深入,大约到 40 轮迭代左右,算法逐渐倾向于增加与当前调优目标负载更相似的客户端权重.这时整体模

型到达一个新的最大吞吐量,同时由于策略选择器增加了全局模型的概率,客户端权重的变化趋于稳定.最终,
各客户端的权重相差不大,这与本章选择客户端时采用相近但不同负载设置相符合. 
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图 11  TPCC 负载上各客户端经验权重变化 

 如图 12,在 YCSB 工作负载上,各客户端经验权重动态变化趋势类似.随着迭代的进行,客户端经验之间的

权重逐渐趋于稳定,说明模型逐渐找到了适应该负载的最佳配置. 
 

   
 

(a) YCSB-A 负载                        (b) YCSB-B 负载               (c) YCSB-C 负载 

图 12  YCSB 负载上各客户端经验权重变化 

6   总结与展望 
本文针对云数据库旋钮调优中的隐私保护问题,提出了一种基于联邦学习的云数据库旋钮调优技术.通

过引入元特征匹配的经验筛选方法,有效解决了联邦学习中数据异构问题,并提高了学习效率.同时,本文创

新地结合云数据库服务特性,提出了以节点端为训练中心的联邦贝叶斯调优算法,利用随机傅里叶特征扩展

联邦学习框架,实现了无梯度参数任务的联邦学习,并能在保护用户隐私的前提下保证经验不失真.实验结果

表明,该方法在多个工作负载下表现出显著优势.未来本文计划在联邦学习贝叶斯调优算法的基础上,进一步

探讨随机傅里叶特征在参数传递过程中的隐私保护能力与对应的优化技术,特别是其在多旋钮高维数据场景

中的适用性与稳定性.同时,需要深入研究调优算法在隐私保护的调优效率直接的权衡,并探索自动化实现这种

权衡的方法.具体而言,可以设计一种自适应机制,根据不同的工作负载元特征信息和隐私需求,动态调整算法

的参数,以实现最佳的隐私保护和调优效率.此外,还可以考虑在更广泛和更真实的数据库环境中进行实验,以
验证本文方法的普适性和实用性,从而推动基于联邦学习的云数据库调优技术的发展和应用. 
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