
 

Original Cutout HaS RandomErasing GridMask AdvMask

图 3　图像擦除方法对比
  

4.1.3    图像混合

近年来, 图像混合数据增强受到越来越多的关注. 这些方法主要通过将两幅或多幅图像或图像的子区域混合

为一幅来完成. 通过混合多个图像, 或者混合多个图像中的感兴趣目标到一张图像中, 可以模拟现实中可能出现的

多目标场景, 从而可以增强模型对这一场景的泛化性能.

N2

N N2

Inoue 等人 [18]提出了一种数据增强方法, 称为配对样本, 通过将训练集中随机选择的两幅图像合成一幅新图

像来扩大数据集. 利用从训练集中随机选取的两幅图像, 可以从 N 个训练样本中生成   个新样本, 即配对样本.

利用从训练集中随机选取的两幅图像, 可以从   个训练样本中生成   个新样本. 配对样本的工作流程如图 4 所

示. 由于使用的合成方法是将两幅图像在每个像素上的强度进行平均, 所以配对样本方法的一个限制是合成的图

像在视觉上没有意义. 另一个局限性是这种增强技术只适用于分类任务, 因为无法确定合成的混合图像的掩膜或

边界框. 混合图像标签遵循用于合成的第 1幅图像, 因此这不是一种标签保持方法. 由于两幅图像在混合图像中的

权重相等, 除非标签 A 和标签 B 是相同的标签, 否则分类器无法从混合图像中正确预测第一幅图像的标签 (图 4

中标签 A). 因此, 训练错误率可能高于无配对样本的情况. 在 CIFAR-10等图像数据集上的实验表明, 该方法能够

将验证集上的分类错误率降低 3.1%–28.8%.

Zhang等人 [22]讨论了一种更通用的合成方法Mixup. Mixup不只是对两幅图像的强度进行平均, 而是对样本

对和它们的标签进行凸组合. 因此, Mixup在数据增强和监督信号之间建立了一种线性关系, 并且能够正则化神经

网络, 使其在训练样本之间具有简单的线性行为. 这种线性行为减少了在训练样本之外进行预测时的不良振荡量.

另外, 从奥卡姆剃刀的角度来看, 线性是一种很好的感性偏差. 实验结果表明 Mixup 使得决策边界从类到类线性

过渡, 提供了更平滑的不确定性估计, 因此 Mixup 训练的模型在模型预测和训练样本之间的梯度范数方面更加

稳定.
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型性能的具体提升效果, 我们采用了几种常见的深度学习模型作为我们的基准模型, 包括 ResNet、Wide-ResNet
以及 Shake-ResNet, 这些模型具有不同的复杂性和参数数量, 以便我们可以更全面地评估数据增强方法的效果. 最
终, 我们用到的评测指标为测试集上的分类准确率.

如表 6所示, 我们选取了各个类中最具代表性和广泛使用的数据增强方法. 实验结果表明, 不同的数据增强方

法在不同的数据集和模型上产生了不同的效果. 相比较而言, 基于深度学习的自动增强类方法通常能取得更好的

性能表现, 但是由于这类方法需要首先针对数据集来获取数据增强操作和参数空间, 所以相比较于图像擦除类和

图像混合类而言, 实际场景下的应用并不是很容易. 相反, 图像擦除类和图像混合类由于几乎不需要先验信息, 可
以“即插即用”, 因此当下主流的模型训练几乎都内嵌了这两类方法. 从实验结果也可以看出, 这两类方法同样带来

了显著的效果提升. 尤其是对于较为简单的模型, 比如 ResNet-18, 这两类方法带来的性能提升和自动增强类方法

差距不大.
 
 

表 6　数据增强方法在图像分类任务上的效果对比 (%)
 

方法
CIFAR-10 CIFAR-100

ResNet-18 Wide-ResNet-28-10 Shake-ResNet ResNet-18 Wide-ResNet-28-10 Shake-ResNet

Mixup[22] 96.55 96.89 96.50 79.33 82.28 79.20
CutMix[37] 96.58 96.87 96.45 79.53 82.60 79.32
Cutout[17] 96.01 96.92 96.96 78.04 81.56 79.47

GridMask[24] 96.38 97.23 96.91 75.15 80.32 79.14
AdvMask[35] 96.32 96.93 96.90 78.38 80.56 79.88

RandomErasing[33] 95.69 96.92 96.46 75.95 80.50 78.89
AutoAugment[20] 96.07 97.01 97.21 79.56 82.89 82.27

Fast AutoAugment[21] 95.89 96.77 96.42 79.10 82.69 81.33
RandAugment[43] 96.37 96.88 97.01 78.33 82.90 80.02
TrivialAugment[44] 96.20 97.11 97.27 78.70 82.70 82.10
KeepAugment[47] 96.10 97.30 97.35 80.26 82.01 82.49
SelectAugment[42] 96.18 97.33 97.38 81.89 83.37 85.17

  

6   数据增强面临的挑战和未来研究方向

尽管在图像数据增强研究方面已经做出了大量的努力来提高深度学习模型的性能, 但仍有一些开放的问题尚

未完全解决.
● 数据增强的理论研究. 关于数据增强的理论研究相对不足. 目前, 数据增强带来的性能提升主要归因于其通

过增加训练数据集的多样性, 使模型能够可以学习到更多潜在的未见样例. 然而, 关于数据增强有效性的深入分析

仍然不足. 尽管遮盖类和混合类的很多方法已被证明有效, 但如本文图 3、图 7、图 9所示, 部分增强后的图像已

经丢失了原有的语义信息, 模型如何利用这些样本来提升泛化能力仍需进一步研究. 此外, 关于训练集的增强幅度

和增强尺度的选择也缺乏理论支持. 例如, 随机选择的增强幅度虽然可以增加样本的多样性, 但同时也可能引入噪

声 [42]的对于数据增强的可解释性研究将有助于解决这些问题, 并为数据增强方法的设计与应用提供理论指导, 推
动该领域的发展.

● 数据增强方法的评估. 训练数据的数量和多样性对模型的泛化能力至关重要. 然而, 由于缺乏统一的衡量标

准, 如何评价合成图像质量仍是一个开放的问题 [88]. 当前阶段, 研究人员通过以下几种方式来评估合成数据的质

量. 首先, 合成数据通常由人眼进行评估, 这种方法耗时耗力且主观性强. 常用的方法是利用 AMT (Amazon
mechanical turk)来评估输出的真实性, 它通过要求参与者对用不同方法合成的各种图像进行投票, 来评估生成图

像的质量和真实性. 其次, 一些研究将评估与具体任务相结合, 即根据数据增强方法对有数据增强和无数据增强任

务度量的影响来评估数据增强方法, 如具有分类精度的分类任务和具有掩码 IoU的语义分割. 然而, 目前并没有针
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对合成数据本身的评价指标. 一般来说, 无论任务是什么, 评价指标都是基于个体数据的多样性和整体数据分布的

一致性. 数据质量分析可以帮助设计评价指标.
● 数据增强方法的设计. 虽然图像数据增强技术可以应用于目标检测 [89], 语义分割 [90]和图像分类 [88]等各种计

算机视觉任务, 但数据增强方法是独立于任务的, 操作是同时在图像数据和标签上进行的, 而不同的任务下标签类

型是不同的, 所以目标检测任务的数据增强方法不能直接应用于语义分割任务. 这就导致了图像数据增强方法的

效率低下和可扩展性差.
● 类不平衡. 数据不平衡或极少数据会导致数据分布严重扭曲 [91,92]. 这种情况发生的原因在于学习过程往往

会偏向于多数类样例, 从而难以有效地对少数类样例进行建模. 合成少数类过采样技术 (SMOTE)[93]则是通过对少

数类进行过采样来缓解此问题. 然而, 过度采样可能会饱和少数类, 导致过拟合. 因此, 我们期望生成的数据能够在

保持多样性的同时模拟出与训练数据相似的分布, 以避免过度拟合的问题. 最终, 需要提供更加严谨和深入的理论

来支持数据增强方法的选择和设计, 从而更好地处理数据不平衡和少数类问题.
● 生成数据的数量. 数据增强的一个有趣之处在于, 训练数据量的增加与性能的提升并不完全成正比. 当达到

一定量的数据时, 继续增加数据并不会带来效果的提升. 这可能是因为, 尽管数据数量在增加, 但数据的多样性并

没有提高. 目前, 生成的训练数据量的大小通常是根据个人经验和大量实验结果设计的. 此外, 当原始数据集规模

较小时, 可能存在悖论. 我们将面临如何在极少的数据基础上生成合格数据的挑战. 因此, 应该生成多少数据才尽

可能高地增强模型性能, 以及训练数据的数据是否存在一个上界还有待进一步探索.
● 数据增强的选择与组合. 由于各种数据增强可以组合在一起生成新的图像数据, 因此数据增强技术的选择

和组合至关重要. 图像识别实验表明, Pawara等人 [94]的组合方法的结果往往优于单一方法. 因此, 在进行数据增强

时, 如何选择和组合方法是一个关键点. 然而, 从我们的评估来看, 适用于不同数据集和任务的方法并不相同. 因
此, 增强方法必须针对每一个新的任务和数据集进行精心设计、实现和测试. 

7   总　结

随着深度学习的发展, 对训练数据集的要求越来越严格. 因此, 我们认为数据增强是解决有限标记图像数据不

足的有效方法. 本文对各种计算机视觉任务中的图像数据增强方法进行了综述, 并提出了一个分类法, 总结了每个

类别中具有代表性的方法. 然后我们在图像分割、目标检测、图像分类这 3个经典的计算机视觉任务中对这些方

法进行了实验比较分析, 证明了数据增强方法的有效性, 并在图像分类任务上进一步对比了不同数据增强方法的

效果. 最后, 我们讨论了当前面临的挑战并强调了未来的发展前景.
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