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摘　要: 知识图谱作为近年来人工智能领域的一大热点研究方向, 已应用于现实中多个领域. 但是随着知识图谱应

用场景日益多样化, 人们逐渐发现不随着时间改变而更新的静态知识图谱不能完全适应知识高频更新的场景. 为
此, 研究者们提出时序知识图谱的概念, 一种包含时间信息的知识图谱. 对现有所有时序知识图谱表示与推理模型

进行整理, 并归纳和建立一个表示与推理模型理论框架. 然后基于此对当前时序表示推理研究进展进行简要介绍

分析和未来趋势预测, 以期望帮助研究者开发设计出更为优异的模型.
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Abstract:  As  a  research  hotspot  in  artificial  intelligence  in  recent  years,  knowledge  graphs  have  been  applied  to  many  fields  in  reality.
However,  with  the  increasingly  diversified  application  scenarios  of  knowledge  graphs,  people  gradually  find  that  static  knowledge  graphs
which  do  not  change  with  time  cannot  fully  adapt  to  the  scenarios  of  high-frequency  knowledge  update.  To  this  end,  researchers  propose
the  concept  of  temporal  knowledge  graphs  containing  temporal  information.  This  study  organizes  all  existing  temporal  knowledge  graph
representation  and  reasoning  models  and  summarizes  and  constructs  a  theoretical  framework  for  these  models.  Then,  on  this  basis,  it
briefly  introduces  and  analyzes  the  current  research  progress  of  temporal  representation  reasoning,  and  carries  out  the  future  trend
prediction to help researchers develop and design better models.
Key words:  knowledge graph; temporal knowledge graph; representation learning; knowledge reasoning; R-GCN

知识图谱的概念自 2012年正式提出之后, 相关研究迅速成为热点研究, 并且通过几年发展, 知识图谱成为继

自然语言处理之后人工智能领域的又一新兴研究方向 [1,2]. 最初的知识图谱是 Google为了改善搜索引擎, 提高搜
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索效率而提出的, 主要服务于搜索引擎中的智能问答. 但是随着多年的技术创新和应用场景的扩展, 知识图谱逐渐

成为一种可以支撑多种领域应用、高效储存信息的数据形式. 知识图谱的规模越来越大, 能储存的知识越来越广

泛, 逐步出现了各种领域知识图谱, 诸如: 通用知识图谱、医疗知识图谱、政务知识图谱等. 为更多的人工智能应

用提供底层数据服务, 如: 推荐系统 [3]、智能问答 [4]等.
随着知识图谱逐步成为一个全新的研究方向, 针对其研究的划分越来越清晰, 研究内容越来越全面, 包含了知

识抽取、图谱构建、知识表示、知识融合、知识推理、图谱补全、质量评估等 [5,6]. 但是, 随着知识图谱的应用越

来越广泛, 传统的静态知识图谱已经不能满足人们的需求 [7], 缺少的动态变化是限制其的重要因素之一, 因此, 时
序知识图谱的概念和相关研究就应运而生 [8], 逐渐成为学界研究的热点. 而以时序知识图谱为核心的相关研究与

应用受到工业界和学术界的广泛关注 [9].
时序知识图谱在 2016年才被提出 [9], 相关研究还不足 10年, 但是其与知识图谱紧密相关, 所以在研究初期就

参考知识图谱有了详细的细分方向研究, 如: 时序知识抽取 [10]、时序知识表示、时序知识推理等 [1,9]. 其中, 时序知

识表示和推理是最为核心和关键的研究方向, 也是发展至今研究进度最快的方向, 有较多的研究成果产出. 时序知

识表示和推理, 在整个时序知识图谱研究中是最为重要的, 是一切其他研究的基础, 表示推理效果好坏在很大程度

上决定其他方向的研究和时序图谱的应用效果. 因此, 本文针对现有的时序知识图谱表示与推理的研究进展和未

来趋势进行介绍和分析, 以期望为后来的研究者提供参考, 帮助新关注此领域的研究者们更快地了解当前时序知

识图谱的研究动态.
同时, 本文根据现有的所有表示推理模型, 归纳构建了一个时序知识图谱表示与推理模型理论框架, 并以此来

介绍对比现有模型, 帮助后来的研究者更好地开发设计新的、更优秀的表示推理模型.
最后, 本文也结合当前的发展现状, 与实际面临的问题挑战, 提出了几个未来较为可行的时序图谱表示推理研

究方向, 以期望为研究者提供一些灵感. 

1   时序知识图谱的相关概念与定义

2016年, Jiang等人 [8]首次针对性的考虑时间信息对知识图谱的影响, 对此进行了初步研究, 并提出了时序知

识图谱的概念 (temporal knowledge graph, TKG). 通俗地讲, 时序知识图谱就是在传统知识图谱三元组的基础上增

加了时间信息. 举个简单的例子, (冬奥会, 举办地, 北京, [2022年 2月 4日, 2022年 2月 20日 ])表示实体“冬奥会”
与“北京”之间在 2022年 2月 4日–2022年 2月 20日这个时间间隔内具有“举办地”这个关系. 而对于时序知识图

谱的规范化的定义如下.

G = (E,R,T ), E |E|
R |R| T |T |

G = {G1,G2, . . . ,GT }
(s,r,o, τ), s,o ∈ E r ∈ R τ ∈ T

s,r,o s,r,o h, r, t, τ s, p, o,

τ

定义 1 (时序知识图谱). 时序知识图谱定义为带有时间戳的有向图   其中   是实体集合, 包含   种

不同实体;    是关系集合, 包含   种不同关系;    是时间戳信息集合, 包含   种不同时间戳. 与此同时, 时序知识图

谱也是由每个时间戳上静态知识图谱构成的集合, 即:     每个时序知识图谱中的知识可以记为

 其中   是主语 (subject)实体和宾语 (object)实体,    是关系 (relation),    是时间戳, 并且使用

 分别作为   的嵌入表示. 此处, 亦有模型采用 (头实体   关系   尾实体   时间   ) 或 (主语   谓语   宾语 

时间   )来表示时序知识.

G = (E,R,T ),

时序知识图谱推理相较于传统的静态知识图谱推理, 多了时间信息, 因此推理类型有所扩展. 在原有的主语

(宾语)实体预测、关系预测的基础上增加了时间预测和未来预测. 针对时序知识图谱   几个推理任务

的定义如下.

G = (E,R,T ), s ∈ E o ∈ E r ∈ R τ ∈ T,

o ∈ E s ∈ E (s,r,o, τ)

定义 2 (实体预测). 对于时序知识图谱   给定实体   (或   ), 关系   和时间   求解

 (或   )使得   为真的过程被称为实体预测.

G = (E,R,T ), s,o ∈ E τ ∈ T, r ∈ R (s,r,o, τ)定义 3 (关系预测). 对于时序知识图谱   给定实体   和时间   求解关系   使得 

为真的过程被称为关系预测.

G = (E,R,T ), s,o ∈ E r ∈ R, τ ∈ T (s,r,o, τ)定义 4 (时间预测). 对于时序知识图谱   给定实体   和关系   求解时间   使得 
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为真的过程被称为时间预测.
G = (E,R,T ), s ∈ E o ∈ E r ∈ R τ < T,

o ∈ E s ∈ E (s,r,o, τ)

定义 5 (未来事件预测). 对于时序知识图谱   给定实体   (或   ), 关系   和时间   求

解   (或   )使得   为真的过程被称为未来预测.
未来事件预测与实体预测的区别在于待预测四元组中的时间信息是否在知识图谱中出现过, 如果预测四元组

事件发生在未来 (即时间信息不在原知识图谱中), 就是未来事件预测. 

2   时序知识图谱表示与推理模型理论框架归纳

相较于静态知识图谱, 时序知识图谱中的时间信息发挥重大作用, 而时间信息本身很难直接对其特征进行描

述, 因此研究者们更多的是关注时间信息对实体或关系带来的影响, 其中最具代表性的手段就是通过对实体、关

系的历史信息提取来获取时间信息的影响. 因此, 现有较多的时序知识图谱表示模型对于时间信息的处理采用对

于历史信息的提取和对其特征的挖掘. 往往对于历史信息更高效的挖掘可以带来更大的预测效益.
本文根据时序知识图谱的特殊性和应用场景, 归纳出了一个适用于所有时序知识图谱表示与推理模型的通用

理论框架, 如图 1所示. 在此框架中, 将表示与推理模型分为 3个核心模块和一个特殊设计: 底层嵌入模块、时间

信息处理模块、推理模块和特殊场景定制设计. 3个模块和一个设计是一个时序知识图谱表示与推理模型中最为

核心的 4个部分. 其中底层嵌入模块是整个模型的底座, 不同的嵌入方法选择将很大程度的影响后续各模块的设

计与模型最终的表示与推理能力; 时间信息处理模块是模型处理时序信息的重要环节, 其通过不同方法从时序图

谱中捕获知识在时间线上的变化规律; 推理模块是模型对接应用的重要出口, 根据不同的任务选择合适的推理方

法会提升模型整体性能; 特殊场景定制设计, 对模型进行了进一步的个性化限制, 使得模型在不同场景和任务中具

备更好的表现. 4个部分相互独立又彼此支撑, 共同作用下形成一个高效的时序知识图谱表示与推理模型. 下面逐

一对其进行更详细介绍.
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图 1　时序知识图谱表示与推理模型的通用理论框架
  

2.1   底层嵌入模块

底层嵌入是整个表示推理模型的基础, 是模型的底层基石, 底层嵌入的不同设计决定了后续实体关系表示的

不同效果和特性. 本文分析时序图谱的特殊性, 将底层嵌入中的具有特殊设计的方法分两个大类, 一为基于语义相

关性构建的嵌入, 二为基于结构相关性构建的嵌入. 其他的方法则是在底层嵌入中, 没有针对性的特殊设计, 也可
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以说这类模型没有底层嵌入, 而是在后续时间信息处理模块的设计中, 通过针对性设计兼顾时间信息处理的同时

生成实体和关系的嵌入表示.
• 基于语义相关性构建, 是指时序知识图谱表示模型底层嵌入是基于图谱实体关系间的语义相关性进行构建

的. 语义相关性体现为图谱中知识 (实体-关系-实体)蕴含的语义联系, 实体、关系的嵌入同样保持着此种联系. 底
层嵌入不包含时间信息, 因此就是针对时序中的每个时刻的静态知识图谱进行建模. 基于语义相关性构建的底层

嵌有 TransE[11]、SimplEx[12]、DisMult[13]、RotatE[14]等. 时序模型基于这些静态表示方法对实体和关系进行底层嵌

入, 并在此基础上进行特殊设计, 随后再添加不同的针对时间信息的处理手段.
• 基于结构相关性构建, 是指时序知识图谱表示模型底层嵌入是基于图谱实体关系间的语义相关性进行构建

的. 结构相关性体现为图谱中的图结构特性, 实体节点与邻居节点通过代表关系的边进行连接. 底层嵌入通过图结

构信息进行特征提取, 实现对实体、关系的建模. 这类方法通常采用 GCN[15]或 RGCN[16]来对图谱中的结构信息进

行提取并生成实体和关系的底层嵌入. 

2.2   时间信息处理模块

时间信息是时序图谱的重要特征之一, 是区别于静态知识图谱的关键要素. 而历史信息是时间信息的一种显

示表征, 蕴含了实体、关系和知识随着时间演变而产生的动态变化特征. 因此模型对历史信息的特征挖掘和利用

效率可以决定时序图谱表示的准确性和后续推理的精度. 本文将现有模型对于时间信息的处理方式进行归纳, 将
时间信息处理模块采用的方法分为两类, 时间信息显式建模方法和时间信息隐式建模 (历史信息抽取)方法.

• 显式建模方法, 是模型通过对时间信息的特殊处理, 学习时间对实体、关系产生的影响. 此类方法, 直接从时

间信息的处理中, 捕获实体、关系、知识等在不同时间下的改变. 此类方法的代表, 就是基于静态图谱表示方法时

序改造的模型, 其在原有表示的基础上对时间信息对其的影响进行建模.
• 历史信息抽取方法, 是对实体或知识的历史信息直接进行提取并捕获其对实体、关系的影响. 其中具有代表

性的方法是, 通过 RNN、LSTM 等对图谱序列进行历史信息的提取或通过霍克斯点过程 [17,18]对历史信息的影响

进行建模. 

2.3   推理模块

推理既是评价表示效果的重要参考, 亦是时序图谱的下游任务之一, 因此推理模块构建是模型中不可缺少的

一部分. 与此同时, 推理模块的构建方法选择不同, 往往模型的评价函数、损失函数等均有所差异. 本文根据推理

依据的差异性, 将模型的推理模块分为 4大类: 基于语义推理、基于结构推理、基于概率计算推理和混合推理.
• 基于语义推理, 是模型根据实体、关系的语义关系构建评价函数进行推理, 其中常见的有基于翻译的评价函

数 [11,19–21]、双线性函数 [22]等.
• 基于结构推理, 是模型根据图谱的结构特征构建相应的评价函数, 更多的是依赖图谱的图特性, 常见的方法

有强化学习 [23–25]、路径推理 [26,27]等.
• 基于概率计算推理, 是模型将推理转换为条件概率计算问题.
• 混合推理, 则是模型同时利用语义信息和结构信息构建评价函数, 进行联合推理. 

2.4   特殊场景定制设计

特殊场景的定制设计, 在实际模型设计时, 是首要考虑的因素, 需要在模型的设计之初就明确知道该模型将适

用何种场景, 是否需要对特殊场景进行针对性的定制化设计. 模型针对特殊的应用场景, 需要针对性的设计和调整

模型框架和思路. 现阶段的模型, 通过归纳, 暂时有如下 3 种特殊场景, 分别是增量/在线场景 [28–30]、小/零样本场

景 [31–33]和开放世界场景 [34–36].
• 增量/在线场景, 是指在对模型更新训练过程中仅采用新增或更新的数据和少量原始数据对模型进行针对性

的训练. 时序知识图谱在现实应用中有极强的即时性, 随着时间的变化, 知识更新速度较快, 为此选用增量式的训

练方法会极大减少计算资源和时间消耗.
• 小/零样本场景, 是指训练集样本数量少或没有的特殊场景. 时序知识图谱在特殊领域应用时, 诸如: 医疗图
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谱、军事图谱等, 往往面临着训练数据稀疏或缺失的情况. 针对此场景, 小/零样本模型的开发就帮助摆脱困境.
• 开放世界场景, 是指图谱应用时, 有新的实体和关系出现, 模型支持对新实体进行推理预测. 现实应用时, 往

往会出现不在原有图谱中的新实体, 针对这类新实体, 普通的表示推理方法无法生成表示并准确推理, 为此针对性

的开发定制模型至关重要. 

3   现有时序表示推理模型分析

时序知识图谱相关概念的提出距今尚不足 10年, 但是相关研究工作已经较为全面, 尤其是表示推理方面的研

究取得了良好效果. 具有代表性的表示推理模型已有 30余种, 各具特色, 且为后续工作带来了启发. 按照第 2节介

绍的表示推理模型理论, 现有所有表示推理模型的均可以按照上述模块进行拆解. 因此本节将根据各个模块, 对所

属模型进行详细对比分析. 首先对各模型在 3个模块一个设计中使用方法的类别进行了归纳, 详细如表 1所示.
  

表 1　时序表示推理模型一览表
 

模型 发表 时间 底层嵌入 时间信息 推理过程 场景定制

t-TransE[8] EMNLP 2016 语义 显式 基于语义 －

TransE-TAE[37] COLING 2016 语义 显式 基于语义 －

Know-Evolve[38] ICLR 2017 － 历史信息 基于语义 －

X-TransE[39] WWW 2018 语义 显式 基于语义 －

TA-DisMult[40] EMNLP 2018 语义 历史信息 基于语义 －

HyTE[41] EMNLP 2018 语义 显式 基于语义 －

DE-SimplE[42] AAAI 2020 语义 显式 基于语义 －

ATiSE[43] ISWC 2020 － 显式 基于语义 －

ETA-TransE[44]
软件工程 2020 语义 显式 基于语义 －

TComplEx[45] ICLR 2020 语义 显式 基于语义 －

TNTComplEx[45] ICLR 2020 语义 显式 基于语义 －

RE-Net[46] EMNLP 2020 结构 历史信息 基于概率 －

TIMEPLEX[47] EMNLP 2020 语义 显式 基于语义 －

DyERNIE[48] EMNLP 2020 语义 显式 基于语义 －

TeMP[49] EMNLP 2020 结构 历史信息 基于语义 －

GHNN[50] AKBC 2020 － 历史信息 基于概率 －

ChronoR[51] AAAI 2021 语义 显式 基于语义 －

CyGNet[52] AAAI 2021 结构 历史信息 基于概率 －

xERTE[53] ICLR 2021 － 显式 结构 －

RE-GCN[54] SIGIR 2021 结构 历史信息 基于概率 －

TIE[55] SIGIR 2021 语义 显式 基于语义 特殊增量

CluSTeR[56] ACL 2021 结构 历史信息 结构 －

TITer[57] EMNLP 2021 － 历史信息 结构 特殊新实体

EvoKG[58] WSDM 2022 结构 历史信息 基于概率 －

BoxTE[59] AAAI 2022 语义 显式 基于语义 －

CEN[60] ACL 2022 结构 历史信息 结构 特殊在线

EvoExplore[61] KBS 2022 － 历史信息 混合 －

TLT-KGE[62] CIKM 2022 － 显式 基于语义 －

DA-Net[63] CIKM 2022 － 历史信息 基于概率 －

MetaTKG[64] EMNLP 2022 － 历史信息 － 特殊元学习

CENET[65] AAAI 2023 － 历史信息 混合 特殊新事件

HGLS[66] WWW 2023 结构 显式 基于概率 －
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3.1   底层嵌入模块

底层嵌入是模型的基石, 它的选择极大影响着后续的各个设计阶段. 由表 1可以发现最初几年的模型大部分

以基于语义相关性构建的静态图谱表示作为底层嵌入, 研究者在此类传统静态图谱表示的基础上进行拓展, 在原

有实体、关系的基础上增加时间变量, 着重挖掘时间对实体、关系的影响. 2021 年后, 研究者们逐渐采用基于结

构相关性构建的底层嵌入替代语义相关性, 更多开始采用图卷积网络对实体、关系进行底层嵌入建模, 此类方法,
可以很好地捕获图谱的图结构信息, 能聚合邻居节点间的信息. 与此同时, 不采用底层嵌入的模型也越来越多, 这
类模型在针对实体关系建模时不采用静态图谱表示作为底层嵌入, 直接随机初始化嵌入, 虽然不具备时序图谱的

信息, 但是却具有更强的后续可塑性, 依赖后续的处理依然可以发挥出良好的效果. 下面对两类底层嵌入方法所属

具有代表性的模型进行详细介绍.
(1)基于语义相关性

(s,r,o, τ) (s,r,o)

τ

Jiang等人 2016年提出了第 1个针对时序知识进行编码表示模型 t-TransE[8], 其在传统静态模型 TransE构建

三元组的基础上增加了时间约束信息, 形成了最早的时序知识表示方法四元组   , 表示知识   仅在时

间区间   内有效.
t-TransE模型的底层嵌入可以同样选择 TransE系列的进化模型 TransH和 TransR等. 由于对于关系的演化过

程进行了建模以及利用时间一致性信息进行了约束, t-TransE模型在实体预测、链接预测等问题上的性能均优于

传统的静态表示方法. 自此 t-TransE模型为时序知识图谱的研究打开了一扇大门, 越来越多的工作开始聚焦于时

序知识图谱的表示学习, 并不断提出更具有效果的时序表示模型.
作为最早关注时序知识图谱相关研究的团队, Jiang等人在提出了第 1个应用于时序知识图谱表示模型 t-TransE

的同年, 针对时序知识图谱的推理和补全进行了研究, 提出了一种时间感知的知识图谱补全模型 TransE-TAE[37].
为了适用于时序知识图谱的表示和补全, 其在传统静态知识图谱表示 TransE的基础上对关系向量增加了时间信

息对其的影响. TransE-TAE适用于时序图谱补全任务, 即实体预测和关系预测, 是最早的适用于时序知识图谱推

理补全的模型, 同时也被作为此类任务的基线模型.
2018 年, Leblay 等人同样在原有静态知识图谱表示方法 TransE 的基础上增加了时间信息的约束, 采用 3 种

方法来修改原三元组评价函数使其可以表示时间信息对三元组的影响, 提出了模型 X-TransE[39], 其是首个可以对

时序图谱中的时间要素进行预测的模型, 即针对三元组知识预测其所生效的时间段.
同年, 发表在自然语言处理顶会 EMNLP上的两篇工作, 同样采用了 TransE作为底层嵌入. 其中 Dasgupta等

人参考了 TransH的改进思路设计了模型 HyTE[41], 相比于 t-TransE其对时间信息的利用更为有效; 而 García-Durán
等人则仅是利用静态表示来初始化实体关系表示, 选择用 LSTM来捕获时间信息, 提出了 TA-TransE/TA-DistMult[40],
两者基于不同的静态图谱表示方法进行底层嵌入, 效果有所差异, TA-TransE受限于基础静态表示模型的劣势, 在
表示效果上要远逊色于 TA-DistMult.

2020年是时序知识图谱表示推理模型研究成果微微爆发的一年, 这一年有较多的模型涌现, 国内外研究者不

仅局限于选择 TransE作为底层嵌入, 而是将视线转移到了其他表现优异的静态表示模型上.
Goel 等人提出了模型 DE-SimplE[42], 将实体、时间信息作为输入信息以得到实体在任何时间戳下的嵌入表

示. 该模型底层嵌入可以选择静态表示模型 TransE、DistMult、SimplE 等, 通过 Goel 等人的实验对比, 选择

SimplE形成 DE-SimplE的模型表现最佳.
在此之后, Lacroix 等人在静态知识图谱表示模型 ComplEx 的基础上增加时间约束, 将原有的三元组表示拓

展为四维张量, 提出了模型 TComplEx/TNTComplEx[45]. 该模型较 DE-SimplE在效果上有了细小提升.
随后, Jain等人 [47]和 Han等人 [48]分别选择静态表示中复数空间模型 ComplEx与黎曼流形模型 [67]作为底层嵌

入, 提出了模型 TIMEPLEX[47]和 DyERNIE[48]. 其中 TIMEPLEX方法将实体、关系和时间嵌入到复数空间, 将时间

差异作为显式特征, 使学习到的嵌入能够捕获关系之间的隐式时间关系. 另外, 其使用高斯分布建模复发关系的固

定循环周期以及特定实体关系之间的时间差异. 而 DyERNIE 为如图 2 所示的非欧几里得嵌入方法, 学习黎曼流
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形乘积中的演化实体表示, 其中组合空间是从基础数据的截面曲率估计的. 流形能够更好地覆盖时序图谱上的各

种几何结构. 且 DyERNIE 为了捕获时序图谱的演化动态, 让实体表示根据在每个时间戳的切线空间中定义的速

度向量进行演化.
 
 

切面

庞加莱球

v速度矢量e

e(t)

图 2　DyERNIE的非欧几里得嵌入
 

同年, 国内田满鑫等人 [44]同样是以 TransE模型为基础, 在其上增加了时间对三元组的约束. 其思路与 HyTE
模型的思路类似, 但是针对其不能区分时间对不同实体造成影响的差异, 以 TransE模型为基础, 根据应用场景时

间粒度的差异构建了一个时间转移矩阵, 使得同一时间下对于不同类型实体, 通过转移矩阵能够产生不同程度的

状态变化, 可以区分同一时间对不同类型实体的影响.

最近 3 年, 采用静态图谱表示底层嵌入的模型逐渐减少, 2021 年 Sadeghian 等人受静态表示 RotatE 的启发,
提出了 ChronoR[51]模型, 将关系和时间信息建模为正交矩阵的一部分, 对主语实体进行基于关系和时间信息的旋

转变换之后, 它就会落在其对应的宾语实体附近. ChronoR是一种旋转模型的方法, 因此其可以建模逆反关系、复

合关系和对称关系.

2022年Messner等人在静态知识图谱表示 BoxE的基础上设计了适用于时序知识图谱表示的盒子嵌入模型

BoxTE[59]. 静态表示模型 BoxE[68]与其他表示模型在关系表示上具有极大的差异, 它不仅用一个向量来对关系进行

表示, 反而是将关系表示为空间中的一个矩形区域, 即为一个盒子 (box). 而基于此方法, 在其基础上加上时间信

息, 就演变为了适用于时序图谱表示的 BoxTE, 如图 3所示. 它延续了 BoxE表达能力强、捕获隐式推理规则的优

势. Johannes等人着重对推理规则进行了研究, BoxTE具备极强的推理规则的归纳能力, 可以捕获多种时间推理模

式特征, 诸如针对跨时间推理模式等.
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图 3　BoxTE的特殊盒子结构图
 

(2)基于结构相关性

知识图谱是一种特殊的图结构, 因此适用图的表示方法也可以迁移到知识图谱中, 2018年 Schlichtkrull联合

GCN的作者 Kipf一同提出了针对知识图谱的表示学习模型 R-GCN[16], 在 GCN的基础上增加了对知识图谱中多

种关系的建模. 因此, 在时序知识图谱中, 以图卷积作为底层嵌入表示成为部分研究者的首选, 其可在最初始阶段
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就捕获图谱的结构的信息, 为后续的表示奠定了良好基础.
2020年, 发表在顶会 EMNLP上的两篇文章首先采用了图卷积作为底层嵌入. 其中 Jin等人定义了一个相似

于 RNN的表示模型 RE-Net[46], 其针对每个时间戳上的静态图谱使用 R-GCN作为底层嵌入聚合实体的邻域信息,
并使用基于 RNN的事件编码器对事件序列进行建模捕获实体受时间信息影响的特征.

而Wu等人针对时序知识表示与推理中时间异构性 (包含实体发生的多变性与稀疏性)带来的表示困难与预

测精度降低的问题, 设计了一种结合神经信息传递和时序动态信息的模型 TeMP[49]. 在模型中, 使用频率门控和数

据填补技术来克服时间异构性带来的负面影响. 其中实体发生的稀疏性具体表现为在每个时间点下, 仅有少量实

体活动, 大部分实体处于静态状态, 且在相当长的一段时间内, 大部分实体均保持静止, 且结构性的表示方法仅对

活动实体周边关联的实体表示进更新, 这使得大部分实体表示在多个时间步长内共享陈旧的表示, 这将极大影响

实体表示的准确性. 为此, Wu 等人通过数据填补的方法将非活动实体的历史中上一个活动时刻的表示添加到对

当前时刻表示的更新中. 这个策略参考了时序图表示中历时性表示的方法, 利用过去时刻的表示对当前时刻的表

示进行轻度干预, 使实体表示实现随着时间变化的动态演变. 针对每个静态的知识图谱采用 R-GCN对实体、关系

的表示进行嵌入.
因为 R-GCN对于图谱结构特征挖掘具备极佳优势, 最近 3年均有基于此构建的表示推理模型.
2021 年开年, Zhu 等人在 RE-Net 的基础上改进了对历史信息的处理方式, 提出了时序复制生成网络模型

CyGNet[52], 其同样是采用 R-GCN对实体关系进行底层嵌入.
随后, Li 等人同样是受到 RE-Net 模型的启发提出了模型 RE-GCN[54], 依然是基于时间线上静态图谱序列对

实体和关系进行建模, 同时着重考虑历史信息对当前事实的影响. 为此依托 GCN捕获图谱结构信息特征, 设计了

如图 4 所示的进化单元来对实体历史信息对当前的影响进行建模, 同时还利用实体静态属性 (常识知识) 来对实

体表示进行约束.
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图 4　RE-GCN的进化单元结构图
 

同年, Li等人又参考人类推理的双过程理论, 将推理分为两个阶段: 一是线索搜索 (历史信息捕获), 二是时间

推理. 并基于 RGCN和强化学习提出了用于时序知识图谱的聚类预测算法 CluSTeR[56].
2022年同样有两篇工作选择图卷积作为底层嵌入, 第 1篇是 Park等人设计的一种新的方法 EvoKG[58], 其将

时序图谱的未来预测问题转化为两个核心子问题事件时间建模与网络结构演变, 并联合解决两个核心关键子问

题. 而其通过分析在此之前的算法发现, 原有算法仅针对其中一个问题进行针对性的解决. 其中, EvoKG采用 R-GCN
作为底层嵌入对图结构进行建模, 并用 RNN对时间序列进行建模. 第 2篇是 Li等人针对现有模型无法针对性对

推理时的不同步长和差异性对不同知识的时间多样性进行建模的问题, 提出的 CEN (complex evolutional network)
模型 [60], 在时间序列上预测知识图谱的推理过程, 并且通过在线学习, 实现了实时对知识图谱推理过程的提取.
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K K

CEN模型包含 1个 KG序列编码器和 1个演化表征解码器. KG序列编码器 (如图 5)利用 RGCN针对每个图谱序

列上的静态图谱进行初步建模, 将不同长度的最新历史 KG序列编码为相应的实体进化表示. 然后, 演化表征解码

器根据这些表征计算出所有实体的查询分数. 在演化表征解码器中, 由于多个演化表征包含多种长度的演化模式,
为了区分长度不同的进化模式的影响, CEN 设计了 1 个长度感知的 CNN, 它使用   个独立的通道来模拟上述 

个进化表征, 以捕获不同推理步长的特征, 然后将其视为一个多类学习问题, 并使用交叉熵作为其目标函数.
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图 5　CEN的知识图谱序列编码
 

2023年, Zhang等人提出的模型 HGLS[66], 通过设计的层次化的关系型图神经网络 HRGNN, 来编码全局图结

构. 其中, 子图层级, 就是针对同一时间戳下的静态图谱使用 RGCN进行建模; 全图层级, 将时间影响转换为边权

重, 然后采用注意力机制建模实体的全图特征.
上述方法均采用图卷积作为底层嵌入, 且后续处理手段各不相同, 这体现了图卷积底层嵌入的泛化性与对图

结构特征挖掘的优越性. 由此可以预见, 在未来几年内, 其依然会是一个不错的底层嵌入方法.
(3)对比分析

对比两类底层嵌入参考表 2可以发现, 基于语义相关性构建的底层嵌入在早期几年的模型中使用广泛, 但是

随着几年发展, 使用此类底层嵌入的模型越来越少, 究其原因是因为这类底层嵌入在设计之初就为了追求更高表

示效率, 模型设计巧妙, 但是可拓展和改进空间较小, 后续增加时间信息处理模块后往往能取得不错的效果, 但是

随着时序图谱表示推理模型的整体进步, 不错的效果已经不能满足当前的需求. 因此, 这类底层嵌入就不再是研究

者构建模型的主要选择.
 
 

表 2　底层嵌入方法对比分析表
 

类别 代表方法 优势 不足

语义 Trans系列、双线性、复空间、非欧几何等 实体语义建模效果好, 表示能力强 改进空间小, 拓展性差

结构 GNN、GCN、R-GCN等 图结构信息建模效果好, 有可解释性 关系数量增加会影响模型建模效果
 

基于结构相关性构建的底层嵌入由于其着重于图结构信息的挖掘, 后续增加了时间信息处理模块后, 在一定

程度上从语义层面对实体关系的表示进行了增强. 使得此类方法在当前依然能保持极高的使用率, 其次基于结构

性相关性进行建模在模型推理时有较好的可解释性.
同样由表 1不难发现, 不进行底层嵌入的模型设计方案近年来越来越多, 研究者们更愿意摆脱静态知识图谱
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表示的影响, 全新的去构建一个适用于时序知识图谱的表示推理模型. 

3.2   时间信息处理模块

时间信息处理是既底层嵌入之后的第 2个部分, 是时序图谱表示推理模型中最为重要的模块, 用来针对时间

信息进行处理和利用, 此模块往往决定了表示和推理的效果. 下面针对此模块中时间信息显式建模与隐式建模两

种方法下的典型模型进行详细介绍.
(1)显式建模方法

时间信息显式建模方法是对时间进行直接处理, 它不对实体关系的历史信息进行提取, 而是直接关注时间对

于实体或关系的影响. 由表 1可以发现, 对历史信息的隐式应用与底层嵌入阶段的静态图谱表示往往是对应的, 也
就是说几乎所有的针对基于语义相关性构建的传统静态图谱表示进行时序拓展的模型都是在原有的基础上直接

增加了对时间信息的处理, 不再提取历史信息并对其进行进一步处理. 下面针对时间显式建模方法中具有特色的

手段进行介绍.

M时序图谱表示的开山之作 t-TransE[8], 使用转移矩阵 (演化矩阵)   建模关系之间的时间顺序. 对于两个包含

相同主语实体的四元组, 根据正确时间顺序的关系比错误顺序的损失低, 定义了如下损失函数: 

g(ri,r j) = ||riM− r j||1.

t-TransE模型在对时序关系对进行建模的基础上, 考虑了 3种时间一致性信息. 1)时序不相关性, 任何两个具

有相同一对一关系以及同主语实体的事实的时间间隔是不能重叠的, 例如一个人在一段时间内只能是另一个人的

配偶. 2)关系时间顺序, 对于某些具有时间顺序的关系, 一个事实三元组总会先于另一个事实三元组发生, 例如一

个人出生于某地肯定是发生在他毕业于某学校之前. 3)时间范围性, 有些事实仅在特定时间段内是正确的, 超出范

围该时间范围则无效.
而 Jiang等人同年针对时序知识图谱补全而设计的模型 TransE-TAE[37], 是在传统静态知识图谱表示 TransE

的基础上对关系向量增加了时间信息对其的影响. 具体体现在原有向量空间中关系向量的旋转, 如图 6所示.
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图 6　时间信息在 TransE上的体现
 

同时 TransE-TAE针对时间使用与 t-TransE一样的一致性约束.

r : τ

2018年, Leblay等人提出的 X-TransE[39], 也是在 TransE的基础上进行拓展, 其采用 3种方法来修改原三元组

评价函数使其可以表示时间信息对三元组的影响, 第 1种是将时间信息与关系合并, 让每个在不同时间产生的关

系形成一个新的三元组元素   , 评价函数为: 

f (s,r : τ,o) = −||s+ r : τ−o||.
第 2种是将时间信息作为三元组的第 4个元素, 同实体与关系一样, 通过评价函数训练获得时间信息的嵌入

表示, 其评价函数则被改造为: 

fτ(s,r,o) = −||s+ r+τ−o||.
第 3种方法与第 2种类似, 将时间信息表示为取值为 [0, 1]的权重值, 其仅对主语实体和关系产生影响, 评价

函数为: 

f (s,r,o, τ) = −||τ× (s+ r)−o||.
X-TransE通过上述方法, 对时序图谱中的时间进行预测, 即针对三元组知识预测其所生效的时间段. X-TransE

虽然通过上述 3种方式对时间信息进行了利用, 但是实际上对时间信息造成影响的特征挖掘能力较弱, 关系-时间
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合并的方法无法对连续时间点的关系进行有效区分, 增加关系类别数量导致标注样本稀疏; 直接对时间信息进行

编码不足以获得时间的有效特征. 该方法是对时序信息较为简单的一种应用, 但是却是针对时间预测的一种最为

基础和经典的方法.
同年, Dasgupta等人提出的模型 HyTE[41]在 TransE基础上的改造思路参考了 TransH[19], 构建了时间超平面,

将实体和关系投影到相应的时间超平面上, 表示为:  
Pτ(s) = s− (wT

τ s)wτ
Pτ(o) = o− (wT

τo)wτ
Pτ(r) = r− (wT

τr)wτ

,

则其时序的评价函数为: 

fτ(s,r,o) = −||Pτ(s)+Pτ(r)−Pτ(o)||.

HyTE 相比于 t-TransE 对时间信息的利用更为有效, 但由于同一时间段的三元组知识稀疏, 时间超平面导致

无法充分挖掘多实体及关系的相关信息; 无法对时间对于不同实体造成的差异性进行区分. 导致时间信息利用的

缺失.
v τ2020年, Goel等人提出的 DE-SimplE[42]直接将时间对实体表示的影响显式表达出来, 即实体   在   时刻的嵌

入表示定义如下: 

zτv[i] =
 av[i]ϕ(Wv[i]τ+bv[i]), 1 ⩽ i ⩽ γd

av[i], γd < i ⩽ d
,

ϕ其中,    是关于时间的一个显示函数. DE-SimplE模型仅针对实体表示进行时间影响的改造, 忽略了时间信息对关

系的影响, 因此其在关系受时间变化影响较大的场景中使用受到较大的限制. 但是针对实体的表示方法也适用于

关系的表示, 可以针对此模型进行适当的拓展.
随后, Xu等人提出的 ATiSE[43]定义的时间节点的显式表示方法是对时间的首次分类, 为了进一步挖掘时间信

息对三元组影响的特征, 充分挖掘时间对实体演化的影响, 其将时间分为 3种不同的类型趋势、周期和随机. 趋势

即时间对于实体的影响可能是随着时间变化呈现线性变化的 (多为衰减); 周期即时间对于实体的影响是成周期性

变化的, 如: 奥运会 4年开幕 1次; 随机即时间对于实体的影响没有规律性. 

zτv = zv+αvwvτ+βv sin(2πωvτ)+N (0,Σv) ,

zv αvwvτ βv sin(2πωvτ) N(0,Σv)其中,    是实体的基础表示,    对时间趋势进行建模,    对时间周期性进行建模,    将嵌入表

示转化为高斯分布对随机性进行建模.
基于静态知识图谱表示模型 ComplEx进行拓展的 TComplEx/TNTComplEx[45], 将原有的三元组表示拓展为四

维张量, 并且在训练过程中保证时间对三元组中 3个元素影响的一致性, 即:  ⟨
si,r j, ōk, τl

⟩
=
⟨
si⊙τl,r j, ōk

⟩
=
⟨
si,r j⊙τl, ōk

⟩
=
⟨
si,r j, ōk ⊙τl

⟩
.

TComplEx 对所有的实体和关系都增加了时间的约束, 但是在实际情况中, 部分实体和关系是具有时间不变

性的, 即实体和关系是不随时间变化而发生改变的, 因此, Timothee等人 [45]又将这些实体与关系的表示与其他实

体关系进行了区分, 提出了 TNTComplEx模型, 其保证了时间不对这类实体关系造成额外影响. TNTComplEx在
时序知识图谱上的表现要优于 TComplEx, 但是两个模型在时间尺度较大的 Yago数据集上并没有特殊优势, 效果

一般.
2021年, Sadeghian等人提出的 ChronoR[51], 将关系和时间信息建模为正交矩阵的一部分, 对主语实体进行基

于关系和时间信息的旋转变换之后, 它就会落在其对应的宾语实体附近, 具体表示如下:  Qr,τ(s) = o
Qr,τ = [r | τ]4 ,

Qr,τ r τ n其中,    是被关系   和时间戳   参数化的正交矩阵. 由于正交矩阵的性质, 正交矩阵实质上就是直角坐标系的 
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k维扩展, 可以把正交矩阵看作一个   维的旋转因子. 并且, 不同于 RotatE, ChronoR去掉了矩阵或者向量范数等于 1
的设置, 这样既可以旋转又可以缩放. ChronoR的得分函数定义如下:  

⟨A,B⟩ := tr
(
ABT
)

cos(θ) :=
⟨A,B⟩

√
⟨A,A⟩⟨B,B⟩

g(s,r,o, τ) :=
⟨
Qr,τ(s),o

⟩ .
因此, ChronoR希望主语实体进行基于关系和时间信息的旋转变换之后, 与宾语实体的夹角的余弦值更大, 也

就是夹角更小. ChronoR模型不仅继承了旋转模型能够建模多种关系模式的优势, 也将时间信息编码到实体的旋

转过程中, 捕获了实体和关系的动态演化.
ChronoR是一种旋转模型的方法, 因此其可以建模逆反关系、复合关系和对称关系, 但是对于同一实体, 只能

利用其一跳邻居进行表示学习和推理, 缺少了对知识图谱中多跳路径信息的捕获.
2022年, Zhang等人针对原有表示方法忽略了知识语义信息与时间信息的独立性, 提出的一种时间线溯源时

序图谱表示方法 TLT-KGE[62]. 区别于其他的表示方法, 其选择了在图 7 所示的复数空间对实体关系进行嵌入表

示, 并对于实体关系的语义信息与时间信息分别在实数轴和复数轴上进行独立的建模. 

ec
s,τ = es+ te

τi, e
c
o,τ = eo+ te

τi, r
c
r,τ = rr + tr

τi,

ec
s,τ,ec

o,τ,rc
r,τ ∈Cd τ其中,    是头、宾语实体和关系在时间戳   上的复数表示.

 
 

τ1

eτ2 rτ2

eτ1 rτ1

τ2

e rO

虚轴 (时间)

实轴
(语义)

图 7　TLT-KGE中的复数空间
 

同时, Zhang等人 [62]设计了两种组件共享时间窗口 (STW)与关系时间戳组合 (RTC), 分别用以增强实体表示

和关系表示. 其中, 共享时间窗口旨在描述实体在相近时间段间的联系; 关系时间戳组合用以增强关系和时间信息

之间联系, 提高关系对于时间的敏感度, 以此增强关系在不同时间下的表示能力.
2023年, Zhang等人提出的 HGLS[66]设计了长短期表征提取模块, 用以捕获时间对实体和关系的影响. 它对短

期和长期影响分别进行建模, 关系的语义在长期变化中趋于稳定, 因此用关系的静态表示作为其长期表示; HGLS
使用 GRU捕获实体关系的短期变化.

上述对当前使用时间信息显式建模方法的模型进行了介绍, 可以发现这类模型更多的是对时间的直接处理,
与底层嵌入表示紧密联系, 往往在原有参考的静态图谱表示的基础上添加了对时间信息的处理模块. 在未来, 随着

新的静态图谱表示模型的出现, 基于新出现模型适应性设计的时间处理模块将会有更多时序模型诞生.
(2)隐式建模 (历史信息抽取)方法

时序知识图谱中的时间信息直接建模并容易, 上述显式建模中更多的是通过建模时间造成的影响来间接建模

时间信息. 而实体、关系的历史信息亦是时间信息的另一种展现, 其间接展现了时间的变换和影响. 历史信息往往
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通过 3种形式进行体现, 第 1种为实体历史信息, 即同一实体在不同时间戳上的图谱中是否存在; 第 2种为实体-
关系历史信息, 即同一实体-关系对在不同时间戳上的图谱中是否存在且包含的所有关联实体; 第 3种为知识 (事
件)历史信息, 即同一三元组在不同时间戳上的图谱上是否存在. 模型往往针对上述 3种历史信息中的某种或多种

进行提取, 并设计不同的模块对提取的历史信息进行处理. 由表 1可以轻松发现, 历史信息抽取方法远多于时间显

式建模方法, 且选择基于结构相关性构建底层嵌入的模型均对历史信息进行抽取并进一步处理.

(s,r,o, τ) s o

最早对历史信息抽取的模型为, 2017年 Trivedi等人提出的 Know-Evolve[38], 他们将时序知识图谱按照时间顺

序转换为一个由各时间点静态图谱构建的图谱序列. 并针对这个序列进行编码, 其定义了两个自定义的 RNNs, 可
以在新的时间下添加新三元组   更新   和   的表示如下:  s = tanh(Wm∆τs+Wlltanh(Wl[s;o;rps ]))

o = tanh(Wτ∆τo+Wlltanh(Wl[o;s;rpo ]))
.

τ vs(τ)

τ′ τ′′ vs(τ′) vs(τ′′)

其通过 RNN 更新实体表示, 并对实体历史信息进行利用. 即实体在   时刻的表示   由其存在的前两个时

刻   和   的表示   和   计算得到. 

vs(τ) = σ(Ws
t (τ−τ′)+Whh(σ(Wh(vs(τ′)⊕ vs(τ′′)⊕ r)))).

∆τ因为 Know-Evolve将每个   投影到一个向量上, 并与来自源、目标和关系的表示相互计算, 所以 Know-Evolve
受到时间变化的影响更大. 但是 Know-Evolve通过 RNN更新实体表示时并没有捕获到时序依赖关系, 因此 Know-
Evolve在对未来时间点的实体预测问题时存在较大误差.

τtemp

2018年 García-Durán等人提出的 TA-TransE/TA-DistMult[40]将谓词标记序列和时间标记序列串联起来, 其是

对知识 (事件) 历史信息进行提取并应用的, 将同一三元组按照所出现的时间顺序构建为一个时间感知谓词序列

并使用 LSTM对串联的序列进行编码. 将 LSTM的最后一个隐藏状态作为时态感知的关系嵌入   .
自 2020年开始, 对于历史信息的抽取方法就开始大量涌现, 仅在 2020年就有 3个模型 RE-Net、TeMP和 GHNN.
RE-Net[46]使用 RNN对实体历史信息和实体-关系历史信息进行提取和利用. 每个时刻的表示受前一个时刻影

响, 即:  
Hτ = RNN1(g(Gτ),Hτ−1)
hτ(s,r) = RNN2(g(N (s)

τ ),Hτ,hτ−1(s,r))
hτ(s) = RNN3(g(N (s)

τ ),Hτ,hτ−1(s))
,

Hτ τ hτ(s,r) hτ(s) Gτ τ

N (s)
τ τ s

其中,    是   时刻静态图谱的全局表示,    和   分别为实体-关系对的局部表示与实体表示;    是   时刻

的静态图谱;    是   时刻实体   关联的局部子图.

TeMP则是选择使用门控循环单元 (GRU)来对实体-关系历史信息进行提取和利用, 即: 

zi,τ = GRU(xi,τ,γ
z
i,τ−zi,τ− ),

zi,τ ei τ xi,τ ei γzi,τ− zi,τ− τ

x̂i,τ

其中,    是实体   在   时刻的表示,    是实体   的静态表示,    是衰变率 (基于时间的权重),    是   时刻前所

有不为 0的表示; GRU采用 Cho等人于 2014提出的版本. 而且模型考虑到了非活跃实体的表示在多个时间步长

内共享相同的陈旧表示, 这对实体的表示准确性会造成影响, 因此, 它对非活跃实体的静态表示   也进行一定的

更新. 

x̂i,τ = γ
x
i,τ− xi,τ− + (1−γx

i,τ− )xi,τ.

(si,ri,?, τi) eh,sr
i o

GHNN[50]是首个选择基于霍克斯过程对实体进行表示的模型, 霍克斯过程是一种描述实体影响随着时间延续

而衰减现象的方法, 其课以捕获时序知识图谱中历史事件对当前或未来事件产生的影响, 并以此来实现时序图谱

上的预测. Han等人 [50]基于传统霍克斯过程提出了图霍克斯过程, 使用了一个递归神经网络来估计强度函数. 对于

一个预测四元组   和其相关历史事件的序列   , GHNN针对待预测的宾语实体   定义的强度函数如下:
 

λ(o | si,ri, τi,eh,sr
i ) = f (Wλ(si⊕h(o, si,ri, τi,eh,sr

i )⊕ ri) ·o),

h(o, si,ri, τi,eh,sr
i ) ∈ Rd eh,sr

i ⊕ Wλ其中,    是时间递归神经网络的隐藏层输出 (   作为输入);    是拼接操作符;    是降维的权
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f重参数矩阵;    是激活函数, 保证强度函数严格为正, 具体如下: 

f (x) = ϑ log(1+ exp(x/ϑ)),

ϑ > 0其中,    是尺度参数.

(s,r, τ) τk

(s,r, τk)

2021年的工作相比于 2020年要更多, 有 Zhu等人提出的 CyGNet[52], 其提出了一个新颖的 time-aware副本生

成机制, 它不仅可以根据全部的实体词库预测事件, 还能够识别重复的事实并且相应地预测与过去已知事件相关

的未来事实. 该模型是一种基于聚合时间观测方法的一种改进, 对过去发生的历史信息即时间观测的聚合, 从而对

未来发生的事实进行预测, 模型结构如图 8所示. 模型处理训练集来获得训练快照每个   的历史词汇, 对于 

时刻的每个查询四元组, 训练过程将以前快照的特定历史词汇扩展为   , 如下所示: 

H(s,r)
τk
= h(s,r)

τ1
+h(s,r)

τ2
+ . . .+h(s,r)

τk−1
.

 
 

Gτ1 Gτ2 Gτ
T
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T+1
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?
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+
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图 8　CyGNet的模型结构图
 

(s1,r3,?)

{s3, s4, s5, . . . , sm}
然后推理模式由复制模式和生成模式两个模块构成. 当预测一个四元组   时, 复制模式应该推断历史

词汇表   中的实体的概率. 另一方面, 生成模式估计整个实体词汇表中每个实体回答查询的概率. 最
后结合复制模式和生成模式下的概率预测以输出最终预测.

随后, Li 等人提出的 RE-GCN[54]设计了进化单元对历史信息进行建模, 进化单元中采用门循环组件和 GRU
组件对实体和关系的演化进行表示. 

Hτ = Uτ⊗Hωτ + (1−Uτ)⊗Hτ−1,

Hτ τ Hτ−1 τ−1 ⊗ Uτ
Uτ = σ(W4Hτ−1+b).

其中,    是实体在   时刻的表示矩阵,    是实体在   时刻的表示矩阵;    是点乘操作;    为非线性变换生成

的时间门,  
关系的表示由其所有关联实体的表示聚合而成:  Rτ = GRU(Rτ−1,R′τ)

r⃗ ′τ = [pooling(Hτ−1,Vr,τ )⊕ r⃗]
,

Vr,τ r ⊕ r⃗ r Rτ τ其中,    为所有关系   关联实体的集合,    为向量拼接操作,    为关系   的表示;    是关系在   时刻的表示矩阵,
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R′τ r⃗ ′τ 由所有关系的   组成.

同年, Li等人提出的另一个模型 CluSTeR[56]中同样采用 GRU对历史信息进行编码.
Sun等人提出的 TITer[57], 采用的是图谱快照序列的形式, 将时序知识图谱按照时间顺序排列各个时间戳上的

静态知识图谱形成一条时序图谱链. 为了从历史时间戳上的图谱中捕获相关历史信息, TITer将不同时间戳上的图

谱实体如图 9所示按照关系进行跨时间连接. 以此拓展路径搜索时的搜索空间且可以实现跨时间搜索, 将历史信

息直接体现在跨时间连接上.
 
 

eq

e1

r 3 …

时间轴

eq

e1

r3 e3 e3

r3

r1

r1

e1

t1 t2 tq

eq eq

rq

e?

图 9　TITer的实体跨时间连接
 

2022年是历史信息抽取模型最多的一年, 从趋势上可以发现, 研究者通过对历史信息的抽取和应用方法改进

来不断提升时序知识图谱表示和推理的效果. 且在当前几年, 历史信息的抽取和应用方法改进是较有效的提升模

型效果的手段.
Zhang等人提出的 EvoExplore[61], 是首个针对时序知识图谱的局部结构和全局结构同时建模的模型, 利用两

种结构对历史信息进行特征提取, 极大程度的挖掘了历史的信息. 同时, Zhang等人采用霍克斯过程来作为模型基

础, 用以描述时间信息. 

λ̃r
s,o(τ) = µ

r
s,o(τ)+ θ

∑
τi<τ

gr
s,o(τi)k(τ−τi).

局部结构建模过程中, 模型对实体的 3种时间演变方式 (周期性、无周期性和静态)分别进行建模. 针对实体

时间演变的表示如下: 

uτe = sin(θe ·τ)+ tanh(ωe ·τ)+ νe.

同时又采用了两种注意力机制 [69]: 关系级注意力和实体级注意力, 来增强实体和关系的表示.
全局结构建模中, Zhang 等人参考社交网络中的社区概念, 通过挖掘时序图谱中的社区结构来获得图谱的全

局历史信息特征.
Park等人提出的 EvoKG[58], 将时序知识图谱表示与推理转换为两个核心子问题事件时间条件密度估计与事

件三元组条件密度估计. EvoKG 针对事件时间条件密度估计估计采用对数-正态混合, 用以捕获历史对当前的影

响; 针对事件三元组条件密度估计采用 R-GCN对图结构进行建模, 并用 RNN对时间序列进行建模.
Li 等人提出的模型 CEN[60]在其 2021 年的工作 RE-GCN 上进行更一步的探索, 考虑到多跳推理过程中涉及

不同时间戳上的信息, 将针对不同推理步长涉及的图谱链进行编码, 直接捕获历史信息在推理过程中的影响.
Liu 等人 [63]根据真实世界中影响事件发生的各种因素, 提炼出了两种对未来事件发生影响最大的两类因素,

一是历史经验, 这类因素包含了历史中相关事件发生过以及历史中影响此类事件发生的外在因素, 这些历史经验

会成为判断未来事件是否发生的重要依据; 二是当前环境状态的影响, 这类因素包含了当前的突发事件或发生改

变的外在因素, 这些“新”的影响同样是判断未来事件能否发生的重要依据. 针对上述两类因素, Liu等人设计了一

种分布式注意力神经网络 DA-Net[63], 用以分别模拟两类因素对事件发生的影响, 也称其为挖掘了时序图谱的历史

信息和全局信息. 模型中蕴含了两个注意力层, 第 1层用以提取历史重复事件发生的注意力, 保留了历史信息特征;
第 2层提取当前突发事件或新环境因素对事件的影响.

在 2023年上半年同样有使用历史信息显示应用的模型 CENET[65]被 AAAI关注到, 其将对比学习引入到时序
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图谱推理中, 首先针对缺失的实体是否为历史实体进行预测判断; 然后, 通过判断结果着重在此类中 (历史/非历史

实体)中进行最终的预测, 模型参考图 10. 同时, Xu等人 [65]在表示过程中同时考虑历史和非历史信息对实体关系

进行建模, 并对历史和非历史信息两种情况分别设计了评价函数: 

Hs,r
his = tanh(Whis(s⊕ r)+bhis)ET+Zs,r

τ , 

Hs,r
nhis = tanh(Wnhis(s⊕ r)+bnhis)ET−Zs,r

τ ,

Hs,r
his tanh Whis, bhis s,r

E Zs,r
τ

其中,    是针对历史信息的评价函数;    是激活函数;       是可训练参数;    是主语实体和关系的嵌入

表示;    是所有实体嵌入表示构成的矩阵;    为是否历史实体的判断指示向量. 

Zs,r
τ (o) = λ · (ΦFs,r

τ (o)>0−ΦFs,r
τ (o)=0),

Fs,r
τ (o) Φϑ ϑ其中,    表示历史实体发生的频数;    是指标函数, 如果   为真, 值为 1否则为 0. 

Fs,r
τ (o) =

∑
k<τ

|{o | (s,r,o,k) ∈ Gk}|.

 
 

Gτ1 Gτ2 GτT
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图 10　CENET的时间信息应用
 

上述对采用历史信息抽取方法的模型进行介绍, 可以发现研究者们对历史信息抽取和应用的手段层出不穷,
创意十足, 从不同方面来挖掘利用时序图谱中的历史信息. 在未来研究中, 对历史信息挖掘方法的开发将不会停

止, 会有更多的手段和创意性方法被提出, 会通过历史信息的处理更一步提高时序图谱表示和推理的效果.
(3)对比分析

对比两种信息处理方式参考表 3可以明显发现, 时间信息显式建模方法与底层嵌入表示的方法紧密相关, 由
于其更多的是针对时间对实体、关系的影响进行建模, 所以对实体、关系的底层表示有极大的依赖性, 同时受到

表示框架的影响. 同时此类方法往往有较强的适应性, 即其设计的显式信息建模方法可以适应不同的底层嵌入. 因
而, 可以通过数据集和使用场景选择更为适合的底层嵌入, 来获得对时序图谱更好的表示效果.
 
 

表 3　时间信息利用方法对比分析表
 

类别 代表方法 优势 不足

显式 时间约束、趋势建模、周期建模等 适应各种底层嵌入 过度依赖底层表示效果

隐式 RNN、LSTM、霍克斯过程、GRU等 历史信息挖掘能力强 无法应用于新实体
 

而时间信息隐式建模则恰恰相反, 其针对实体提取了历史信息, 并根据历史信息挖掘实体在不同时间戳下的

特征. 此类方法, 往往是将时序知识图谱按照时间顺序建模为静态知识图谱序列, 因此研究者们采用适用于时间序

列的神经网络来挖掘图谱的时序信息和历史特征. 这类方法不完全依赖底层表示, 重点在于历史信息的挖掘能力.
因此, 在近几年表示框架没有新突破的情况下, 时序表示推理效果依靠历史信息挖掘的能力的不断提升而不断提

高. 通过表 1, 也恰恰验证了此点. 
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3.3   推理模块

推理模块构建是整个框架的第 3个部分, 是能直接体现模型表示效果的模块, 而且推理模块构建方法的选择

往往也与底层嵌入的选择和时间信息处理方式息息相关. 时序知识图谱由于其特殊性, 同时具备实体关系的语义

信息、图的结构信息等. 因此, 推理可以根据实体关系的语义信息进行构建评价函数, 亦可根据图谱的图结构信息

构建评价函数, 还可根据条件概率进行推理. 由表 1可以发现, 基于语义推理的模型占了绝大多数, 是当前比较常

用的方法. 基于结构推理的方法, 是最近 3年出现的推理模块构建方法, 路径推理、强化学习均在推理上有着良好

表现.
(1)基于语义推理

基于语义推理的方法是当前主流的选择方案, 因为在传统静态图谱表示推理中, 语义推理也是主流的方法, 至
今仍在被研究者们广泛使用.

语义推理主要是依靠实体、关系的语义信息对知识 (三元组、四元组、事件) 进行真假判定. 最常用且普遍

的评价函数为: 

f (s,r,o) = ||s+ r−o||2,
s,r,o s,r,o.其中, 主语实体、关系和宾语实体   的嵌入表示为 

亦或是通过双线性的方式构建评价函数为: 

f (s,r,o) = (s◦o)rT,

◦其中,    为元素对应相乘.
t-TransE、TransE-TAE、Know-Evolve等均是采用上述两的推理过程, 针对上述两种评价函数进行细微调整.
ATiSE[43]同样采用基于语义的推理, 只是其推理评价函数较上述两种有所差异, 其采用的是 KL 散度来评估

实体关系间的相似度.
其实, 可以发现基于语义推理的评价函数的本质就是计算知识中关键元素的语义相似度, 不论是双线性或

KL散度 [70]均是如此.
(2)基于结构推理

知识图谱的图结构亦是其重要特征, 因此基于图结构进行推理是近几年出现的较为有效的方法之一. 基于结

构的推理更多的是借鉴了图表示及推理的方法, 在传统图中, 路径结构特征是其推理的重要参考, 因此在时序知识

图谱的推理过程中, 借助图谱中的实体、关系“路径”进行推理成为一个有效的解决方案.
首篇采用路径推理的模型为 2021年 Han等人提出的 xERTE[53]. 其通过对时序知识图谱中的目标实体的邻居

节点进行迭代并结合 Han 等人创新提出的反向表示更细机制来生成子图. 通过生成的子图实现对缺失实体的推

理. 由于子图中包含了明确的推理路径, 使得 xERTE具备极高的可解释性.
随后, Li等人参考人类推理的双过程理论 [71–74]提出的模型 CluSTeR[56]将推理分为线索 (历史信息捕获)和时

间推理两个阶段. 在第 1阶段, CluSTeR采用强化学习来从历史信息中搜索预测相关实体的线索. Li等人设计了一

个语义策略网络, 根据当前状态和搜索历史, 在忽略时间戳的基础上来计算强化学习中所有动作的概率. 然后, 使
用 LSTM来对候选线索路径进行嵌入式编码.

Ĝ = {Ĝ0, . . . , Ĝ j, . . . , Ĝτs−1}第 2 阶段, Li 等人将所有线索按照时间顺序重新构建为图谱序列   , 并采用 RGCN 来

对此建模, 最后采用循环门单元 (GRU[75])来计算最终的得分.
CluSTeR因为其独特的机制, 在时序知识图谱推理中具有显著优势, 并在 ICEWS和 GDELT数据集上进行了

实体预测的实验验证.
同年, Sun等人 [57]提出的模型 TITer同样采用强化学习来进行推理, 且在通用数据集上取得了更为优异的结果.
2022年, Li等人 [60]提出的 CEN是在推理过程中着重考虑了不同的推理步长对推理造成的影响, 为此设计了

长度感知的 CNN模块来捕获不同推理步长的独立特征.
上述方法, 仅是现阶段较为具有代表性的基于结构的推理方法, 这类方法着重关注图谱的结构信息, 在推理的
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过程中同时注重提取推理路径, 因此此类推理方法具有极佳的可解释性. 在当前机器学习模型对于可解释性愈发

重视的大环境下, 时序图谱中基于推理的方法在未来几年大有可为.
(3)基于概率推理

这类方法的核心就是将推理过程转换为概率计算的问题.

p (Gτ |
Gτ−m:τ−1) Gτ m

首个基于概率推理的模型为 2020年 Jin等人提出的 RE-Net[46]. 其将时序知识图谱推理建模为条件概率 

 ,    中的所有内容都根据前   个时间的知识图谱确定的概率分布决定.
2021年 Zhu等人提出的 CyGNet[52]和 Li等人提出的 RE-GCN[54]是参考 RE-Net进行改进的, 着重在原有的基

础上增加了对历史信息的利用, 因此推理过程继续沿用了基于概率计算的方法.
G G = {(sn,rn,

on, τn)}Nn=1, 0 ⩽ τ1 ⩽ τ2 ⩽ . . . ⩽ τN . p(G)

τ τ G

2022年 Park等人提出的 EvoKG[58], 将整个时序图谱   转换为一个按照时间顺序排序的边序列集合 

 其中   在此基础上, 将时序图谱未来预测转换为对概率分布   进行建模. 同时设定

发生在时间   上的事件概率依赖于时间   之前发生的事件且事件之间是相互独立的. 所以时序图谱   的联合分布

如下所示: 

p(G) =
∏
τ

p(Gτ |G<τ) =
∏
τ

∏
(s,r,o,τ)∈Gτ

p(s,r,o, τ |G<τ).

p(s,r,o, τ |G<τ)进一步的, Park等人将   拆分为如下两个概率之积: 

p(s,r,o, τ |G<τ) = p(τ | s,r,o,G<τ) · p(s,r,o |G<τ).

p(G) p(τ | s,r,o,G<τ)
p(s,r,o |G<τ)

至此, 将对概率分布   进行建模转化为两个核心子问题事件时间条件密度   估计与事件三元

组条件密度   估计.

(s,r,?, τ) p(o | s,r, τ)而同年 Liu等人提出的 DA-Net[63], 将实体预测   转换为了概率预测   .
(4)混合推理

混合推理是最近 3年的模型中出现的复杂推理过程, 此类模型在推理过程中同时考虑语义、结构两种特征.
2021年, Zhang等人提出的 EvoExplore[61], 同时对时序知识图谱的局部结构和全局结构进行建模. 局部建模,

模型采用基于语义的方法对实体进行推理; 全局建模中, Zhang等人参考社交网络中的社区概念 [76,77], 如图 11中
所示通过挖掘时序图谱中的社区结构来获得图谱的全局特征. 由于同时考虑语义和结构, 使得 EvoExplore相比于

HyTE和 TeMP对时间敏感实体与时间不敏感实体有更好的区分.
 
 

···

ττ−1τ−2

图 11　EvoExplore的全局结构建模
 

2023年最新的模型 CENET[65], 先后利用结构信息针对缺失实体是否为历史实体和利用语义信息对最终实体

进行预测.
(5)对比分析

通过上述几种使用不同推理方法模型的介绍, 通过表 4可以发现推理模块的评价函数发挥作用都是与时

序知识图谱的特性紧密相关的, 无论是实体间的语义相关性还是图谱中的结构特性. 同时, 推理模块的设计与
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底层表示的选择亦有关联, 尤其是基于语义推理的模块设计, 因其本身依赖实体的语义相似度, 所以其与实体

的底层表示选择最为依赖. 因此这类方法, 推理效果更多地依赖于底层表示框架的选择. 优点是构建简洁, 不需

要复杂的模块构建; 但是不可避免的缺点就是, 推理模块本身不能为模型带来更好的增益效果, 成为底层表示

框架的附属结构.
 

表 4　推理方法对比分析表
 

类别 代表方法 优势 不足

语义 向量计算、双线性 简洁 增益效果弱

结构 路径推理、强化学习等 推理效果强, 有可解释性 模型较为复杂

概率 概率分析 有可解释性 复杂度高, 依赖于图卷积

混合 社区划分 推理效果更全面 复杂度高, 易冲突
 

基于结构的推理模块与语义的恰恰相反, 其由于更多的关注图谱的结构特性, 因此在某种程度上, 是对实体表

示中语义信息的一种补充. 因此, 在推理性能上, 会有较好的表现. 而且模型可以针对推理模块进行进一步设计, 不
在受限于底层嵌入设计. 且由于这类模型基于路径结构信息进行推理, 预测推理更具有可解释性.

基于概率推理的模型, 往往与图卷积的底层嵌入相关联, 且在后续针对概率进行初步处理时会对其进行拆分

分别计算.
随着表示推理模型性能的不断提升, 单一模式的推理模块很难在性能上做出明显突破, 为此, 近年研究者们结

合语义和结构两种时序知识图谱特征提出混合推理模型, 其由于包含多种特征, 往往具有较好的推理效果. 

3.4   特殊场景定制设计

特殊场景定制设计是研究者在模型设计之初最先考虑的, 根据模型使用场景, 针对性地对模型进行设计. 时序

知识图谱表示和推理在实际应用中有许多特殊场景, 本文将现有针对特殊场景设计的模型按照场景归纳为增量/
在线场景、小/零样本场景和开放世界场景. 由表 1 可以发现, 针对特殊场景的模型研究是在 2021 年之后才逐步

开始的, 这是由于时序图谱的表示推理效果随着多年研究愈来愈显著, 精度逐步满足了现实应用的需求, 随着时序

知识图谱的应用越来越广泛, 人们对于特定场景下的时序知识图谱的需求也越来越迫切. 例如, 在金融领域, 时序

知识图谱可以用于预测股票价格、分析市场趋势等; 在医疗领域, 时序知识图谱可以用于疾病预测、药物研发等.
因此, 为不同领域的特殊场景构建定制化的时序知识图谱, 能够更好地满足用户的需求, 提高应用效果. 下面分别

对适用于几种特殊场景的模型进行介绍.
(1)增量/在线场景

TIE[55]是一种适用于特殊场景的增量式表示模型. Wu 等人 [55]针对原有增量式表示方法中的灾难性遗忘 [78]、

事实变化无法识别与训练效率低等问题, 提出了一种增量式的时序知识图谱表示框架时间感知增量嵌入 (TIE), 可
以针对随时增加和更新的任意时间节点的事实进行增量式训练, 主要采用了经验回放和时间正则化技术来解决表

示模型在微调时所遇到的灾难性遗忘问题, 模型结构如图 12所示.
 
 

回放事实Pt
φt−1

φt

删除事实Nt

新增事实Dadd

t

过期事实
Dt−1

新增事实
Dt

回放缓存Bt

时间正则化

LRKD

LTR

LRCE

Ldel

LCE

回放
蒸馏

Lα2

α3

α4

α5

  α1

图 12　TIE的模型结构
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与此同时, TIE 使用从最近时间间隔中删除的事实作为负例训练子集, 以解决其他时序知识表示模型所遇到

的不妥协问题. 通过研究发现, 时序知识图谱主要由持久的事实组成, 即事实通常持续时间较长, 相邻时间间隔之

间不会发生剧烈变化. 因此, 所提出的框架只在每个时间间隔中使用新添加的事实来对模型进行微调.
模型 CEN[60]同样通过在线学习, 实现了实时的对知识图谱推理过程的提取.
(2)小/零样本场景

Xia等人 [64]通过分析发现现有大部分模型在预测时主要依赖历史信息, 近几年模型均在针对历史信息的挖掘

上取得了突破, 从而提高了推理精度. 但是, 这背后针对具有少量历史信息实体的预测精度并未有显著提升, 甚至

缺少了对新实体事实预测的能力. 为此, Xia等人提出了一种针对时序知识图谱的元学习框架MetaTKG[64], 将时序

预测转换为时序元任务, 旨在提高原模型对新数据的适应能力, 提高原模型针对新实体的训练精度.
(3)开放世界场景

时序知识图谱随着时间的推移, 在应用中会不断有新的实体出现, 新实体未曾在原有图谱中出现, 因此无

法对其进行有效且准确的建模, 因此会影响模型的推理效果. 而 TITer[57]相比于其他推理模型, 更具有特色的优

势是可以针对新实体进行推理预测. 新实体与原有图谱缺少直接联系, 因此很难对其进行精准表示, 难以依托

图谱信息对其进行推理和预测. TITer通过待预测三元组中的关系来对新实体的类型进行初步判断, 并设计了

一种感应均值 (IM) 算法, 利用已训练的同类型实体表示来设置新实体的初始值, 新实体预测如图 13 所示, 通
过新实体不同时刻与关系类之间的共现关系来逐步更新新实体的表示, 最后通过所属类进一步生成新实体的

表示. 以此, 极大增加了新实体与时序图谱之间的关联, 进而通过模型对其进行推理和预测, 极大提高了针对新

实体的预测精度.
 
 

新实体

表示更新

预测迁移

Er1

Er2

Er3

τi:r1,r3

τ j:
r 2
,r
3

τ k:r 3

图 13　TITer的新实体预测
 

时序图谱在预测推理过程中, 存在许多新的事件, 即没有历史信息可以依赖的事件 (事件未在历史中出现过).
针对这类事件的预测, 模型的准确性往往都差强人意.

CENET[65]则通过对比学习方法首先对缺失的实体是否为历史实体进行预测判断, 进而提升新事件的预测

概率.
(4)对比分析

上述 3 种特殊场景并不能涵盖所有的时序知识图谱特殊应用场景, 其仅是现阶段具有针对性设计模型的

3种, 随着时序图谱的继续发展和研究, 适用于其他特殊场景的时序知识图谱也将逐渐被研究者关注. 就现阶段而

言, 研究针对开放世界场景的时序图谱是一个较为热门的研究方向. 

3.5   小　结

在预测任务中, 历史信息往往是预测推理的重要依据, 对历史信息的运用与特征挖掘往往决定了模型的预测

精度. 通过上述对各个模型的介绍, 可以发现, 自 2016年时序知识表示相关的任务提出以来, 2020年开始进入研

究高峰期, 大量的模型被提出, 但是这个阶段的模型往往在原有静态图谱表示的基础上进行相关的拓展与演化. 而
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进入 2021年, 研究者们开始着重关注于对于历史信息的应用, 此时模型对于时序图谱的表示能力得到了加强, 预
测精度开始有了一个小跃升. 2022 年, 研究者除了在针对历史信息进行进一步挖掘和高效利用的同时, 开始了针

对数据集中数据分布的特性进行分析, 针对其中新实体、新事件进行针对性的特殊处理, 使得预测推理上有一次

有了显著的提升. 与此同时, 近几年较为风靡的算法框架, 诸如, 强化学习、对比学习等均被研究者引入到时序表

示的模型中. 并且, 特殊场景下, 也有研究者进行研究并取得了一定成果. 

4   时序知识图谱通用数据集

时序知识图谱表示学习研究工作使用的数据集通常为如下 4 类, 包括 GDELT (global database of events,
language, and tone), ICEWS (integrated crisis early warning system), YAGO和Wikidata. 根据不用的任务, 又可详细

分为如表 5中所统计的 7个不同数据集.
 
 

表 5　通用数据集基本统计表
 

数据集 类型 实体数 关系数 三元组数量 时间粒度

GDELT 事件 14 018 20 31 290 000 15 min
ICEWS14 事件 6 869 230 96 730 24 h

ICEWS05-15 事件 10 094 251 461 329 24 h
ICEWS18 事件 23 033 256 468 558 24 h

YAGO (2016) 知识 9 513 10 9 513 1年

YAGO (2018) 知识 15 403 34 138 056 1年

Wikidata 知识 11 134 95 150 079 1年
 

● GDELT. GDELT是一个全球事件、语言、语气数据库, 它包含两个主要的数据集: 事件数据库和全球知识

图谱 (GKG). GDELT记录了自 1969年以来的新闻报道, 每 15 min更新 1次, 用于跟踪世界各地的事件和趋势. 是
一个由事件、主题和实体组成的知识图谱, 它从事件数据库中提取信息, 并根据实体之间的关系构建一个动态的

知识图谱.
在 2017年, Trivedi使用 GDELT中的数据, 构建了一个包含 14 018个节点、20种关系和 31 290 000条边的时

序图 [38]. 这个时序图捕捉了 2014年 1月 1日–2014年 12月 31日间世界各地不同类型事件的动态变化, 可以用于

分析全球政治、经济和社会趋势. 时序图的构建和分析可以利用知识图谱的表示和推理能力, 从而帮助我们更好

地理解和预测全球事件的演变.
2020年, Goel等人 [42]根据此时序图数据改造出训练、验证和测试集用以时序知识图谱补全任务.
● ICEWS. ICEWS (integrated crisis early warning system)是一个综合危机早期预警系统, 用于存储具有时间戳

的政治事件. 该系统使用逻辑谓词 (如“访问”“谈判”等)将实体 (如“国家”“总统”等)与许多其他实体联系起来, 以
创建一个事件网络. 这个存储库以转储形式组织, 其中包含 1995–2015年发生的事件.

由于 ICEWS系统可以帮助了解国际关系和政治事件之间的联系, 因此该系统可以被用于研究国际关系、政

治学和社会科学等领域. García-Durán 等人根据 ICEWS 创建了两个时序知识图谱数据集, 为 ICEWS2014 和

ICEWS2005-15[40]. 其中, 前者覆盖时间范围较短, 只包含 2014年发生的所有事件, 其时间粒度为 24 h, 包含 6 869
个实体、230个关系和 96 730个三元组; 后者覆盖时间范围较长, 包含 2005–2015年之间发生的所有事件, 包含了

10 094个实体, 251个关系和 461 329个三元组.
● YAGO. YAGO是一个源自维基百科、WordNet和其他数据源的大型知识数据库 [79, 80]. 节点包含人、组织和

事件等实体类型; 关系包括诸如“wasBornIn”“isLocatedIn”等; 时间信息格式为“occursSince”和“occursUntil”. 2016年
Jiang等人 [37]根据此构建了一个包含 9 513个实体、10个关系和 15 914个三元组的时序图谱数据集. 2018年 García-
Durán等人 [40]将 FB15k中包含时间信息的实体与 YAGO中的实体对齐, 构建了一个包含 15 403个实体、34个关系和

138 056个三元组的时序图谱数据集.
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● Wikidata. 2018年 Leblay等人利用维基数据构建了一个时序知识库 [81]. 同年, García-Durán等人从中筛选出

常用的实体和关系, 用以时序知识图像相关的实验研究. 其中包含 11 134个实体、95个关系和 150 079个三元组.
Wikidata和 YAGO数据集中的时间粒度是年, 因此相比于 ICEWS和 GDELT, 知识变化频率较低, 且验证试验中,
测试数据集中的新实体较多. 

5   实验对比与分析

时序知识图谱表示推理通常在上节介绍的通用数据集上进行实验验证, 不同的模型方法在提出时具有优异表

现, 但是不同模型因为结构差异性和研究侧重点不同, 在不同数据集上会有差异性的特殊表现. 下面, 本文结合各

个作者论文中的实验结果, 对其中的一些特殊现象进行分析, 从而发现各个模型的优势点, 为后续研究者们提供参

考和启发. 同时本文还对通用的 5个数据集进行了更为详细的数据分析.
本文针对数据集在表 6分别统计了训练集时间数量、测试集新时间数量、稀疏度、测试集新实体比例、新

事件比例等信息. 通过这些信息, 不难发现, 测试集中有较多的新时间, 因此在预测过程中会有很多属于未来预测.
但是在当前的很多模型中, 未对实体预测和未来预测任务进行区分, 尤其是未对数据集进行特殊过滤处理. 那么最

终的实验结果并不能完全展示模型本身的性能, 模型间的对比也会存在不公平的情况.
 
 

表 6　数据集详细分析
 

模型 时间粒度 时间数量
训练集
时间数量

测试集新
时间数量

静态图
实体均值

静态图
知识均值

稀疏度
均值

测试集新
实体比例 (%)

新事件
比例 (%)

ICEWS18 24 h 304 240 34 993.5 1 553.24 0.001 7 2.12 39.4
ICEWS14 24 h 365 181 184 700.34 1 788.48 0.003 8 1.86 32.5
GDELT 24 h 2 751 2 138 348 388.18 810.22 0.005 4 0.14 17.8
Wikidata 1年 232 211 10 2 543.98 2 554.86 0.000 4 36.39 2.8
YAGO 1年 189 178 6 1 055.67 906.53 0.001 2 4.36 10.3

 

同时, 通过表 6可以发现, 时序知识图谱在每个时间戳上的静态图谱都是非常稀疏的, 单纯的针对静态图谱进

行建模很难获取很好的实体表示, 因此更多的挖掘图谱或实体历史信息可以得到更准确的实体关系表示, 结合表 1
和表 7可以发现, 最近几年采用历史信息抽取的模型 (如: CENET、EvoExplore、CyGNet、RE-Net等)逐渐涌现

并表现出更好的结果.
 
 

表 7　典型模型在实体预测任务上的表现一览表 (%)
 

模型
ICEWS18 ICEWS14 GDELT Wikidata YAGO

MRR H@3 MRR H@3 MRR H@3 MRR H@3 MRR H@3

t-TransE 8.36 8.71 6.35 5.80 5.52 5.01 31.74 36.25 32.57 －

TA-DisMult 28.53 31.57 20.78 22.80 29.35 31.56 48.09 49.51 61.72 65.32
HyTE 7.31 7.50 11.48 13.04 6.37 6.72 43.02 45.12 23.16 45.74
ATISE － － 54.86 63.04 － － 27.95 31.75 16.96 17.09
RE-Net 42.85 45.31 45.51 48.56 40.04 43.21 42.85 45.31 64.72 65.24
CyGNet 44.46 47.98 46.23 50.68 47.51 52.07 45.24 47.78 63.42 65.45

EvoExplore － － 66.91 73.02 51.4 60.2 － － 87.47 89.96
CENET 51.06 51.92 53.35 54.07 58.48 58.63 68.39 68.36 84.13 84.23

 

通过第 4节数据集的介绍, 可以发现 ICEWS和 GDELT数据集是同一类的, 其中以记录全球发生的实时事件

为主, 时间粒度为 1天, 大量的活跃实体与新事件. 而Wikidata和 YAGO数据集是在知知识库的基础上进行构建,
常识、事实类的知识较多, 且时间粒度为 1年, 实体活跃度相比于 ICEWS和 GDELT要低, 且新事件比例较少. 结
合表 7与各论文中的实验结果可以发现, 表示模型在Wikidata和 YAGO上的表现要远远优于 ICEWS和 GDELT.
这是由于新事件缺失历史信息作为参考, 预测精度极大受限, 而Wikidata和 YAGO中新事件的比例要小于 ICEWS
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和 GDELT.
而在针对主语实体和宾语实体预测时, 新事件比例也不完全相近, 以 Wikidata 数据集为例, 宾语实体相关的

新事件占比为 37.3%, 主语实体相关的新事件占比高达 76.6%. 这种极大差异导致的失衡, 使得一般方法对实体预

测的精度受到极大影响. CENET 模型依靠着其针对历史与非历史信息分别建模的独特手段, 解决了这种失衡问

题, 极大地提升了Wikidata数据集上实体预测的精度. 结合表 7中的结果, 其将精度提升了 20个百分点 [65].
在预测任务中, 新实体、新事件由于其与整体结构关联性较低往往是预测的难点. 一般模型不针对性进行相

关处理很难对其有较好的预测精度. 由表 6可以发现, 在Wikidata和 YAGO的测试集中, 存在远高于其他 3个数

据集的新实体比例. 因此结合表 8中的结果可以发现, 模型 TITer通过提出感应均值算法针对性的解决新实体预

测问题后, 对整体模型精度带来了极大的提升, 在两个数据集上均带来了超过 20个百分点的提高 [56].
 
 

表 8　典型模型在未来事件预测任务上的表现一览表 (%)[56]
 

模型
Wikidata YAGO

MRR H@1 H@3 H@10 MRR H@1 H@3 H@10
t-TransE 29.27 21.67 34.43 42.39 31.19 18.12 40.91 51.21

TA-DisMult 44.53 39.92 48.73 51.71 54.92 48.15 59.61 66.71
RE-Net 49.66 46.88 51.19 53.48 58.02 53.06 61.08 66.29
CyGNet 33.89 29.06 36.10 41.86 52.07 45.36 56.12 63.77
xERTE 71.14 68.05 76.11 79.01 84.19 80.09 88.02 89.78
TITer 75.50 72.96 77.49 79.02 87.47 84.89 89.96 90.27

 

结合上述分析可以发现, 当前的通用数据集数据分布不同, 各自特点也不相同, 随着模型研究的愈发深入, 各
种特异性优势被开发, 简单地使用测试数据集不能准确对其评估, 需要研究者根据模型特点, 针对性地对测试集进

行划分和处理, 以此提高对模型效果判定的准确性. 

6   发展趋势与展望

在前文中, 本文对知识表示推理的各个模型进行了介绍, 并且在节末通过时间脉络对知识表示推理近几年的

技术路线进行了简单归纳. 从底层嵌入到时间信息处理, 再到新实体、新事件的针对性建模. 模型的表示能力在逐

年增加, 预测推理的精度也逐年提升, 甚至在Wikidata和 YAGO数据集上有了飞跃进步.
但是通过对上述所有模型的介绍和分析后, 不难发现, 现有的所有模型在底层嵌入层面上依然没有跳出几个

常用的框架, 诸如, 基于语义相关性、结构相关性构建的静态知识图谱表示. 并不是说在常用框架下, 模型不能有

良好的表现, 但是研究者们已经开始逐步接近这类模型框架表示能力的上限了. 如果近几年, 不能有基础框架的创

新, 时序表示模型的发展将迅速陷入瓶颈, 而当前时序表示模型在推理上的精度还远没有达到可以在应用中发挥

重要作用的标准, 整体预测效果在实际中仍然存在极大问题.
时序知识图谱对于大数据智能具有重要意义, 在自然语言处理、信息检索、智能推荐和智能问答等领域中都

具有至关作用, 但是现有精度却限制了它的发展. 在未来的一段时间, 时序知识图谱表示与推理的研究应该会在如

下几个方面进行突破.
(1)底层表示框架的创新

底层嵌入表示框架是整个表示的核心, 现有总结的两个底层表示框架不足以支撑时序知识图谱表示捅破现有

困境, 实现表示能力大幅跃升和预测推理精度跃迁式提高. 因此, 在今后的研究中, 基础表示框架的创新仍然是重

中之重, 一旦有新框架体系的创新, 将立刻会有大量研究者基于此提出更优秀的时序表示模型, 带动整个时序知识

图谱相关研究的发展.
当然, 由于时序知识图谱的基础属性, 其技术与知识图谱研究和图研究有极大的关联性. 因此, 有极大概率, 基

础表示框架的创新将会在知识图谱表示或者图表示方向率先做出突破. 后续研究者可以适当地将研究目标转移到

知识图谱和图上面, 也同样可以针对时序图谱的特殊属性时间进行技术突破.
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(2)时间信息处理的深入探索

现有基础表示框架的潜力还没有完全挖掘, 即基于现有的框架进行研究仍有较大上升空间. 研究者们可以继

续针对时序知识的时间信息处理方法进行深入探索, 也可以去深度分析时间信息对当前预测推理的影响因素. 这
两个方面的研究依然可以作为当前时序表示的研究重点, 着重进行突破.

(3)新实体、新事件等新特性的针对研究

时序图谱的数据具有很多独有的特性, 且在不同的数据集和应用场景中亦有不同的特性, 诸如新实体、新事

件占比高等. 针对这些特性进行针对性研究将在现有框架基础上对模型预测推理精度得到提升. 这个方面的研究

类似于知识图谱中的开放世界知识图谱相关的研究, 旨在找到一种合理的方式将新实体或新事件与整个时序知识

图谱关联起来, 从而实现语义或者结构上的连通, 保证了新实体表示的准确性. 针对这方面的研究, 研究者们可以

从推荐系统冷启动方向研究中找到灵感.
此外当前大部分模型在处理测试集时, 并未对新实体相关的预测进行筛选, 尤其是针对待预测实体为新实体

时, 当前模型均不能进行预测. 因此现有实验就不能准确地对模型的表现进行准确展示, 在一定程度上对模型的能

力有所低估. 后续可以依据新实体对测试数据集进行更为详细地划分, 以此来提升模型评估的准确性, 亦可验证针

对开放世界特殊场景模型的效果. 同时, 研究者可以针对现有模型不能预测待预测实体为新的难题进行相关的研

究和突破.
(4)预测推理的可解释性研究

除了对时序知识表示新方法的研究以外, 近几年, 研究者们对各领域的预测推理的可解释性越来越关注, 人们

不再单一执着于对精度的提升, 而是对推理的依据越发的关心. 推理的解释性成为各方争相研究的热点. 因此未来

时序表示推理的可解释性研究将越发的被重视, 不能简简单单地将时序知识表示为嵌入向量就高枕无忧, 反而需

要对表示和推理的可解释性进行相关说明和分析. 未来几年, 研究者可以将时序知识表示推理的可解释性研究作

为自己的研究方向.
(5)增量/在线、小样本等特殊场景下的表示研究

随着时序知识图谱的研究愈发深入, 其在现实场景下的应用也将日益增加, 那么各种特殊应用场景亦对表示

模型提出更多的要求. 随着时序知识图谱规模的增加, 增量/在线学习场景就必不可或缺, 因此针对此的研究亦是

时序图谱表示的下个热点. 与此同时, 时序图谱在特殊领域提供知识支撑时, 可能面临特殊领域特殊实体训练数据

稀少等情况, 那么此时少样本情况下的表示和推理研究就至关重要. 因而, 研究者可以从应用场景的角度出发, 着
力于对时序知识图谱在特殊应用场景下的定制化研究.

(6)时序知识图谱领域其他关键技术的研究

时序知识图谱发展至今才有近 7年, 依然处在发展的初级阶段, 几乎所有时序领域知识图谱还处在构建完

善阶段, 远远没有达到投入前沿应用并发挥显著作用的地步. 除了在时序表示方面有大量的研究外, 其他相关

的相关技术, 诸如: 时序知识抽取、时序实体对齐、时序图谱融合与时序知识图谱质量评估等均处于亟待开发

创新的阶段. 因此, 研究者们可以在现有时序表示的基础上进行其他关键技术的研究. 这将对补全整个时序知

识图谱领域研究的拼图起到至关作用, 加速时序知识图谱的应用落地, 从而从实用反馈中获得新的研究方向和

思路. 

7   总　结

本文对时序知识图谱进行了简要介绍, 其中着重针对时序知识表示推理技术进行了梳理, 将时序知识图谱自

开创到现在的绝大部分优秀有代表性的模型进行了归纳和简述, 且总结提出了一个时序知识图谱表示与推理模型

的理论框架, 并依据此对各个模型进行了对比分析. 同时, 本文梳理出了时序知识表示推理发展的基础脉络, 对该

领域当前遇到的问题和未来可能遭遇的瓶颈进行说明. 最后, 本文又对时序知识图谱未来的研究方向进行了划分,
从底层表示框架的创新、时间信息处理的深入探索、新实体等新特性针对研究、预测推理的可解释性研究、增
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量/在线等特殊场景下的表示研究和时序知识图谱领域其他关键技术研究 6个方面指明了时序知识图谱的未来研

究方向和趋势, 旨在为后续研究者们提供参考.
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