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摘　要: 异质信息网络是一种异质数据表示形式, 如何融合异质数据复杂语义信息, 是推荐系统面临的挑战之一.
利用弱关系具有的丰富语义和信息传递能力, 构建一种面向推荐系统的异质信息网络高阶嵌入学习框架, 主要包

括: 初始化信息嵌入、高阶信息嵌入聚合与推荐预测 3 个模块. 初始化信息嵌入模块首先采用基于弱关系的异质

信息网络最佳信任路径筛选算法, 有效地避免在全关系异质信息网络中, 采样固定数量邻居造成的信息损失, 其次

利用新定义的基于多头图注意力的多任务共享特征重要性度量因子, 筛选出节点的语义信息, 并结合交互结构, 有
效地表征网络节点; 高阶信息嵌入聚合模块通过融入弱关系及网络嵌入对知识良好的表征能力, 实现高阶信息表

达, 并利用异质信息网络的层级传播机制, 将被采样节点的特征聚合到待预测节点; 推荐预测模块利用高阶信息的

影响力推荐方法, 实现了推荐任务. 该框架具有嵌入节点类型丰富、融合共享属性和隐式交互信息等特点. 最后,
实验验证 UI-HEHo学习框架可有效地改善评级预测的准确性, 以及推荐生成的针对性、新颖性和多样性, 尤其是

在数据稀疏的应用场景中, 具有良好的推荐效果.
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Abstract:  Heterogeneous  information  network  is  a  representation  of  heterogeneous  data.  How  to  integrate  complex  semantic  information  of
heterogeneous  data  is  one  of  the  challenges  faced  by  recommendation  systems.  A  higher-order  embedded  learning  framework  for
heterogeneous  information  networks  based  on  weak  ties  featured  by  semantic  information  and  information  transmission  abilities  is
constructed.  The  framework  includes  three  modules  of  initial  information  embedding,  high-order  information  embedding  aggregation,  and
recommendation  prediction.  The  initial  information  embedding  module  first  adopts  the  best  trust  path  selection  algorithm  to  avoid
information  loss  caused  by  sampling  a  fixed  number  of  neighbors  in  a  full-relational  heterogeneous  information  network.  Then  the  newly
defined  importance  measure  factors  of  multi-task  shared  characteristics  based  on  multi-head  attention  are  adopted  to  filter  out  the  semantic
information  of  each  node.  Additionally,  combined  with  the  interactive  structure,  the  network  nodes  are  effectively  characterized.  The  high-
order  information  embedding  aggregation  module  realizes  high-order  information  expression  by  integrating  weak  ties  and  good  knowledge
representation  ability  of  network  embedding.  The  hierarchical  propagation  mechanism  of  heterogeneous  information  networks  is  utilized  to
aggregate  the  characteristics  of  sampled  nodes  into  the  nodes  to  be  predicted.  The  recommendation  prediction  module  employs  the
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influence  recommendation  method  of  high-order  information  to  complete  the  recommendation.  The  framework  is  characterized  by  rich

embedded  nodes,  fusion  of  shared  attributes,  and  implicit  interactive  information.  Finally,  the  experiments  have  verified  that  UI-HEHo  can

effectively  improve  the  accuracy  of  rating  prediction,  as  well  as  the  pertinence,  novelty  and  diversity  of  recommendation  generation.

Especially in application scenarios with sparse data, UI-HEHo yields good recommendation effects.

Key words:  recommendation  prediction;  heterogeneous  information  networks  (HIN);  network  embedding;  shared  characteristics;  importance
measure factor

 

大数据时代, 互联网用户既是信息的消费者又是信息的生产者, 信息过载问题日益突出. 推荐系统作为解决信

息过载最有效的方式之一, 能够帮助用户从大量信息中筛选有价值的信息, 逐渐成为信息领域的研究热点之一. 传
统基于强关系的推荐因其本身圈子小、产生的唠叨型内容较优质内容多, 往往导致单一化推荐 [1−3]. 随着在线社交

网络的流行, 用户的行为不仅是个人兴趣爱好的体现, 而会受到与其有交互用户的影响, 因而产生了大量包含推荐

信息的异质数据, 如何有效地利用异质数据, 进一步改善推荐效果和质量, 是推荐系统面临的挑战之一.
异质信息网络是推荐系统中涉及异质数据类型的一种数据表示形式 [4], 能够有效地刻画和描述不同类型的节

点信息和关系. 但大多数异质信息网络推荐算法依赖于推荐节点路径的相似度, 未能充分利用用户和项目节点的

潜在结构特征以及节点的属性等辅助推荐信息, 影响了推荐的准确性、新颖性和多样性 [5,6]. 网络嵌入作为网络表

征学习的一种方法, 有效地促进了信息网络的分析和可视化, 但大多数算法都集中在同构网络上 [7], 难以体现不同

类型实体和实体间的联系信息. 为了有效利用异质网络中的复杂结构, 融合更多类型节点间的直接或间接交互信

息辅助推荐, 本文充分利用弱关系的丰富语义和信息传递, 以及网络嵌入对知识良好的表征能力, 构建了一种异质

信息网络高阶分层嵌入学习框架. 该框架通过有效融合更丰富的节点类型及其交互信息, 并通过嵌入学习捕获重

要的关系结构, 有效地解决了推荐数据稀疏造成的冷启动等不足, 改善了推荐的准确性, 新颖性和多样性. 其主要

贡献如下.
● 构建了一种全关系异质信息网络, 并给出最佳信任路径筛选算法.
● 定义了一种基于多头图注意力机制的多任务共享特征重要性度量因子.
● 提出了一种融合多类型用户信息和信息传递的高阶信息表达模型.
● 给出了一种面向高阶信息表达模型的影响力推荐算法.
● 构建了一种异质信息网络高阶嵌入学习框架.

 1   相关工作

推荐系统可以有效地帮助用户从海量数据中发现自己的信息需求, 但随着在线社交网络的流行, 产生了大量

异质数据, 对推荐生成的针对性、新颖性和多样性, 提出了新的挑战, 为此国内外学者从信任关系推荐、异质信息

网络、网络嵌入学习等方面开展了大量研究工作.

 1.1   信任关系推荐

传统推荐算法大多是基于“相似性”或深度信任的强关系推荐 ,  推荐效果往往趋于同质 .  随着 Twitter、
Facebook、YouTube等在线社交网络的流行, 用户的行为不再是个人兴趣和爱好的体现, 一定程度上会受到与其

有社会关系的其他用户的影响 [8,9]. 一般情况下, 消费者更愿意相信朋友或者有影响力的人的推荐, 而信任作为人际

关系的核心将会直接影响用户的决策, 因此, 基于信任的弱关系在扩大推荐的选择范围的基础上提供了推荐的依据.
Qin等人 [10]和 Lin等人 [11]以弱关系为背景, 根据用户间的相似性进行协同过滤, 与强关系推荐相比, 虽产生了

大量的候选推荐对象, 但没有解决数据稀疏造成的冷启动问题. 为了改善这一问题, 学者们将“信任”引入推荐, 信
任系统的基本理念是允许用户在没有直接邻居的情况下相互评价: Li等人针对数据稀疏和冷启动问题, 提出了一

种结合社会标签和信任关系的社交网络推荐方法, 通过概率矩阵分解收集社会信任关系等信息 [12]; Cui等人针对

社交网络中项目评价的局限性, 提出了一种将信任、领域倾向和项目声誉综合在一起的信任评价模型 (CTDR)[13];
Forsati等人将显式的不信任关系引入推荐, 提出了一种结合信任和不信任的基于矩阵分解的推荐模型 [14]; Zhang
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等人为了降低恶意实体推荐值对信任评估的影响, 提出考虑实体间交互过程、引入奖惩因素和评价可靠性因素的

推荐信任动态评估模型 [15]; Hamdi 等人从传递性的概念出发, 研究了社交网络中信任传播的性质, 引入了 TISoN
模型生成和评估在线社交网络中的信任推理 [16].

 1.2   信任异质信息网络

将多类型的网络化数据建模成异质信息网络 HIN (heterogeneous information network), 能够充分利用网络中

丰富的对象和关系信息, 改善了数据稀疏造成的冷启动等问题. Hu等人提出了基于异质图神经网络的半监督短文

本分类方法帮助用户找到相关信息, 解决了实际应用中缺乏标记训练数据的问题 [17]; Mnih等人提出的经典的概率

矩阵分解模型 PMF, 采取低维度因子模型 (low-dimensional factor)将评级矩阵分解成两个低维矩阵, 在用户评价

较少的情况下有一定的预测效果 [18]; Rendle等人提出的因子分解机 FM (factorization machine) 模型解决了数据稀

疏情况下的特征组合问题 [19]. 现有的异质信息网络推荐算法大多数是依赖网络路径的相似性来评价对象的相似

性: Shi等人提出基于加权异质信息网络的协同过滤方法, 预测目标用户对项目的评级 [4]; Zheng等人设计了双重

相似正则化方法, 利用对偶相似度正则化方法整合不同语义元路径下用户和项目的相似度信息 [5]; 而元路径不能

很好地获取同级别或同类型节点的复杂语义信息, Yuan等人 [20]和 Huang等人 [21]提出将元图的概念引入 HIN, 计
算同类实体间的相似度, 从而捕获元路径无法捕获的复杂语义; Zhao等人将元路径融入 HIN, 采用矩阵分解+因子

分解机的方法求解信息融合问题 [6].
总的来说, 基于路径的相似度推荐是 HIN推荐的主流研究方法, 但不能充分利用 HIN上用户和项目的潜在交

互信息进行推荐.

 1.3   网络嵌入学习

网络嵌入学习将复杂的信息转换为密集的低维实值向量, 最大限度地保留了网络中的结构以及属性等信

息 [22]. 目前的网络嵌入可以分为“基于分解”“基于随机游走”“基于深度学习”这 3类.
早期的网络嵌入学习大都是基于分解的, 通过对描述图数据结构信息的矩阵进行分解, 将节点转化到低维向

量空间并保留结构的相似性. 知识管理图表征学习模型 GraRep, 通过学习低维向量来表示图的节点, 利用矩阵分

解技术构造顶点的全局表示 [23]. Rendle提出个性化排序矩阵分解模型 BPRMF[24], 只依靠用户的显式反馈作为信

息交互的目标值; He等人利用多层感知器和矩阵分解结合捕获用户和项目的非线性特征交互 [25]. 虽然这些方法都

有解析解, 但结果过度依赖于相关矩阵的分解计算, 造成了较高的时间和空间复杂度.
词向量方法在语言表示上的成功, 启发了学者把在图中随机游走产生的序列看作句子, 节点看作词, 类比词向

量方法来学习出节点的表示. 常见的方法有 DeepWalk[26]、node2vec[27]. Yang等人提出 text-associated DeepWalk
(TADW), 将具有文本特征的节点在 MF 的基础上合并进网络表示学习中 [7]; Tu 等人提出最大利润深度步行

(MMDW), 学习到的表征不仅包含网络结构, 而且具有判别性 [28]; Ivanov等人基于匿名行走以显示的和分布式的

方式学习图形表示 [29]; Dong等人提出 metapath2vec++框架保留异构网络中的结构和语义联系 [30]; Shi等人设计了

基于元路径的随机游走策略进行异构网络嵌入的方法 HERec-spl, 并通过融合函数将嵌入集成到矩阵分解模型 [31].
基于随机游走的方式实现了大规模的图表示学习, 但是将图转化为序列集合没有利用图本身的结构信息, 并且难

以融合图中节点的属性信息进行表示学习.
基于深度学习的网络嵌入, 大都是基于图神经网络挖掘用户-项目节点间的浅层交互, 缺少挖掘高维的能力,

DNGR (deep neural networks for learning graph convolutional) 算法根据图生成共现概率矩阵, 在此基础上得到

PPMI 矩阵, 使用 SDAE (stacked denoising autoencoder) 编码得到向量 [32]; 与 DNGR 相比, SDNE (structural deep
network embedding)利用神经网络挖掘高阶相似性的同时, 利用一阶相似性作为已知的监督信息 [19]; Rianne等人

提出 GC-MC 模型, 基于用户-项目二部图从链路预测的角度解决推荐系统中的评级预测问题 [33], 与 SDNE 相同,
采用自动编码方式学习原始特征到中间表示的映射, 虽适用于超大数据集的中间表示, 但难以学习语义信息; Gao
等人提出学习二部网络顶点表示的方法 BiNE, 将显式和高阶隐式关系联合建模 [34], 但只考虑显示的连接信息;
Tang等人开发了 TranFG框架, 通过跨异质网络学习对社会关系类型进行分类 [35]; Ebesu等人提出协同记忆网络
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(CMN), 根据特定的用户和项目学习用户邻域的自适应非线性加权, 输出与用户、项目记忆之间的非线性相互作

用 [36]; Tu 等人提出 CANE模型, 通过相互注意机制对节点的结构和文本信息融合 [37]; Ying等人提出 PinSage将图

神经网络应用于通过对项目之间的相似性建模而形成的项目图 [38]; Shi等人发现把不同类型的节点映射到同一低

维空间造成了信息丢失, 提出了 AspEm对 HIN进行层次划分 [39]; Wang等人提出的 NGCF框架将用户-项目二部

图集成到嵌入过程, 通过对图中的高阶连通性表达建模把协作信号注入嵌入过程 [40].
综上所述, 将弱关系产生的大量异质数据建模成异质信息网络, 尽管刻画了复杂的类型关系, 但大多数推荐算

法仅依赖网络路径的相似度实现推荐预测, 不能很好地获取同级别或同类型节点的复杂语义信息. 此外, 当推荐数

据稀疏时, 复杂数据类型的网络嵌入方法预测节点, 不能同时表征局部和全局结构特征信息.

 2   异质信息网络高阶嵌入学习框架

 2.1   问题提出

在网络嵌入中划分层次, 改善了因关系类型不同导致的相似信息被抵消或削弱的问题, 但现有算法忽略了除

用户-项目交互外的其他类型交互或节点信息, 也没有考虑不同层次间的关联. 图 1是以 User1为目标节点的异质

信息交互图, 描述了用户的偏好信息和项目的属性信息. 节点Movie1、Movie2、Actor1和 User2作为 User1的直

接交互对象, 类型不同且彼此间的相关性较低, 因此 User1只能嵌入到它们的中间位置, 导致 User1看起来并没有

偏好这几个节点, 出现了信息抵消和丢失. 研究发现, 没有考虑层次间存在关联的划分, 如图 2中的 (a)和 (b), 划分

层次后只能看出 User1对Movie1和Movie2的喜爱; 或是仅局限于用户-项目交互的层次关联的划分, 如图 2(c)所
示通过挖掘 User1-Movie1-User4-Movie5 的交互, 预测 User1 可能对 Movie5 产生偏好. 因此, 拟解决的主要问题

如下.
1) 节点间的复杂交互和属性信息能否作为辅助信息提高推荐预测效果, 以及该信息如何获取?
2) 图 1包含了复杂的节点信息, 但预测仅利用了用户和项目的交互, 被忽略的其他类型节点交互和属性信息

也会对推荐产生影响, 如何利用被忽略的信息?
3) 不同节点所处的层次之间也会存在关联, 这些潜在关联如何显式表达?
4) 在图 1中, 推荐结果仅预测到了 User1对Movie1、Movie2和Movie5的偏好, 如何衡量其对其他电影有无

产生偏好的可能及偏好程度?

 2.2   高阶嵌入学习框架结构

将多类型的网络化数据建模为异质信息网络并对其进行信息嵌入, 能够充分利用弱关系丰富的语义信息和强
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图 1　User1的异构信息交互

 

(b)(a) (c)

(e)(d) (f)

User1
Movie1 Movie5

User1

User1

Movie2

Movie6

User1 User1

Movie4

User1

Movie3

图 2　异构信息网络层次划分
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大的信息传递能力. 构建了以社交网络为基础的高阶嵌入学习框架 UI-HEHo (high-order embedded learning
framework), 考虑到层次间存在的关联以及不同类型节点间的交互和属性对推荐的影响, 该框架融入了用户-用户、

用户-项目以及项目-项目的高阶交互和节点属性, 并进一步将层次嵌入细分到阶间和阶内, 挖掘高阶连接状态下

的信息交互给节点带来的推荐影响力, 图 3给出了 UI-HEHo整体示意图. 如图 2(d)–(f)所示, 图 1通过 UI-HEHo
挖掘 User1-User2-Movie3、User1-User2-User3-Movie6、User1-Actor1-Movie6、User1-Actor1-Movie4, 预测得到

User1可能对Movie3、Movie6以及Movie4产生偏好; 结合节点交互和属性发现Movie4和Movie6相比Movie3
属于 User1的阶内嵌入, 因此对Movie3的偏好最小. Movie6相比Movie4多了一条与 User1的间接连接, 因此对

Movie6 的偏好程度大于 Movie4, 但偏好程度没有较大差距. 所以, User1 对这 3 个项目的预测偏好程度为

Movie6>Movie4>Movie3. 由此看出, UI-HEHo框架能够充分利用节点信息提高推荐预测的准确性、多样性和新

颖性.
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图 3　异质信息网络高阶嵌入学习框架
 

 3   初始化信息嵌入层

该嵌入层利用社交网络弱关系具有的信息传递与丰富语义信息, 构建一种基于弱关系的全关系异质信息网

络 (FR-HIN), 并给出一种最佳信任路径选择算法对 FR-HIN进行路径筛选, 在降低计算量的同时避免了采样固定

数量邻居带来的信息损失; 提出将多头图注意力与多任务结合, 使得注意力机制的掩码能自动确定每个任务的共

享特征的重要性, 不仅学习了不同任务的权重而且筛选出节点属性中更具代表性的语义特征.

 3.1   全关系异质信息网络

集成弱关系的社交网络将包含大量不同类型的节点和节点间复杂的交互. 而将这些相互作用的节点建模为异

质网络 HIN是很自然的方式, 正迎合了大数据中数据多样性的显著特征. 现有异质信息网络建模由于仅将注意力
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放在异质关系上, 导致其无法充分利用包含丰富信息的网络图结构. 因此, 对传统的异质网络进行拓展, 构建全关

系异质信息网络.
定义 1. 全关系异质信息网络 (FR-HIN): 至少包含用户-项目节点对, 可增加用户对、项目对以及节点间不同

类型关系的带权有向图 G. G=(U, I, E(Un, Un'), E(Un, Im), E(Im, Im'), V(Un, Un'), V(Un, Im), S(Im, Im')), 其中 U 代

表用户集合, I 代表 U 的历史项目集合, E(Un, Un')、E(Im, Im')和 E(Un, Im)分别代表用户对、项目对以及用户与

项目间的信任关系的有向边, V(Un, Un')、S(Im, Im')和 V(Un, Im)为边上的信任值.
图 4展示了一种全关系异质信息网络, 该网络中不存在直接信任关系的节点间无信任关系边, 且节点间的信

任是非对称的. 其中, V(Un, Un')的取值一方面以“法定”为支柱的强制性影响形成的用户自身信任值, 如用户的地

位、职业、资历等, 另一方面是因用户间的直接信息交互产生; V(Un, Im)为用户对项目的直接评级; S(Im, Im')为
频繁 N 项集中每个项目存在条件下其余项目存在的概率; E(Im, Im')由关联项目中概率较大值指向较小值.

  

U1

U2

U3

U4

U5

U6

U7

U8I1

I2

I3

I4

I5

I6

I7

0.7

0.8

0.6

0.7

0.3

0.9

0.4

0.5
0.5

0.3

0.2

0.6

0.7

0.8

0.6

0.3

0.5

0. 6
0.8

0.8

0.6

0.3

0.7

图 4　全关系异质信息网络
 

 3.2   异质信息网络最佳信任路径筛选

与基于分解和随机游走的方法相比, 图神经网络能同时处理图中节点的交互和属性信息, 缓解了异质数据稀

疏造成的冷启动问题. 根据图卷积模型的局部性质, 节点在第 L 层的特征只与其 L 阶子图有关, 但对于大规模的图

数据 (例如: 社交网络), 子图中的节点数成指数级增长, 存在很多超级节点 (节点的度呈现幂律分布), 因此, 对目标

节点的邻居节点进行采样可以降低遍历子图的时间、模型的计算以及数据的存储代价.
在异质信息网络中, 由网络中信息的传递性发现, 具有间接关系的节点间往往会包含多条连接路径. 如图 4

中, 节点 U1 到 U6 存在: U1→U2→I2→U3→U5→U6, U1→U2→I2→U3→U5→I4→U7→U6,…, U1→I1→
U4→U6 共 11 条路径. 显然, 全部路径可以涵盖网络中的所有信息, 然而对待预测节点和目标节点之间的所有路

径, 分别设置最大请求长度 (MTL)和最小信任阈值 (MTT), 会大大增加处理大量节点以及节点间不同信任关系的

工作量; 而使用固定长度路径又会损失有价值的节点信息. 因此, 提出 BTP算法对 FR-HIN的路径进行筛选, 以得

到定义 2表述的最佳信任路径, 详见算法 1.
定义 2. 最佳信任路径 L. L 满足 RL<<TTL, RVT>>TVT. RL 和 RVT 分别表示路径 L 的长度和信任总值; TTL 和

TVT 分别为网络路径的最大请求长度和最小信任阈值.

算法 1. 最佳信任路径算法 (BTP).

输入: 目标节点 Sn 的 N 个邻居节点集合 Tn;
输出: 最佳信任路径集合 PATH.

算法过程:
1. EnQueue(Q, Tn);
2. for i in range(N):
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3.　　 if Q.front==Q.rear
4. 　　　return error;
5.　　 DeQueue(Q, e);
6. 　　ptp(Sn, e) /*ptp()用来查找得到节点 e 和 Sn 间的所有路径*/
7. 　　　path←e; /*path 存放已构路径, e 为路径的起点*/
8.　　　 R←[path , Sn]; /*R 存放节点 e 和 Sn 之间的所有路径*/
9. 　　　P=0; /*算法开始定义节点间路径数量为 0*/
10.　　　 ADJ←getadj(adj, getLast(path)); /*将已构建路径最后节点的邻居 adj 放入 ADJ 中*/
11.　　　 for each adj in ADJ

ad j ∈ getad j(S n)12.　　　　 if     then /*若 adj 不属于终止节点邻居节点则将 adj 加入当前路径*/
13.　　　　　 add(adj, path);
14.　　　　　 ptp(Sn, adj);
15.　　　　 else /*否则当前路径将作为节点间的路径*/
16. 　　　　　add(adj, path);
17.　　　 　P++;
18.　　　　 R←[Sn, path];
19. 　　　end for
20.　　 end
21.　　 while P/*筛选 R 中路径得到最佳信任路径*/

(RL > ARL&&RL −ARL ⩽ β&&RVT ⩾ AVT )22.　　　　 if       /*RL、RVT 为当前路径请求长度和总信任值, ARL、AVT 为

与当前路径有相同终止节点路径的平均请求长度和总信任值*/
23. 　　　　　　　PATH←[Sn, R[p]];

(RVT < AVT &&AVT −RVT ⩽ γ)24. 　　　　else if  
25.　　　　　　　　PATH←[Sn, R[p]];
26.　　　　　　 else
27. 　　　　　　　　PATH←[Sn, Φ];
28. end for
29. end

β = |getLength(SP)−ARL| ⩾ 0

γ = |getValue(SP)−AVT | ⩾ 0

在 FR-HIN中利用 Personalized PageRank算法获得算法输入的邻居节点 Tn, 算法第 6–20行获取 Tn 中的每个邻

居节点与 Sn 间的所有可能路径, 算法第 21–27 行是最佳信任路径的筛选操作,    , 为允许

的最大请求长度差值;    , 为允许的最大信任差值; SP 是所有可能路径中信任值最高的路径.

 3.3   多头图注意力机制与多任务共享特征重要性度量

由于节点类型以及属性特征维度的不同, 对节点共享特征提取带来了较大困难. 因此, 将节点间不同类型交互

看作不同的任务, 提出将多头图注意力和多任务机制结合, 确定任务间的共享特征, 实现对节点的属性表征. 在共

享网络中对每个任务赋予注意机制掩码, 刻画每个任务共享特征的重要性, 从而允许以一种自我监督、端到端的

方式学习任务共享特征, 与具有明确任务分离的多任务体系结构相比, 学习参数更少.
un im eun ,eim e(0)

un ,e
(0)
im

将用户   和项目   通过 d 维信息嵌入特征向量表征为   , 则初始嵌入特征向量   分别为:
e(0)

un
= [Vunun ,Nun I ,Vun I ,NunU ,VunU︸                            ︷︷                            ︸

S tr

, F lu
un︸︷︷︸

Attr

] (1)

e(0)
im
= [Vimim ,NimU ,VimU ,Nim I ,Vim I︸                           ︷︷                           ︸

S tr

, F li
im︸︷︷︸

Attr

] (2)
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Nun I ,Vun I un un im

NunU′ ,VunU′ un U un U u′n Nim I′ Vim I′ im

im i′m Vunun ,Vimim F lu
un

F li
im

E = [eu1 , . . . ,euN ,ei1 , . . . ,eiM ] eu1 , . . . ,euN ei1 , . . . ,eiM

其中, 节点的结构特征向量 Str 中,     分别为    一阶信任项目集合 I 和    对 I 每个项目    的评级矩阵,
 分别为   的一阶信任用户集合   和   对   中每个用户   信任矩阵,    ,    分别为   的一阶信任项

目集合 I 以及   与 I 中每个项目   的信任矩阵;    为节点自身信任值. 定义   和   分别表示用户和项目

节点属性特征矩阵 Attr.    ,    表示网络中的用户嵌入,    表示项目嵌入.
F lu

un F li
im

attru = (attru,l . . . ,attru,lu ) attri = (attri,1 . . . ,attri,li )

φ(R)
p,q

如图 5, 使用 look up 层将每个用户的 lu 维和项目的 li 维属性 attr 分别转换为矩阵   和   , 由此得到每个用

户属性嵌入向量   和项目属性嵌入向量   , 用户对、项目对以及用户-

项目 3种关系 R 的属性注意力权重矩阵中, 第 p, q 项的权重为   :

φ(R)
p,q =


F(attru,p)TWF(attri,q), if R = u-i
F(attri,p)TWF(attri,q), if R = i-i
F(attru,p)TWF(attru,q), if R = u-u

(3)

W ∈ Alu×li lF其中,    为属性间的权重矩阵, F 为具有   层的前馈神经网络. 池化是为了选择与所有属性相关性最大的属

性. 用户对、项目对, 用户-项目节点对的属性选择分别为:

ap = max
q=1,...,lu

φ(u-u)
p,q

bp = max
q=1,...,li

φ(i-i)
p,q

cp = max
q=1,...,li

φ(u-i)
p,q

dq = max
p=1,...,lu

φ(u-i)
p,q

(4)
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图 5　多头图注意力
 

a = (a1,a2, . . . ,alu )、b = (b1,b2, . . . ,bli )、c = (c1,c2, . . . ,clu )和d = (d1,d2, . . . ,dli )将非标准化向量   通过 Gumbel-Soft-

max[41]函数转换为概率分布, 则被选中的用户、项目以及用户与项目间属性分别为:
attr′u = (Gumbel(a))Tattru

attr′i = (Gumbel(b))Tattri

attr′ui = (Gumbel(c))Tattru,i

attr′iu = (Gumbel(d))Tattri,u

(5)

图数据中多类型的节点形成了节点间的复杂关系, 不同关系间也存在着信息传递. 若要学习所有关系间的权
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f k
(x) yk yk = hk( f k

(x)) f k
(x) =

n∑
i=1

gk
i (x) fi(x),gk(x) =

Softmax(Wgk x) wgk ∈ Rn×d gk(x) Gatek

重 WR, 将导致网络模型所要学习的参数量将十分庞大的. 而对于不常见的关系, WR 所对应的学习数据很少, 容易

造成过拟合现象. 为了解决这个问题, 本文把不同类型关系看作不同的任务, 将关系分为用户-用户、项目-项目、

用户-项目 3 类任务, 并实现任务间 WR 的共享, 进而得到任务间的共享特征 (见图 6). 将多任务学习机制中的

MMoE模型转化为基本构建块MMoE层嵌入到图神经网络中, 为不同的任务分配不同的 WR, 并为每个任务都配

备一个 Gate[42]. 针对不同的任务, 特定 Gate的输出表示不同的 Expert被选择的概率, 将多个 Expert加权求和得到

 , 并输出给特定的 Tower 模型, 用于最终每个任务 k 的输出    :     . 其中,   

 ,    是可训练矩阵, x 为输入特征, n=3为 expert的个数, d 是输入的特征维度.    为 

的输出, 即每个 expert的权重.
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图 6　多任务共享特征
 

 4   高阶信息表达与嵌入聚合层

FR-HIN是一类具有高阶连接的信息交互网络, 与给定节点直接或间接连接的节点均会对该节点产生推荐影

响, 图 7(a) 展示了以节点 U1 为目标节点的 FR-HIN. 同阶层节点即便类型以及与其交互的节点的信息和个数不

同, 也可能存在交互. 每个节点对目标节点的推荐影响力是不同的, 其本身也形成了带有高阶交互信息的小型 FR-HIN.
因此, 区分节点类型以及计算不同阶层上节点对目标节点的推荐影响力会产生很大代价.

e′i = ||Kk=1σ

 ∑
v j∈Ñ(vi)

α(k)
i j W (k)e j


eS S ′ = σ(∂W(S ,S ′)) ∂(·)

σ(·) eS S ′ = LeakyReLU(W ′(eS ◦ eS ′ ))

eS S ′
1
√

NS
NS

eS S ′

eS S ′

该层使用多头图注意力机制, 实现对不同邻居权重的自适应分配, 将同一阶层的节点放入一个信息片中, 信息片

间依据阶间节点的交互设置连接, 聚合邻居特征, 更新当前节点的特征, 通过网络的层级传播机制将节点的特征信

息由远及近地聚合到待预测节点上. 多头图注意力机制更新节点特征向量的公式一般为   
[43].

为了对不同节点对间不同类型的关系区分, 本文将公式中的 W 进一步细化, 设置邻居节点 S'到目标节点为 S 的权

重系数为   , W'为节点特征变换的权重参数, 定义    (节点相关度函数)为 2个节点向量的哈达

玛积, 使嵌入信息依赖于节点之间的交互密切程度. 激活函数   为 LeakyReLU 则   ,

为了更好地分配权重, 对   通过   进行了归一化处理,    代表节点 S 的一阶邻居数量, 从表示学习的角度看,

该系数分别为项目对用户偏好程度的贡献和用户对用户信任程度的贡献. 则   以及对应更新后的节点特征向量

 分别为:

eS S ′ =
LeakyReLU(W ′(eS ◦ eS ′ ))√

NS
,e′i = ||Kk=1σ

 ∑
v j∈Ñ(vi)

α(k)
i j eS S ′

(k)e j

 (6)
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L=1

L=2

L=3
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U3

I7

I6

U3

I6

I7

(a) (b) (c)

图 7　以 U1为目标节点的 FR-HIN
 

如图 7(a)中节点 I2既是 U1的一阶邻居节点, 也形成了以其为目标节点的子 FR-HIN (如图 7(b)). 同样的, 节
点 U3和 I7既是 I2的一阶邻居, 也形成了以其为目标节点的子 FR-HIN (如图 7(c)). U3的一阶邻居为 I7和 I6, I7
的一阶邻居为 I1 和 U3, 值得注意的是, I7 和 U3 属于 I2 的同一阶层, I7 既作是 U3 的一阶邻居又是 I2 的一阶邻

居, 其产生的推荐影响力肯定强于 I6. 考虑到共享特征对推荐的影响是不同的, 而且同类型节点和不同类型节点间

推荐影响也不同, 因此, 本文将高阶信息嵌入聚合分为阶间与阶内节点特征向量聚合两个过程.
(1) 阶间节点特征向量嵌入聚合

un

(un, im) (un,u′n) eS S ′ eS S ′U

eS S ′I un

如图 4信息聚合路径: U1←U2←I2←U3←I3←I7和 U1←I1←U4←U6←I7, 其中 I2对 U2同 U4对 I1进行的

特征向量嵌入聚合操作是不同的, 以用户   作为路径目标嵌入节点进行信息嵌入聚合, 因为图中存在连接的用户-
项目节点对   、用户-用户节点对   , 所以对   作了划分,    是目标节点的邻居用户对应的权重参数,

 是目标节点的邻居项目对应的权重参数. 定义信息嵌入聚合函数   为:

e(L)
un
=


||Kk=1σ

∑
u′n∈U
α(k)

un ,u′n
e(k)

S S ′U
e(L−1)

u′n

 , if (u-u)

||Kk=1σ

∑
im∈I

α(k)
un ,im

e(k)
S S ′I

e(L−1)
im

 , if (u-i)

(7)

α(k)
(·) e(k)

(·)

(im,un) (im, i′m)

   和   分别是第 k 组注意力机制得到的权重系数和对应的学习参数. 同样地, 对于图中存在连接的用户-项

目节点对   、项目-项目节点对集合   定义 im 的一阶信息嵌入聚合函数为:

e(L)
im
=


||Kk=1σ

∑
u′n∈U
α(k)

im ,u′n
e(k)

S S ′U
e(L−1)

u′n

 , if (u-i)

||Kk=1σ

∑
i′m∈I

α(k)
im ,i′m

e(k)
S S ′I

e(L−1)
i′m

 , if (i-i)

(8)

(2) 阶内节点信息聚合

同样, U1←I2←U3←I6和 U1←U2←U7←I8两条路径, I2和 U2均作为 U1的一阶邻居属于同一阶都对 U1产
生了推荐影响, 因此, 提出对于同一阶层内的节点进行一个特征向量的聚合操作, 考虑到减少输出特征向量的维

度, 我们将平均操作代替拼接操作, 而且注意力机制的分组 K 由当前节点间的关系决定. 用户节点、项目节点的

层内聚合分别为:
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e(L)
un
= σ

 1
Ku←u′

Ku←u′∑
k=1

∑
u′n∈U
α(k)

un ,u′n
e(k)

S S ′U
e(L)

u′n
+

1
Ki←i′

Ki←i′∑
k=1

∑
im∈I

α(k)
un ,im

e(k)
S S ′I

e(L)
im

 (9)

e(L)
im
= σ

 1
Ki←u

Ki←u∑
k=1

∑
un∈U
α(k)

im ,un
e(k)

S S ′U
e(L)

un
+

1
Ki←i′

Ki←i′∑
k=1

∑
im∈I

α(k)
im ,i′m

e(k)
S S ′I

e(L)
i′m

 (10)

算法 2描述了 FR-HIN中带预测节点的高阶信息嵌入聚合过程.

算法 2. 高阶信息嵌入聚合算法 (high order information embedding aggregation).

List← DFS (FR-HIN)1.    /*遍历 FR-HIN中的节点存入列表 List*/
2. for B in List:

L← BFS (B)3.　    /*广度遍历节点 B, 得到 B 的深度阶数 L*/
4.　 for l=L...1 do

B(l)← B5. 　　    /*得到 B 的 l 阶子 FR-HIN
6.　 end for
7. end for
8. for l=L...1 do

v ∈ B(l)9.　 for     do
v(l)← v10.　　 if     /*如果节点 v 有 l 阶子 FR-HIN, 进行阶间嵌入聚合*/

11.　　　 for l=l...1 do
v ∈ user12.　　　　 if  
v = un13. 　　　　　  

14.　　　　　 执行公式 (7)
v ∈ item15.　　　　 if  

16. 　　　　　执行公式 (8)
17.　　　　 else /*阶内嵌入聚合*/
18.　　　　　 执行公式 (9)、公式 (10)
19. 　　　end for
20. 　end for
21. end for
22. end

 5   影响力与推荐预测层

该预测层给出了一种推荐影响力算法, 计算待预测节点对目标节点的推荐影响力来完成推荐.
设 Pt, f 为待预测节点 f 对 t 目标节点的推荐影响值, 其取值为 f 与 t 高阶信息嵌入聚合值的内积, 意为带预测

节点特征向量在目标节点特征向量上的投影, 值越大表明两节点的关联性越强, f 对 t 的推荐影响力也就越大. 值
得注意地是, 若 f 是 t 的一阶节点, 则推荐影响值为节点间高阶信息嵌入聚合的内积; 若 f 是 t 的高阶节点, 则推荐

影响值等于 f, t 的高阶信息嵌入聚合内积与由 f 到 t 路径上的节点间的信任值的乘积. Pt, f 的形式化描述如下:

Pt, f =


e(L)

f
T
e(L)

t , if l = 1

e(L)
f

T
e(L)

t ·
n∏

b=1

Vb, if l > 1
(11)

筛选 Pt, f 取值高的 N 个待预测节点进行 top-N 推荐, 若带预测节点为项目节点且不存在于用户的历史项目列
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表中, 则直接推荐给目标节点, 若待预测节点是用户节点, 则将以该用户为目标节点, 得到其推荐影响值最高, 且不

属于 N 个待预测节点的项目推荐给目标用户. 算法 3描述了详细的推荐影响力算法生成推荐的过程.

算法 3. 推荐影响力算法 (influence recommendation).

e(L)
f

thlist f u
hlist

输入: 待预测节点的高阶信息嵌入传播值   , Nt 为目标节点 t 的一阶节点集合, n, Vb 分别为 f 到 t 的传播路径长

度以及路径上节点间的信任值, 目标节点的历史项目列表   , 待预测用户节点的历史项目列表   ;
输出: Pt, f, 推荐列表 List.

1. IRec(t, f)
f ∈ Nt2. if  
Pt, f = e(L)T

t e(L)
f3.　  

4. else

Pt, f = e(L)T

t e(L)
f ·

n∏
b=1

Vb5. 　 

list← top-N(Pt, f )6. for f in    :
f < thlist7.　 if f is item and  

List← f8.　　  
9. 　else
10. 　IRec(f, f’)
11. end

 6   实验结果及分析

e(L)
u e(L)

i R̂u,i = xT
u · yi +α · e(L)T

u ·γ(I)
i +β ·γ

(L)
u · e(L)

i R̂u,i

γ(L)
i ,γ

(L)
u α,β xT

u ,yi

为了实验验证 UI-HEHO 框架的有效性, 采用真实数据集, 并选取目前具有代表性的主流推荐方法作为实验

对比算法. 同时, 为了进一步验证 UI-HEHo框架能更充分利用异质网络中的有价值信息, 而且能够帮助预测用户

对项目的评级, 实验在具有评级预测目的的文献 [31]中, 将用户和项目嵌入替换为 UI-HEHo框架生成的用户嵌入

 和项目嵌入   , 则有评级预测公式:    , 其中,    为用户对项目的预测评级,

 分别为用户和项目的潜在因子,    为调谐参数,    为矩阵分解模型中用户和项目的潜在因素.

 6.1   数据集

为了验证 UI-HEHo框架能有效弥补数据稀疏导致评级预测准确度较低的问题, 采用 Douban Movie、Douban
Book和 Yelp这 3种不同领域和稀疏度 (Yelp数据集最稀疏, Douban Movie数据集最密集)数据集验证评级预测,
且均包含了用户对、项目对以及用户和项目的交互记录, 其详细描述见后文表 1. 采用含有属性及评论等语义信

息的数据集 Gowalla、Amazon-Books、Yelp2018、serendipity-sac2018[44]和 Douban Movie-2019 (过滤掉其少于 10
次交互的用户和项目, 具体数据描述见后文表 2), 验证了 UI-HEHo框架的有效性.

 6.2   评级预测

利用第 6.1 节中表 1 数据集, 对评级预测效果进行评价, 采用平均绝对误差 MAE 和均方根误差 RMSE 作为

评价指标. 对 Double Movie 和 Book 数据集, 设置{80%、60%、40%、20%}这 4 个训练比率; 对于稀疏数据集

Yelp, 设置更高的训练比为{90%, 80%, 70%, 60%}. 对于每个比率, 随机生成 10个评估集并取结果的平均值作为

最终表现. 实验对比算法为:
(1) PMF[14]: 核心思想为用户对项目的偏好可以由较少的几个因素的线性组合决定.
(2) SemRec[16]: 基于加权异质信息网络的协同过滤方法, 使用带权或不带权元路径计算用户间的相似度进行

评级预测.
(3) HERec_mp[30]: 结合了 metapath2vec++ 的异构网络嵌入.
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(4) HERec_spl[31]: 为了嵌入 HIN, 基于元路径的随机游走策略生成节点序列, 用一组融合函数对学习到的节

点嵌入进行变换并将其集成到扩展的矩阵分解模型中, 对扩展的 MF 模型和融合函数进行了联合优化用于预测

任务.
  

表 1    评级预测任务数据集 
数据集 (density) 关系 Entity1 Entity2 Meta-paths

Douban Movie
(0.63%)

User-Movie (1 068 278) User (13 367) Movie (12 677) UMU, MUM
UMDMU

MDM, MAM
UMAMU
UMTMU
MTM

User1-User2 (4 085) User1 (2 440) User2 (2 294)
User-Group (570 047) User (13 337) Group (570 047)
Movie-Director (11 276) Movie (10 179) Director (2 449)
Movie-Actor (33 587) Movie (11 718) Actor (6 311)
Movie-Type (27 668) Movie (12 678) Type (38)

Douban Book
(0.27%)

User1-User2 (169 150) User1 (12 748) User2 (12 748)
UBU, BUB
UBPBU, BPB
UBYBU, BYB

UBABU

User-Book (792 062) User (13 024) Book (22 347)
Book-Author (21 907) Book (21 907) Author (10 805)
Book-Publisher (21 907) Book (21 773) Publisher (1 815)
Book-Year (21 192) User (21 192) Group (64)

Yelp
(0.08%)

User-Business (198 397) User (16 239) Business (14 284)
UBU, BUB
UBCiBU

BCiB, BCaB
UBCaBU,

User1-User2 (158 590) User1 (10 580) User2 (10 580)
User-Compliment (76 875) Use (14 411) Compliment (11)
Business-City (14 267) Business (14 267) City (47)

Business-Category (40 009) Business (14 180) Category (511)
 

  
表 2    推荐生成任务数据集 

数据集 关系 User Item Text Semantic
Gowalla 1 027 370 29 858 40 981 签到时间和地点经纬度

Yelp2018 1 666 869 31 831 40 841 21种酒店属性信息以及用户对酒店的评论

Amazon-Book 2 984 108 52 643 91 599 图书的语义描述等5种属性

serendipity-sac2018 2 150 481 1 678 有关项目的9个问题以及7种不同的答案

Douban Movie2019 1 048 576 278 297 21 359 21 359部电影的278 297条评论和140 502部电影内容概述

 

PMF 是经典的基于矩阵分解的方法; SemRec、HERec_mp 和 HERec_spl 是基于元路径相似性的 HIN 方法,
表 2 给出了对应数据集的元路径信息. 元路径过长会带来噪声的影响, 因此元路径的长度设置为≤4. 为了公平起

见, 实验均采用提出的 BTP算法实现对输入数据的节点筛选, 通过 UI-HEHo框架得出的评级预测公式的参数学

习遵循文献 [31]的实验设置, 其他参数采用原始最佳设置. 实验结果见表 3.
表 3展示了预测评级实验效果, 结果表明引入异质信息的基于 HIN的方法 (SemRec、HERec_mp和 HERec_

spl) 比基于传统 MF 的方法 (PMF) 表现更好. SemRec 根据相似用户进行评级预测, 过于依靠历史数据, 忽略了

HIN环境下信息嵌入对节点的影响, 相比其他两种基于 HIN的方法效果欠佳; 与 HERec_mp将所有类型的实体映

射到相同的表示空间中不同, HERec_spl方法将异构网络信息转换为异构邻域学习用户和项目的嵌入, 其评级预

测效果更优, 表明了执行特定类型的信息嵌入在 HIN推荐的重要性. UI-HEHo框架生成的用户和项目嵌入在评级

预测方面总体表现是最好的, 但在较为密集的 Double Movie和 Double Book数据集中, 尤其是在 20%–40%数据

量的情况下, UI-HEHo 表现次优, 其主要原因是 UI-HEHo 框架增加了辅助评级信息, 包括: 在初始信息嵌入模块

中, 增加了节点及其交互信息, 可提取多类型节点间的共享语义特征; 在高阶信息嵌入聚合模块中, 捕获了节点在

整个异质信息网络中的隐式交互. 但在密集数据集中, 由于已包含了丰富的评级信息, 辅助评级信息的增加会致使

原真实评级信息损失, 从而偏离了真实评级. 而对于稀疏数据集 Yelp, UI-HEHo则通过辅助评级信息可有效缓解

数据不足造成的冷启动问题. 
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表 3    评级预测实验结果 (粗体为最佳性能取值) 
数据集 Training (%) Metrics PMF SemRec HERec_mp HERec_spl UI-HEHo

Douban Movie

80
MAE 0.574 1 0.569 5 0.551 5 0.551 9 0.549 2
RMSE 0.764 1 0.739 9 0.712 1 0.705 3 0.702 4

60
MAE 0.586 7 0.573 8 0.561 1 0.558 7 0.554 3
RMSE 0.789 1 0.755 1 0.726 4 0.714 8 0.708 6

40
MAE 0.607 8 0.594 5 0.574 7 0.569 9 0.565 4
RMSE 0.832 1 0.783 6 0.742 9 0.731 5 0.729 6

20
MAE 0.724 7 0.639 2 0.606 3 0.590 0 0.627 6
RMSE 0.944 0 0.859 9 0.787 7 0.766 0 0.779 0

Douban Book

80
MAE 0.577 4 0.567 5 0.551 9 0.550 2 0.537 9
RMSE 0.741 4 0.728 3 0.708 1 0.681 1 0.667 3

60
MAE 0.606 5 0.583 3 0.566 6 0.560 0 0.602 4
RMSE 0.790 8 0.750 5 0.731 8 0.712 3 0.726 3

40
MAE 0.680 0 0.602 5 0.595 4 0.577 4 0.581 8
RMSE 0.920 3 0.775 1 0.770 3 0.740 0 0.725 8

20
MAE 1.034 4 0.648 1 0.678 5 0.645 0 0.638 6
RMSE 1.441 4 0.835 0 0.886 9 0.858 1 0.856 1

Yelp

90
MAE 1.041 2 0.904 3 0.882 2 0.839 5 0.831 9
RMSE 1.426 8 1.163 7 1.130 9 1.090 7 1.080 2

80
MAE 1.079 1 0.917 6 0.895 3 0.847 5 0.855 3
RMSE 1.481 6 1.177 1 1.151 6 1.111 7 1.110 5

70
MAE 1.117 0 0.940 7 0.904 3 0.858 0 0.849 7
RMSE 1.538 7 1.210 8 1.163 9 1.125 6 1.123 2

60
MAE 1.177 8 0.963 7 0.925 7 0.875 9 0.878 5
RMSE 1.616 7 1.238 0 1.188 7 1.148 8 1.138 9

 

 6.3   生成推荐

采用表 2所示的数据集验证和评估了该学习框架推荐结果的有效性、多样性和新颖性, 并随机选择每个数据

集 80%的历史交互数据构成训练集, 其余作为测试集; 将观察到的用户-项目交互视为积极实例, 通过负采样将无

历史交互的用户-项目作为消极实例. 对比算法描述如下.
(1) GC-MC[33]: 基于 user-item二部图的图自编码器框架, 只考虑一阶邻居.
(2) CMN[36]: 以非线性方式利用潜在因子模型的全局结构和邻域模型局部结构的优势将记忆组件和神经注意

机制融合为邻域组件. 关联寻址用户和物品存储器在记忆模块中编码复杂的用户项目关系, 与神经注意机制相结

合, 以学习用户物品特定的邻域, 值得注意的是一阶连接用于查找与相同项目交互的相似用户.
(3) PinSage[38]: 被设计为在项目-项目图中使用 GraphSAGE. 本文将其应用于用户-项目交互图.
(4) NGCF[40]: 通过传播嵌入利用用户项目图结构对图中的高阶连通性表达建模, 有效地以显式方式将协作信

号注入嵌入过程.
● 参数学习

{10−5,10−4, . . . ,10−1} i = {im, in}
{e(0)

u ,e
(0)
im
,e(0)

in
}

所有方法的嵌入大小固定为 64, 批大小固定为 1 024, 使用调参函数 grid_search在{0.0001, 0.001, 0.01, 0.1}和
 中分别选择学习率和 L2正则化. 从小批量对中选择唯一的用户 u 和项目节点   , 然后

在信息融合后获得低维初始信息嵌入   , 对广泛使用的贝叶斯个性化推荐 (BPR)损失进行随机梯度下

降以优化推荐模型. 目标函数如下:

loss =
∑

(u,im ,in)∈o
− logσ(e(L)

u · e(L)
im
− e(L)

u · e(L)
in

)+λ∥Θ∥22 +β
(∥∥∥e(L)

u

∥∥∥2
2
+
∥∥∥e(L)

im

∥∥∥2
2
+
∥∥∥E(L)

in

∥∥∥2
2

)
(12)

o = {(u, im, in) |(u, im ) ∈ R+, (u, in) ∈ R−)} R+,R−其中,    表示一个训练样本,    分别表示观察到的和未观察到的用户项目交

荀亚玲 等: 异质信息网络高阶层次化嵌入学习与推荐预测 5243



Θ =

{
W,α(k)

un ,un ,α
(k)
un ,im
,e(k)

S S ′U
,e(k)

S S ′I

}
e(L)

u ,e
(L)
im
,e(L)

in

λ = 0.01,β = 0.02 Θ

互,    为模型参数集,    为学习到的用户项目嵌入. 为了防止过度拟合, 设置

正则化系数   对   和生成的嵌入进行正则化.
● 推荐有效性评估

该组实验采用召回率 Recall和归一化折损累计增益 NDCG指标评价推荐结果的有效性, 实验结果见表 4.
  

表 4    推荐有效性 (粗体为最佳性能取值) 

模型
Gowalla Yelp2018 Amazon-Book serendipity-sac2018 Douban Movie2019

Recall NDCG Recall NDCG Recall NDCG Recall NDCG Recall NDCG
GC-MaC 0.139 2 0.197 7 0.036 5 0.081 2 0.031 0 0.056 1 0.100 3 0.055 3 0.079 7 0.077 6
CMN 0.140 4 0.212 9 0.036 4 0.074 5 0.029 9 0.055 6 0.100 7 0.057 4 0.066 4 0.079 4
PinSage 0.138 0 0.194 7 0.037 2 0.080 3 0.028 3 0.054 5 0.098 3 0.048 9 0.072 8 0.081 8
NGCF 0.153 1 0.206 7 0.053 8 0.082 5 0.033 9 0.063 7 0.084 9 0.045 3 0.067 8 0.075 9

UI-HEHo 0.160 1 0.221 1 0.047 2 0.095 3 0.035 9 0.065 1 0.103 2 0.054 1 0.078 9 0.109 2
 

在表 4中, GC-MC和 CMN均引入一阶邻居对网络中的节点表示学习, 但由于 GC-MC使用相同或启发式权

重定义相邻用户权重, 而 CMN采用注意机制来指定权值, 从而使得 CMN较 GC-MC表现更优. 在 Yelp2018数据

集上, PinSage和 NGC的性能提升相对明显, 这是因为 PinSage在嵌入函数中引入了高阶连通性, NGCF也通过高

阶邻居信息丰富了用户项目交互数据, 而 CMN 只考虑一阶相似的用户, 这体现了高阶信息传播对信息嵌入及对

邻居建模的积极作用. UI-HEHo虽然因为引入大量隐式关系导致推荐效果次优, 但在数据集上整体表现是最佳的,
特别是在 serendipity-sac2018和 Douban Movie2019数据集上的召回率较 NGCF分别提高了 21.6%和 16.37%, 因
其利用多头图注意力机制的多任务共享特征重要性度量因子, 充分利用了原数据集语义等辅助信息, 丰富了异质

网络中节点间的交互信息, 并通过信息的层次传播对各阶层网络中的交互信息聚合, 以显示的方式表达了网络中

的高阶连通性, 提高了推荐性能.
● 推荐多样性和新颖性评估

推荐的多样性要求推荐列表能覆盖用户不同的兴趣领域, 同时能够满足用户的主要兴趣, 现有的推荐多样性

指标 ILS 公式仅用推荐列表中物品间的相似度来衡量, 没有考虑用户的主要兴趣, 因此, 对传统推荐多样性指标

ILS 做了如下改进:

ILS ′(LRec) =
2N1

N(N −1)

∑
bi∈LRec

∑
b j∈LRec ,(b j,bi)<LHis S (bi,b j)+

2N
N(N −1)

∑
bi∈LRec

∑
b j∈LHis S (bi,b j) (13)

LRec LHis S (bi,b j) N1

LRec LHis ILS ′ ILS ′
其中,    为推荐列表种类, N 为推荐列表长度,    为用户历史列表种类,    表示项目间的相似度,    为

 与   中不同类型的项目个数.    反映了项目间的相似度, 因此   值越小表示项目间差异越大, 推荐的多

样性也就越好.

ILS ′
图 8展示了在表 2 Yelp2018、serendipity-sac2018和 Douban Movie2019数据集上的实验结果. UI-HEHo对应

的   值最小, 即多样性表现最好, 其主要原因是 UI-HEHo 不仅引入语义信息作为不同类型节点交互的共享特

征, 还增加了项目对和用户对的高阶交互, 使无直接交互节点间的隐式关联更易被发现, 推荐涉及的项目类型更丰富.
ILS ′   虽然能说明推荐列表的多样性, 但并不能明确表示用户的主次兴趣以及新推荐兴趣在列表中的占比. 因

此, 采用具有明确类型信息的 3个数据集 Yelp2018、serendipity-sac2018和 Douban Movie2019对推荐多样性类型

进行评估, 随机统计 20 个用户在每种方法下生成的 top-20 推荐项目列表及类型 (项目类型取各个类型数量的平

均值), 评估结果见图 8–图 11. 其中, 横坐标表示项目类型, 纵坐标代表每种方法生成的对应类型的项目数量. 参照

数据集 Douban Movie2019原本内容, 图 11项目类型用数字表示.
从实验结果可以看出, UI-HEHo生成的列表涵盖的项目类型最丰富, 对用户的主次要兴趣以及可能兴趣的推荐

占比较为平均. 而 GC-MC、CMN和 PinSage只考虑一阶邻居节点的影响, 使推荐类型过于突出用户主要兴趣, 推荐

的类型相似, 导致了高 ILS'值. NGCF的 ILS'评估和类型的统计评估仅次于 UI-HEHo, 因为其虽考虑了用户项目的高

阶连通性, 但忽略了源数据中的语义等可作为共享特征辅助推荐, 也未考虑用户间以及项目存在的高阶信息交互.
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一般而言, 推荐的新颖性要求尽量推荐给用户没有看过的内容, 现有的新颖性评价多采用相似度和平均流行

度进行度量 [44], 但均会导致推荐列表忽视用户主要兴趣, 降低了用户体验的满意度. 本文亦引入了相似度和流行

度概念, 区别在于: 在计算流行度时, 从推荐列表中过滤掉目标用户的历史项目和历史相似项目, 考虑了用户的主

要兴趣; 同时, 为了避免列表中“冷门”项目过多导致流行度评价差异化弱, 进一步利用用户历史项目流行度进行约

束. 因此, 定义了公式 (14)所示的一种新颖性评价指标.

Nov =

Pop

 N∑
i=1

His(i)


Pop

 N′∑
i=1

[
Rec−His(i) −SRH(i)

]
(14)

Rec His(i)

SRH(i) His(i)

SRH(i)

其中, Pop(·)表示项目在当前数据中的流行度 (即被使用过的记录条数),    表示推荐列表,    表示目标用户的

历史项目,    表示与目标用户历史项目相似的项目集合, N 和 N'分别表示推荐列表的项目数量及过滤掉 

和   的项目数量.
由公式 (14) 可知, 在推荐列表中, 过滤掉目标用户的历史和相似项目后, 其剩余推荐列表项目的流行度越小

Nov取值越高, 表明推荐就越新颖. 实验过程随机选取每个数据集中的 20个用户的 top-20推荐列表, 记录列表项

目的平均流行度.
从后文图 12 推荐新颖性评估实验结果可以看出, UI-HEHo 的 Nov 值整体是最高的, 其主要原因是通过节

点间的共享特征, 使原本无交集的节点也会存在交互的可能, 在用户-项目高阶交互的基础上增加用户对和项目

对交互, 丰富了网络中的交互信息, 使推荐列表更容易生成用户未曾听说或使用的项目, 从而有利于长尾项目被

发掘.

 7   结　论

本文充分利用弱关系所具有的丰富语义和信息传递能力, 提出了一种面向推荐系统的异质信息网络高阶嵌入

学习框架. 该学习框架利用了目标用户社交网络的丰富信息, 即: 异质信息网络中节点的交互结构和属性特征可以

作为辅助信息实现其推荐. 尽管该学习框架具有准确的评级预测能力, 以及能生成有效、多样和新颖的推荐列表
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等优点, 但如何考虑结合用户的实时位置信息实现超前推荐、探索用户间不信任关系对推荐产生的作用、同时优

化评级预测和生成推荐将是下一步研究的重点.
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图 12　推荐的新颖性评估
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