
















本文实验采用两个不同的数据集进行对比验证, 分别是随机生成满足正态分布的人工数据集 (Random)和真

实的地图数据集 (OSM). 其中人工数据集为 200万条无重复数据; 地图数据集采用 OSM的数据, 选取深圳市南山

区内建筑与地名数据记录, 提取其中的经纬度作为关键字, 记录数为 100万条, 大小为 160M, 数据方差较小, 数据

分布较为密集. 由于本文实验数据的维度较低, 所以采用欧式距离作为 K-means算法的距离函数. 首先针对两个数

据集分别进行 IHDL索引和 ZM索引的模型训练, 并保存训练好的模型, 然后在两个数据集上分别构建 R树与四

叉树, 生成不同的查询负载, 对各索引进行性能测试; 除此之外, 本节还针对 IHDL索引的两个超参数, K 值和误差

边界进行查询性能对比.

 3.1   索引构造时间对比

本节实验测试了 IHDL索引、IHDL_DNN、R树、四叉树、ZM索引、Flood索引的构建时间, 如图 4所示,
横坐标为不同的数据集, 纵坐标为索引构建时间, 构建时间越短, 说明索引的初始化越快. 可以看出在两个数据集

上, IHDL 索引、R 树和四叉树的构建速度都远超过 ZM 索引、Flood 索引和 IHDL_DNN 模型, 这是因为 ZM 索

引与 Flood索引采用神经网络构成的层次模型, IHDL_DNN采用全连接网络做降维数据拟合的模型, 它们为了保

证查询精确度需要进行大量的训练循环, 在每个循环中会进行大量计算, 使得索引构造时间较长. 在 Random数据

集上 IHDL的构造速度比 R树提升了 77.3%, 比四叉树提升了 50%, 比 IHDL_DNN提升了 88%, 比 ZM索引提升

了 92.9%, 比 Flood索引提升了 85.9%; 在 OSM数据集上 IHDL索引的构造速度比 R树提升了 85%, 比四叉树提

升了 62%, 比 IHDL_DNN提升了 92%, 比 ZM索引提升了 95%, 比 Flood索引提升了 91%.
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图 4　索引构造时间对比
 

由图 4 可得, 在两个数据集上, IHDL 索引的构造时间均远小于 R 树与四叉树. 这是由于 R 树结构是平衡树,
在构造的时候需要保持结构的动态平衡, 在 R 树中, 当节点内数据量超过最大值时会有节点的分裂过程, 而且底

层的节点分裂会导致顶层节点内数据发生改变, 顶层节点也会动态调整, 这就会产生较大的时间开销. 在四叉树中

需要对数据空间进行不停地四等分, 构建索引的时候, 也会存在大量的节点分裂过程, 从而消耗较多时间. 对于

IHDL 索引来说, 只需要将数据读入并进行一次降维, 在对降维数据进行训练的时候, 采用的是多段线性模型, 增
量式的训练过程中, 只需要对降维数据进行一次遍历, 时间复杂度为 O(n), 这样就可以节省大量的构建时间. 在
OSM数据集上 IHDL索引的构建时间远小于 Random数据集, 这是因为 OSM是真实数据集, 其数据的聚集性更

好, 进行空间区域划分以后, 每个区域内的数据分布更加接近, Hilbert编码的线性规律更明显, 多段线性函数的训

练过程更快.

 3.2   查询性能对比

本节对比了 3种索引在不同查询选择率下的范围查询性能, 查询选择率设置为 0.000 1到 0.01, 这里的查询选

择率为查询返回的数据条目占总数据量的比例, 即每个查询涉及的数据条目数. 对于每个查询选择率, 我们随机生

成 50条不同的查询计算其平均查询时间. 实验结果如图 5所示, 横轴为查询率, 设置为 0.000 1、0.000 5、0.001、
0.005、0.01等值, 纵轴为平均单次查询的时间, 单位为 ms. IHDL索引的 K 值设置为 10, 误差边界设置为 200. 
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图 5　索引查询时间对比
 

实验结果显示, 在两个数据集上, 采用全连接网络的 IHDL_DNN模型效果较差, 查询效率低于其他索引类型.
这是因为只用神经网络模型对每个分区进行学习, 拟合效果较差, 误差边界难以控制, 进而影响查询速度, 而且模

型内部神经元设计较为复杂, 降低了查询速度.
采用多段线性模型的 IHDL索引、ZM索引与 Flood索引的查询速率均远超过 R树, 这是因为两种索引采用

的模型都十分简单, 进行查询时只会进行少量的计算, 而 R树需要在节点内进行查询比较, 并不停地迭代节点, 当
数据量较大的时候, R树层次会变得越来越复杂, 但是学习型索引的模型不会明显变化. 除此之外, 对于 CPU来说,
计算速度比查询比较速度更快. 所以学习型索引的查询速度相较于传统索引结构 R树可以得到大幅度提升.

由图 5(a)、5(b)可得, 在两个数据集上, IHDL索引的查询性能均优于 ZM索引. 在 Random数据集上, 查询选

择率较小时 (0.000 1), IHDL查询性能比 ZM索引提升了 40%, 而查询选择率较大时 (0.01), IHDL只比 ZM索引提

升了 17%. 这是因为当查询选择率变大的时候, 查询范围逐渐变大, 返回的数据条目数变多, 而 Hilbert编码的速度

相较于 Z编码更慢, 随着数据条目的增加, 在编码上消耗的时间会逐渐增加, 总的查询速度就会下降. 在 OSM数

据集上, 查询选择率较小的时候 (0.000 1), IHDL查询速率比 ZM索引提升了 19%, 当查询选择率变大以后, IHDL
比 ZM索引提升了 7%.

在两个数据集上进行对比可知, IHDL索引的查询性能均优于 Flood索引. 在 Random数据集上, IHDL查询性

能比 Flood最大提升了 14.3%, 在 OSM数据集上 IHDL查询性能比 Flood索引最大提升了 6.7%. 这是由于 Flood
索引使用了更为复杂的层次模型, 相较于 IHDL的多段线性模型会耗费更多的时间. 与 ZM索引对比结果相似, 随
着查询选择率的增大, IHDL的提升幅度逐渐降低, 造成这一现象的原因仍然是 Hilbert编码的速度.

在 OSM数据集上的提升水平低于 Random数据集的原因是, 所选用 OSM数据集的数据整体分布较为密集,
Z编码也较为接近, 由上文可知 IHDL索引首先对空间区域进行划分, 然后对子区域做 Hilbert降维, 在全部数据比

较集中的数据集上, IHDL 索引的空间区域划分优势并不明显, 对数据空间划分以后并不能大幅度减少无效数据

的搜索.

 3.3   索引内存占用对比

本节对比了 R 树、四叉树、ZM 索引、Flood 索引、IHDL_DNN 以及 IHDL 索引在不同数据集上的内存占

用情况, 结果如表 1 所示. 可以看出学习型索引在两个数据集上都可以保证规模远小于传统索引 R 树与四叉树.
这是因为学习型索引只需要存放模型的主要参数, 不需要对原始数据进行存储, 模型参数的数据规模远小于原始

数据, 而 R 树需要存储全部数据的最小外接矩形, 叶节点内还需要存放数据信息, 四叉树需要按照空间四分的格

式存放原始, 所以二者的内存开销均远大于学习型索引.
由实验结果可得, 在 Random 数据集上 IHDL 索引内存占用比 ZM 索引降低了 79%, 比 Flood 索引降低了

82%, 比 R树降低了 99%, 比四叉树降低了 99%, 比 IHDL_DNN降低了 70%; 在 OSM数据集上 IHDL索引内存占
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用比 ZM 索引降低了 86%, 比 Flood 索引降低了 88%, 比 R 树降低了 99%, 比四叉树降低了 99%, 比 IHDL_DNN
降低了 78%. IHDL 索引内存优化强于 ZM 索引与 Flood 索引, 这是由于 IHDL 索引所用的模型为多段线性模型,
对于每个子区域, 只需要存储每段线性模型的起点和斜率, 这就使得整体的模型参数大幅度减少. 而 ZM 索引与

Flood索引均采用递归模型, 由多个神经网络构成, 又由于精度要求, 需要存储每个全连接神经网络的全部参数, 每
个网络都有数百个参数, 所以 ZM索引与 Flood索引的存储规模远超过 IHDL索引, 需要消耗更多的内存空间.
 
 

表 1    索引内存占用对比 
数据集 R树 (MB) ZM索引 (KB) 四叉树 (MB) IHDL_DNN (KB) IHDL (KB) Flood索引 (KB)
Random 8.3 113.144 10.4 80.8 24.0 135.85
OSM 3.97 97.4 5.97 65.77 13.864 117.93

 

 3.4   K 值设定对 IHDL 索引的影响

本节针对不同 K 值, 即不同的区域划分数量, 对 IHDL索引的性能进行比较. 我们仍然选择在两个不同数据集

上进行对比, 查询选择率设置为 0.001, 误差边界设置为 200. 实验 K 值设置为 10、50、100、500等 4组. 实验结

果如图 6所示, 横轴均为数据集, 纵轴为平均单次查询时间, 单位为 ms.
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图 6　不同 K 值时的查询时间对比
 

由图 6 可知, 在两个数据集上, 过大的 K 值, 均会降低查询效率, 这是由于空间区域划分数量过多, 会增大查

询相关区域判断的复杂度, 而单个区域内的查询并不会大幅度提速, 所以导致整体的查询速率下降. 除此之外, 较
低的 K 值也会使得查询速率下降, 这是因为, K 值较小, 没有很好地将数据区分开, 导致每个区域内的查询变慢. 所
以 K 值应该在保证数据区分度的情况下尽可能小.

 3.5   误差边界对 IHDL 索引的影响

本节针对不同的误差边界, 对 IHDL索引的性能进行比较. 查询选择率设置为 0.001值, K 值设置为 10. 实验

的误差边界设置为 50, 100, 200, 500等 4组. 实验结果如图 7所示. 横轴是数据集, 纵轴为平均单次查询时间, 单位

为 ms.
实验结果可得, 在两个数据集上, 随着误差边界的增大, 查询时间均会变大. 这是由于, 当误差边界增大时, 在

预测点两侧的查询范围会变大, 会增大无效搜索范围, 需要消耗更多的时间, 查询速率会降低. 当误差边界无限变

大的时候就相当于把索引结构退化成了普通的二分查找, 所以应当在不影响模型学习的前提下尽可能降低误差

边界.

 3.6   实验结论

我们对比了不同数据集下多种索引结构的查询性能, 构造速度, 以及内存占用, 实验结果如下. 
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图 7　不同误差边界时的查询时间对比
 

在 Random数据集上, IHDL索引的查询性能比 R树提升了 60%, 比四叉树提升了 50%, 比 ZM索引最大提升

了 40%; 同时, 在内存占用方面比 ZM 索引降低了 79%, 比四叉树降低了 99%, 比 R 树降低了 99%. 除此之外,
IHDL的构造速度比 R树提升了 77.3%, 比四叉树提升了 50%, 比 ZM索引提升了 92.9%.

在 OSM数据集上, IHDL索引的查询性能比 R树最大提升了 52%, 比四叉树最大提升了 43%, 比 ZM索引最

大提升了 19%; 同时, 在内存占用方面比 ZM索引降低了 86%, 比四叉树降低了 99%, 比 R树降低了 99%, 索引的

构造速度比 R树提升了 85%, 比四叉树提升了 62%, 比 ZM索引提升了 95%.
另外我们还比较了不同 K 值和误差边界对 IHDL索引性能的影响, 由实验结果可得, K 值与误差边界均会对

IHDL索引的查询性能产生影响, 而且会影响索引构建的时间, 如何有效地选择 K 值与误差边界需要结合数据分

布进行考虑.

 4   总结与展望

如何高效地对数据进行检索是数据库领域的热点. 文献 [8] 提出用深度学习的模型代替传统索引结构后, 学
习型索引取得了诸多显著成就, 索引的检索效率得到了极大的提高. 将学习型算法应用到高维数据上以后, 虽然对

索引效率有所提高, 但是由于所用技术的限制, 不能完全利用数据分布的信息. 本文提出的 IHDL索引, 结合了现

有技术的优势, 可以更好地对数据分布进行学习, 而且可以实现范围查询和最近邻查询等多种查询方式. IHDL采

用 3种处理机制: 首先根据 K-means聚类结果对数据空间进行划分, 将数据空间划分成 K 个区域; 然后在每个区

域分别进行 Hilbert降维处理, 针对降维数据训练多段线性模型; 最后在进行查询的时候, 运用查询转换实现多种

查询方式. 通过不同数据集的实验验证, 与其他索引结构相比, IHDL索引在构建时间, 查询速度, 内存占用等方面

均取得了显著提升. K 值与误差边界能够明显影响 IHDL索引的性能, 是重要的超参数, 决定了空间被划分的数量

与多段线性模型的精确度, 设定过大或过小都会使得索引效率下降, 所以在未来的工作中, 可以从理论的角度分析

两个超参数的最佳取值; 另外, IHDL索引本身并未对索引更新进行探索, 在未来我们会从理论和实验的角度分析

更优的索引存储方式, 来提高索引的更新效率, 减少模型重新训练的负担.
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