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图 4　本文融合组件与相应对比模型的性能比较
 

由图 4可以看出, 本文模型在只考虑评分、考虑评分和信任、考虑评分和评论 3种情况下, 性能均优于考虑

相同数据信息的对比模型. 这进一步说明了本文无论是处理评论信息的注意力 CNN 模型, 还是处理信任信息的

GNN模型, 均有一定的优势.
 4.5.3    模型参数对推荐效果的影响

α α本文通过参数   平衡评论文本和信任数据对结果的影响. 对于最终权重参数的选择, 采用动态调节的方式.  
在 0至 1的范围内动态变化, 观察在 Epinions和 Yelp两个数据集上 RMSE 的大小变化情况, RMSE 越小则该处的

参数值大小越好. 我们对同一个数据集上的不同用户选择相同的权重, 这主要是由于最佳权重参数是通过综合考

虑数据集上的所有用户得出的结果.
α 1−α α = 1

α = 0
   越大, 表明评论文本对于用户偏好的建模影响越大;    表示信任数据对于用户偏好的影响. 假设   ,

则只考虑评论文本和评分数据对于结果的影响, 如 DTMF和 NRPA模型; 若   , 则考虑评分和信任数据对于结

果的影响, 如MSRA和 DiffNet模型.
α为了探究在 Epinions和 Yelp数据集上   的变化对推荐效果的影响, 绘制了两个曲线图, 见图 5.

α

α = 0.6 α = 0.7

α

图 5中展示了参数   在两个数据集 (Epinions和 Yelp)上对于结果的影响, 评价指标选取 RMSE. 可以看到, 当
 时, Epinions数据集取得最佳结果; 当   时, Yelp数据集取得最佳结果. 这表明 Epinions中的用户相比

于 Yelp来说, 更加倾向于接受朋友的建议. 对于两个数据集,    的取值均大于 0.5, 可知评论数据对于结果的影响

最大, 信任数据次之. 这主要是由于评论文本中包含更多与用户偏好相关的信息. 
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 4.6   实验讨论

 4.6.1    复杂度分析

就复杂度方面来讲, 这里主要考虑本文模型的时间复杂度. 分别考虑注意力 CNN 部分和 GNN 部分. 对于注

意力 CNN部分, 时间花销为 O(MNnd), 其中 M 是用户数, N 是项目数, nd 是评论文本的数目. 对于 GNN部分, 主要

的额外时间花销在图传递层. 动态扩散过程的花销为 O(MKL), 其中 M 是用户数, K 表示动态扩散的深度, L 表示

每个用户的人均社交邻居数. 两部分总的时间花销为 O(MNnd+MKL), 且额外的时间花销是可接受的.
对比模型 DiffNet相对于本文模型, 只考虑了 GNN和信任信息, 时间复杂度为 O(MKL), 小于本文模型的时间

复杂度. 对于本文提出的 ACGIF模型来说, 虽然引入 CNN来处理评论信息可能会产生额外的开销, 但由于 CNN
模型的并行性, 在处理文本信息时的时间开销较小. 目前对于大多数的 GPU/CPU来说, 计算任务不算大 [15].
 4.6.2    实验小结

本文融合了评论、评分以及信任 3种多源异构数据, 充分利用了不同数据的特点, 在 4个数据集上主要进行

了 3种实验, 分别是信息融合对推荐效果的影响、融合组件对推荐效果的影响以及参数对推荐效果的影响. 下面

对实验总结如下.
● 在信息融合实验中, 主要是将融合多种数据信息的本文模型 ACGIF与其他几种推荐方法进行对比. 以 8个

模型为横坐标, 评价指标 MAE 及 RMSE 为纵坐标绘制了 4 个折线图, 清晰地展示了本文模型及对比模型 BPR、
FM、DTMF、MSRA、DiffNet、NRPA及 DiffNet++在不同数据集下的变化情况. 可以发现, 本文模型在 4个数据

集及两个评价指标下效果均最佳, 然后是 DiffNet++, DiffNet与 NRPA不相上下, 接下来依次是 MSRA、DTMF、
FM、BPR. 这主要是由于 BPR 和 FM 只考虑了评分信息, MSRA 和 DiffNet 考虑了评分的同时也考虑了信任,
DTMF 和 NRPA 在评分的基础上增加了评论文本, 而 DiffNet++和本文模型同时涵盖了 3 种数据信息, 且增加了

注意力机制和 GNN.
● 在融合组件实验中, 从两个角度对融合组件的效果进行对比. 横向对比了本文不同组件融合的效果, 包括考

虑评分、评分+信任、评分+评论以及评分+信任+评论 4种情况. 可以发现, 融合多种数据信息的组件效果要优于

融合一种或者两种信息的组件, 这充分说明了信息融合的有效性. 纵向对比了本文不同组件与相应对比模型的效

果, 可以发现本文模型的效果更优, 体现了本文深度模型的有效性. 通过这两个角度比较全面地展示了本文模型在

改善推荐效果方面的优越性.
α α

1−α α

α = 0.6 α = 0.7

● 在模型参数实验中, 主要考虑了平衡评论以及信任之间影响的参数   , 其中参数   是评论文本对应的超参

数,    是信任对应的超参数. 以   为横坐标, 评价指标 RMSE 为纵坐标, 绘制了两个数据集上的折线图. 从图中

可以清楚地看到, 当   时 Epinions数据集取得最佳结果, 当   时 Yelp数据集取得最佳结果. 控制评论文

本的参数值最大, 控制信任数据的参数值最小, 由此可看出, 评论文本对于推荐结果的重要程度.
上面从 3个角度对本文实验进行了总结, 表 8归纳了本文模型与对比模型的性能, 主要从推荐准确率、信息

挖掘程度以及算法复杂度 3个方面进行对比.

 5   总结与下一步工作

本文提出了一种结合注意力 CNN与 GNN的信息融合推荐模型 ACGIF. 该模型尝试从两个角度对用户偏好

钱忠胜 等: 结合注意力 CNN与 GNN的信息融合推荐方法 2333



进行建模: 基于评论信息的表示、基于评分和信任数据的表示. 该模型在 CNN 中加入注意力机制来处理评论信

息, 通过 GNN来处理评分和信任信息. 对于这两部分得到的用户对项目的偏好向量进行加权融合, 得到最终的用

户对于项目的偏好向量.
 
 

表 8    各模型性能对比概览 
模型 推荐准确率 信息挖掘程度 算法复杂度 模型 推荐准确率 信息挖掘程度 算法复杂度

BPR 较低 较浅 较低 DiffNet 较高 中等 中等

FM 较低 较浅 较低 NRPA 较高 中等 中等

DTMF 中等 中等 较低 DiffNet++ 较高 较深 中等

MSRA 中等 中等 较低 ACGIF 最高 较深 中等
 

为了能够全面地验证 ACGIF模型的有效性, 在 Epinions、Yelp、Flickr、MovieLens这 4个数据集上, 以推荐

结果的 MAE 和 RMSE 为评估指标进行了实验, 将 ACGIF模型与其他 7种典型推荐模型进行了对比. 实验结果表

明, 本文模型的推荐效果和运行时间均优于其他模型, 同时有效缓解了稀疏性问题对推荐产生的影响.
该模型为神经网络在推荐系统中的应用增强了信心. 在未来的工作中, 考虑加入用户之间的不信任关系, 并与

信任关系结合, 更加全面地对用户信息进行建模, 从而进一步改善推荐性能.
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