








图 3　3种算法在 Spiral上的聚类结果
  

图 4　3种算法在 Aggregation上的聚类结果
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图 5　3种算法在 S上的聚类结果
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图 6　3种算法在 Flame上的聚类结果
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理想情况下, 令人满意的算法应该是鲁棒、高效且有效的 [38,39]. 尽管 DPC算法简单有效, 在大部分数据集上

表现出良好的聚类性能, 但是仍然存在许多问题. 我们主要从两个方面进行分析: 聚类精度和计算复杂度.
(1) 聚类精度主要考虑局部密度、多密度峰和分配策略 3个方面.
第一, 根据公式 (3)和公式 (4)看出: 局部密度的估计没有统一的计算方法, 需要根据数据集的不同规模选择

不同的函数, 获得不同的聚类结果 [40]. 另外, 局部密度的计算依赖截止距离参数, 在小规模复杂数据集上, dc 的变

化会导致聚类结果的明显波动 [41];
第二, DPC采用一种单步分配策略, 该策略的容错性较差, 一旦一个对象被错误地聚类, 将导致更多的错误 [42];
第三, 当数据集的一个簇中有多个密度峰时, DPC无法获得准确的簇中心, 聚类的效果不理想 [43].
(2) 计算复杂度方面, 包括时间复杂度和空间复杂度. DPC需要度量并存储所有数据对象之间的相似度, 以确

定每个对象的局部密度和相对距离属性, 而这需要很高的计算成本, 限制了 DPC在大规模数据集上的应用 [44]. 

2   鲁棒的 DPC 聚类算法

从提高 DPC聚类精度的角度来看, 相关研究主要可以分为 3个方面: 局部密度度量的优化、合理的分配策略、

簇中心的准确识别. 

2.1   局部密度优化的 DPC

局部密度度量是 DPC算法的关键步骤, 但是根据公式 (3)和公式 (4)发现: 局部密度的度量方式没有统一的

计算方式, 需要根据数据集的大小选择不同的函数, 而数据集大小的判断没有具体的标准 [45]. 另外, 局部密度的计

算依赖于 dc 的选择, 尤其是在小规模数据集上. 由于 dc 的选取只考虑了数据的全局分布, 没有考虑数据集的局部

性质, 因此聚类结果对 dc 是敏感的 [46]. 因此, DPC 在处理交叉缠绕或密度不均匀的数据集上效果不理想. 例如:
图 7是一个小规模的数据集 Flame, 包含 2个簇. 图 7(a)通过公式 (4)计算局部密度, 设置 dc=4%. 图 7(b)中, dc 的

取值与图 7(a)相同, 但是局部密度通过公式 (3)获取. 图 7(c)以与图 7(a)相同的方式计算局部密度, 但是 dc 取 2%.
比较图 7(a)–图 7(c), 我们发现: 仅在图 7(a)中, DPC可以将数据集划分为两个令人满意的簇.
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图 7　不同方式在 Flame上的 DPC聚类结果
 

图 7再次证明: 不同的局部密度计算方法和不同的 dc 会影响聚类结果, 尤其是在小规模数据集上. 为了消除

聚类结果对 dc 的敏感性并统一局部密度的计算方式, 最常见的方法是考虑数据集的局部结构, 并设计一种度量局

部密度的新方法来代替 DPC中的度量方法.
Mehmood等人 [47]提出了一种 CFSFDP-HD算法优化 DPC算法, 该算法通过一种非参数密度估计方法来估计

局部密度: 首先, 通过优化的 Sheather-Jones算法获得核密度估计的最佳带宽; 其次, 通过热扩散方程设计一种新的

核密度估计形式. 所提出的算法不仅考虑了截止距离的选择, 而且考虑了核密度估计. 最终, 它根据 DPC 完成聚

类. 与 DPC相比, 该算法具有更高的鲁棒性和有效性. Wang等人 [48]提出了一种 STClu算法, 采用基于密度指标的

外部统计测试来识别簇中心: 首先, 它基于 K 密度定义一个新的度量, 以评估每个数据对象的密度和中心性; 其次,
它通过外部统计测试自动识别中心度指标大的对象为簇中心; 最后, 它将每个非中心点分配到具有较高密度的最
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近邻居的簇. 所提出的算法不仅表现出比 DPC 更好的性能, 而且对参数不敏感. Liu 等人 [49]提出了一种 ADPC-
KNN算法, 该算法基于 K 近邻的概念重新定义了局部密度的计算方法, 并自动识别初始簇中心, 以获得满意的结

果: 首先, 基于高斯核和 KNN的组合定义统一的新局部密度方法, 扩大了每个核心对象的密度与边界中其他对象

的差异; 其次, 设计了一种新的簇中心初始化方法, 并引入了 DBSCAN和 OPTICS的思想来聚合多余的簇. 所提出

的算法仅需要一个参数, 并且比 DPC算法更鲁棒. Seyed等人 [50]提出了一种 DPC-DLP算法, 该算法基于 KNN重

新定义了局部密度: 首先, 通过统一的局部密度计算方法确定簇中心; 其次, 将每个簇中心与其相邻簇中心结合起

来, 构建一个 KNN图, 并构建一个聚类主干; 第三, 将剩余数据对象通过新的基于图的标签传播方法分配标签. 优
化的算法更适用于图像聚类和基因表达. Liu等人 [51]提出了一种 CCFDP算法, 该算法以很少的约束信息即可准确

执行: 首先, 基于 KNN度量局部密度; 其次, 分析多个决策图以提取多个簇中心; 第三, 根据约束条件获得初始簇;
最终, 它基于 SVM 的思想获得最终的簇. 该算法有效地提出了半监督约束、层次聚类和密度聚类的组合. Du 等

人 [52]介绍了一种 DPC-KNN算法, 该算法结合了 KNN和 PCA的概念优化 DPC: 首先, 该算法使用 KNN的概念重

新定义了局部密度, 以考虑数据集的局部分布; 其次, 提出了 DPC-KNN-PCA算法将 PCA引入 DPC-KNN中, 以预

处理高维数据集. 所提出的算法在处理密度不均匀数据集比 DPC更鲁棒. Xie等人 [53]提出了一种 FKNN-DPC算

法, 它通过一种新颖的局部密度度量方式和一种新颖的分配策略来优化 DPC: 首先, 基于 KNN设计了一种新的局

部密度度量方法; 然后, 基于两种新策略分配其余非中心点. FKNN-DPC中, 局部密度的度量标准独立于数据集的

规模, 并且与截止距离无关. 因此, 这种局部密度的计算是 DPC 的优化但基于 DPC. 所提出的算法在识别任意形

状和规模的簇方面比 DPC更鲁棒. Liu等人 [54]提出了一种 SNN-DPC算法, 该算法基于 SNN, 提高了 DPC在多尺

度、交叉缠绕和变化密度数据集上的优越性能: 首先, 提出了一种基于 SNN的相似度计算新方法; 然后, 基于共享

邻居提出了局部密度和相对距离度量; 其次, 引入了两种基于共享邻居信息的分配策略, 以提高非中心点分配的准

确性. 局部密度和相对距离的新定义可以更客观地适应局部环境. 我们发现: 这类优化算法从根本上均是引入

KNN重新定义了新的局部密度度量方式, 其中, SNN也是增强的 KNN.
引入 KNN重新定义局部密度, 不再仅考虑数据的全局结构, 而是引入数据集分布的局部信息, 可以有效统一

局部密度的计算方式并消除参数 dc 的敏感性, 有效提高 DPC 处理交叉数据集和密度不均匀数据集的聚类精度.
但是, 这些优化算法都引入了邻居数 k, 需要预先指定代表最近邻居数的参数. 尽管比起 DPC依旧只有一个参数,
但是如何选择合适的 k 还需要进一步研究. 

2.2   分配策略优化的 DPC

完成簇中心的识别任务后, DPC采用单步分配策略, 即一次分配所有非簇中心. 该策略的容错性较差, 容易产

生“多米诺效应”, 一旦一个数据对象被错误地聚类, 将导致更多与之相连的对象的错误划分 [55]. 在 DPC算法中, 将
非中心点标识为具有较高密度且距离其最近的数据对象一簇. 假设存在一点 i, 点 i 必须被局部密度不超过它的邻

居包围, 所以从该点到真实分布位于同一簇中的具有较高局部密度的点的最近距离较大. 如果此距离大于 i 到其

他具有更高局部密度的其他簇的点的距离, 则会导致 i 的错误分配. 而由于 i 的邻居分配基于 i 的聚类信息, 所以

一旦 i 的分配存在错误, 将影响其他相关样本的分配. 如图 8所示: DPC在选取簇中心后, 其他的非中心点分配到

离其最近的高密度点一簇, 所以点 a 会被分配到点 b 一簇, 虽然点 a 应该与点 c 分配给相同的簇, 但是点 b 和点 c
的局部密度都高于点 a, 并且从点 a 到点 b 的距离小于从点 a 到点 c 的距离, 因此点 a 将被错误地分配到与点 b
同簇, 并且和点 a 相邻的点也将错误地分配. 因此, 此分配策略不可靠.

为了克服单步分配策略的差容错性, 通常采用多步分配策略来逐步分配非中心点, 边分配边调错, 提高分配的

准确率. Seyed等人 [50]提出了一种基于图的动态标签分配策略来分配非中心点: 首先, 根据基于 K 近邻的数据集构

造加权图; 其次, 使用半监督技术, 通过遍历图来分配未分配数据对象的标签. DPC-DLP中提出的多步分配方法可

以更新误分类对象的标签, 并完成对位于边界或重叠区域中的数据对象的正确分配. Xie等人 [53]提出了两种分配

方法来研究数据集的结构: 在第 1 种方法中, 非异常值是通过 KNN 的方式从簇中心开始的广度优先搜索来分配

的; 在第 2 种方法中, 未分配数据是通过模糊加权 K 最近邻居的方式分配的. 通过第 1 种方法标记的数据对象包

括核心点, 而通过第 2种方法标记的其余对象为噪声点. 这两种策略保证了所提出的 FKNN-DPC算法的最高准确
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性. Liu等人 [54]介绍了一种两步分配方法, 根据共享邻居的信息, 快速准确地找到满意的聚类分配. 将数据对象分

为不可避免的从属点和可能的从属点. 首先, 为每对数据对象计算共享邻居信息, 以标识和分配确实属于该簇的对

象; 其次, 它将剩余数据对象分配给包含更多邻居的簇. SNN-DPC中, 基于共享邻居的分配方法可以避免 DPC分

配方法产生的问题.
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图 8　单步分配策略
 

为了进一步说明这些优化算法的有效性, 我们将上述 3 种算法与 DPC 在 5 个 UCI 数据集上进行了比较, 结
果以众所周知的 FMI索引显示 [56], 见表 1.
 

表 1    5个 UCI数据集上 4种算法的 FMI值

Datasets DPC-DLP FKNN-DPC SNN-DPC DPC
Iris 0.947 8 0.935 5 0.947 9 0.923 3

Parkinson 0.800 5 0.658 2 0.803 2 0.618 7
Ecoli 0.800 8 0.691 9 0.824 3 0.577 5
WDBC 0.844 1 0.765 8 0.930 5 0.725 7
Seeds 0.849 5 0.827 6 0.858 9 0.844 4

 

从表 1可以看出: 采用多步分配策略, 会比 DPC获得更好的聚类精度. 这些提出的算法将非中心点分配与错

误校正同时进行, 从而避免一步分配策略中出现的一步错步步错的现象. 其中, SNN-DPC算法比其他的优化算法

具有更令人满意的结果. 这不仅得益于其分配策略, 还因为 SNN的概念是对 KNN的增强. 另外, 这些分配策略均

是基于准确识别簇中心的前提, 因此, 优化局部密度的度量方式仍然是提高 DPC聚类精度的关键研究点. 

2.3   多密度峰优化的 DPC

DPC有一个严格的隐性要求, 即数据集中的每个簇有且只能有一个密度峰 [57]. 因此, 当数据集中某个簇出现

多个密度峰时, DPC无法识别准确的簇中心, 聚类效果不理想. 例如, 在图 9(a)中: 点 a 和点 c 分别属于两个簇, 而
点 a 和点 b 属于同一个簇. 但是, 点 a 和点 b 是两个具有相同局部密度和相对距离的数据对象, 因此我们可以在一

个簇中找到两个具有较高局部密度和相对距离的“异常大”的数据对象, 点 a 和点 b 会同时被识别为两个簇中心,
并将其他数据对象划分到这两个簇, 即点 c 划分到点 a 一簇.

由于不必要的伪簇中心, DPC算法的性能会降低. DPC基于有且只有一个密度峰的假设, 而图 9中的 4个数

据集均是一个簇中包含有多个密度峰, 因此, DPC 在图 9 的 4 个数据集上聚类结果不佳. 为了克服多密度峰的问

题, 通用方法是分而治之: 首先, 通过 DPC尽可能多地初始化簇; 然后, 以递归的方式合并子簇获得最终的聚类结

果. Liang 等人 [58]提出了一种 3DC 算法, 该算法识别具有较高局部密度和相对距离的簇中心, 与 DPC 相同, 但又

与 DPC不同: 3DC算法以递归方式选择簇中心, 而不是一次选择所有可能的簇中心. 首先, 3DC算法根据原始数

据集构造一个决策图, 仅选择两个具有较高局部密度和相对距离的最大点作为簇中心; 然后, 通过分配其余非中心

点形成两个子簇; 之后, 递归处理两个子簇, 分别再聚成两个子簇. 该算法直到子簇满足 DBSCAN中密度可达到的
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要求, 终止该过程. Bie等人 [59]提出了一种模糊 CFSFDP算法, 该算法首先找到所有簇, 然后自适应地合并多余的

子簇: 首先, 它将每个密度峰标识为单个簇; 其次, 它将其余对象分配给本地簇, 不包括噪声和簇中心; 第三, 当子簇

的峰值接近并且子簇在共享边界位置具有平均密度时, 合并这些子簇. Gao 等人 [60]提出了一种称为 ICFS 的自动

算法, 包括预聚类、合并和拆分阶段. 因此, ICFS可以自动修改簇并增强 DPC算法: 首先, 它利用优化的 DPC算

法获得初始簇并完成预聚类, 与 DPC不同, 此增强算法使用新方法重新定义并自动选择簇中心, 此外, 其余对象将

根据新策略分配; 其次, 使用合并和拆分方法来自动调整簇的结构. Zhang等人 [61]提出了一种 E_CFSFDP算法, 该
算法首先使用 DPC 生成粗糙簇, 然后根据基于层次的聚类将合适的子簇合并以形成正确的聚类划分. 它通过

DPC 尽可能多地初始化簇, 然后提出了 KNN 图的变体, 以优化 CHAMELEON 合并子簇. Chen 等人 [62]提出了一

种 CLUB算法, 该算法将中心替换为密度主干以找到簇: 首先, 通过相互邻近的 K 个邻居找到初始簇; 然后, 以初

始簇为输入, 通过 K 近邻来识别密度主干, 在此步骤中, CLUB可以划分初始簇; 第三, 它将每个未标记的对象分配

给包含其最近的较高密度邻居的簇; 最后, 过滤掉每个簇中的离群值. 所提出的算法有效、鲁棒, 并且可以找到具

有各种密度和任意形状的簇. Xu等人 [63]提出了一种 FDPC算法, 该算法利用 DPC和 SVM分割并合并簇, 以获得

准确的数据划分: 首先, 它通过 DPC尽可能多地初始化簇; 其次, 根据支持向量计算每两个簇的反馈值; 最后, 通过

反馈值递归地合并子簇, 获得令人满意的聚类结果.
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图 9　DPC在 4个合成数据集上的聚类结果
 

基于分治策略优化的 DPC算法可以处理同一簇中出现多个密度峰的数据集. 结合拆分和合并的过程获得合

适的簇数, 提高多密度峰数据集的聚类精度. 如图 10 所示, 在这些数据集上均可以获得令人满意的聚类结果. 但
是, 这些算法将引入其他参数来确定是否合并和拆分子簇, 无多余参数的多密度峰优化的算法需进一步探索. 
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图 10　在 4个合成数据集上的聚类结果
  

3   高效的 DPC 聚类算法

DPC 需要度量任意一对数据对象之间的距离构建相似度矩阵, 从而确定每个数据对象的局部密度和相对距

离属性来识别簇中心, 而这需要很高的计算成本 [64]. 假设有一个数据集 X={x1, x2, …, xn}, n 是数据集的规模. 计算

局部密度和相对距离的时间复杂度为 O(n2). 分配策略会产生 O(n)的时间复杂度. 总的来说, DPC需要消耗时间复

杂度 O(n2). 与时间复杂度相同, DPC空间复杂度 O(n2)主要来源是存储相似度矩阵. 随着数据集规模的扩大, DPC
的应用受到很大限制. 为了克服这个问题, 许多学者进行了减少相似度计算的研究.

Xu等人 [65]提出了一种 DPCG算法, 它引入了非空网格的思想, 用网格对象代替对应的数据对象, 以减少距离

计算: 首先, 它将数据集分配到相应的网格空间中; 其次, 它计算每个网格单元的信息; 第三, 每个非空网格单元看

作 DPC聚类的数据对象执行 DPC, 以获得令人满意的结果. 假设 m(<<N)表示非空网格单元的规模, 因为 DPCG
只对非空网格单元执行聚类操作, 所以仅需要 O(m2) 空间复杂度和时间复杂度. DPCG 与 DPC 具有相同的优势,
但是它不需要计算所有数据对象之间距离, 可以大大降低原始 DPC算法的计算复杂度.

Gong等人 [66]提出了一种基于分布式计算的 EDDPC算法, 该算法通过 Voronoi分割、数据复制和数据过滤

的方式避免了大规模的距离计算和数据传输耗时. 它首先使用储层采样选择 Voronoi的种子对象和合适的 dc; 其
次, 它创建一个MapReduce作业以计算 ρ 及其复制模型; 第三, 执行两个MapReduce作业以进行复制、过滤和计

算 δ. 假设 α, β 分别是计算 ρ 和 δ 的复制因子, 并且 N 表示 Voronoi 分组的大小. 因此, 用于计算 ρ 需要的距离成

本为 O(α·n2/N), 用于计算 δ 需要的距离成本为 O(β·n2/N), 与 DPC相比大大减少了距离成本的计算量. 同时, 采用
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分布式处理也将大大降低空间复杂度.

O(Nkmt+ k2
m).

Bai 等人 [67]提出了 CFSFDP+A, CFSFDP+DE 算法, 两个算法依靠 K-means 的优势来提高 DPC 的聚类效率.
首先, 利用近似概念设计 CFSFDP+A算法, 它搜索近似空间以进行计算并通过距离进行估计; 另外, 由于它需要很

少的计算时间来计算更少的距离, 因此可以与 DPC 快速获得相近的聚类结果; 其次, 利用示例聚类的概念设计

CFSFDP+DE算法, 进一步提高了 DPC的可扩展性. 它可以使用 DPC快速获得相似的聚类结果. 假设 km(<<N)是
随机选择的初始簇中心, 并且 t 表示迭代次数. n1 (<<N), n2(<<N)是 CFSFDP+A中用于计算 ρ 和 δ 的平均距离数.
因此, 在 CFSFDP+A 中需要距离计算 O(Nkmt+Nn1+Nn2), CFSFDP+DE 中需要    对于大规模据集,

CFSFDP+DE比 CFSFDP+A更可扩展. CFSFDP+A和 CFSFDP+DE需要空间复杂度 O(Nkm). 所以, CFSFDP+A和

CFSFDP+DE算法比 DPC算法更适用于处理大规模数据集.
Xu 等人 [68]提出了两种策略, 分别称为 GDPC 和 CDPC, 它们通过保留部分有效数据对象代替所有数据对象

识别簇中心完成聚类. 首先, GDPC和 CDPC分别使用网格和圆对数据集进行划分预处理: GDPC算法利用网格划

分筛选去除小密度网格单元中的数据对象, CDPC使用圆划分法筛选去除小密度圆中的数据对象, 网格划分和圆

划分都基于数据集的分布. GDPC和 CDPC筛选去除的数据对象不满足 DPC中的高局部密度特性, 因此可以在保

证聚类精度的情况下提高算法的效率. 假设 m(<<N)表示筛选后保留数据对象的规模, 则 GDPC的空间复杂度为

O(m2). 假设数据集被划分为 k 个簇, GDPC的时间复杂度由 O(N)+O(NlogN)+O(m2)+O(k(N−m))这 4个部分组成.
增加 O(N)的空间复杂度来判断 CDPC算法中数据对象的稀疏性. 假设 g 代表相应的圆个数. CDPC的时间复杂度

将略小于 O(N(g+1))+O(NlogN)+O(m2)+O(k(N−m)). 与 GDPC相比, 尽管 CDPC具有更高的计算复杂度, 但对于大

规模数据集而言更为精确. GDPC和 CDPC均提高了 DPC处理大规模数据集的性能.
从计算复杂度的分析来看, 减少距离的计算可以有效增强 DPC处理大规模数据集的效率. 但是, 计算复杂度

的降低会影响一定的聚类精度, 而精度的保证也会影响计算复杂度. 提高聚类精度的同时降低计算复杂度的 DPC
算法还需要进一步探索. 

4   DPC 的应用

DPC 算法依靠决策图快速识别簇中心, 简单有效, 能很好地处理噪声孤立点, 可以得到任意形状的簇; 同时,
不需要提前指定簇的数量, 并且需要用户指定的参数较少, 因此, 近几年得到了很多学者的关注, 在聚类中起着重

要作用 [69−72]. DPC已被扩展优化并广泛应用在各个领域, 例如社区检测、机器故障诊断、患者分层以及室内定位等.
推荐系统作为一种高效便捷的自动化信息筛选工具而受到了广泛的关注和使用. 不同于传统的搜索引擎, 推

荐系统能主动地为用户提供准确并且个性化的推荐服务 [73]. 最近, 各种社交媒体网站, 如 Twitter、腾讯和新浪微

博, 已成为提供流行服务的重要信息平台, 采用推荐系统为用户推荐好友以及内容 [74]. 推荐算法作为推荐系统的

中枢, 其选取以及优化程度的不同都将直接影响推荐系统的性能. 尽管最近的策略产生了积极的影响, 但是大多数

推荐系统仍然需要进一步提高 [75]. Zheng等人 [76]提出了一种基于 HIOC检测方法的个性化推荐模型, 该模型可以

为用户有效地推荐相关的和多样的兴趣: 首先, 它设计了一个多粒度相似度来描述用户之间的相似关系; 然后, 基
于 DPC算法, 根据节点的兴趣密度发展了 HIOC检测方法; 最后, 实现了一种新颖的推荐模型, 为用户提供多粒度

语义相关的主题. 与传统的方法 LPA, CPM以及 LFM等相比, HIOC检测方法在精度、召回率和 F1度量方面具

有更好的性能. 这是由于基于密度峰值的核心方法可以选择稳定的社区结构.
社交网络分析已逐渐成为学术界和工业界的热点问题, 由于社区结构通常代表具有相似属性、爱好或亲密关

系的特定组织用户群体, 是社交网络的重要属性, 因此社区发现对于了解复杂网络的特征、发现潜在的拓扑结构、

预测网络的发展等至关重要 [77]. 社区发现的目的是找到一群具有相似想法、信念、动机或其他共同特征的用户,
以便更好地理解社交网络 [78]. 然而, 现有的社区发现方法大多数仅考虑结构特征, 可能忽略许多与社区相关联的

信息 [79]. Wang 等人 [80]提出了一种基于 DPC 算法的社区发现优化算法, 该算法利用了用户的个人资料和拓扑信

息: 首先, 基于 in-link Salton和 out-link Salton进行用户的拓扑结构构建; 其次, 介绍了一种新颖的密度估计并增加

社交圈整合步骤, 以优化 DPC算法. 与传统的方法 COPRA, CONCLUDE, DCM以及 CLUTO等相比, 所提出的方
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法面对复杂的重叠社交网络, 在 BER和 F1分数方面具有更好的结果. 通过使用基于密度峰值的优化聚类方法, 可
以对社交圈进行整合, 快速、准确地检测出重叠的社交圈.

机器在现代工业过程中起着重要作用, 因此, 保证机器运行对整个工业过程至关重要. 传统方法通常需要专业

技能和丰富经验 [81]. 为了能够自动、可靠、快速处理大量的工业数据并自动检测有用的故障特征, 在智能故障诊

断领域进行了许多关于聚类或分类的研究 [82]. 然而, 机械设备的故障样本实际上非常少, 所以强烈需要构建更加

可靠、智能和自动的过程以进行机器状态监测和诊断 [83]. Wang等人 [84]提出了一种 3阶段方法来诊断 3个特定工

业案例的智能故障: 首先, 针对自适应聚类故障类别, 提出了一种基于 DPC 的优化 ADPS 算法; 其次, 通过基于

VMD的特征趋势提取以及自加权算法提高了算法性能. 提出的故障诊断方法无论是在轴承故障诊断、齿轮故障

诊断还是从运行到失败测试的轴承诊断案例中, 准确率均大于 99%; 并且与传统的 DPC, AP, K-medoids等聚类方

法相比无需先验知识, 这种优化的算法可以满足工业在线应用的需求.
患者分层是现代医学保证药物开发成功直至临床验证的主要挑战, 在实现高效个性化医疗方面起着重要作用 [85].

患者分层的一项重要任务是发现有效治疗的疾病亚型. 患者分层的目标是开发有效的计算方法, 为亚型进行精确

的临床决策 [86]. Li等人 [87]在 DPC算法的基础上提出了一种新的多目标算法, 用于患者分层: 首先, 它选择特征并

通过对象的相异权重和相关的截止点自动计算聚类密度; 其次, 使用 5个合适的聚类索引来度量固有聚类; 最后,
采用MOEA/D-DE来优化此目标功能. 无论是与传统的 KM, AL, SL, CL, DBSCAN, LCEASRS, ECC, DPC等聚类

方法, 还是与一些最新的 NSGAII, GrEA, HyEA, SPEA2, MOPSO等多目标进化算法相比, 提出的方法在真实人类

转录调控网络的合成数据集、真实患者分层数据集以及真实世界医学数据集中, 都体现了多目标框架的竞争优势.
随着WiFi技术的发展变得越来越成熟, WiFi热点的覆盖范围也在增加. 如果我们能够充分利用分布在室内

环境中的WiFi热点, 将为我们的生活带来极大的便利 [88]. 由于WiFi的信号强度不需要使用特殊的硬件设备, 因
此将 RSSI用于室内定位突出了其明显的优势 [89]. 但是在室内环境中, 由于接收器信号弱、环境噪声、多径干扰

和非视线传播, 传统定位算法存在许多问题 [90]. Meng等人 [91]提出了一种无线室内定位算法: 首先, BP和 RBF用

于构建室内定位模型; 然后, 使用加权中值-高斯滤波方法预处理 RSSI, 并建立位置指纹数据库; 其次, 利用优化的

DPC算法和 LM算法设计了新的 RBF模型. 使用优化的 DPC方法来确定 RBF神经网络的结构, 无论是路由器对

称分布还是路由器均匀分布的情况下, 都比基于 LM算法的 BP配置以及 RBF神经网络获得的定位误差要小. 这
主要是因为网络结构和参数是通过优化的 DPC确定的, 可以实现快速拟合, 更适用于室内定位. 

5   总结与展望

DPC 作为当前最热门的基于密度的聚类算法之一, 已经吸引了越来越多学术界和工业界学者对其不断的研

究与发展. 本文从理论和方法的角度介绍了 DPC 算法的发展概况: 从理论的角度, 我们综合分析了 DPC 的原理

和 DPC的优缺点; 从方法的角度来看, 我们尽力提供清晰的分类, 即, 根据 DPC缺点将所有优化的 DPC算法分为

面向聚类精度优化和面向计算效率优化的算法. 其中: 面向聚类精度的优化主要包括基于局部密度的优化、基于

分配策略的优化以及基于多密度峰的优化, 面向计算效率的优化同时降低了时间复杂度和空间复杂度. 对于每个

类别, 我们列出了一些典型的算法进行总结和分析, 并给出了一些实验结果对比证明. 最后, 本文介绍了 DPC在实

际推广中的重要应用. 本研究可以促进 DPC理论方法和实际应用的进一步扩展.
虽然 DPC的主要弊端已经得到改进, 且具有广泛的应用场景, 但是该算法的开发时间不长, 仍然存在很多问

题. 通过以上分析, 大多数优化算法引入了多余参数以提高 DPC的性能.DPC是典型的基于密度的聚类算法, 其困

难在于如何保持聚类精度的同时追求算法的高效性. 同时, 如何不引入多余参数自动确定簇的数量并识别簇中心,
实现真正意义上的自动 DPC, 依旧有待研究. 另外, DPC处理高维稀疏数据效果不令人满意. 如何利用深度学习有

效提取数据特征, 探索 DPC在不同领域的更多应用, 有待进一步研究.
1) 高效 DPC算法

随着 Internet的发展, 有效并高效地挖掘大规模数据变得越来越重要. DPC作为基于密度的聚类算法, 面临复

杂度较高的问题, 在确保其准确性的情况下追求高效性具有一定的挑战性. 虽然目前从计算复杂度的优化来看已
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经提出一些有效降低复杂度的方法, 但是计算复杂度的降低影响了一定的聚类精度, 没有真正实现提高聚类精度

的同时降低计算复杂度.
DPC聚类算法的主要步骤是, 根据簇中心的特征构造决策图来搜索簇中心. 然而在计算每个数据对象的特征

属性时, 高度依赖两两数据对象之间的相似度, 这也是 DPC复杂度的主要构成部分. 减少数据对象之间的距离计

算, 可以有效提高 DPC 处理大规模数据集的效率. 如何保证计算局部密度与相对距离需要的距离都被度量是关

键. 根据簇中心两大特征的定义可以发现: 局部密度表示距离“当前点”不超过 dc 的数据对象的集合, 相对距离表

示局部密度大于“当前点”的最近距离. 因此, DPC 的局部密度和相对距离的度量仅取决于“当前点”与“最近邻点”
的相似度. 然而计算近邻点会引入近邻参数, 因此可以考虑判断数据对象的不相似性. 如何在不增加计算复杂的情

况下进行不相似度的判断, 需要进一步研究. 同时, 由于 DPC中每个数据对象的局部密度与相对距离的计算均是

独立的, 研究分布式处理方法对数据进行聚类有一定价值, 也可以利用 GPU并行化处理 DPC.
2) 自动 DPC算法

DPC 聚类算法可以通过绘制决策图快速识别簇中心, 但簇中心的准确识别仅限于处理的数据集中每个簇是

均匀分布的, 并且人为地选择簇中心会有一定的主观性. 因此, 自动选择簇中心是必然趋势. 目前虽有作者提出一

定的方法解决簇中心的自动选择问题, 但是主要集中于两个方法: 预先固定簇数目、增加参数判断决策图中的“拐
点”. 此两种方法均增加了额外的参数, 并且人为地规定簇数目从本质上并不属于真正意义上的“自动”.

聚类分析是一种无监督学习, 评估聚类质量有两种标准: 内部质量评价指标和外部评价指标. 而内部评价指标

是利用数据集本身的性质评价算法的聚类好坏, 通过计算簇间以及簇内平均相似度评价聚类质量. 而通常这类指

标结合的是内聚度和分离度两种因素, 无需引入多余的参数, 因此可以根据聚类结果自动判断最优的簇数目. 但是

现有的内部质量评价指标并不能很好地应用于 DPC, 而且复杂度较高. 因此, 根据 DPC的局部密度和相对距离的

特点设计一种符合 DPC的聚类指标, 并且不增加复杂度, 可以实现真正的自动聚类.
3) 深度 DPC算法

DPC 算法计算局部密度和相对距离绘制决策图完成聚类, 主要是通过将高维数据映射到 2 维空间进行簇中

心的选择. 然而高维数据往往是稀疏的, 映射到 2维空间进行簇中心的选择常常无法获得理想表现. 目前, 面对高

维数据, DPC首先通过 PCA对数据进行降维预处理, 但在高维, 特别是图像数据上表现依旧不够理想.
随着深度学习的快速发展, 深度聚类也逐渐引起了广大学者的关注. 深度聚类学习算法在数据表征的基础上

进一步平衡数据表征之间的维度, 完成高维稀疏大数据到标签的映射, 并进行优化预测. 但是, 目前的深度聚类模

型需要先验地设置聚类数, 并且在高维稀疏数据上的聚类效果还需进一步提高. 卷积自编码器利用了传统自编码

器的无监督的学习方式, 结合了卷积神经网络的卷积和池化操作, 从而对图像可以很好地保留空间信息, 实现特征

提取. 因此, 基于卷积自编码器的特征学习能力构建深度 DPC聚类模型, 使构造的聚类模型摆脱先验知识的限制,
并高效处理高维稀疏大数据, 是一个重要的研究方向.
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