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摘  要: 软件系统自适应机制提供了应对动态变化的

性的相关研究中,有一类工作将软件系统自适应性转换为回归

网络/深度学习、贝叶斯决策理论和概率图模型、规则学习等进行

通过系统化的文献调研,综述了机器学习赋能的软件系统

前工作进行分类;按被控系统、监测和控制过程、学习算法

方法赋能的软件系统自适应性的切入点及其优势和不足
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软件系统自适应性(software self-adaptation),指系统能够在运行时

知,自主地调整自身的行为,以有效地应对动态变化的环境

靠性、鲁棒性等[1].其核心是构造自适应策略,策略的构造方式
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的环境和不确定的需求的技术方案.在已有的软件系统自适应

转换为回归、分类、聚类、决策等问题,并利用强化学习、神经

规则学习等进行问题建模,并以此构造软件系统自适应机制.本文

系统自适应性的工作.首先介绍基本概念,然后从不同视角对当

学习算法、学习赋能方式等方面进行分析,并讨论不同机器学习

的切入点及其优势和不足;最后对未来研究进行展望. 
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dealing with dynamic environment and uncertain requirement. There are 

transform the dynamic and uncertainty concerned by SSA into regression, classification, cluster, or decision task; and 

, including reinforcement learning, neural network/deep learning, Bayesian decision theory and 

se kinds of work “Machine learning based software self-adaptation” in this 

 machine learning enabled SSA by firstly explaining the related concepts 

a taxonomy based on current work from SSA perspective and machine learning 

the controlled system, monitor process, control process, learning algorithm, learning-enabled method 

deficiency of current work and highlighting future research trends. 

machine learning; requirement uncertainty; environment dynamic 

指系统能够在运行时(run-time)根据其对环境和系统本身的感

的环境和不确定的需求,从而使系统具有更好的灵活性、可

策略的构造方式有三: (1)设计者根据具体场景和具体问题,通过定

 

National Natural Science Foundation of China (61620106007, 61751210) 

 2020-05-07; jos 在线出版时间: 2020-05-26 



 

 

 

2 Journal of Software 软件学报   

 

义一组规则作为自适应策略;(2)基于控制论的思想将软件系统自适应策略显式地建模为“感知(sense)-规划

(plan)-执行(act)”的控制回路;(3)将软件自适应策略的构造转换为机器学习任务,通过学习算法得到自适应策

略.目前基于控制论的方法比较主流,已有文献对其进行了系统性的综述[4,63]. 

通过机器学习构建软件系统的自适应策略是一种有效手段,其原理是将软件系统自适应行为转换为分类、

回归、聚类、决策等机器学习擅长的问题,利用监督学习、无监督学习、强化学习、贝叶斯网络等技术,获取

自适应策略.其优点是:(1)在预先缺少领域知识(domain knowledge)的情况下,学习出满足性能要求的自适应策

略;(2)借助高效的算法来解决软件系统自适应行为中隐含的搜索、最优化和不确定性分析等问题[2].目前已有

不少工作研究机器学习赋能的软件系统自适应性,它们各自有着不同的关注点,解决不同的自适应问题.有必要

对这些工作进行梳理,以定位仍存在的问题和潜在的挑战,并展望今后的研究方向.本文首先提出用于分析已有

工作的三个研究问题,并以此为基础梳理相关工作.文献检索的过程为,首先在常用论文库中,根据一组关键词

检索相关研究;然后人工去除和研究问题无关的论文,并根据筛选后论文的参考文献、引证文献、作者论文列

表等补充首轮搜集时遗漏的论文;最终,选出与研究问题高度相关的论文. 

本文关注的三个问题是: 

(1) RQ1.现有机器学习赋能的软件系统自适应性研究有哪些关注点,如何分别从自适应性和机器学习角

度进行分类?目的是建立系统化的分类框架,以概括相关工作所关注的话题和涉及的方向. 

(2) RQ2.当前软件系统自适应任务的哪些方面采用了哪些机器学习技术?目的是在RQ1所概括的分类框

架下,建立机器学习技术和软件系统自适应任务的关联. 

(3) RQ3.当前基于机器学习赋能的软件系统自适应性还存在哪些不足?未来发展趋势怎样?目的是在已

有研究的基础上,展望其发展趋势,为进一步的研究提供参考. 

本文第 1 节介绍相关的背景知识.第 2 节给出本文采用的综述方法以及获取、筛选相关工作的标准与过程.

第 3 节提出分类框架,并对现有工作进行分析与研究.第 4 节讨论机器学习赋能的软件系统自适应性存在的问

题,并展望未来的研究趋势.第 5 节对全文进行总结. 

1   背景知识 

1.1   系统自适应性和自适应系统 

现代软件系统日趋复杂,其交互环境和需求都可能动态变化并具有不确定性,这要求软件系统具有自适应

性,以应对运行场景的复杂性、动态变化性和不确定性.从概念上说,自适应性是指系统能够在运行时根据对环

境和系统本身的感知,自主地调整自身行为[1].“软件系统自适应性”和“自适应软件系统”这两个词常常混用,但

在含义上略有所差别,前者侧重表达软件系统的自适应能力,后者侧重表达具有自适应性的软件系统. 

就自适应软件系统设计而言,其核心是软件系统的自适应策略的设计.最朴素的手段是依靠经验定义一组

形为“条件-动作”的规则,表达在某种“条件”下采取某种“动作”(即 ad hoc 方法).相当多的工作引入控制

论方法,基于经典控制论[10,11,12]、现代控制论[13,14,15]、智能控制论[16,17,18]等建立基于控制回路的自适应软件系

统架构.在控制论的观点下,自适应系统分为控制器和被控对象两部分,控制器实现自适应逻辑,被控对象实现

应用逻辑.自适应逻辑通过感知器感知环境和应用逻辑的变化,通过执行器对应用逻辑做出调整,如图 1 所示. 

自适应逻辑多由“收集(collect)-分析(analyze)-决策(decide)-动作(act)”的过程来实现,用前馈(feedforward)或反

馈(feedback)的方式进行应用逻辑的调控[6].MAPE-K[7]是一个典型的自适应软件系统体系结构.除 MAPE-K 外,

以反馈控制回路为基础设计的自适应软件系统架构还有 Rainbow[8],MRAS[9]等. 

近年来,很多工作将机器学习引入到自适应软件系统中,比如把机器学习算法应用于软件系统自适应行为

的部分过程中[19,20,21],或者采用机器学习算法实现软件系统的自适应输入/输出逻辑[22, 23, 24]等,以提升自适应系

统的自治性和自演化能力,这开始成为一个热点研究方向. 
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Fig.1 Constituent parts of a self-adaptive system: control theory perspective 

图 1  自适应系统:基于控制论的观点 

1.2   用于解决系统自适应问题的机器学习算法 

机器学习“研究让算法利用经验来改善系统自身性能”,Mitchell 给出机器学习的定义[25]:存在某类任务

T,P 为程序在 T 上的性能,如果一个程序利用经验 E 在 T 上改善了 P,则说,关于 T 和 P,该程序对 E 进行了学习.

在软件系统自适应性问题上引入机器学习方法的切入点是,这类问题或者其子问题可以转换为分类、回归、聚

类、决策等问题,而这些是机器学习算法擅长解决的问题.目前,强化学习、深度神经网络、贝叶斯决策理论、

概论图模型、规则学习、迁移学习等均出现在软件系统自适应性的研究工作中. 

(1)强化学习:学习如何将环境状态映射到系统动作 ,以获得最大奖励 [26].基本模型是马尔可夫决策过程

(Markov Decision Process,MDP),它定义为四元组<S,A,T,r>,其中 S 是环境状态集合,A是系统动作集合,T 是状态

转移函数,T: S × A × S → [0,1], �: S × A →是奖励函数,R 为实数集合,�(�, �)表示在状态�下采取�动作后能获得

的奖励.系统行为策略π: � × � → [0,1]表示系统对环境的反应,表示在状态 s 下采取 a 动作的概率.系统在与环境

交互过程中获得累积折扣奖励为�� = ∑  �
����� ��������.在策略 π 下,状态价值函数为,��(s) = ��[��|�� = �],状

态动作价值函数为,��(�, �) = ��[���� + ���(����)|�� = �, �� = �].强化学习的常用策略是使累积折扣奖励最大

化,典型算法有 Q-learning[26]、SARSA[26]等. 

软件系统自适应性采用强化学习的原因是:(a)强化学习中系统和环境交互的机制,可对应于自适应软件系

统的反馈回路[23];(b)强化学习的“探索-利用”(exploration-exploitation)思路,对自适应软件系统策略演化[35]有指

导意义;(c)强化学习可以在没有先验知识的情况下,通过系统和环境的交互学到最佳策略[34].但强化学习在实

际应用中却存在诸如学习效率低,随机探索易对系统或环境造成损害等不足[34,36,37]. 

 (2)神经网络和深度学习:神经网络是由具有适应性的简单单元组成的并行互连网络[27].深度学习则利用

包含多个隐藏层的人工神经网络提高特征学习能力[27],如多层感知器(Multilayer Perceptron,MLP)、卷积神经网

络(Convolutional Neural Network,CNN)、循环神经网络(Recurrent Neural Network,RNN)等.软件系统自适应性

研究利用深度学习,是因为其中的性能建模[48,54,55]、环境预测[50,52,56]、自适应调整[49,51,53]等任务可以转化为回

归问题,一般情况下,如果能获得软件系统的相关原始数据(即“生数据”),则可以采用深度学习模型对上述问题

进行求解.还可以和控制论结合,用神经网络控制(neural network control)实现对系统状态的控制,以便在外界发

生变化时,软件系统能自动调整到设定的运行状态[53,59].深度强化学习在强化学习的基础上结合深度学习的模

型,既有强化学习处理决策问题的能力,又有深度学习对高维数据的感知能力,通常可直接根据对环境的观测信

息(如图像、语音或者其他传感器信号)进行学习,获得最优策略.常用的深度学习算法包括深度 Q 网络(Deep 

Q-networks, DQN)[28]、DDPG[76]、TRPO 算法[29]等. 

 (3)贝叶斯决策理论和概率图模型:研究在不完全信息下变量的概率以及多个变量间的概率依赖关系等,

关注不确定性的建模.贝叶斯决策理论在概率框架下实施最优决策[30].具有不确定性的多分类任务指:对 N 种可

能的类别Y = {��, ��, … , ��}, ��,�是将��类的样本划分为��所带来的损失,�(��|�)为将样本�划分为��类的后验概

率,则样本 x 的条件风险(conditional risk)为R(��|�) = ∑  �
��� ��,��(��|�).用判定准则ℎ: X → Y来最小化条件风险

R(ℎ(�)|�),即:ℎ∗(�) = ���min
�∈�

�(�|�).相关研究包括贝叶斯分类器、贝叶斯网络、EM 算法等. 

概率图模型用图表达变量间的关系,把学习任务归结成对变量概率分布的计算[31] ,分为两类:有向图模型

和无向图模型.隐马尔可夫模型(Hidden Markov Model, HMM)是典型的有向图模型,其变量的联合概率分布

为:P(��, ��, … , ��, ��) = P(��)P(��|��) � P(��|����)P(��|��)
�

���
.其中��是状态变量,为不可被直接观测量,��是观
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测值 .马尔可夫随机场 (Markov Random Field, MRF)是典型的无向图模型 ,其变量的联合概率为 :� ��
⇀

� =

(1 �⁄ ) ∏  �∈� �� ��
⇀

��,其中�
⇀

= {��, ��, … , ��},Z 为规范化因子, ��为势函数.在系统自适应性研究中,这类算法在

概率模型的基础上,进行最优化决策. 

目前这类工作的应用场景包括: (a) 贝叶斯网络用于表达和分析环境或系统中和自适应相关的不同随机

变量的关系;(b) 隐马尔可夫链用来建模存在不确定性时的系统运行状态; (c) 贝叶斯分类器或条件随机场用

于刻画自适应系统的需求获取和系统设计时的不确定性; (d) 马尔可夫过程(Markov decision process,MDP)用

于支持含不确定性的自适应策略的生成[64,65,66],也有工作改进强化学习,并加入高斯过程,来应对存在不确定性

时的自适应决策[64,65]. 

(4)规则学习:“规则”指语义明确且能描述蕴含于数据分布背后的规律或者领域知识的逻辑规则[32].规则的

形式为:r ← �� ∧ �� ∧ … ∧ ��.规则学习根据正例(E+)和反例(E-)构造规则集,使得规则集可以尽可能多地保留 E+

排除 E-[39].规则学习一般采用序贯覆盖(sequential covering)算法[32].包括命题规则学习、一阶规则学习、归纳

逻辑程序设计等.在赋能系统自适应性方面,规则学习只能用于自适应逻辑非常明确的情况,但采用规则的自适

应软件系统有很好的可验证性,可靠性和可理解性.规则学习还可用于发掘逻辑表达式所构成的系统模型的潜

在特性,计算出操作的前置(pre-)和触发(trigger-)条件[39]. 常用工具包括 XHAIL[68]、Progol5[69]、INTHELEX[71]

等. 

(5)迁移学习:迁移学习常用于数据不足的场景,利用在训练数据充分的问题上训练好的模型,通过迁移操作

使模型适合于新的问题[67].假设源域(source domain)数据集��和学习任务��,目标域(target domain)数据集��和

学习任务��,且�� ≠ ��或�� ≠ �� ,迁移学习就是用��和��的知识来提高预测函数��(∙)的在��上的准确率.其实

现方法有样本迁移(instance-based-)、特征迁移(feature-based-)、模型迁移(model-based-)、关系迁移(relational-)

等.构造自适应系统,通常是离线训练,由于硬件损耗、安全问题,训练数据常常不能直接从真实系统中获取,而只

能依赖模拟系统生成的“虚拟数据”[43].迁移学习常用于把在模拟环境中训练出的模型迁移到真实环境中[43,60],

以获得可用的策略或加快真实环境中的学习效率. 

2   综述方法 

参考Kitchenham[3]的系统性文献综述(Systematic Literature Review,SLR)方法, 本文的文献调研分为 3个步

骤:规划(planning)、实施(conducting)和报告(reporting).其中,规划阶段定义研究问题、确定文献筛选标准和方法

等,实施阶段进行文献检索、选择、分类、分析等,报告阶段则将调研的工作进行系统性展示. 

机器学习赋能的软件自适应性涉及到机器学习与自适应软件系统两个研究方向 ,本文以 ((machine 

learning) or (learning) or (learn)) and ((adaptation) or (adaptive) or (self-adaptive) or (self-adaptation) or (dynamic) 

or (uncertainty))为关键词,在 IEEE Xplore Digital Library, ACM Digital Library, Springer Digital Library, Elsevier 

Science Direct, Google Scholar,中国知网等文献数据库中检索.并采取“滚雪球”的方法:(1)在已获取文献的作者

的论文列表中发现新文献;(2)在已搜集文献的参考文献和引证文献中发现新文献;(3)将新发现的文献加入已获

取的文献集合中,继续(1)和(2),直到不再发现新文献为止,尽可能多地覆盖已有的相关工作.这些文献需要进一

步筛选,筛选标准为: 

(1) 文献发表时间在 2003~2019 年之间; 

(2) 文献采用了机器学习技术(包括线性模型、深度学习、决策树、支持向量机、贝叶斯决策理论、聚

类、规则学习、强化学习、迁移学习等); 

(3) 文献的贡献领域为自适应软件系统或软件系统自适应性; 

(4) 文献的语言为英文或中文; 

(5) 2018 年及以前的文献,其被引次数高于 3. 
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经过以上步骤检索文献,并按照上述标准进行筛选,最后共收集到 78 篇文献.其中有 60 篇会议论文,15 篇期

刊论文,3 本专著.会议论文主要来自于 International Conference on Software Engineering(ICSE),International 

Symposium on Software Engineering for Adaptive and Self-Managing Systems (SEAMS),International Conference 

on Service-Oriented Computing (ICSOC), International Conference on Autonomic Computing (ICAC),International 

Conference on Self-Adaptive and Self-Organizing Systems (SASO)等.其中 SASO 与 ICAC 于 2020 年合并为

International Conference on Autonomic Computing and Self-Organizing Systems (ACSOS).期刊论文主要来自于

IEEE transactions on software engineering 等. 

3   分类框架 

本节回答研究问题 RQ1,提出对现有文献的分类标准,分软件系统自适应性和机器学习两个视角进行考察,

软件系统自适应性视角重点在自适应软件系统的体系结构、行为、建模等方面,机器学习视角侧重于从任务出

发,分析如何将软件系统自适应性的问题规约到机器学习任务. 

3.1   系统自适应性视角 

软件系统自适应性可以从三个视角进行分类:外部特性视角、系统结构视角和功能部件视角: 

外部特性视角. 关注软件系统的输入/输出特性.输入是监控信息,包括物理数据和应用需求.物理数据指软

件系统运行过程中可感知的客观数据,来自于外部环境或系统自身.输出是软件系统的自适应操作,按粒度从细

到粗可分为参数调整,行为调整,结构调整等,该层的结构如图 2 所示. 

 

Fig. 2 External characteristic layer of software self-adaptation 

图 2  自适应系统外部特性层 

系统结构视角.关注软件系统的控制器和被控系统,以及与环境间的交互,用控制回路来表示.如图 3 所示,

对控制回路而言,应用需求作为输入,控制器根据应用需求和监控数据进行决策做出自适应操作,改变后的被控

系统作用到环境中,并向控制器返回系统自身数据.这里,控制器实现自适应逻辑,决定系统的外部特性;被控对

象是自适应逻辑的受体,其行为受控制器的控制.常见的被控对象包括面向服务的系统(如云服务,Web 服务

等)[19]、自主无人系统(如机器人,无人驾驶汽车,无人飞行器等)[23]、信息物理融合系统(如智能城市,智能家居

等)[39]等. 

 

Fig.3 Architecture layer of software self-adaptation 

图 3  自适应系统结构层次 

大部分研究侧重“自适应逻辑”,即控制器的设计.关注自适应目标、原因、和决策方式.保持系统稳态和最

优化需求目标是两种典型的自适应目标.根据需求目标是否可变,后者又可分为最优化可变目标和最优化不可

变目标.自适应原因来自于动态性(dynamic)和不确定性(uncertainty),前者包括外部环境变化、系统自身变化、

以及其他系统的变化.虽然其他系统可看作外部环境,但外部环境变化和其他系统的变化有较大差异,比如,外
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部环境的动态性一般是客观现象,不会因为与系统的交互而改变;而其他系统的动态性,有可能会由于系统间的

交互而发生改变[40,41,42].不确定性包括需求时不确定性、设计时不确定性和运行时不确定性[38].决策方式分为反

应/前摄式和连续控制式.反应/前摄式指采用离散化的方式,根据某种触发条件做出调整.连续控制式是指采用

控制函数,持续地监控数据并进行调整.在已有的基于机器学习方法的自适应性研究中,反应/前摄式通常采用

规则/策略来实现.根据运行时策略是否发生变化,可分为静态策略和动态策略,实现静态策略的方法称为“策略

生成”(rule generation),实现动态策略的方法称为“策略演化”(rule evolution)[35]. 

功能部件视角 .将系统结构层中的控制器和被控系统展开为具体的功能部件.大多数工作基于 IBM 的

MAPE-K 框架[7],即“监控-分析-规划-执行”过程形成的闭环控制结构,如图 4 所示.监控过程收集相关环境数据,

分析过程分析这些数据并做出是否需要适应调整的决定,规划过程根据自适应逻辑,制定调整方案,执行过程实

施调整操作.其中,每个过程都在知识库(knowledge base)的指导下完成,其中可以包含规则/策略、案例(case)以

及控制函数等.图 4 是 MAPE-K 基本框架,一些文献[8,9,43,44]还针对不同被控系统提出了不同的自适应框架. 

 

Fig. 4 Functional component layer MAPE-K control loop of software self-adaptation 

图 4  自适应功能部件层次 MAPE-K 控制回路 

据此,可以根据已有工作构建出机器学习赋能的软件自适应性的特征模型,如图 5 所示. 

Fig.5 Feature model of self-adaptive software system 

图 5  自适应软件系统特征模型 

从自适应逻辑实现的角度,可以从如下两个方面来分类: 一是实现自适应逻辑的方法,二是自适应逻辑的

构造方式.其中,实现自适应逻辑的方法分为规则/策略式和控制函数式两种.规则/策略式将自适应逻辑表达为

事件或状态到动作的映射,描述了软件系统在某个条件下应当采取某种措施.传统的规则/策略式一般用 PDL策

略描述语言[45].策略由 Event-Condition-Action(ECA)规则范式定义:event E action A if condition C,表示当发生事

件 T 且满足条件 C,则执行动作 A.有时也简化为 Condition-Action(CA)规则范式[47].控制函数式则采用 PID 
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(proportion-integral-differential)控制器实现自适应结构中的控制回路[46]. 

构造自适应逻辑的方法有人工设计和自动设计两种.人工设计主要根据专家经验来定义规则.自动设计采

用学习算法,先获得自适应软件系统在需求、设计、运行时的相关数据,提取出任务、经验、性能,再利用学习

算法获得规则/策略或控制函数. 

除了上述三个层次和两个维度,验证评价也是一个重要问题.验证评价指对方法的效果以及系统的运行性

能进行评价分析.主要方法有理论证明、案例研究(case study)、模拟仿真(simulation).目前理论分析的工作几乎

没有,大部分验证评价都是采用后两种方法.案例研究指搭建基于特定场景的实验系统,并进行实验评估.模拟

仿真则借助于仿真工具对自适应算法进行评估. 

3.2   面向自适应目标的机器学习任务视角 

软件系统自适应性本质上是应对不确定性,含场景不确定性,环境和系统的动态变化性,效果的不确定性.

这三类不确定性分别为机器学习方法限定了不同的问题域(problem domain).下面将根据面向目标的方法对此

进行分析,从问题域出发,划分出不同的任务,最终到具体的机器学习技术. 

场景的不确定性:系统设计时,对环境或系统的知识掌握不完整或存在不一致,难以确定其环境变量的取值

或系统的配置,这是产生自适应需求的根本原因.这类不确定性包括需求缺失、需求二义性、需求改变、环境

假设不准确或错误、传感器误差或错误、监控信息不完整等. 

系统和环境的动态变化性:系统运行时,其运行环境、交互环境或系统自身的状态都会发生动态改变,这是

产生系统自适应需求的运行时原因,具体包括环境特性改变、环境行为改变、系统结构改变、系统行为改变、

系统属性改变等. 

操作效果的不确定性:系统运行时,由于操作延迟、假设错误、外界干扰等,导致系统行为的实际结果和预

期结果不一致. 

如果以“系统自适应性（G）”作为根目标,根据上述三个关注点,可分解出三个子目标,即“应对场景的不

确定性（G1）”,“应对系统和环境的动态变化性（G2）”,和“应对操作效果的不确定性（G3）”,向下延伸构

建系统自适应性的目标模型,进而考察机器学习在其中发挥的作用.如图 6 所示,各个子目标的含义见表 1. 

 

Fig.6 Goal model from machine learning perspective 

图 6  机器学习赋能的自适应目标模型 

根据系统自适应目标模型,对已有文献的工作进行任务分类,可以提取出 17 类不同任务(T1-T17),这些任务

和目标的支撑关系如图 6 所示,任务的出处和采用的方法见表 2.根据所解决问题的特征,17 类任务可分为两大

类,分别是端到端的方法和阶段/过程方法,前者从系统外部特性入手.后者从系统内部逻辑入手.具体分析如下: 

(1)端到端的方法.考虑系统的输入/输出的外部特性,忽略系统内部各功能部件,通过机器学习算法,得到满



 

 

 

8 Journal of Software 软件学报   

 

足自适应目标的外部特性的自适应策略.采用端到端的场景通常具有“外部逻辑清晰,内部结构复杂”的特点:(a)

系统的输入/输出的关联明晰,且有足够的数据或者训练环境以便算法学习从环境数据到策略的直接映射;(b)系

统内部结构相互关联,非常复杂,某些功能部件或者过程甚至无法有效观测.端到端的方法可以进一步细分为预

测和控制,预测指输入是环境/系统运行数据,输出是环境/系统未来状态;控制指输入是环境/系统运行数据,输出

是当前时刻应采取的自适应操作. 

强化学习、神经网络/深度学习是常用的端到端学习算法.强化学习中的智能体、策略、状态、动作、奖

励、环境可以和自适应软件系统、自适应逻辑、环境或系统状态、自适应操作、效用、上下文(context)对应,

在构建自适应逻辑时,只需考虑系统输入的状态、效用,输出的自适应操作,而不必关心系统内部对状态、效用、

自适应操作的分析[23,34,77].但由于自适应系统的复杂性,这种单纯端到端的做法只是最理想的情况,针对不同被

控系统,不同环境假设,在学习机制之外,可能需要添加一些额外的过程以保证能够获得有效的自适应策略. 

Table 1 Learning enabled software self-adaptation goal decomposition 

表 1  机器学习赋能的自适应目标分解 

一级子目标 二级子目标 任务功能说明 

G1 应对场景不确

定性 

G1.1 应对需求缺失 
 

需求获取和分析阶段未成功提取出某些需求,但这些需求同软件系统行

为密切相关 

G1.2 应对需求二义性 某些需求表达不清晰,存在不同的解释方式 

G1.3 应对需求改变 一些需求没有反应出用户对系统真实需要和对需求约束 

G1.4 应对假设不准确或错误 对无法提前获取的环境或系统特性的不准确或错误的主观估计,不准确

是指通过分析方法得到的估计值和真实值有差异,错误是指分析估计的

方法不正确 

G1.5 应对感知误差或错误 行时监测器受限于其精度或性能,导致测量值和真实值存在误差,或者

监测器损坏、真实值超出测量范围或被攻击导致测量结果错误 

G2 应对系统和环

境的动态变化性 

G2.1 应对环境状态变化 环境特性发生改变,系统可以观察到这些变化,例如,智能家居中,白天、

黄昏、夜晚等,自动驾驶中,晴天、雾天、雨天、雪天等 

G2.2 应对环境行为变化 环境行为是指环境对系统的主动交互,例如,Web 服务器系统中,网站访

问量、访问者浏览网页的偏好等,机器人系统中,人对机器人进行路径或

者动作的干扰、允许机器人进入的区域改变等 

G2.3 应对系统结构变化 系统构件或构件间的联系发生改变,例如云计算系统中,底层网络架构

或信息存储架构发生改变等 

G2.4 应对系统行为变化 运行过程中,在内外因素的作用下,系统的行为没有按照事前的规划执

行,包括了系统主动调整的行为变化、由于失效产生的错误行为等,例如

物联网系统中,监控的时间周期改变、网络传输优先级改变等 

G2.5 应对系统属性变化 系统属性指设计时对系统功能性或非功能性的需求和支撑系统的关键

指标,例如,Web 服务器中,通信网络的带宽、服务质量(QoS)、电能消耗

等,机器人系统中,CPU 计算性能、传感器精度、内部系统总线的速度等 

G3 应对操作效果

的不确定性 

G3.1 应对系统外部特性的不确

定性 

指系统的行为操作,其实际的输入/输出和规划的输入/输出发生偏差,例

如,机器人系统中,控制器向动力系统发出动作指令并期望得到某个效

果,但其物理负载、机械误差、外部环境使动力系统执行的动作指令的

效果发生偏差 

G3.2 应对内部影响的不确定性 系统行为导致系统自身产生了未经验证的改变,这些系统和系统变化间

的相互作用,难以建立精确的联系,例如,物联网系统中,降低 CPU 频率以

降低系统功耗,引发整个系统监控周期、通信延迟、响应时间等性质的

改变 

G3.3 应对延迟效应的不确定性 系统行为不能直接作用到系统或外部环境中,会有一段延迟,在行为到

产生效果这段过程中,系统处于不稳定的状态,例如,Web 服务器,从开启

备用服务器到备用服务器成功运行服务有延迟,且延迟时间取决于系统

当前负载、网络带宽、延迟期间内外部服务请求数量、开启备用服务

器的顺序等因素攸关 

G3.4 应对需求指标的不确定性 对于系统行为,很多情况下不能直接知道行为会给系统的需求指标(例

如 QoS,安全性要求等)带来什么样的影响,例如,Web 服务器,调整服务响

应的优先级顺序后,不能直接获得 QoS 指标 

 

(2)阶段/过程的方法.根据 3.1 节的系统结构层和功能部件层,自适应软件系统由多个功能部件组成,其自适

应过程分为多个阶段.阶段/过程方法就是指解决其中某个阶段上的分类、回归或决策任务.已有工作展示,机器
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学习可以用在不同的阶段,承担不同的角色,大致分五种:策略生成、策略演化、参数估计、效果预测和环境预

测.策略生成指在离线数据上进行训练得到自适应策略[35,42].策略演化指在系统运行时收集数据,随着系统运行

时的动态变化可以不断调整自适应策略[35,78].参数估计指对自适应的不确定性进行建模,得到可以量化的概率

指标[61,79].效果预测指根据自适应操作和需求目标的实际数据,建立二者的联系,实现根据自适应操作预测出需

求目标的指标,需求目标可以是系统延迟、吞吐量、响应时间、目标满意度、物理风险等[35,19,48].环境预测指根

据系统的历史数据和当前数据,建立对环境的抽象模型,并对环境的动态变化做出预测[52,80].对应到自适应系统

功能部件上,策略生成/演化、参数估计、效果预测和环境预测,可看作为机器学习分别应用于自适应系统的规

划过程、分析过程、执行过程和监控过程. 

Table 2 Self-adaptation task and solution 

表 2  自适应任务及解决方法 

编号 任务描述 解决方法 解决方法分类 采用的机器学习算法 
T1 需求反射机制 ACon[80],需求反馈框架[39],SACRE[118] 策略演化 深度学习,马尔可夫决策过程 
T2 需求估计 需求模糊逻辑[56] 参数估计 神经网络 
T3 假设参数化 模型修正[49],模型迁移[43] 参数估计 马尔克夫决策过程,迁移学习, 
T4 加工生数据 ACon [80], 自适应大数据分析[50] 效果预测 深度学习,聚类算法 
T5 推测隐藏信息 RE-STORM[61],动态决策[86] 参数估计 部分可观测马尔可夫过程 ,动

态决策网络 
T6 环境状态建模 环境状态自动机[34],环境模型自适应[98], 环境预测 强化学习 
T7 环境行为预测 运行时环境模型[52],环境模型自适应[98] 环境预测 深度学习 
T8 系统状态建模 系统服务组合规划[64] 效果预测 高斯过程,强化学习 
T9 触发事件分析 条件触发机制[23],运行时检测[20] 策略演化,环境预测 强 化 学 习 , 马 尔 可 夫 过

程,BAAM-WELCH 算法 
T10 操作延迟分析 时间敏感资源调度[53],服务排序[36] 环境预测,效果预测 强化学习 
T11 操作到系统变

化映射 

FUSION[19], 系统模型迁移[60],系统行为

模型[100] 

效果预测,策略生成 深度学习 ,迁移学习 ,马尔克夫

过程, 
T12 环境历史数据

分析 

ACon[80],自适应大数据分析[50] 环境预测 深度学习,数据挖掘 

T13 其他系统行为

预测 

面向服务的多智能体体系结构[65] 环境预测 多智能体强化学习 

T14 外部特性分析 自适应策略生成演化[78] 策略演化 强化学习 
T15 目标满意度分

析 

FUSION[19],IDES[44],系统动态配置[95] 效果预测 深度学习 

T16 操作到系统性

能映射 

FUSION[19],动态服务配置[77] 策略生成 深度学习,强化学习 

T17 系统历史数据

分析 

自适应大数据分析[50] 效果预测 深度学习,数据挖掘 

 

4   机器学习与系统自适应性 

本节针对研究问题 RQ2,以软件系统自适应性为目标,分析其与机器学习方法之间的关联,讨论为实现系统

自适应性而采用的各类机器学习赋能技术. 

4.1   自适应系统中的机器学习 

如图 7 所示,现有工作中常用包括强化学习、贝叶斯决策理论和概率图模型(简称贝叶斯方法)、神经网络/

深度学习、规则学习、迁移学习等方法. 比如,最常用的是强化学习(33 篇),其次是神经网络/深度学习(24 篇),

有两篇文献采用了迁移学习.有的工作还用到包括 EM 算法[19]、聚类算法[20]、L*算法[72]、随机森林[73]、梯度

增强回归模型[73]、极端提升树算法[73]、决策树[74]、线性回归模型[75]、卡尔曼滤波器估计[62]、多智能体协作

学习算法[40]等的其他方法,但这些方法在本文的调研范围中仅被 1 篇文献所采用. 
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Fig.7 Different machine learning

图 7  不同机器学习算法的文献数量对比

图 8 统计了从 2004 年到 2018 年,在软件自适应

表数量整体呈上升趋势.下面分析这些常用的机器学习算法

Fig.8 Publications in each year

图 8  每年论文发表数量

• 采用强化学习的工作分为基于模型和免模型两类

比如,传统的马尔可夫模型(MDP)[34,85]、结合高斯过程的

MDP)[64,65]、部分可观测的马尔可夫决策过程

法进行处理,引入隐马尔可夫链、条件随机场等对环境建模

卡洛等进行最优决策规划.免模型的算法不构造环境模型

Q-learning[26]、SARSA[26]、Actor-critic[33]等

• 贝叶斯决策理论和概率图模型除了可以为自适应决策提供建模支持外

自适应软件设计、开发的整个过程中的不确定性
[58,79],检查在存在不确定性的情况下,模型是否满足属性

求发生改变时对系统进行调整[118]等. 

• 神经网络/深度学习通常被应用于采用端到端方法

黑盒的方法,只考虑所关注部分的输入/输出的外部特性

景有两个特点: (1)系统或环境内部结构复杂或难以观测
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learning algorithms in literature 

不同机器学习算法的文献数量对比 

在软件自适应性中采用机器学习算法的论文数量随年份的变化,论文发

的机器学习算法. 

 

lications in each year 

每年论文发表数量 

分为基于模型和免模型两类.基于模型的方法用马尔可夫过程来建模实际环境,

结合高斯过程的马尔可夫模型(Integrating-Gaussian-Process 

部分可观测的马尔可夫决策过程(POMDP)[61]等.当模型存在不确定性时,则利用贝叶斯方

条件随机场等对环境建模.在环境模型的基础上,用动态规划、蒙特

免模型的算法不构造环境模型,而是直接生成策略[41,96,110,],基础的算法有

等,以及结合了深度学习的 DQN[28]. 

贝叶斯决策理论和概率图模型除了可以为自适应决策提供建模支持外[19,66,86],更重要的是可以描述

开发的整个过程中的不确定性,包括估计运行时系统中与软件自适应相关的参数

模型是否满足属性[93],对非功能特性进行持续验证[61],以及在需

端到端方法进行效果建模、环境预测、效果预测等任务,采用

输出的外部特性,不考虑该部分的内部结构或逻辑.适用的场

系统或环境内部结构复杂或难以观测; (2)系统或环境的输入/输出的数据非常明
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确,且容易获取.也有文献采用部分可观测马尔可夫决策过程(POMDP)[61]、去中心化的马尔可夫决策

(DECMDP)[84,111]、多智能体模型[65]等方法来描述复杂系统内部结构的变化规律.神经网络/深度学习

的优势是充分发挥其对高维复杂数据的处理能力,在不分析系统或环境结构和逻辑的情况下,建立输

入数据和输出数据的关联.如果系统或环境的真实数据难以获取,也可以采用模拟的方式生成数据,并

将在模拟数据上训练出的深度学习模型迁移到真实场景中[43,60]. 

• 规则学习以一阶逻辑或命题逻辑的形式表达自适应策略,这样构造的系统具有较高的可验证性,可靠

性 ,可理解性 .MORPH[72]提供了自适应软件分层体系结构 ,将规则学习纳入到策略颁布层(strategy 

enactment),用以生成系统配置的调整策略.Sykes D 等人给出了在机器人行为模型发生改变时,用一阶

逻辑构造可靠的自适应策略的方法[100].ACon[80]框架给出了运行时处理需求阶段带来的不确定性的

方法,用规则学习来构造系统框架的调整策略.应用规则学习的场景通常是机器人系统[72,100,106]、实时

系统[21]等,这些场景对系统的可靠性有很高的要求. 

机器学习算法是和任务相关的,不同的任务可以采用不同的方法,例如文献[64]同时应用了强化学习和贝叶

斯方法,文献[19]同时应用了贝叶斯方法和 EM 算法,文献[36,51,96]同时应用了强化学习和神经网络/深度学习,文献
[97]同时应用了规则学习和决策树、以及频繁项挖掘. 

4.2   机器学习赋能的交互 

从系统外部特性视角出发,自适应涉及系统的输入/输出.其中,输入包含外部环境数据、系统自身数据和应

用需求,这些输入由系统的监测过程来收集.监测过程收集的这些未经处理的原始数据(即“生数据”),可能是不

准确的、模糊的、有噪音的、甚至是错误的,系统需要对“生数据”作预处理,以解决可能出现的需求缺失、需求

二义、需求改变、传感器误差或错误等问题,这里涉及 4 类任务:T1 需求反射机制、T2 需求估计、T3 假设参

数化、和 T4“生数据”再加工.文献[86]针对 T1、T2 任务,采用贝叶斯决策理论,选择最优需求设置,采用贝叶斯网

络(BNs)、动态决策网络(DDNs)[86]等算法.文献[80]针对 T1、T2 任务,持续监控需求,得到需求数据,采用支持向

量机(SVM)对需求不确定性进行分类.针对 T3 任务,为应对假设和真实场景不符的情况,文献[43,60]采用迁移学

习,将在假设条件下的自适应策略迁移到真实场景中.针对 T4 任务,一些工作利用轻量级的算法,对“生数据”进

行简单预处理再用于后续学习算法的训练[61,62].同时,还有工作根据采集到的当前数据与历史数据,建立数据间

的对应关系,支持自适应系统对环境进行预测,以便自适应逻辑能在预测数据上进行自适应决策[66].这称作“主

动延迟感应自适应”(proactive latency-aware adaptation),自适应逻辑同时考虑当前情况(包括当前的系统状态、

环境状态、效用等)和预期情况(包括未来的系统状态、环境状态、效用等),以及操作的延迟性.马尔可夫决策

过程是一种比较常用的主动延迟感应自适应的方法[64,65,37].如果环境模型已建立,则直接根据模型进行预测;如

果没有模型,则根据历史数据进行预测. 

自适应系统的输出是自适应操作,即对被控系统(自适应逻辑和应用逻辑完全分离时)或者环境(自适应逻

辑和应用逻辑没有完全分离)的行为动作,由执行过程实施.自适应操作按其粒度从细到粗可以分为: (1)参数调

整,改变应用逻辑中的参数设置;(2)行为调整,改变应用逻辑中的方法、函数调用;(3)结构调整,改变应用逻辑中

的构件(component)或构件之间的关系. 

自适应系统外部特性视角和端到端的机器学习方法联系紧密,端到端的方法只考虑系统外部特性,主要有

强化学习和深度学习等方法,自动建立从输入端的监测内容到输出端的自适应操作的映射.端到端的方法将在

4.5 节详细分析.图 9、图 10 统计了现有工作,可以看出,就监测内容而言,外部环境数据的有 61 篇,系统自身数

据的有 60 篇,应用需求的有 17 篇.大多数工作(35 篇)的监测内容既有外部环境数据,又有系统自身数据.目前还

没有只监测应用需求的工作.在自适应操作方面,只进行参数调整的最多,有 25 篇,其次是只进行行为调整,有 21

篇,目前没有发现同时进行参数调整、行为调整和结构调整的工作. 
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Fig.9 Different monitoring data in literature 
图 9  不同监测内容的文献数量 

4.3   机器学习赋能的控制 

自适应系统结构视角关注控制器和被控系统.其中

应决策方式.自适应目标有两种,即保持系统稳态,和最优化需求目标

保持系统稳态的问题可描述为:对任意δ ∈ ∆, s

�� + ∆t,都有 δ��(s, t)� ∈ A(s).其中 δ 是扰动, s 是状态

状态下的不可接受域,Δt 是系统恢复时间,上述过程用自然语言可以描述为

可接受的外部特性(不在 A 内),且没有崩溃(没有进入

状态[46]. 

最优化需求目标是一个优化问题,可以描述为: 

min
�

�(�) = [��(�), ��

其中 f 为目标函数,n>1 时,是多目标优化,��是限制条件

不变目标两类.前者处理需求获取阶段无法准确表达

准确表示系统目标,且运行阶段需求目标也不会发生变化

作都研究最优化不可变需求目标(45 篇)问题,以保持系统稳态为目标的工作较少

在处理保持系统稳态的能力上,不如控制论方法直接.

触发系统自适应能力的原因是动态变化和不确定

应系统有别于其它软件系统的重要特征[2].动态变化可分为外部环境变化

器学习的角度,单系统和环境的交互可视为马尔可夫决策过程

作有关系;而多系统和环境交互无法再用传统的马尔可夫决策过程准确描述

程,另一方面也保留了马尔可夫决策过程的特性[83,84]

博弈论等领域的成熟技术,在软件自适应领域中的使用还较少

性、设计时不确定性、运行时不确定性.模糊控制、贝叶斯决策理论和概率图模型是处理不确定性的常用方法

模糊控制主要侧重在需求获取阶段和自适应规则设计阶段

决策理论和概率图模型主要侧重于系统和环境的不同随机变量的因果关系

统计现有工作,如图 12,有 76 篇论文关注动态变化

环境变化和系统自身变化(20 篇).没有同时考虑外部环境变化和其他系统变化的工作

14),单独考虑运行时不确定的最多(22 篇),其次是考虑运行时不确定和设计时不确定的工作

考虑需求时不确定和设计时不确定的工作. 
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Fig.10 Different self-adaptive execution in literature 
图 10  不同自适应操作的文献数量 

其中在控制器部分主要关注自适应目标、自适应原因和自适

和最优化需求目标. 

∈ S,当δ��(s, ��)� ∉ A(s),且 δ��(s, ��)� ∉ F(s)时,∃∆�, ∀t >

是状态, f 是自适应逻辑, A(s)是在 s 状态下的可接受域,F(s)是在 s

上述过程用自然语言可以描述为,系统 f 在受到 δ 的干扰后,系统偏离

没有进入 F),系统 f 可以在 Δt 时间内恢复到可接受的外部特性的

 

) �(�), … ��(�)]�, s. t. ��, … , �� 

是限制条件,通常是不等式形式.最优化需求目标可分为可变目标和

准确表达需求目标和目标间关系的情况;后者处理需求获取阶段可

且运行阶段需求目标也不会发生变化的情况.从统计结果可以看出(如图 11),目前大部分工

以保持系统稳态为目标的工作较少(2 篇).其原因可能是机器学习

. 

触发系统自适应能力的原因是动态变化和不确定.能够应对动态变化和不确定,且保持系统鲁棒性是自适

动态变化可分为外部环境变化、系统自身变化和其他系统变化.从机

单系统和环境的交互可视为马尔可夫决策过程,该过程中的状态跳转仅和当前状态、采取的动

的马尔可夫决策过程准确描述,这类交互一方面可以看作博弈过
84].这类问题在多智能体领域的研究很多.但多智能体系统、

的使用还较少.不确定性根据产生的时间,可分为需求不确定

贝叶斯决策理论和概率图模型是处理不确定性的常用方法,

自适应规则设计阶段,处理二值逻辑难以描述清楚的情况[55,59,85],贝叶斯

不同随机变量的因果关系、关联关系[61,64,86]. 

篇论文关注动态变化,单独考虑外部环境变化的最多(32 篇),其次是考虑外部

没有同时考虑外部环境变化和其他系统变化的工作.有 54篇关注不确定(如图

其次是考虑运行时不确定和设计时不确定的工作(13 篇).尚没有同时
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Fig.11 Different self-adaptive goals in literature 
图 11 不同自适应目标的文献数量对比 

自适应逻辑的实现又称决策方式,分为反应/前摄式

件发生之后被实施的,前摄式是在自适应条件发生之前根据模型进行预测而实施的

自适应触发条件,而是在整个控制过程中持续地进行调控

制和前馈控制.前馈控制系统是基于补偿原理,根据系统外部环境的扰动量进行工作

量和给定值之间的偏差进行工作[46].当系统存在延迟敏感

迟会影响到对自适应操作好坏的评价)时,需要采用前摄式来提前调整

对自适应攸关的数据的预测. 

 

Fig.13 Different controlled systems in literature 

图 13  不同被控系统的文献数量对比 

反应/前摄式在编码阶段通常采用 ECA 范式[45,47]

糊控制、神经网络控制)来实现[46,53,59].反应/前摄式的自适应控制还可以分为静态

在运行过程中,按照预先设计的策略/规则做出自适应调整

计的策略/规则做出自适应调整,另一方面会监控调整的结果

无法满足目标时,则会在线学习新的策略/规则.从学习的角度来看

态策略/规则设计可以看作“策略演化”[35]. 图 15 统计

态 32 篇,动态 22 篇,连续控制式 23 篇,1 篇没有明确指出

被控对象可分为面向服务的信息系统(service oriented

信息物理系统(cyber physical system).不同的被控系统对自适应逻辑有不同的需求

适应决策的实时性有较高的要求,机器人系统和信息物理系统一般对自适应决策的可靠性和风险控制能力有

13 

 

 

 
 

Fig.12 Different dynamics in literature 
图 12 不同动态变化的文献数量对比 

前摄式(reactive/proactive)和连续控制式.反应式是在自适应条

前摄式是在自适应条件发生之前根据模型进行预测而实施的.连续控制式不涉及显式的

而是在整个控制过程中持续地进行调控.反应式和前摄式的概念分别源于控制论中的反馈控

根据系统外部环境的扰动量进行工作;反馈控制系统是根据被控

当系统存在延迟敏感(即,从自适应操作到产生效果存在时间延迟,且该延

需要采用前摄式来提前调整,前摄式的关键问题有前摄模型的构造和

 

 

         

Fig.14 Different uncertainties in literature 

图 14  不同不确定性的文献数量对比 

45,47],连续控制式在编码阶段通常采用控制函数(例如 PID、模

式的自适应控制还可以分为静态和动态两种.静态反应/前摄式

做出自适应调整;动态反应/前摄式在运行过程中,一方面按照预先设

另一方面会监控调整的结果,对目标满意度进行评估,当预先设计的策略/规则

从学习的角度来看,静态策略/规则设计可以看作“策略生成”,动

统计了目前的工作,反应/前摄式的决策的工作有 54 篇,其中静

篇没有明确指出其决策方式. 

oriented information system)、机器人系统(robotic system)和

不同的被控系统对自适应逻辑有不同的需求,例如,机器人系统一般对自

机器人系统和信息物理系统一般对自适应决策的可靠性和风险控制能力有
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较高的要求.这些非功能性需求需要用不同的机器学习赋能技术来实现

目标间的关联性,从而探索什么样的学习机制适宜于什么样的系统

大多数工作的被控系统都是面向服务的信息系统. 

Fig.15 Different decision

图 15  不同决策方式的文献数量对比

不同被控对象背后所涉及的是自适应软件系统的应用场景

自主性、安全性、实时性、动态变化、不确定性等方面对三类被控系统进行考察

面向服务的信息系统的自主性体现在应用可能发生变化

大量并发访问等,需要系具有资源调整、服务优化等的自我管理能力

中分析.在动态性、不确定性方面,主要考虑运行时并发访问

策略,需要处理在资源调度过程中的组合优化问题[119,143,179]

的非学习的分析方法(例如排队模型、任务调度算法)

结果,只能借助机器学习从系统运行的历史数据中自动地提

机器人系统对自主性的要求较高,许多机器人系统都以无人自主系统的形式出现

进行交互,在实时性方面也有较高要求,需要机器人对环境变化能迅速作出调整

同,机器人系统所要控制的变量往往都是连续变量,例如速度

现代控制论通常使用状态空间方程对系统进行描述[

学工具,而马尔可夫决策模型又是强化学习的基石.因此现代控制以及智能控制的方法自然延伸到了强化学习

的方法.这是控制论和强化学习的内在关联,因而强化学习在自适应机器人系统中得到了广泛的应用

信息物理系统在自主性、实时性方面的需求同前两种被控系统类似

互复杂,兼具信息空间交互、物理空间交互;系统故障容易对外界产生严重的

种有着更高的要求.也对机器学习算法在收敛性、稳定性

功能通常由系统所控制的智能体承担,可以是机器人

回路类似,智能体在环境中接收刺激-采取行动,同时,智能体所观测的数据可能涉及到众多非线性函数

因此常常采用强化学习、深度学习、贝叶斯方法.文献

中,使用机器学习技术的相关工作,可供进一步参考. 

4.4   机器学习赋能的自适应过程 

从功能部件视角进行分析,目前的工作可以分为分离式架构和混合式架构

适应逻辑独立于作为被控对象的应用逻辑的框架,有

构指,自适应逻辑和应用逻辑交织在一起,并没有显示

分离式框架和混合式框架都将自适应过程分为四个

过程在 4.2 节已有详述.分析过程是自适应系统的核心
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这些非功能性需求需要用不同的机器学习赋能技术来实现.可以利用目标模型(goal model),分析出

从而探索什么样的学习机制适宜于什么样的系统[39,81,82].从现有工作来看,如图 13 所示,目前

 

decision-making methods in literature 

不同决策方式的文献数量对比 

的应用场景.这些场景既有共通之处,又各有其侧重.下面从

不确定性等方面对三类被控系统进行考察. 

面向服务的信息系统的自主性体现在应用可能发生变化,用户数量不断增加且其行为模式难以建模,以及

的自我管理能力[115,143,185].安全性、实时性方面通常在 QoS

主要考虑运行时并发访问、资源消耗的情况.利用机器学习算法构造自适应
[119,143,179].当系统运行能确定地建模时,也可以采用一些传统

)[36,97],但在缺乏先验知识时,这类方法往往无法得到正确的

机器学习从系统运行的历史数据中自动地提取出资源调整的最优策略. 

许多机器人系统都以无人自主系统的形式出现,同时机器人时刻与环境

需要机器人对环境变化能迅速作出调整[101].同面向服务的信息系统不

例如速度、高度、角度等.主流的方法是基于控制论的方法[4].
[46],马尔可夫决策模型正是现代控制理论所倚重的一种数

因此现代控制以及智能控制的方法自然延伸到了强化学习

强化学习在自适应机器人系统中得到了广泛的应用. 

时性方面的需求同前两种被控系统类似,但由于其系统内部结构复杂,对外交

系统故障容易对外界产生严重的影响,使得它在安全性方面较前两

稳定性、准确率方面有更高的要求.在信息物理系统中,学习

可以是机器人[123],智能传感器[89],智能网格等[70]. 和强化学习中的反馈

智能体所观测的数据可能涉及到众多非线性函数、隐变量,

文献[57]综述了包括信息物理系统在内的多智能体自适应系统

 

目前的工作可以分为分离式架构和混合式架构.分离式架构指,作为控制者的自

有 Rainbow[8]、MRAS[9]、IDES[44]、MORPH[72]等;混合式架

显示分离出来的框架[18]. 

分为四个阶段:监测、分析、规划和执行.其中监测过程和执行

的核心,涉及到了五个子任务,包括: T5 推测系统或环境的隐藏
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信息;T6 建立环境状态变化模型;T7 预测环境行为模式

为变化等.现有工作中,实现 T5,采用贝叶斯方法进行参数估计和环境预测
[19]等.实现 T6 和 T8,用自动机对环境状态建模,再利用马尔可夫决策过程进行求解

采用深度学习和博弈论,深度学习根据历史信息找到数据变化规律

学方法 ,用于预测理性人在市场中的决策结果 ,在自适应
[65,111].统计现有工作,机器学习可以应用于功能部件层的

篇). 

 

 

Fig.16 Different processes using machine learning
图 16  应用机器学习的自适应过程文献数量对比

除了这三个视角上的工作,验证评价,即“Verification

论证明、案例研究(case study)、模拟仿真(simulation)

研究指搭建特定场景的实验系统,并进行实验评估.模拟仿真则借助于仿真工具对自适应算法进行评估

有工作,结果如图 17 所示,采用仿真模拟有 43 篇,采用案例研究有

说,对机器学习赋能的软件自适应,很少在理论上研究其有效性

自适应系统的功能和特性是否满足设计要求.对不同的被控系统

采用仿真模拟的方法进行验证,RUBiS(http://rubis.ow2.org/

测试网站系统访问延迟、系统吞吐量、处理器开销、

复杂应用场景下的机器人系统,常用仿真模拟,小型简单应用场景下的机器人系统

模 拟 平 台 有 ： Robocode (http://robocode.alphaworks.ibm.com/home/home.html

(https://rescuesim.robocup.org/) [90]、ROS(Robot Operating System, http://www.ros.org/

证常用案例研究,例如构造智能家居系统[92]、医疗传感器系统

台有 OpenDaVINCI[21]. 

4.5   自适应任务及机器学习赋能 

综上所述,软件系统自适应性主要有如下三个关注点

• 场景不确定.这个不确定性贯穿于需求时、

现对不确定场景的感知、分析和处理.概率模型

论为分析、处理多个互相关联的随机变量

贝叶斯概率.稍微复杂一点的情况,变量间存在某种关联

隐变量时,可以采用 EM 算法进行估计.当需要考虑系统或环境的动态性时

马尔克夫决策过程处理.如果在动态变化过程中

理,隐马尔科夫模型能够有效分析观测量和实际状态在动态变化时的规律

验知识,可以用高斯过程、马尔可夫过程等
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预测环境行为模式;T8 建立系统状态变化模型;T13 预测其他自适应系统行

采用贝叶斯方法进行参数估计和环境预测,包括隐马尔科夫模型[82,86]、EM 算法

再利用马尔可夫决策过程进行求解[66].预测任务 T7 和 T13 通常

历史信息找到数据变化规律,从而预测未来发展趋势[51,52],博弈论是经济

在自适应系统中 ,用于预测多智能体场景下的系统运行结果

于功能部件层的多个过程,结果如图 16 所示,应用于规划过程的最多(53

 
 

 

using machine learning 
应用机器学习的自适应过程文献数量对比 

Fig.17 Different Verification & Validation 
图 17  不同验证评价的文献数量对比 

Verification & Validation”过程,也是一个重要问题.主要手段有理

simulation).目前理论分析的工作很少,大部分采用后两种方法.案例

模拟仿真则借助于仿真工具对自适应算法进行评估.统计现

采用案例研究有 34 篇,采用理论证明的有 1 篇.在某种程度上

上研究其有效性,而更多是用仿真的方法来验证机器学习赋能的

对不同的被控系统,有不同的验证方式,面向服务的信息系统通常

http://rubis.ow2.org/)是一种 Web 服务领域的功能测试平台[87],常被用于

、内存占用等指标,可模拟用户访问的动态变化[66,73,88].大型

小型简单应用场景下的机器人系统,常用案例研究.机器人仿真

http://robocode.alphaworks.ibm.com/home/home.html) 、 RoboCup 

Robot Operating System, http://www.ros.org/) [91]等.信息物理系统的验

医疗传感器系统[93]、小型智能城市物联网系统[94]等,模拟仿真平

关注点: 

、设计时和运行时,任务 T1、T2、T3、T4、T5、T12 分别实

概率模型、模糊逻辑则将不确定性进行定量化.贝叶斯决策理

多个互相关联的随机变量提供支持.估计环境或系统中变量的任务,可以使用期望或

变量间存在某种关联的可以使用贝叶斯网络.当系统或环境存在

当需要考虑系统或环境的动态性时,可以用带概率状态跳转的

过程中,真实状态无法被测量,可以用隐马尔科夫模型来处

隐马尔科夫模型能够有效分析观测量和实际状态在动态变化时的规律.如果变量分布存在某些先

等随机过程来假设变量的分布.在真实环境中,监控的“生数
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据”不能直接反应出系统或环境的特点,可以采用一些聚类

看,应对场景不确定时,以贝叶斯决策理论和概率图模型

• 环境动态变化.任务 T6、T7、T8、T9、T11

化,任务 T12、T14 和 T10 支持动态变化目标的实现

是内生的、决定性的,但系统动态变化可以反作用于环境

模的方法来刻画,并用贝叶斯决策理论和概率图模型来分析

能从数据上分析环境的规律,这时可用深度学习

对于系统的动态变化,与下面三个任务相关

态变化规律;(3)确定自适应操作和系统结构

却能给出系统和环境的精确模型时,可采用强化学习的方法解决任务

验,学习到自适应策略,并可以随着环境的变化

统和环境的精确建模,则采用深度学习,把系统作为黑盒

运行数据中得到自适应逻辑.任务(2)可以通过

分可观测马尔可夫模型等.对任务(3),深度学习给出了端到端预测的方法

输出是要考虑的系统指标,需要大量学习样本的支撑

off-line 数据有可能和 on-line 数据有差别,因此又引入迁移学习

on-line 阶段.总体来看,应对动态变化,以强化学习

• 效果不确定.理想情况是,所有自适应操作都能

期效果不一致,这也是系统需要进行动态调整的原因

效果存在不确定的情况.端到端预测的方法采用深度学习

涉及到 off-line 和 on-line 数据差异、历史数据处理的问题

通常在马尔可夫决策过程中引入奖励折扣

不确定时,以深度学习为主. 

Fig.18 End-to-end learning

图 18  自适应软件系统端到端的学习方法

针对上述三个关注点,现有机器学习赋能技术分为两类

图 18)将系统中所关心的部件看成黑盒,只考虑其输入

输出为自适应操作.该问题的数学模型为:监测数据为

间为�
⇀

= Dom(��) × … × Dom(��),系统输出为 P,值域为

造 出 的 控 制 函 数 为 �
^

��
→

� = P , 优 化 目 标 为 使 控 制 函 数 接 近 理 想 系 统 的 外 部 特 性

���� = ∑  
�
⇀

∈�
 ��

^

��
⇀

� − ��
�

.当系统内部结构复杂,但输入
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可以采用一些聚类、拟合、分类算法对数据作预处理.总体来

以贝叶斯决策理论和概率图模型为主,其他手段为辅. 

T11 和 T13 直接应对环境动态变化,支持系统随环境变化而变

动态变化目标的实现.环境和系统的动态变化相互关联,环境动态变化

系统动态变化可以反作用于环境,影响环境变化.环境的动态变化,可用环境建

用贝叶斯决策理论和概率图模型来分析,但当环境的状态跳转特征不明显时,只

这时可用深度学习,从环境的历史数据中发掘规律,以预测环境的变化.

相关: (1)决定自适应操作在何时何地如何执行;(2)掌握系统状

自适应操作和系统结构、行为、属性的关系.当缺乏系统外部特性的先验知识,

可采用强化学习的方法解决任务(1),根据系统和环境的交互经

并可以随着环境的变化,继续演化自适应策略.如果有充足的数据,但缺乏对系

把系统作为黑盒,进行端到端控制,只考虑系统的输入/输出,从

通过分析环境的状态变化来实现,建立隐马尔可夫模型、部

深度学习给出了端到端预测的方法,模型的输入是自适应操作,

需要大量学习样本的支撑,这些学习样本大多数来自于 off-line 阶段,由于

因此又引入迁移学习,将 off-line 数据上学习的模型迁移到

以强化学习、深度学习为主,辅之以其他手段. 

所有自适应操作都能达到预期的效果.但实际效果常常不确定并可能和预

动态调整的原因.任务 T10、T14、T15 和 T16 就是为了应对预期

端到端预测的方法采用深度学习建立自适应操作到环境变化的关系,同样也

历史数据处理的问题.在前摄式控制中需要处理操作延迟效应,

决策过程中引入奖励折扣,来模拟自适应操作效果的时间延迟.总体来看,应对效果

 

learning method for self-adaptive system 

自适应软件系统端到端的学习方法 

现有机器学习赋能技术分为两类:端到端的方法和阶段/过程的方法.端到端方法(如

只考虑其输入/输出的外部特性.输入为监测内容(环境/系统运行数据),

数据为�
→

= [��, … , ��, … , ��]�, ��的值域为Dom(��),输入数据空

值域为Dom(P).理想的系统的外部特性为��
→

, ��,学习算法构

使 控 制 函 数 接 近 理 想 系 统 的 外 部 特 性 , 即 最 小 化

但输入/输出却非常明确,且真实的输入/输出数据也容易获得
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时,通常采用端到端的方法. 

端到端方法中采用的算法为神经网络/深度学习

辑设计比较直接,通常是将强化学习中的智能体、环境

自适应操作、环境状态、效用一一对应起来,可以用图

Fig.19 The agent-environment interaction in reinforcement learning and the system

self-adptive software system

图 19  强化学习的智能体-环境交互与自适应软件系统的系统

阶段/过程的方法是将机器学习算法应用于软件自适应

段设计.按照任务的不同,可以分为策略生成、策略演化

• 策略生成是静态的,根据离线准备的数据得到运行时策略

的系统、环境的状态信息[34,77,98]. 

• 策略演化是在运行时随着系统或环境的变化而发生

learning),为了提高系统初始化性能,一般不直接让系统在没有任何先验知识的情况下从头学起

会配合离线的策略生成或者利用领域知识得到初始自适应策略

的策略. 

• 参数估计主要解决场景的不确定性,对系统

从而得到一个可以评估的指标[53,61,99]. 

• 效果预测建立自适应操作到系统或环境的实际反应
[19]过程中常常需要进行效果预测,例如一个安全验证

安全性、响应时间等多方面的影响,需要用

• 环境预测分为两种,一种是直接处理原始监测

数据[62];另一种是在环境模型或系统行为模型上

些具有延迟性的自适应操作上使用,用于预测

这五种方法可以在一个系统中同时部署.如图 20

程方法的有 61 篇.其中阶段/过程方法一篇中可能同时应用多种具体的方法

用的次数,最多的为策略生成(35 篇),其次是效果预测

 

17 

 

深度学习,强化学习等.其中,用强化学习来实现端到端的自适应逻

环境、动作、状态、奖励同自适应中的自适应软件、环境、

可以用图 19 来表示这种对应关系[34,64,105]. 

 

environment interaction in reinforcement learning and the system-environment interaction in 

adptive software system 

环境交互与自适应软件系统的系统-环境交互 

软件自适应的不同过程(监控、分析、规划、执行),在不同的阶

策略演化、参数估计、效果预测、环境预测. 

的数据得到运行时策略,通常要求系统在设计时已经很清楚运行时

在运行时随着系统或环境的变化而发生的策略改变,即机器学习中的“在线学习”(on-line 

不直接让系统在没有任何先验知识的情况下从头学起,通常

会配合离线的策略生成或者利用领域知识得到初始自适应策略[21,44,53],然后通过策略演化获得更好

对系统、环境的不确定用概率或者模糊逻辑的方法进行参数化,

效果预测建立自适应操作到系统或环境的实际反应的映射.在系统组件的选择[95],和系统的特征选择

例如一个安全验证模块的开启或关闭,可能会引起系统资源消耗、

需要用效果预测对该模块对系统的作用进行评估. 

监测内容的“生数据”,根据历史数据和当前数据,预测将来的

另一种是在环境模型或系统行为模型上,预测环境的变化或系统的变化[100].环境预测常在一

预测系统或环境的发展,做出前摄式的自适应规划. 

20 所示,在现有的工作中采用端到端的方法有 17 篇,阶段/过

过程方法一篇中可能同时应用多种具体的方法,图 21 统计的是所有方法累计被使

其次是效果预测(19 篇),最少的是参数估计(10 篇). 
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Fig.20 Different methods using learning 

algorithms 
图 20  不同学习算法的应用方式的文献数量对比 

图 22 展示了自适应关注点和机器学习方法的对应关系

的多少,例如动态变化和策略演化相连,表示关注动态变化并用策略演化的方法来解决

相连,表示采用参数估计的方法并用贝叶斯方法进行学习

从统计结果可以发现从自适应需求的三个子目标到六种自适应任务

关系.结合 3.2 节的分类,本文就软件自适应和机器学习赋能技术之间的关系做进一步的分析

而言,如果设计者对系统的知识是完备(complete)的,那么可以通过排队模型

模型进行建模分析,给出有效的自适应策略.若在完备的模型上求解自适应策略的计算复杂性高

启发式算法[4,36,97]. 

但是,如果设计者对于系统的知识是不完备的(不完备可能来自于很多方面

以精确建模,很多关键变量无法获得等),则需要引入学习机制

知识的情况下,通过学习机制来赋予软件系统自适应能力

策略.从不同自适应需求目标的特性来看,不同需求目标所对应的问题域不尽相同

机器学习技术也不同.通常,场景不确定性蕴含的主要是存在隐变量的问题

系统的运行数据中学习得到 .或是利用贝叶斯方法
[19,61,66].环境动态变化蕴含的主要是策略和真实情况的匹配问题

策略进行调整,利用强化学习,从系统和环境的交互中学习到策略与环境的最佳匹配

配,也会涉及到学习技术设计,需要一种拟合从环境的直接观测数据到需求目标的满意度的关系

习等方法[23,34,113].操作效果不确定所蕴含的主要是软件行为到环境作用的对应关系问题

那么利用深度学习、规则学习,可以给出操作-结果的预测函数

强化学习,从模拟系统的交互中学习到对应关系[53,78,95]

进行学习,这就会引入学习算法的安全性的问题,这一点将在

Fig.22 From software self-adaptation to machine learning

图 22  自适应关注点与
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learning 

 

Fig.21 Different phase/process methods 

图 21  不同阶段/过程方法的文献数量对比 

展示了自适应关注点和机器学习方法的对应关系,图中连线表示两者关联,线条的形式表示文献数量

表示关注动态变化并用策略演化的方法来解决;参数估计和贝叶斯方法

表示采用参数估计的方法并用贝叶斯方法进行学习. 

从统计结果可以发现从自适应需求的三个子目标到六种自适应任务,再到机器学习算法有其天然的对应

本文就软件自适应和机器学习赋能技术之间的关系做进一步的分析.就系统自适应性

那么可以通过排队模型、时间自动机模型、马尔可夫决策

若在完备的模型上求解自适应策略的计算复杂性高,则会考虑一些

不完备可能来自于很多方面,设计者缺乏专家知识,系统难

则需要引入学习机制.一般而言,引入机器学习技术,可以实现在不完备

通过学习机制来赋予软件系统自适应能力,即让系统通过对运行数据的自动分析,提炼出自适应

不同需求目标所对应的问题域不尽相同,在不同的问题域上,采用的

场景不确定性蕴含的主要是存在隐变量的问题,对于隐变量,或是利用 EM 算法,从

或是利用贝叶斯方法 ,给系统提供一种在含有不确定性的情况下的决策机制

环境动态变化蕴含的主要是策略和真实情况的匹配问题,当现有策略和真实情况不匹配时,需要系统对

从系统和环境的交互中学习到策略与环境的最佳匹配.此外为了探测这种不匹

需要一种拟合从环境的直接观测数据到需求目标的满意度的关系,可采用深度学

操作效果不确定所蕴含的主要是软件行为到环境作用的对应关系问题.如果有系统运行数据,

的预测函数;如果缺乏运行数据,则需要通过模拟的方式,利用
[53,78,95].在既缺乏系统数据,又缺乏模拟手段时,不得不在运行时

这一点将在 5.1 继续探讨. 

 

adaptation to machine learning enabled techniques 

关注点与机器学习赋能技术的关系 
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5   存在的不足与未来展望 

本节在前文分析的基础上,总结机器学习赋能的软件自适应性所存在的问题,并对未来研究进行展望.本节

回答研究问题 RQ3. 

5.1   当前研究的不足 

过去十余年,研究者将机器学习的方法应用于自适应软件系统,提出了及其学习赋能的系统自适应机制以

算法和框架.但现有及其学习赋能的系统自适应性研究还存在以下主要问题: 

• 缺乏对系统自适应性任务的提炼.正确应用机器学习的工具,需要充分了解机器学习算法和模型的基

本假设及其适用场景,并了解软件自适应性的关注点和目标.例如,强化学习往往适宜于效用明确的

场景,而在处理多目标问题上有所限制[101].神经网络/深度学习的方法往往适宜于离线阶段的训练,而

不太适合在线学习[99].马尔可夫决策过程通常可以刻画出系统、环境的动态变化特点,而很难完成其

他方面的任务[37].目前研究工作的视角多以解决问题为主,而缺乏对“具有哪种特点的自适应任务,适

合采用哪种机器学习算法?这类任务采用机器学习算法后,有哪些变化?为什么会产生这样的变化?” 

等方法学问题的深入探索,因此,尽管软件系统自适应问题丰富、机器学习算法多样,但大多数工作都

仅仅集中在基于策略的软件自适应任务(包括策略演化和策略生成等)和强化学习、深度学习一两类

算法的应用,而缺少在系统策略建模、系统设计架构、系统运维管理等上的系统化机器学习赋能研

究. 

• 机器学习算法能力的不足.体现在两个方面:第一,目前应用于自适应的机器学习算法,大多着重于满

足自适应软件的功能性需求,实现具体的功能指标,并没有考虑到自适应任务在系统可靠性、可用性、

稳定性、安全性等非功能需求,尤其在安全攸关的场景,缺乏对采用机器学习的自适应系统的验证和

测试.第二,采用机器学习算法有时会给自适应软件系统带来了一些负面效果,包括:缺乏有效的训练

数据,从而影响机器学习模型的效果.包括,(1)端到端方法、环境预测、效果预测等方法,将软件系统视

为黑盒,缺乏对系统内部的分析,来自于软件工程领域不熟悉机器学习算法的普通开发者很难对这类

系统进行开发、分析、验证.(2)存在“在线-离线鸿沟”,机器学习的模型选择很大程度依赖于设计者对

数据分布的先验知识或基本假设,而由于这些先验知识或基本假设在实际情况中可能并不成立,因此

在离线阶段设计、训练出的机器学习模型可能不适合在线的实际情况.(3)存在在线算法的缺陷,机器

学习算法本身具有不确定性(例如强化学习的ε-greedy 机制),容易使系统进入危险状态,破坏系统本

身或给系统所处的环境带来伤害.(4)常规的模型检测的方法很难对采用了机器学习算法的软件自适

应系统进行验证.(5)当多个采用机器学习算法的自适应系统协作时,会出现学习算法不收敛、合作效

率低下等问题.这些都是未来需要解决的问题 

• 缺乏在机器学习赋能思想上的自适应系统框架.目前绝大多数研究工作,其基本思想只是从软件自适

应任务中找特定的问题,把机器学习作为解决问题的工具,机器学习思想没有对自适应软件系统的框

架体系带来影响,软件系统的自适应需求也没有引起机器学习技术的新的发展方向.缺乏从机器学习

的角度分析,是否应当把考虑学习能力作为自适应系统的一个需求目标,怎样赋予自适应系统学习的

能力等问题.参考基于控制论的软件自适应性,可以发现机器学习并没有影响或改变自适应软件系统

本身的架构,软件自适应性的研究并没有将机器学习中“通过经验来提升性能”的核心思想囊括在内,

仅仅是把自适应作为机器学习算法的背景问题,把机器学习算法作为自适应的工具是远远不够的,需

要建立成熟的机器学习赋能的自适应软件系统的体系架构,以及促进面向软件系统自适应性的在线

学习技术的发展. 

• 缺乏机器学习赋能的自适应软件系统开发方法学.现有的工作大都是“就事论事”的研究方法,缺乏系

统化的软件设计方法学,缺少对系统的很多关键非功能需求的可满足性研究,因而目前基本都仅仅在

实验环境下的研究,并没有真正应用到实践中.理想的从软件自适应问题到机器学习的过程应在系统
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的方法论的指导下,建立起从软件自适应问题到学习任务的映射,再根据提炼出的约束条件,得到对

于“在某种约束条件下,进行某种学习任务”的最合适的机器学习赋能机制. 

5.2   研究展望 

基于上述的分析总结,学习赋能的系统自适应性的研究下一步急需的研究应侧重在如下几个方面: 

• 更加适合系统自适应性的机器学习算法设计.基于现有的自适应任务,改进或提出新的机器学习算法

以更好地满足自适应任务的需求.机器学习的应用给软件自适应带来好处的同时也带来了诸多副作

用.因此,要结合具体应用场景,对机器学习算法进行改造,使之更加适应于软件自适应的具体应用需

求.有价值的研究问题包括:解决强化学习算法在线学习时,探索策略空间的无效率的问题(学习效率、

容易进入危险状态、没有利用已有的先验知识等);提高机器学习算法鲁棒性,使得系统中采用了学习

算法的部分具有更高的可靠性;提高学习算法的样本利用效率,使得在缺乏数据的软件自适应场景

下,学习算法也能被很好地应用. 

• 软件系统自适应性对机器学习的能力需求分析.基于现有的自适应软件系统体系结构,对软件自适应

性需求的本质进行更详细准确的分类和特性提炼,进而更好地定位软件自适应亟待解决的具体问题,

从而更精准地将自适应问题映射为现有机器学习方法能解决的问题.软件自适应和机器学习领域存

在知识和术语的鸿沟,科学的自适应需求分析为两个领域搭建起桥梁,有助于不熟悉机器学习方法的

软件开发者使用机器学习方法解决自适应问题,也有助于机器学习研究者改进机器学习算法以更好

满足自适应需求. 

• 融合机器学习能力的自适应系统体系结构.随着自适应系统应用面的不断推广,赋予软件系统“学习

能力”使之能够充分应对复杂多变的环境,根据运行时的经验,自动地改进系统功能,提升系统性能,这

将成为一大趋势.引入机器学习方法后,需要一个新的自适应系统体系结构.需要回答包括如下问题:

学习和自适应性的关系是什么?学习能力的具体需求是什么?需要在现有的体系结构下增加学习模

块/层次吗?需要以机器学习为中心扩展出新的体系结构吗?学习模块内部应该如何设计?学习模块外

部接口是什么,机器学习和其他层次或功能模块如何交互?等等一系列富有挑战性的问题.如同基于

控制论的系统自适应提供了各种源自于标准控制系统的体系结构一样,基于机器学习的系统自适应

也应当推出带有学习特性的新的系统体系结构. 

6   结论 

软件系统自适应性是当前软件领域的热点话题.本文综述现有的机器学习赋能的软件系统自适应的相关

工作.围绕 3 个研究问题,分别从自适应系统的角度和机器学习的角度对相关工作进行分类,基于分类框架,发掘

从系统自适应性到机器学习问题求解的流程,梳理二者的对应关系,最后在此基础上提出不足与展望. 
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附表 1 基于机器学习的软件自适应论文分类总结 
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文献 

机器学习视角 软件自适应视角 

应用方式 学习 

算法 

被控 

对象 

监控内容 自适应 

目标 

引起自适应 

学习的原因 

决策 

方式 

自适应 

操作 

验证 

评价 端到端 阶段/ 

过程 

19 0 P4 L2 L6 C1 M2 M3 G2 R1 R4 R6 D1 E3 V2 

23 0 P1 P2 L1 C2 M1 M2 G3 R3 R6 D2 E3 V2 

43 0 P4 L5 C2 M1 M2 G3 R1 R2 R5 R6 D1 E2 E3 V2 

34 E 0 L1 C1 M2 G3 R1 R6 D2 E1 E2 V2 

98 E 0 L1 C1 M1 M2 G3 R1 R5 R6 D2 E2 V2 

48 0 P4 L3 C1 M2 M3 G2 R1 R4 R6 D1 E3 V2 

20 0 P3 L6 C1 M2 M3 G1 G3 R2 D1 E2 V2 

60 0 P4 L5 C2 M1 M2 G3 R1 R2 R5 R6 D1 E2 E3 V2 

100 0 P3 P5 L4 C2 M1 M2 G3 R5 R6 D2 E3 V2 

44 0 P1 P2 L1 C1 M1 M2 G3 R1 R6 D2 E3 V2 

80 0 P5 L4 C2 M1 G3 R1 R4 R5 R6 D1 E1 V3 

72 0 P1 L4 L6 C2 M1 M2 M3 G1 G2 R1 R2 D3 E3 V2 

106 0 P1 L4 L6 C2 M1 M2 M3 G1 G2 R1 R2 D3 E3 V2 

39 0 P1 L4 C3 M2 M3 G3 R2 R4 D1 E1 V2 

49 0 P3 L3 L4 C2 M1 M3 G1 G3 R1 R4 R6 D1 E1 V2 

50 E 0 L3 C3 M2 G3 R2 R6 D2 E1 V3 

21 0 P1 P2 L4 L6 C3 M1 M2 G3 R1 R5 R6 D1 E1 E2 V3 

92 0 P1 P2 L4 C3 M1 G3 R1 R2 D3 E2 E3 V2 

77 E 0 L1 C3 M1 G3 R1 R6 D2 E1 E2 V2 

51 E 0 L1 L3 C3 M1 G3 R1 D2 E2 V2 

52 0 P2 L3 C2 M1 G3 R1 R5 D1 E1 V2 

62 0 P3 P5 L3 L6 unknown M1 unknown R6 D1 E1 V1 V3 

105 E 0 L1 C1 M1 M2 G3 R1 R6 D1 E3 V2 

22 0 P1 P2 L1 C1 M1 M2 G3 R1 D2 E2 V3 

85 0 P1 P4 L1 C1 M1 M2 G1 G3 R1 R2 R6 D2 E1 E2 V2 
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95 0 P4 L3 C1 M2 G2 R2 D1 E1 V2 

64 E 0 L1 L2 C1 M1 M2 G3 R1 R6 D1 E2 V3 

107 E 0 L1 C1 M2 G3 R2 R6 D2 E2 V2 

65 E 0 L1 C1 M2 G3 R2 D1 E2 V3 

24 E 0 L1 C1 M2 G3 R2 D2 E2 V3 

35 0 P1 P2 P4 L1 L3 C1 M1 M2 M3 G2 R1 R2 R4 R5 R6 D2 E1 V3 

61 0 P2 P3 L2 C2 M1 M3 G2 R1 R4 R5 R6 D2 E1 V2 

37 0 P2 L1 C1 M1 M2 G3 R1 R5 R6 D1 E1 E3 V3 

36 0 P1 L1 L3 C1 M1 M2 G3 R1 R2 D1 E2 V2 

101 E 0 L1 C1 M1 G3 R1 R4 R5 R6 D1 E3 V3 

53 0 P1 P2 P3 L3 C1 M1 M2 G1 G3 R1 R2 R5 R6 D3 E1 V3 

59 0 P1 P2 L3 C1 M1 M2 G3 R1 R2 R6 D3 E1 E2 V3 

86 E 0 L2 C1 M1 M2 G2 R1 R4 R5 R6 D2 E2 V2 

66 0 P1 P5 L2 C1 M1 M2 G3 R1 R5 R6 D3 E1 E2 V3 

108 0 P1 L1 unknown M1 M2 G3 R1 R2 R6 D2 E3 unknown 

79 0 P5 L2 C1 M1 M2 G3 R1 R2 R4 R5 R6 D3 E1 V3 

63 0 P5 L2 C1 M1 M2 G3 R1 R2 R6 D1 E1 V3 

93 0 P4 P5 L2 L3 C3 M1 G3 R1 R5 R6 D3 E2 V2 

99 0 P3 P4 L2 C1 M2 G3 R2 R6 D3 E1 V3 

54 0 P1 P2 L1 L3 C1 M2 G1 G3 R2 R6 D3 E3 V3 

109 0 P1 P2 L1 L3 C1 M2 G3 R2 R6 D3 E3 V3 

110 0 P1 P4 L1 C1 M1 M2 G3 R1 R6 D2 E3 V2 

111 E 0 L1 C1 M1 M2 G3 R1 R2 R3 D1 E2 V3 

55 0 P4 L3 C1 M2 G3 R2 D3 E1 V3 

112 0 P1 P4 L1 C1 M2 M3 G2 R2 R4 D1 E1 V3 

113 0 P1 P4 L3 C1 M2 G3 R2 R4 D2 E1 V3 

114 0 P1 L1 C1 M1 M2 G3 R1 D1 E1 V3 

82 0 P1 P2 L2 C2 M1 M2 M3 G2 R1 R2 R4 R5 R6 D2 E2 V2 

102 0 P1 L1 L6 C2 M1 M2 M3 G1 G2 R1 R2 R3 D3 E1 V3 

103 0 P1 L6 C2 M1 M2 M3 G1 G2 R1 R2 R3 D3 E2 V3 

40 0 P5 L6 C3 M1 M2 G1 R1 R2 R3 D3 E2 E3 V3 

42 0 P2 L6 C3 M1 M2 G1 R1 R2 R3 D3 E2 V3 

41 0 P1 L1 L6 C1 M1 M3 G2 R1 R2 R3 D1 E1 V3 

115 0 P1 P2 L1 L3 C1 M1 M2 M3 G2 R1 R2 R6 D2 E1 V3 

116 0 P1 L1 C1 M1 G1 G3 R1 R6 D1 E2 V2 

56 0 P3 P4 L3 C3 M1 G1 G3 R1 R4 R5 R6 D3 E1 V2 

78 0 P1 P2 L1 C1 M1 M3 G2 R1 R4 R6 D2 E1 V3 

73 0 P4 L6 C1 M1 M2 G3 R1 R2 D1 E3 V3 

117 0 P1 L6 C3 M1 G1 G3 R1 R6 D1 E2 V3 

118 0 P1 P4 L2 L3 C2 M1 M2 M3 G1 G2 R1 R2 R4 R5 R6 D2 E1 E2 V3 

97 0 P4 P5 L4 L6 C3 M1 G3 R1 R5 R6 D3 E1 E3 V2 

119 0 P3 L3 L6 C1 M1 M2 G1 G3 R2 R3 D3 E2 V3 
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88 0 P1 P4 L3 C1 M1 M2 G1 G3 R1 R5 R6 D3 E1 V3 

104 E 0 L1 L6 C1 M1 M2 G3 R1 R2 R3 D1 E2 V3 

120 0 P1 L6 C1 M1 M2 G3 R1 R5 R6 D3 E3 V2 

121 0 P1 P2 L3 L6 C3 M1 G1 G3 R1 R6 D3 E1 V3 

94 0 P1 L1 L6 C3 M1 M2 G3 R1 R2 R3 R6 D1 E3 V3 

96 E 0 L1 L3 C1 M1 M2 G1 G3 R1 R4 R6 D1 E3 V3 

122 E 0 L3 L6 C1 M1 M2 G3 R1 R2 D1 E2 V3 

58 0 P1 P4 P5 L2 L6 C1 M1 M2 G1 G3 R1 R2 D1 E2 V3 

74 0 P3 L6 C3 M1 G1 G3 R1 R4 R6 unknown E1 V2 

75 0 P5 L6 C1 M1 M2 G3 R1 R2 D3 E3 V2 

5 E 0 L1 C1 M2 G3 R2 R5 R6 D1 E1 E2 V3 

(表中符号的含义为:0 未使用;unknown 论文中不明确;E 端到端方法;P1 策略生成;P2 策略演化;P3 参数估计;P4 效果预测;P5 环境预

测;L1 强化学习;L2 贝叶斯决策理论与概率图模型;L3 神经网络/深度学习;L4 规则学习;L5 迁移学习;L6 其他算法;C1 面向服务

的信息系统;C2 机器人系统;C3 信息物理系统;M1 外部环境数据;M2 系统自身数据;M3 应用需求;G1 保持系统稳态;G2 最优化

可变目标;G3 最优化不可变目标;R1 外部环境变化;R2 系统自身变化;R3 其他系统变化;R4 需求不确定性;R5 设计时不确定性; 

R6 运行时不确定性;D1 静态策略;D2 动态策略;D3 连续控制;E1 调整参数;E2 调整行为;E3 调整结构;V1 理论证明;V2 案例研

究; V3 仿真模拟) 


