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摘  要: 半监督聚类旨在根据用户给出的必连和不连约束,把所有数据点划分到不同的簇中,从而获得更准确、更

加符合用户要求的聚类结果.目前的半监督聚类算法大多数通过修改已有的聚类算法或者结合度规学习,使聚类结

果与点对约束尽可能地保持一致,却很少考虑点对约束对周围无约束数据的显式影响程度.提出一种由在顶点上的

低层随机游走和在组件上的高层随机游走两部分构成的双层随机游走半监督聚类算法,其中,低层随机游走主要负

责计算选出的约束顶点对其他顶点的影响范围和影响程度,称为组件;高层随机游走则进一步将各个点对约束以自

适应的强度在组件上进行约束传播,把它们在每个顶点上的影响综合在一个簇指示矩阵中.UCI 数据集和大型真实

数据集上的实验结果表明,双层随机游走半监督聚类算法比其他半监督聚类算法更准确,也比较高效. 
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Abstract:  Semi-Supervised clustering aims to partition the data points into different clusters based on the user-specified must-link and 
cannot-link constraints. The current semi-supervised clustering algorithms either modify the clustering methods or combine the metric 
learning approaches to adapt the clustering result as consistent with the pairwise constraints as possible. However, few of them try to 
explicitly compute the degrees of influence that each pairwise constraint exerts on the unconstrained data points. This paper proposes a 
semi-supervised clustering algorithm via a two-level random walk, which is composed of a lower-level random walk on vertices and a 
higher-level random walk on components. The lower-level random walk is responsible for computing the influence range of every vertex 
constrained by a pairwise constraint. This information is encapsulated in an intermediate structure called “component”. The higher-level 
random walk further propagates the pairwise constraints on the components with adaptive strength, followed by the integration of all the 
constraint influence into a cluster indicating matrix. The experiments on UCI database and large real-world data sets demonstrate that, 
compared with other semi-supervised clustering algorithms, the proposed method not only produces more satisfactory clustering results 
but also exhibits good efficiency. 
Key words:  semi-supervised clustering; pairwise constraint; random walk; component; influence expansion 

半监督聚类,又称为约束聚类,是指在给定一组点对约束的前提下对已知数据进行聚类.通常,点对约束包
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括必连约束(must-link constraint)和不连约束(cannot-link constraint)两种类型[1],其中,每个必连约束指定属于同

簇的一对数据点,每个不连约束指定属于不同簇的一对数据点.如果我们将数据看作是图上的顶点,那么给定点

对约束的半监督聚类就对应着具有边约束的图上学习.一个好的半监督聚类算法应当将相似的数据划分在同

簇,而将不相似的数据划分在异簇;与此同时,尽可能地满足给定的点对约束.与传统的无监督聚类相比,半监督

聚类充分利用了人为给定的先验信息作为指导,产生出更为准确、更加符合用户要求的聚类结果,因此,近年来

吸引了越来越多研究者的关注[2−4],并被成功地应用到名词词组解析、GPS 车道定位、文本数据分析、调控模

块挖掘、DBLP 姓名区分和视频对象识别等多个领域中去[5]. 
早期的半监督聚类算法大多通过修改一些传统的算法,如 k-means[6]、所有点对间的最短路径[1]以及高斯混

合模型[7]等来寻找能够满足所有约束条件的一个聚类结果.这些算法为了满足增加的约束条件,将解空间缩小

为原始可行解集的一个子集,并且大多倾向于使用贪婪方法在原始可行解集中进行搜索,所以它们给出的聚类

结果虽然可以满足约束条件,但却往往并不一定是最好的. 
半监督聚类的另一个研究思路是进行度规学习(metric learning),即,通过学习一个合适的距离度规,使得必

连的数据相互靠近,而不连的数据相互远离[8,9].Bilenko 等人[10]提出了一种结合了约束 k-means 和度规学习的混

合算法 MPCKmeans,其实验结果显示,该算法的性能超过了任何一种单一的途径. 
然而,所有涉及度规学习的算法都至少存在以下几个共同的难题: 
• 一是需要足够的监督信息才能学到相对正确的度规. 
• 二是需要对所学度规的适用范围做出先验假设——全局度规虽是最为常用的简单度规,却不适用于

强调局部结构的流形数据集;局部度规更为精准,可是除了学习代价高昂之外,还要对“局部”的定义做

出额外的假设. 
• 三是度规学习只针对约束数据的相似度进行优化,因而算法性能对点对约束的不同位置非常敏感. 
随着谱方法在无监督聚类领域的风靡,近年来又涌现出了一批基于谱方法的半监督聚类算法.Kamvar 等 

人[11]提出了第一种半监督的谱聚类算法(spectral learning).它通过将相似度矩阵中必连约束的相似度修改为 1,
不连约束的相似度修改为 0,然后对修改后的相似度矩阵进行谱聚类,获得受约束条件引导的聚类结果.可是,这
种 1/0 相似度修改策略并不十分合理,因为属于同一个簇的数据点并不一定完全重合,而属于不同簇的数据点

也不一定完全无关. 
为了避免这种极端的修改策略,Kulis 等人[12]提出了一种更为柔性的半监督聚类算法(SS-kernel-Kmeans).

它采用了与 Spectral Learning 基本相同的流程,只是将其中 1/0 相似度修改策略替换为奖励/惩罚(reward/ 
penalty)策略,即在必连约束的相似度上加上一个奖励值,而在不连约束的相似度上扣去一个惩罚值.其优点是

涵盖了 Kamvar 等人的 1/0 修改策略,并且可以通过调节奖励值和惩罚值得到更为温和的相似度修改;其缺点在

于没有对不连约束的惩罚值设置限制,当预定的惩罚值大于原相似度值时,可能会产生非正定矩阵,导致算法无

法收敛. 
以上两种半监督谱聚类算法都仅仅依靠修改约束边的相似度来影响最终的聚类结果,没有充分利用数量

有限却内涵丰富的监督信息. 
为了克服这一弱点,研究者们尝试了各种不同的方法,将约束边的影响扩大到无约束的边上.例如,Yu 等  

人[13]提出了约束归一化割的目标函数,De Bie 等人[14]修改了拉普拉斯矩阵的特征值空间,Lu 等人[15]采用高斯

过程等.但是,这些方法要么无法处理多聚类问题,要么只能处理必连约束.Li 等人[16]结合谱方法和度规学习两

种手段,在数据的谱空间中寻找能够尽可能保持数据与点对约束之间一致性的全局度规.他们的算法(CCSR)既
可以处理多聚类问题,又可以接受必连约束和不连约束两种不同类型的监督信息.然而正如前面所述的度规学

习的缺点,选择全局度规就意味着每个点对约束的影响会被均匀地扩散到所有无约束的边上,这对于平面上的

数据集或许尚且合理,但对于强调局部结构多于全局结构的黎曼流形上的数据却并不合适.实际上,真实世界中

的数据集通常位于潜在的黎曼流形上,因而点对约束在附近边上施加的影响也往往大于在远处边上的影响.要
实现点对约束的局部影响传播,最直观方法的是使用局部度规.MPCKmeans 算法[10]就假设每个簇都有一个独
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立的度规,在 k-means 聚类过程中渐进优化各个簇的局部度规.但是除了要有足够的数据来支持准确的度规学

习之外,MPCKmeans 还在处理一个簇中包含有多种不同度规的数据集时存在假设与实际不符的问题. 
本文提出了一种基于双层随机游走的半监督聚类算法,简称为 SCRAWL(semi-supervised clustering via 

random walk).它可以将点对约束的影响局部地且光滑地传播到周围无约束的边上. 
• 对于任意一个给定的点对约束,SCRAWL 首先确定每个约束顶点的传播范围以及它对传播范围内各

个无约束顶点的影响程度,将其定义为介于粗粒度的簇和细粒度的顶点之间的一种中间结构,称为  
组件. 

• 然后,SCRAWL 以组件为单位进行自适应的约束传播,将各个点对约束的影响按照无约束边所连接的

顶点与有约束顶点之间的相似度,成比例地传播开去——与约束顶点越相近的顶点所连接而成的无

约束边,满足与给定约束边相同关系的概率就越大;与约束顶点离得越远的顶点所连接而成的无约束

边,受到的传播影响就越小. 
• 最后,SCRAWL 综合所有点对约束在不同组件上施加的影响,把顶点的组件指示矩阵与组件的簇指示

矩阵两者相乘,作为每个顶点的簇指示矩阵,从而获得最终的聚类结果. 
从对监督信息的利用方式来看,以往的半监督聚类算法都仅限于在边上利用已知的点对约束,而 SCRAWL

则是将约束边的信息先转化为受约束的顶点(边→点),然后把约束顶点的的影响扩散到周围无约束的顶点片段

上(点→点),最后再将点对约束施加到受影响的点集的边上(点→边),从而实现边→边的局部影响传播,因此是

一种“边→点→边”的监督信息利用方式. 
本文第 1 节提出 SCRAWL 算法.第 2 节对 SCRAWL 的性能进行评价,并讨论参数选择.最后,第 3 节进行   

总结. 

1   SCRAWL 算法 

定义 1(半监督聚类). 给定一个数据集 X={x1,x2,…,xn}和一个点对约束集合 C=C=∪C≠,其中,C=为必连约束

集合,它的元素 c=(xi,xj)表示 xi 和 xj 属于同一个簇;C≠为不连约束集合,它的元素 c≠(xi,xj)表示 xi 和 xj 属于不同的

簇.半监督聚类是指将 X 划分到 p 个簇中,同时尽可能地满足 C 中的点对约束. 
性质 1(约束的传递性 [6]). 如果∃c=(vi,vk)且∃c=(vk,vj),则∃c=(vi,vj)成立;如果∃c=(vi,vk)且∃c≠(vk,vj),则∃c≠(vi,vj) 

成立. 
定义 2(点对约束传递闭包[6]). 根据性质 1 推导而得的扩增的点对约束集称为 C 的传递闭包. 
对于任意一个半监督聚类问题,我们将数据集 X 映射到一个无向加权图 G=(V,E,w)上,其中,V={v1,v2,…,vn}

代表顶点集,顶点 vi 对应着数据 xi;E 为边集;w 为定义在边集 E 上的相似度函数,它通常对应一个相似度矩阵 W.
根据顶点与点对约束之间的关系,V 可被进一步划分为以下 4 个子集: 

定义 3(必连约束顶点集). 必连约束顶点集 cV
=
由所有被 C=约束的顶点构成: 

 { , | ( , ) }c i j i jV v v c v v C
= = =∃ ∈  (1) 

定义 4(不连约束顶点集). 不连约束顶点集 cV
≠
由所有被 C≠约束的顶点构成: 

 { , | ( , ) }c i j i jV v v c v v C
≠ ≠ ≠∃ ∈  (2) 

定义 5(约束顶点集). 约束顶点集 Vc 由所有被 C 约束的顶点构成: 
 c c cV V V

= ≠
∪  (3) 

定义 6(无约束顶点集). 无约束顶点集 Vu 为约束顶点集的补集: 
 Vu V/Vc (4) 

在相似度函数 w 的设置上,顶点 vi 和 vj 的相似度(简写为 w(i,j))应满足以下准则: 
准则 1(相似度准则). 相似度值 w(i,j)应满足:∀(i,j), 
(i) 非负有限性:0≤w(i,j)<∞; 
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(ii) 自相似性:w(i,j)≤w(i,i)且 w(i,j)=w(i,i)⇔i=j; 
(iii) 对称性:w(i,j)=w(j,i). 
在实际应用中,人们通常将相似度限定在[0,1]之间,得到更为实用的准则 1′: 
准则 1′(相似度准则). 相似度值 w(i,j)应满足:∀(i,j), 
(i′) 非负有界性:0≤w(i,j)≤1; 
(ii′) 自相似性: w(i,i)=1 且 w(i,j)=w(i,i)⇔i=j; 
(iii) 对称性:w(i,j)=w(i,i). 
在半监督聚类中,按照 C 在 E 上提供的信息,我们还需对顶点间的相似度进行相应的修改,使其与 C 保持一

致.一个合理的相似度修改策略应符合以下准则: 
准则 2(相似度修改准则). 令~表示相似度的修改算子,它应满足: 
(i) 同簇增强: ( , ) ( , ),w i j w i j≥ if ∃c=(vi,vj). 
(ii) 异簇减弱: ( , ) ( , ),w i j w i j≤ if ∃c≠(vi,vj). 
(iii) 自相容性: ( , )w i j 仍满足准则 1′. 

目前,有两种已有的相似度修改策略: 
• 一种是由 Kamvar 等人[11]提出的 1/0 策略,对应到准则 2 为: 

(i) ( , ) 1,w i j = if ∃c=(vi,vj). 
(ii) ( , ) 0,w i j = if ∃c≠(vi,vj). 

(iii) 满足自相容性. 
• 另一种是由 Kulis 等人[12]提出的+/-策略,对应到准则 2 为: 

(i) ( , ) ( , ) ,w i j w i j δ== + if ∃c=(vi,vj). 
(ii) ( , ) ( , ) ,w i j w i j δ≠= − if ∃c≠(vi,vj). 

(iii) 不满足自相容性. 
可以看到:第 2种+/−策略违背了相似度非负的条件,当设置的不连约束惩罚项大于原始的相似度值时,可能

会产生非正定的相似度矩阵,影响算法的收敛.另一方面,虽然 1/0 策略从理论上来说完全符合准则 2,但我们认

为这种修改过于极端,不符合实际.因为两个顶点虽然属于同簇,但却未必一定重合;两个顶点尽管属于异簇,却
也未必全无相似之处.为了克服以上两种方法的缺陷,本文提出一种 q/q−1 策略,通过设置参数 q 给出更为泛化的

相似度修改方法. 

定理 1(q/q−1 相似度修改策略). 给定一个点对约束集 C,修改后的相似度矩阵为 ( ( , ))n nW w i j ×= ,其元素: 

 1/

( , ) ,    if ( , )
( , ) ( , ) ,  if ( , )

( , ),      otherwise

q

i j
q

i j

w i j c v v
w i j w i j c v v

w i j

=

≠

⎧ ∃
⎪⎪ ∃⎨
⎪
⎪⎩

 (5) 

参数 q∈(0,1]控制着相似度修改的力度.可以证明,该策略是满足相似度修改准则的. 
证明:对应到准则 2,当 q∈(0,1)时,∀w(i,j)∈(0,1): 
(i) 因为 ( , ) ( , ),qw i j w i j≥ if ∃c=(vi,vj),所以满足同簇增强. 

(ii) 因为 1/( , ) ( , ),qw i j w i j≤ if ∃c≠(vi,vj),所以满足异簇减弱. 

(iii) 由情形(i)、情形(ii)可知 ( , ) [0,1]w i j ∈ ,所以满足自相容性.证毕. □ 

推论 1. Kamvar 等人的 1/0 策略是 q/q−1 策略的一种极限情况下的特例. 
证明:当 q→0 时: 
(i) ( , ) 1,w i j → if ∃c=(vi,vj). 
(ii) ( , ) 0,w i j → if ∃c≠(vi,vj). 

(iii) 满足自相容性.证毕. □ 
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这里,我们可以把 q 看作是对约束边原始相似度的维持程度:q 值越小,对约束边原始相似度的维持度越低,
换言之,即修改程度越大;q值越大,对约束边原始相似度的维持度越高,即修改程度越小.当 q→0时,对W进行 1/0
策略的极端相似度修改;当 q=1 时,保持原始的相似度矩阵不变. 

然而,要充分利用 C 中的监督信息以最大限度地提高半监督聚类的性能,仅仅依靠修改约束边的相似度是

远远不够的.在此基础上,SCRAWL 还需要进一步扩大点对约束的影响至周围无约束的边上.其基本思想是:借
鉴标签传播[17]这一半监督分类算法,选出一批赋有约束信息的代表顶点,借助顶点层的随机游走确定每个代表

点的影响范围及其对无约束顶点上的影响程度,并将其封装在一个称为“组件”的中间结构中;然后,在组件上进

行自适应的点对约束传播;最后,结合组件层的随机游走,将所有点对约束经由不同组件在顶点上施加的影响融

合在一个顶点的簇指示矩阵中,获得最终的半监督聚类结果. 

1.1   低层随机游走 

假设图 G 中的每个顶点都是一条时齐马尔可夫链上的不同状态,其中一小部分顶点代表吸收状态,其余顶

点皆代表转移状态.当随机游走开始时,每个顶点处都分布有一个粒子,每个粒子在每一步随机游走中以 pij 的概

率从顶点 vi移动到顶点 vj.如果它到达了任意一个吸收状态,就留在原地不动;否则,就继续移动.整个随机游走过

程当且仅当所有粒子都被吸收后停止. 
在设置随机游走的吸收边界时,我们令代表吸收状态的顶点数为 

 s=max(sl,min(|Vc|,su)) (6) 
s 的下界为 sl,上界为 su,在[sl,su]范围内,s 的个数随着约束顶点的个数增加而线性增长.在代表顶点的选择过程

中,我们遵循如下规则: 
 c c uV V V

= ≠
 (7) 

即在 Vc 和 Vu 两者之间,Vc 优先选于 Vu,因为点对约束只能借助约束顶点的影响范围传播到无约束的顶点上.仅
当|Vc|<sl 时,Vu 才会作为备选以确保有足够的顶点可以作为吸收状态.因此,SCRAWL 算法还可以用来处理 
传统的无监督聚类问题(|Vc|=0).如果|Vc|>su,则在 Vc 内部 cV

=
优先选于 cV

≠
,原因是我们意在把代表顶点的影响范

围合并到不同的簇中,必连约束能够比不连约束为后者提供更为直接的监督信息.在 ,c cV V
= ≠

和 Vu 这 3 个子集内 

部,代表顶点的选择是随机的且唯一的. 
令 Va 表示代表吸收状态的顶点集,Vr 表示代表转移状态的顶点集,它们满足 Va∪Vr=V.我们对应 Va 和 Vr 的 

划分,将顶点间的转移概率矩阵 1P D W−= (其中, ( )nD diag W= 1 )重新组织为 

 aa ar

ra rr

P P
P

P P
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

 (8) 

其中,Paa 和 Prr 分别是 Va 和 Vr 内部的转移概率子矩阵,Par 和 Pra 则是 Va 和 Vr 之间的相互转移概率子矩阵. 
假设 F=(fij)n×n 表示各个粒子在到达稳态分布时被 s 个不同吸收状态所吸收的概率矩阵,它由两部分构成: 

[  ] .T T T
a rF F F=  

其中,Fa 表示从 Va 出发的粒子被吸收的概率子矩阵,Fr 表示从 Vr 出发的粒子被吸收的概率子矩阵. 
可以证明[17],Fa 和 Fr 的状态转移方程为 

 
1 0

1 0

t
a a
t t

r ra a rr r

F F
F P F P F

+

+

⎧ =⎪
⎨

= +⎪⎩
 (9) 

因此,F 的收敛解为 

 
0*

*
1 0* ( )

aa

rr ra ar

FF
F

I P P FF −

⎡ ⎤⎡ ⎤
= = ⎢ ⎥⎢ ⎥

−⎣ ⎦ ⎣ ⎦
 (10) 

虽然类似的解已经被用于半监督分类领域[17,18],但本文处理的问题与此完全不同.半监督分类是给定部分

顶点的类别标签,预测未知顶点的所属类别;而半监督聚类则是给定部分边的相连或不连关系,预测所有顶点的

簇划分.如果我们将半监督分类看作是具有点约束的图上学习问题,那么半监督聚类就是具有边约束的图上学
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习问题.相比之下,后者信息量更少,预测难度更大.其次,状态指示矩阵 F 所表达的意义和初始状态的设置方法

也不同.在半监督分类中,F 指示各个顶点属于不同类别的隶属度,标签顶点的初始状态满足 fij=1 iff yi=cj(第 j 

类),否则 fij=0;而在 SCRAWL 的低层随机游走中,F 表示各个顶点受到不同代表顶点影响的程度, 0
aF 的设置依赖 

于对代表顶点状态间相互关系的不同假设.为简单起见,本文假设各个代表顶点的状态相互独立,互不影响,即 
0 .aF I=  

因此,由公式(11)可知,F 的整体收敛解为 

 1( )
a

rr rar

IF
F

I P PF −

⎡ ⎤⎡ ⎤
= = ⎢ ⎥⎢ ⎥ −⎣ ⎦ ⎣ ⎦

 (11) 

它的元素 fij 表示顶点 vi 受到第 j 个代表顶点 v j 的影响程度,∀v j∈Va 的影响范围包括所有 fij>0 的顶点 vi. 

1.2   高层随机游走 

定义 7(组件). 令 T 表示组件的集合,|T|表示组件的个数.第 j 个组件 Tj 由代表第 j 个吸收状态的顶点和受它

影响的其他顶点片段构成: 
 Tj={fijvi|fij>0} (12) 

因此,我们称 F 为顶点的组件指示矩阵,F 的元素 fij 指示了顶点 vi 对 Tj 的隶属度.显然,组件的个数等同于吸

收状态的个数,|T|=s. 
定理 2. 组件间的两两相似度矩阵为 

 T
cW F WF=  (13) 

证明:Wc=(wc(α,β))|T|×|T|,其元素: 

 
1 1

( , )
n n

T
c i j ij

i j
w f f w f Wfα β α βα β ⋅ ⋅

= =

= =∑∑  (14) 

它等于组件间的顶点相似度之和,每对顶点相似度的权重 f⋅αf⋅β等于它们属于指定组件对的概率.证毕. □ 
定义 8(归一化的组件相似度矩阵). 令 Wc 的度数矩阵为 Dc=diag(Wc1|T|),则归一化的组件相似度矩阵为 

 
1 1
2 2

c c c cW D W D
− −

=  (15) 

性质 2. 归一化的组件相似度矩阵 cW 的元素值 ( , ) [0,1]cw α β ∈ . 

在此基础上,我们进一步使用前面提出的 q/q−1 相似度修改策略,将 C 直接施加到 cW 上,借助约束顶点所属 

的不同组件把每个点对约束的影响自适应地传播到其他无约束的边上.假设修改后的归一化组件相似度矩阵 

为 | | | |( ( , )) ,c c T TW w α β ×= 其元素: 

 1/

( , ) , if ( , )
( , ) ( , ) , if ( , )

( , ), otherwise

q
c

q
c c
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w c v v
w w c v v

w

αβ

αβ

α β

α β

α β
α β α β

α β

=

≠

⎧ ∃
⎪

= ⎨ ∃
⎪
⎩

 (16) 

其中,vα和 vβ分别为组件 Tα和 Tβ的代表顶点,相似度的修改强度由 Tα内的平均顶点相似度 qα和 Tβ内的平均顶点

相似度 qβ的均值自适应地确定.如果一个组件内的无约束顶点与代表顶点非常相似,那么关于该代表顶点的点

对约束很可能也同样适用于组件内的其他无约束顶点;反之,如果组件内的无约束顶点与代表顶点的相似度很

低,那么更安全的方法是维持原始组件间的相似度不变,以免把监督信息错误地传播到不相关的顶点上.换言

之,置信度越高的组件受到的约束影响越大,置信度越低的组件受到的约束影响越小. 

定义 9(邻接矩阵). 令 ( )I I
ij n nW w ×= 为W 对应的邻接矩阵,它将W 的所有非 0 元素都替代为 1: 

 
1,   if 0
0,  otherwise

ijI
ij

w
w

>⎧
= ⎨

⎩
 (17) 

定理 3. 组件间边的置信度矩阵为 

 T I
eW F W F=  (18) 
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证明:We=(we(α,β ))|T|×|T|,其元素: 

 
1 1 , 1

0

( , )

ij

n n n
I

e i j ij i j
i j i j

w

w f f w f fα β α βα β
= = =

>

= =∑∑ ∑  (19) 

即所有顶点对属于指定组件对的概率之和.证毕. □ 
定理 4. 所有组件内部的平均顶点相似度所购成的向量为 

 ζ=diag(Wc) ./ diag(We) (20) 
其中,./表示对应的元素相除. 

证明:ζ=(ζα)|T|×1,其元素: 

 
, 1

0 1 1

, 1 1 1
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∑ ∑∑
 (21) 

定理 4 证毕. □ 

性质 3. 由于W 中每对顶点相似度的值都在[0,1]范围之内,因此平均顶点相似度ζ的值也在[0,1]范围之内. 
根据组件内的平均顶点相似度ζ,我们使用一个 Logistic 函数自适应地确定各个点对约束在不同组件间边

上的传播强度: 

 0 0 ( 1) / 2
1(1 )

1 e
q q q

α βαβ γ ς ς+ −= + −
+

 (22) 

其中,q0∈[0,1]作为 qαβ∈[q0,1]的下界以避免极端的相似度修改,γ >0 则控制曲线从最大值到 q0 的弯曲程度.当
ζα,ζβ→0 时,Tα和 Tβ的顶点平均相似度都很低,不足以用单个约束顶点 vα和 vβ来代表它们的组件.此时,qαβ→1,
保留组件间的原始相似度.当ζα,ζβ→1 时,Tα和 Tβ的顶点平均相似度都很高,说明 Tα和 Tβ中的顶点很有可能与 vα

和 vβ属于相同的簇,关于 vα和 vβ的点对约束也很可能适用于组件中的其他顶点.此时,qαβ→q0,必连约束组件间 

的相似度被放大 q0幂次,而不连约束组件间的相似度则被缩小为 1
0q− 幂次.当ζα→0 而ζβ→1(或反之)时,其中一个 

组件的置信度很高,另外一个组件的置信度很低,此时,我们取其均值(ζα+ζβ)/2,以大约(1+q0)/2 的中等强度进行

约束传播. 

经过点对约束在组件上的自适应传播后,组件间的转移概率矩阵为 1
c c cP D W−= ,其中, | |( )c c TD diag W= 1 . 

Melia 等人[19]证明了最小化不同组件簇之间的相互转移概率等价于最小化它们的归一化割.已知归一化割

的一个近似最优解是由 Pc 的 p 个最大特征值对应的特征向量所构成的[19]: 
 U=[u1u2…up] (23) 
其中,u1,…,up 满足 Pcui=λiui,且λ1≥…≥λp.因为 U 的第 i 行指示了第 i 个组件的所属簇,我们称 U 为组件的簇指

示矩阵. 
通过将顶点的组件指示矩阵 Fn×|T|和组件的簇指示矩阵 U|T|×p 相乘,我们可获得关于顶点的簇指示矩阵: 

 Gn×p=FU (24) 
并且 G 的第 i 行指示第 i 个顶点 vi 的所属簇.如果我们把 U 看作是点对约束施加到组件上的结果,那么 G 就是

把点对约束的影响进一步按照顶点的隶属度光滑地传播到每条无约束边上,并且综合各种影响的结果.为了确

定每个顶点被划分到哪个簇中,我们采用一种常用的行归一化后处理技术[20],即将 G 的行向量投影到一个单位

超球面上: 

 1/ 2
GG D G−=  (25) 

其中,DG=diag(diag(GGT)).然后,用 k-means 将 G 的 n 个行向量划分到 p 个簇中. 
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1.3   时间复杂度 

在 SCRAWL 中,推导点对约束传递闭包以及修改顶点相似度矩阵的预处理时间复杂度为 O(|C|).低层随机

游走的时间复杂度由组件指示矩阵 F 的计算占主导.虽然我们已经给出了 F 的闭合解(公式(11)),但对于大数据

集而言,更为省时的方法是进行迭代计算(公式(9)).假设在给定的稀疏相似度矩阵中,每个顶点只与其最近的 k
个近邻顶点相连接,则 Prr 的每一行最多只含有 k 个非零元素.令 tmax 表示迭代的最大次数,迭代计算 Fr的时间复

杂度为 O((n−|T|)k|T|tmax).考虑到 tmax 和 k 都是用户指定的常数,它们可以直接被移除而不影响时间复杂度

O((n−|T|)|T|).另一方面,在 SCRAWL 的高层随机游走中,组件相似度的计算耗费 O(|T|nk)的时间复杂度,而 Pc 的

特征值分解需要 O(|T|3)的时间复杂度.在处理大型真实数据集时,我们发现|T|和|C|与 n 相比是如此之小以至于

完全可以被忽略,因此使得算法的时间复杂度被降为近线性 O(n).如果再加上稀疏相似度矩阵的构建复杂度

O(n2),则 SCRAWL 的完整时间复杂度为 O(n2). 

2   实  验 

在本节中 ,我们将 SCRAWL 算法与 Spectral Learning(SL)[11],SS-Kernel-Kmeans(SSKK)[12],Constrained 
Clustering with Spectral Regularization(CCSR)[21]以及 Metric Pairwise Constrained Kmeans(MPCK)[10]这 4 种最为

相关的半监督聚类算法在 UCI 数据集和大型真实数据集上进行了全面的评价和比较.首先,我们将介绍用于算

法测试的 12 个数据集;接着,我们给出包括算法实现、参数设置以及评价标准在内的实验设计方案;然后,我们

对 5 种半监督聚类算法在各个数据集上的学习曲线进行评价,并根据各个参数对算法性能的影响提供最优参

数的选择方案;最后,我们将分析算法的时间复杂度,并比较它们的可扩放性能. 

2.1   实验数据 

表 1 列举了 12 个测试数据集的基本信息.它包含了 6 个 UCI 数据集和来源于 4 个不同应用领域的 6 个大

型真实世界数据集.它们中的大多数都被已有的半监督聚类算法测试过,其中,tissue,parkinsons,statlog 和 breast
都是医学数据集,iris 是植物数据集,ionosphere 是物理数据集,20Newsgroups 和 TDT2 corpus 是文本文档数据集, 
MNIST 是手写数字 0~9 的光学字符识别数据集,Letter 和 ISOLET 是 26 个英文字母的数据集以及 CMU PIE 为

人脸数据库. 

Table 1  Summary of the test data sets 
表 1  测试数据集汇总 

UCI 数据集 真实世界数据集 
数据集 样本数 维数 类别数 数据集 样本数 维数 类别数 
tissue 106 9 6 20Newsgroups 2 774 24 253 3 

iris 150 4 3 TDT2 6 146 36 771 5 
parkinsons 195 22 2 MNIST 6 000 784 10 

statlog 270 13 2 Letter (A~F) 4 639 16 6 
ionosphere 351 34 2 ISOLET 7 797 617 26 

breast 683 9 2 PIE 2 856 1 024 68 

在预处理中,我们将 tissue,parkinsons 和 statlog 的属性值缩放到[−1,1]区间内,移除了 breast 的缺失数据和

第 1 个属性值(ID 号).我们采用 20Newsgroups 处理最少的 20news-bydate 数据集,并从中选出 3 种完全不同的

类别(alt.atheism,rec.sport.baseball,sci.space);使用 TDT2 原数据集中最大的 5 个类别,移除同时出现在两个或多

个类别中的文档;将 20Newsgroups 和 TDT2 数据集的属性值归一化为 TFIDF 表示.此外,我们从原始 MNIST 训

练数据集的每个类中随机选出 600 个数据,构成一个大小为 6 000 的 MNIST 子数据集,并将其属性值缩放到

[−1,1]范围内;选取原 Letter 数据集中的前 6 个字母(A~F);并使用 CMU PIE 中一个姿势为 C27(近正面)的子数

据集[22],用于算法的性能测试. 
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2.2   实验设计 

我们使用 Matlab 实现了包括 SCRAWL,SL,SSKK 和 CCSR 在内的 4 种基于图的半监督聚类算法,同时采用

由 Basu 等人提供的 MPCK 算法的 Java 实现.对于小型的 UCI 数据集和大型的真实世界数据集,我们根据数据

的真实类别,产生至少 10 组不同数目的点对约束.对于每组不同数目的点对约束,我们随机产生 50 种不同的实

现,用于算法的平均性能评价.数据集的大小和聚类任务的困难程度共同决定了在每个数据集上提供的点对约

束个数. 
我们为 SCRAWL,SL,SSKK 和 CCSR 这 4 种基于图的半监督聚类算法在 UCI 数据集上构建全连通图,而在

真实世界数据集上构建 20 最近邻(20NN)稀疏图.除了在 20Newsgroups 和 TDT2 数据集上用余弦函数计算文档

的相似度以外,其余图的相似度都是基于高斯径向基函数计算的: 

 

2

2

|| ||

2e
i jv v

ijw σ

−
−

=  (26) 

对于每组给定的点对约束,我们在{2−25/5,2−24/5,…,224/5,225/5}区间内寻找最优的图构建尺度参数σ.在算法参数设

置方面,SSKK的奖励和惩罚权重设置为 n/(p|C|),CCSR的谱空间嵌入维数默认为 D=15.SCRAWL的顶点相似度

矩阵修改参数为 q=0.02,吸收状态个数的上下限为 su=⎡0.1n⎤和 sl=p;自适应约束传播强度 qαβ的下限参数和 

弯曲度为 q0=q,γ=1/q;在组件指示子矩阵 Fr的迭代计算中,初始状态 0
rF =0,迭代的最大次数 tmax=300,收敛的阈值

被设为 1|| ||t
r FFε − ,其中, 1|| ||t

r FF − 则是每次迭代时 Fr的上一时间步状态
∗∗,ε=2−52是从 1 到下一个 double 精度值的 

距离. 
为了对 5 种半监督聚类算法进行公正的评价,我们使用 Modified Rand Index 评价标准[12]: 

 | |
0.5 ( 1) | |
TP TN CRand Index

n n C
+ −

=
− −

 (27) 

TP(true positive)是指同类的点对被划分到相同簇的数目,TN(true negative)是指不同类的点对被划分到不同簇

的数目,|C|是指点对约束的个数.分子和分母都减去|C|的原因是为了排除点对约束的影响,更有利于半监督聚类

的评价.以下实验都在一台 Mac 2GHz Intel Core 2 Duo 2GB RAM 的 MATLAB R2010a 环境下执行. 

2.3   实验结果 

2.3.1   UCI 数据集 
图 1 演示了 5 种半监督聚类算法在 6 个 UCI 数据集上的 Rand Index 学习曲线. 
从图中我们可以看到:SCRAWL 表现出最佳的聚类性能.虽然一开始 SCRAWL 的学习曲线在数目较小的

点对约束上落后于 CCSR,但是随着约束个数的增加,它迅速超过了其他几种算法并逐渐拉开差距;相反,尽管

CCSR 在初始的点对约束上表现出优越的聚类性能,但是当约束条件的数目成倍增长后,CCSR 的性能却很少有

提高.这是因为随着约束个数的增加,用简单的线性变换使有限维(D=15)谱空间嵌入满足这些约束条件的难度

也越来越大,故聚类结果很难改善.相比之下,SSKK 虽然在图中有些数据集上表现良好,但却在另外一些数据集

上表现令人失望.究其原因,是因为奖励和惩罚权重的设置不适合所有的数据集.此外,SL 学习曲线的上升趋势

与 SCRAWL 颇为相似,但是由于缺少约束传播的机制,它的聚类性能以较大的差距落后于 SCRAWL.另外, 
MPCK 不同于其他 4 种基于图的半监督聚类算法,它的学习曲线首先出现一个下降的低谷,然后再慢慢上升.这
主要是因为一开始点对约束较少,从中学习到的参数并不十分可靠,但后来,越来越多的约束条件逐渐改进了这

一状况[10],因而算法的性能也随之上升. 
 
 
 

                                                                 
∗∗ 我们在实验中发现:大多数情况下,Fr 收敛实际所需的迭代次数远小于我们设置的最大迭代次数.即便在少数情况下,该稳态

分布在达到最大迭代次数时仍没有收敛,对算法的性能也不会有很大的影响[23]. 
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Fig.1  Learning curves of the five semi-supervised clustering algorithms on UCI data sets 
图 1  UCI 数据集上 5 种半监督聚类算法的学习曲线 

2.3.2   真实世界数据集 
图 2演示了 5种半监督聚类算法在 6个真实世界数据集上的Rand Index学习曲线.MPCK没有出现在TDT2

的比较中,原因是该数据集的维数很高(D=36771),MPCK 无法在合理的时间内学习到完整的度规. 
从图中我们可以看出,SCRAWL 仍然表现出 5 种算法中最佳的聚类性能.相比之下,CCSR 性能愈加下降,这

或许与图构建方式的变化有关:在 UCI 数据集上,我们为各种算法构建的是全连通图,而在大型真实数据集上,
构建的却是 20 最近邻稀疏图,显然,后者对约束传播的局部性具有更严格的要求.由于 CCSR 全局而且统一地改

变整个特征空间来满足每一个点对约束,SCRAWL 却将每个点对约束的影响局部且成比例地维持在相应的组
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件范围之内,因此,后者能够产生更好的聚类结果.另外,MPCK 的学习曲线极为平坦,其主要原因在于提供的点

对约束的增长对于大型数据集而言影响甚微,致使其学到的度规没有实质性变化. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Fig.2  Learning curves of the five semi-supervised clustering algorithms on real-world data sets 
图 2  真实世界数据集上 5 种半监督聚类算法的学习曲线 

2.3.3   可扩放性 
我们从 MNIST 数据集的每个类中以 60 为步长随机选取 60~600 个数据,组成以 600 为步长大小从 600 增

长到 6 000 的 10 个独立的 MNIST 子数据集.对每个 MNIST 子数据集,我们基于其真实类别,随机产生 10 个约

束条件的 50 种不同实现,然后对 5 种半监督聚类算法进行可扩放性能的评价. 
图 3(a)给出了 5 种算法在 MNIST 子数据集组上的完整运行时间比较. 

0.90
0.85
0.80
0.75
0.70
0.65
0.60
0.55
0.50

20 40 60 80 100

R
an

d 
in

de
x 

Constraint number 

20newsgroups 

CCSR 
SL 
SSKK 
MPCK 
SCRAWL 

0.90

0.85

0.80

0.75

0.70

0.65
100 200 300 400 500 

R
an

d 
in

de
x 

Constraint number

tdt2 

CCSR 
SL 
SSKK 
SCRAWL

0.93

0.91

0.89

0.87

0.85

0.83

20 40 60 80 100

R
an

d 
in

de
x 

Constraint number 

mnist 

CCSR 
SL 
SSKK 
MPCK 
SCRAWL 

0.81

0.80

0.79

0.78

0.77

0.76

0.75

20 40 60 80 100 

R
an

d 
in

de
x 

Constraint number

letter (A~F) 

CCSR 
SL 
SSKK 
MPCK 
SCRAWL 

0.96

50 100 150 200 300

R
an

d 
in

de
x 

Constraint number 

isolet 

CCSR 
SL 
SSKK 
MPCK 
SCRAWL

0.93

0.94

0.95

250 

0.980
0.978
0.976
0.974
0.972
0.970
0.968
0.966
0.964
0.962

20 40 60 80 100 

R
an

d 
in

de
x 

Constraint number

pie 

CCSR 
SL 
SSKK 
MPCK 
SCRAWL 



 

 

 

1008 Journal of Software 软件学报 Vol.25, No.5, May 2014   

 

 
 
 
 
 
 
 
 
 
 

 
Fig.3  Scalability comparison of the five semi-supervised clustering algorithms 

图 3  5 种半监督聚类算法的可扩放性比较 

由于CCSR,SL,SSKK和 SCRAWL都是基于图的半监督学习算法,因此都要为相似度矩阵的计算耗去O(n2)
的时间复杂度,在图上也都呈现出二次的可扩放性曲线.相比之下,MPCK 不依赖于点与点之间的相似度计算,再
加上又是用 Java 语言实现(其他算法用 Matlab 实现),故运行时间最短. 

其次,在这 4 种基于图的半监督聚类算法中,CCSR 需要花额外的时间在度规学习上,所以其可扩放性曲线

比其他 3 种算法曲线的位置要高一些.考虑到相似度矩阵的计算占据了 SCRAWL 等基于图的半监督聚类算法

的一大部分运行时间,我们又在图 3(b)中给出了不包含相似度矩阵计算的运行时间比较.从图中我们可以看到: 
MNIST 子数据集增大 10 倍,SCRAWL 的运行时间也随之增加了大约 10 倍,表现出线性的可扩放性,验证了我们

前面的时间复杂度分析. 
另外,SL 和 SSKK 一样也表现出线性的可扩放性,CCSR 则在它们的基础上再上移一段距离.这是因为 SL, 

SSKK 和 CCSR 在对稀疏相似度矩阵进行特征值分解时,使用的是基于 Lanczos 方法的 eigs 函数.虽然 eigs 函数

的时间复杂度上限为 O(n2),但却还依赖于矩阵的具体稀疏度及其最大与第二大特征值之间的差距. 

2.4   参数讨论 

在本文中,SCRAWL 算法共涉及 5 个参数的选择,分别是顶点相似度矩阵 W 的修改强度 q、组件相似度矩

阵 Wc 的修改强度下限 q0 和变化幅度γ、组件个数的上下限 su 和 sl. 
下面,我们以 iris 数据集为例,演示用由简到繁、功能递增的方法逐个确定 SCRAWL 的最优参数,并讨论它

们对算法性能的影响. 
2.4.1   W 的修改强度 q 

为了区分顶点相似度矩阵修改(公式(5))和组件相似度矩阵修改(公式(16))的不同影响,我们固定 q0=1,保持

组件相似度矩阵不变 (此时 ,参数γ不起作用 ),同时 ,令组件个数等于约束顶点的个数 (s=|Vc|),然后对 |C|=50, 
|C|=100 和|C|=150 这 3 种约束条件个数的 50 次不同实现进行性能平均,得到如图 4 所示的 SCRAWL 关于 q 的

学习曲线. 
从图 4(b)中我们可以看到,当 q∈[0.01,1]时,q 值越小,对约束边相似度的修改程度就越大,SCRAWL 的聚类

性能也就越佳.而在图 4(a)中,当 q∈[0.001,0.01]时,SCRAWL 的聚类性能基本保持不变.这说明 SCRAWL 的顶点

相似度矩阵的修改强度 q 在小于某个阈值(如此处为 0.01)时,对算法性能的影响基本不变. 
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Fig.4  Learning curves of SCRAWL about q on iris data set 
图 4  SCRAWL 在 iris 数据集上关于 q 的学习曲线 

2.4.2   Wc 的修改强度下限 q0 
根据第 2.4.1 节的分析,我们令 W 的修改强度 q=0.01,s=|Vc|不变,考虑γ ={10,50,100}这 3 种不同的情况,分析

Wc 的修改强度下限 q0 对算法性能的影响.图 5 描绘了|C|=50 时,SCRAWL 关于 q0 的学习曲线. 
可以看出:在图 5(b)中,随着 q0 从 1 减小到 0.1,点对约束在组件上的传播强度越来越大,SCRAWL 的半监督

聚类性能也逐渐提升;而在图 5(a)中,当 q0∈[0.01,0.1]时,SCRAWL 的半监督聚类性能仅有非常微弱的上升,与
q0∈[0.1,1]比,几乎可以忽略不计.这说明 SCRAWL 的组件相似度矩阵的修改强度下限 q0 在小于某个阈值(如,
此处为 0.1)时,对算法的半监督聚类性能影响基本不变.另一方面我们也发现:在图 5 中,γ =10,γ =50 和γ =100 这 3
条曲线相互交叠在一起,暗示着参数γ对算法半监督聚类性能的影响不大. 

 
 
 
 
 
 
 
 
 

 

Fig.5  Learning curves of SCRAWL about q0 on iris data set (|C|=50) 
图 5  SCRAWL 在 iris 数据集上关于 q0 的学习曲线(|C|=50) 

2.4.3   Wc 的修改强度变化幅度γ  
基于第 2.4.1 节的分析,我们令 W 的修改强度 q=0.01,维持 s=|Vc|不变,然后考虑 q0={0.01,0.05,0.1,0.5,1}这 5

种不同情况,考察 Wc 上修改强度的变化幅度参数γ对算法半监督聚类性能的影响. 
图 6 描绘了当|C|=50 时,SCRAWL 关于参数γ的学习曲线. 
从图 6 中我们可以看到:SCRAWL 的半监督聚类性能对参数γ不敏感.无论 q0取什么值,它所对应的γ 学习曲

线都在均值附近上下波动,没有明显的上升或者下降趋势.在 q0≤0.1 时(如图 6(a)所示),3 条不同的γ 学习曲线在 
仔细区分下存在很微弱的差距(q0=0.01 q0=0.05 q0=0.1),但非常接近,几乎难以区分;而当 0.1≤q0≤1 时(如图

6(b)所示),3条γ 学习曲线就拉开了明显的距离(q0=0.1 q0=0.5 q0=1).其中,q0=1的γ 学习曲线是性能最差的一条, 
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因为它没有任何组件层上的点对约束传播(此时γ 不起作用).这说明组件上的约束传播是有效的,而且也从另一

个侧面验证了第 2.4.2 节的分析结果.即,当 q0∈[0.1,1]时,q0 值越小,SCRAWL 的半监督聚类性能就越好;而当

q0<0.1 时,q0 值对 SCRAWL 的性能影响变化不大. 
 
 
 
 
 
 
 
 
 

 

Fig.6  Learning curves of SCRAWL about γ  on iris data set (|C|=50) 
图 6  SCRAWL 在 iris 数据集上关于γ的学习曲线(|C|=50) 

2.4.4   组件个数的上限 su 
结合第 2.4.2 节和第 2.4.3 节的分析,我们令 q0=q=0.01,γ =1/q=100.考虑到组件的个数不能少于簇的个数,我

们将组件个数的下限暂定为 sl=p,然后讨论组件个数的上限 su 对 SCRAWL 半监督聚类性能的影响.图 7 给出了

在|C|=50,|C|=100 和|C|=150 这 3 种约束条件个数情况下,SCRAWL 关于 su/n 的学习曲线,它的横轴的倒数 n/su

指示了每个组件的平均传播范围(单位:顶点数). 
 
 
 
 
 
 
 
 
 

 

Fig.7  Learning curves of SCRAWL about su/n on iris data set 
图 7  SCRAWL 在 iris 数据集上关于 su/n 的学习曲线 

在图 7(a)中我们看到:当 su/n 从 0.01 增加到 0.1 时,随着组件个数的逐渐增加,每个组件的传播范围不断精

化,使得 SCRAWL 的性能逐渐上升.但在图 7(b)中,su/n 从 0.1 继续增加到 1 时,SCRAWL 的性能却出现了下降的

趋势,原因是,随着组件的个数越增越多,每个组件的平均传播范围变得越来越小,点对约束无法被有效地传播

到周围的无约束顶点上,因此 SCRAWL 的性能受到了限制. 
2.4.5   组件个数的下限 sl 

我们沿用了第 2.4.4 节中的 q0=q=0.01,γ =1/q=100 设置,同时,为了避免组件个数上限的影响,暂定 su=n(即组

件的个数不超过顶点的个数),然后分析组件个数的下限 sl 对 SCRAWL 聚类性能的影响.图 8 演示了 SCRAWL
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在|C|=0(无监督聚类),|C|=1 两种|Vc|<p 的情况下关于 sl/p 的学习曲线,并将其与基准的无监督谱聚类算法(Ncut)
进行比较.图中横轴 sl/p 指示了每个簇中平均包含的组件个数. 

 
 
 
 
 
 
 
 
 
 

Fig.8  Learning curves of SCRAWL about sl/p on iris data set 
图 8  SCRAWL 在 iris 上关于 sl/p 的学习曲线 

从图 8 中我们看到:sl/p 的学习曲线呈现出先升后降的趋势,这说明当约束顶点较少时,加入适量的无约束

顶点作为组件构建的吸收状态可以较大地提升 SCRAWL 的聚类性能,因为虽然没有约束条件施加在无约束顶

点的组件上进行约束传播,但组件本身已经起到了局部聚类、挖掘簇内部潜在结构的效果.另外,从 SCRAWL 的

|C|=0 学习曲线和 Ncut 的基准曲线之间的差距来看,我们完全有理由认为,SCRAWL 不仅是一种优秀的半监督

聚类算法,而且也是一种优秀的无监督聚类算法. 
至此,我们已经能够通过前面描述的参数选择方法确定一组最优的参数集.我们知道:一组最优的参数集依

赖于很多的外部因素,如处理的数据集、提供的点对约束、甚至于选择的评价标准,但是从第 2.3 节中的实验结

果来看,虽然我们对所有的数据集采用了一种统一的参数设置,但仍然在整体上取得了较好的聚类结果.再进一

步结合第 2.4 节的参数讨论分析来看,SCRAWL 总体上来说并不是一种对参数很敏感的算法,只要用户选择的

参数在合适的区间范围内,就能产生较好的半监督或无监督聚类结果. 

3   结  论 

基于点对约束的半监督聚类,对应到图上是一种具有边约束的学习问题.本文提出了一种双层随机游走的

半监督聚类算法 SCRAWL.该方法首先确定每个约束顶点的影响范围;然后,根据每条无约束边所连接的顶点与

有约束顶点之间的相似度,将约束边的影响成比例地传播开去;最后,融合所有点对约束的影响,通过计算顶点

的簇指示矩阵获得最终的聚类结果.与已有的半监督聚类算法相比,SCRAWL 算法有以下几个方面的优势: 
(1) 它将每个点对约束的影响局部地且成比例地扩散到无约束的边上,却无需估计任何度规参数. 
(2) 它通过构建组件挖掘出簇内部的潜在结构,有利于用户更好地了解所处理的数据. 
(3) 给定预先计算的稀疏相似度矩阵,它可以在线性时间复杂度内处理大型真实数据集; 
(4) 它既可以处理二类聚类问题,又可以处理多类聚类问题;既可以利用必连约束,又可以利用不连约束. 
大量基于 UCI 数据集和文本文档、手写数字、英文字符以及人脸识别的大型真实数据集实验结果表明: 

SCRAWL 的聚类性能优于其他几种著名的半监督聚类算法,并且也比较高效. 
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