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Abstract: According to analyzing the traditional entity identification methods, a deep Web entity identification 
mechanism based on semantics and statistical analysis (SS-EIM) is presented in this paper, which includes text 
matching model, semantics analysis model and group statistics model. Also a three-phase gradual refining strategy 
is adopted, which includes text initial matching, representation relationship abstraction and group statistics analysis. 
Based on the text characteristics, semantic information and constraints, the identification result is revised 
continuously to improve the accuracy. By performing the self-adaptive knowledge maintenance strategy, the content 
of representation relationship knowledge database can be more complete and effective. The experiments 
demonstrate the feasibility and effectiveness of the key techniques of SS-EIM. 
Key words: deep Web; data integration; entity identification; data deduplication; representation consolidation 

摘  要: 分析了常见的实体识别方法 ,提出了一种基于语义及统计分析的实体识别机制 (deep Web entity 
identification mechanism based on semantics and statistical analysis,简称 SS-EIM),能够有效解决 Deep Web 数据集成

中数据纠错、消重及整合等问题.SS-EIM 主要由文本匹配模型、语义分析模型和分组统计模型组成,采用文本粗略

匹配、表象关联关系获取以及分组统计分析的三段式逐步求精策略,基于文本特征、语义信息及约束规则来不断精

化识别结果;根据可获取的有限的实例信息,采用静态分析、动态协调相结合的自适应知识维护策略,构建和完善表

象关联知识库,以适应 Web 数据的动态性并保证表象关联知识的完备性.通过实验验证了 SS-EIM 中所采用的关键

技术的可行性和有效性. 
关键词: deep Web;数据集成;实体识别;数据消重;表象整合 
中图法分类号: TP393   文献标识码: A 

随着信息技术的不断发展,Web上的信息量呈爆炸性增长.按照所蕴含信息深度的不同,可以将Web划分为
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Surface Web和Deep Web两大类.统计数据表明:Deep Web蕴含的信息量及数据访问量等都远远高于Surface 
Web[1].因此,随着Web数据库的不断增长,能够自动获取蕴含在Deep Web中的数据资源并对其进行大规模集成

显得尤为重要.然而,数据源内部及数据源之间的数据往往存在数据不一致及数据重复等问题,如果不对这些低

质量的数据进行预处理而直接作为查询结果返回,将严重影响Deep Web的查询效率. 
利用实体识别技术可以对数据集成中产生的重复记录进行检测并整合,有效地消除数据源内部以及数据

源之间的数据不一致性.以论文检索网站ACM和DBLP为例,若要查询John Allen发表的论文信息,两个网站上的

结果数据如图 1 所示.从图 1 中可以看出,由于拼写方式或定义格式的不同,无论是数据源内部还是数据源之间

都具有不同表现形式但对应于同一事物的结果数据.我们将与现实世界一一对应的事物或事件称为实体,例如

姓名为John Allen的某个具体的人;将实体的不同表现形式定义为实体的表象,例如可以将这个人表示成John 
Allen,J. Allen等.如果直接将这些表象作为结果返回,则无疑将增加用户对其进一步分类、筛选的负担.因此,为
了提高结果数据的质量,需要事先通过实体识别技术将这些表象按照实体类别聚类,并将聚类结果以知识的形

式存储,以指导实际查询中的资源整合.针对此例,就是要判断:DBLP网站中的表象r2,r3与r4是否代表同一个

人;ACM中r1对应于DBLP中r2,r3与r4的哪个人的信息.因此,通过实体识别技术为用户提供高质量的集成结果是

Deep Web数据集成中必不可少的一个过程. 

          

r1: John Allen

ACM 

r2: J. Allen

r3: John A. Allen r4: John G. Allen 

DBLP  
Fig.1  Demonstration of data inconsistency existing in a single data source or among multiple data sources 

图 1  存在于一个数据源内部或多数据源之间的数据不一致性示例 

然而,目前针对Web数据实体识别的研究与开发还处于起步阶段,大多数工作都是围绕静态环境来构建实

体识别系统(如数据挖掘领域中数据清理问题的研究[2]),与这些实体识别系统相比,Deep Web实体识别的研究

更具挑战性,主要体现在以下几个方面:当前大多数实体识别系统仅单一地考虑文本属性特征或上下文语义信

息来衡量数据间的相似性,没有对聚类结果进行逐步求精处理,识别的准确性难以保证,因此,已有的识别策略

有待改进;蕴含在Deep Web中的数据资源具有较强的动态性,如果按照传统的数据挖掘等方法将获取的所有表

象关联信息保存在数据仓库中,则具有相对静态特性的数据仓库的内容不能实时地反映数据的动态变化,因此,
传统的数据清理方法对于动态性强的数据资源并不适用;由于Deep Web数据量巨大,若对所有数据源进行分析

识别,势必影响识别的处理效率,相反,若只分析部分信息,表象关联知识的完备性将会受到影响,因此,样本数据

量的大小难以确定. 
综上所述,要想有效地整合 Deep Web 上的数据就必须解决以上问题.本文将着重解决的问题是:在表象模

式已知的前提下,如何基于实例信息来分析并获取表象关联知识,如何确保这些知识具有较高的完备性与准确

性,以及如何保证表象关联知识库中的内容能够适应于 Deep Web 环境中数据的动态性. 

1   相关工作 

目前 ,关于实体识别技术的研究主要集中在两方面 :一方面是基于实体的属性文本特征进行实体识别

(feature-based similarity,简称FBS方法),侧重于研究文本相似函数的设置(包括函数定义、选取和相关阈值的确
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定)[3−7]、属性权重的选取[8−10]以及相关优化措施[11]等;另一方面是基于实体上下文语义信息或特定领域知识,
利用数据挖掘等方法进行实体识别,侧重于研究语义关联的表示方式及计算方法[12−17]. 

其中,基于属性特征进行实体识别的相关工作包括:Bilenko[3]通过采用机器学习方法SVM自适应地选取最

佳文本相似度算法,以满足不同领域数据的特点及需求;Cohen[4]分析并比较了多种字符串匹配函数(如编辑距

离、Token距离、Levenstein距离等),并从中选取最佳函数来衡量属性特征的相似性;Zhu等人[5]根据关系表的决

定属性值划分记录集,并在每个记录集内应用动态优先队列聚类算法和合并逆序算法来检测数据库中的相似

重复记录;Ling等人[6]将Web页面中的数据划分成记录块,基于记录块间的文本相似性来判断不同数据源上的

记录是否重复,并通过迭代训练来确定相关参数的阈值.以上工作侧重于研究相似函数的定义、选取及阈值设

置,除此之外,文本匹配中属性权重的选取及相关优化措施的采用也越发引起关注,例如,Wang等人[8]利用梯度

递减算法为数据的描述属性赋予权值,并基于属性权重学习算法和聚类算法将相似的数据聚类;Chaudhuri[11]提

出一种高效的重复记录模糊检测算法,通过采用特定索引、排序等优化措施有效地搜索出与当前元组最相似的

K个关联元组. 
基于上下文语义信息或特定领域知识进行实体识别的相关工作包括:Chen[12]将表象间的语义关联以图形

化表示,并应用图分割技术对表象集进行聚类分组,每组由对应于同一实体的表象集组成;Thor[13]建立了一个灵

活的表象匹配框架MOMA,通过该框架采用不同的表象匹配算法获取表象关联集,并将其合成,从而计算表象间

的关联强度;Nie等人[14]利用上下文在互联网共同出现的情况,通过计算网页的URL距离来计算不同表象的互

联网关联强度. 
以上工作大多数是基于静态环境构建的实体识别系统,不能较好地适应 Deep Web 环境下数据资源的动态

性并保证表象关联知识的完备性;另外,这些实体识别系统或者基于属性文本特征,或者基于上下文信息来识别

数据间的相似性,缺乏对聚类结果进行逐步求精的过程,因此,单一地应用实体属性特征或上下文信息来进行实

体识别将会影响识别结果的准确性.为此,本文探讨了一种基于语义及统计分析的 Deep Web 实体识别机制,主
要贡献在于:提出了 SS-EIM(deep Web entity identification mechanism based on semantics and statistical analysis)
的模型,其中包括文本匹配模型、语义分析模型和分组统计模型,能够有效解决 Deep Web 数据集成中数据纠错、

消重及整合等问题;提出了文本粗略匹配、表象关联关系获取以及分组统计分析的三段式逐步求精策略,有效

地提高了实体识别的准确性;基于有限的实例信息,采用静态分析、动态协调相结合的自适应知识维护策略,构
建和完善表象关联知识库,能够适应Web数据的动态性并保证表象关联知识的完备性;通过实验验证了SS-EIM
中所采用的关键技术的可行性和有效性,与其他实体识别策略相比,SS-EIM 在知识准确性、知识完备性等性能

上具有一定的优势. 
本文第 2 节介绍 SS-EIM 的模型;第 3 节介绍文本匹配模型;第 4 节提出基于上下文的语义分析模型;第 5

节介绍基于约束规则的分组统计模型;第 6 节给出三段式逐步求精算法以及性能分析;第 7 节讨论表象关联知

识维护策略;第 8 节给出相关实验结果并进行分析;第 9 节总结全文. 

2   SS-EIM 的模型 

通过预获取的有限的实例信息可以分析和推导出实例间的关联关系并构建表象关联知识库,利用表象关

联知识可以有效地指导实时查询中资源选择、消重及数据整合等操作.本节首先介绍 SS-EIM 的模型,然后针对

模型中涉及的相关概念给出定义. 
SS-EIM的模型如图 2 所示.其中,R是有限数据集D中的所有表象ri构成的集合,记为{r1,r2,…,r|R|}.将D中与

现实世界一一对应的实体集记为E={e1,e2,…,e|E|},ei是由对应于同一实体的表象所组成的表象集.实体识别的任

务就是给定一个表象集R,通过匹配、推理及分析等过程,将对应于同一实体的表象进行聚类,最终得到实体集

E,|R|≥|E|.实际上,E是理想情况下的实体识别结果,由于Web表现形式的多样性以及数据的复杂性很难将R准确

无误地转化成E.因此,可以利用SS-EIM生成的聚类集C={c1,c2,…,c|C|}来近似地表示实体集E,|C|≈|E|.SS-EIM模

型首先将模式已知的表象集R作为待识别数据,基于文本匹配模型、语义分析模型和分组统计模型对这些实例
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信息进行静态分析,分别生成一系列文本相似集、语义相似集和满足约束集,并形成初始的表象关联知识;然后,
基于知识维护模型以及用户的实际查询结果对当前表象关联知识库中的内容进行动态协调,使其不断被扩充

和完善,以保证表象关联知识的完备性和有效性. 

 Text similar set 
R={r1,…,r|R|} 

Static analysis 

Semantic analysis model Statistical grouping modelText matching model

Dynamic coordination 

Knowledge maintenance model 

 Representation 
relationship knowledge 

C={c1,c2,…,c|C|} 

Gradual refining 

 Semantic similar set  Constraints satisfied set

 
Fig.2  SS-EIM model 
图 2  SS-EIM 模型 

文本匹配模型通过比较属性取值的文本相似度来检测由数据格式、拼写错误等因素造成的数据不一致性.
但是,文本匹配模型只是通过字面粗略地对表象进行聚类,而文本特征相似的表象很可能代表不同的实体,因此

语义分析模型通过上下文语义信息来进一步提高聚类的准确性.除了分析字符串类型的属性及其语义关联以

外,分组统计模型还用来对数值型属性进行统计分析以提高实体识别的准确性.为了使表象关联知识库的内容

适应 Web 数据的动态性,知识维护模型通过收集实际查询过程中的动态结果数据,以此作为基准来实时检测表

象关联知识库的完备性和有效性,从而对表象关联知识库中的内容不断进行调整并完善. 
从SS-EIM模型中可以看出,文本相似集、语义相似集以及满足约束集的生成过程是对表象聚类集逐步求

精的过程,将其分别记为Stxt,Ssem和Scon,三者的关系为Stxt[ri]⊇Ssem[ri]⊇Scon[ri],现给出具体定义. 
定义 1(文本相似集Stxt[ri]). 基于实体的属性取值、利用文本相似函数Sim计算表象间的相似度,文本相似

集由文本相似度达到文本相似阈值σ txt的表象以及与该表象具有异名同义或层次包含关系的表象Stxt_Extend[ri]
所组成,具体定义为 

 { } _[ ] | ( [ ] ( , ) ) [ ]txt i j j k k txt i j k txt txt Extend iS r r r R r r S r Sim r r S rσ= ∈ ∧ ∃ ∈ ∧ > ∪  (1) 

定义 2(语义相似集Ssem[ri]). 依据语义关联进一步分析每个文本相似集,语义相似集由表象间关联强度CS
大于语义相似阈值σ sem的表象所组成,具体定义为 

 { }[ ] | [ ] ( [ ] ( ) )sem i j j txt i k k sem i j k semS r r r S r r r S r CS r r σ= ∈ ∧ ∃ ∈ ∧ → >  (2) 

定义 3(满足约束集Scon[ri]). 基于约束规则检测语义相似集的聚类准确性,满足约束集由语义相似集内满

足约束规则的表象所组成,具体定义为 

 { }[ ] | [ ] [ ] con i j j sem i con iS r r r S r S r= ∈ ∧ 满足约束规则  (3) 

其中,语义关联是指存在于表象间直接或间接的上下文联系,关联强度是对语义关联强弱的量化表示.以图 1 为

例,若r1与r2有相同的合作者,则认为表象r1与r2之间存在语义关联.约束规则是指针对某领域中表象的属性聚集

值所定义的约束条件.例如,若图 1 中ACM网站的r1与DBLP网站的r2,r3对应同一个人,那么该作者在两个网站中

被收录的文章总数应相差不多,可以将其作为约束规则来进一步检测聚类的准确性. 

3   文本匹配模型 

在特定的领域范围内,对应于相同实体的表象往往具有相似的属性特征.因此,本文应用文本匹配模型对实

例信息进行文本粗略匹配,借鉴文本编辑距离函数[18]来衡量表象间属性级相似度,并采用多属性合成函数将多

个属性级相似度进行合并,进而衡量表象级的相似程度,最终将具有相似文本特征的表象聚成一类,形成一系列

文本相似集.具体步骤如下: 
步骤 1. 借鉴已有的属性选择算法[8−10],利用近似函数依赖关系来量化实体描述属性a1~an的重要度,并赋 
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)

)

予不同的权值w1~wn,具体定义如公式(4)所示.其中, 表示aâ i与其他属性的组合属性; 表示为了使

近似函数依赖 成立,需要从关系中移除的记录占整个关系的最小比例. 越小,说明关系中满 

ˆ( jerror a a→

ˆ ja a→ ˆ( jerror a a→

足该函数依赖的记录就越多,ai的影响力就越大,因此被赋予较高的权值. 

 
1

ˆ1 (
ˆ| |

n
j

i
j

error a a
w

a=

− →
= ∑

)
 (4) 

步骤 2. 针对每个表象对(ri与rj) 中的各个属性ak(k=1~n),分别基于文本编辑距离函数计算表象间属性级

的相似度Sim(ri.ak,rj.ak),具体定义如下: 

 
( . , . )

( . , . ) 1
max{| . |,| . |}

i k j k
i k j k

i k j k

ed r a r a
Sim r a r a

r a r a
= −  (5) 

步骤 3. 基于多属性合成函数及属性权重将多个属性级的相似度进行合并,从而计算出表象级的文本相似

度Sim(ri,rj)(如公式(6)所示).最终将满足文本相似阈值的所有聚类进行合并,生成一系列初始文本相似集. 

  (6) 
1 1

1

( , ) ( ( . , . ),..., ( . , . ),..., ( . , . ))

( . , . )

i j i j i k j k i n j n

n

k i k j k
k

Sim r r Com Sim r a r a Sim r a r a Sim r a r a

w Sim r a r a
=

=

= ×∑
步骤 4. 针对每个初始文本相似集,基于辅助信息库,如Wordnet,将与其存在异名同义及层次包含关系的表

象Stxt_Extend[ri]扩充到其中,以保证最终生成的文本相似集具有较高的完备性和准确性. 
由此可见,文本粗略匹配得到的是从属性特征上具有相似性的表象聚类集,然而,表象的外在表现形式不足

以作为聚类的判定依据.例如,J. Smith既可以表示 John Smith,又可以表示 Jane Smith,虽然基于文本匹配,这些表

象可能被聚集在同一个文本相似集内,但它们分别对应不同的实体.因此,文本匹配只是基于属性特征对表象集

粗略地划分,其准确性难以保证.但是,利用文本匹配模型可以使后续的操作在较小的数据空间上进行,从而降

低了实体识别的执行代价. 

4   语义分析模型 

语义分析模型用来对每个文本相似集的表象进行语义关联分析,将具有语义相似性的表象进行聚类,从而

在属性文本匹配的基础上提高了实体识别的准确性.首先,基于表象的上下文信息将其语义关联用表象关联图

来表示;然后,针对表象关联图中表象间的多条路径进行分析,并从中选取进行关联强度运算的最佳路径;最后,
计算表象间的关联强度,将关联强度大于语义相似阈值的表象聚成一类而形成语义相似集. 

4.1   语义关联规则 

针对某一领域,对应于同一实体的表象之间往往存在着直接或间接的语义关联,利用这些关联信息可以提

高实体识别的准确性.因此,需要事先挖掘出该领域表象间的语义关联规则. 
设待聚类表象集为R,本文首先采取人工筛选的方式从R中确定一系列标准聚类集c,其中每个c由对应同一

实体的表象组成;然后,将R与该领域内其他表象集Rk分别组合形成一系列候选关联R_Rk,借鉴数据挖掘中的

Apriori算法 [19,20],针对每一种候选关联R_Rk,挖掘所有标准聚类集中的频繁 2 项集{ri,rj}并计算其支持度

Support(ri⇒rj),R_Rk的支持度由这些频繁 2 项集的支持度聚集而成(如公式(7)所示);最后,选取支持度较高的候

选关联以及它们的有限次迭加作为实体识别的语义关联规则. 
 

, . ( ) { , } 2
( _ ) ( )

i j k k k i k j i j

k i j
r r R c r r R r r r r r

Support R R Support r r
∈ ∧∃ ∈ ∧ ⇒ ⇒ ∧

= ⇒∑
是频繁 项集

 (7) 

以论文检索领域为例,若待聚类的表象集是作者表象集合,则该领域内的关联组合包括作者_合作者、   
作者_会议、作者_出版日期等候选关联.若存在某合作者表象rk,同时与标准聚类集中的两个作者表象ri,rj具有

合作关系ri⇒rk⇒rj,且该现象频繁发生,则作者_合作者关联的支持度较高,因而将该关联作为实体识别的语义

关联规则.以此类推,针对该领域的特征,最终确定如下语义关联规则作为构建表象关联图的依据. 
• 合作者关联(作者_合作者):若两个表象的合作者集合存在交集,则认为该表象间存在合作者关联. 
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• 出处关联(作者_会议):若两个表象出自同一个会议或出版机构,则认为该表象间存在出处关联. 
• 混合关联:表象间经过合作者关联或出处关联的有限次迭加而建立的关联. 

4.2   表象关联图 

基于这些预先挖掘的语义关联规则,可以检测出表象间的关联关系,将这些信息以图形化表示出来的过程

就是构建表象关联图(representation relationship graph,简称 RRG)的过程.RRG 由节点集合 V 和边集合 E 组成,V
用来表示实体的不同表象,包括文本相似集内的表象以及与之具有语义关联的所有表象,如上例中的作者和会

议等;E 用来表示表象间存在的语义关联,如上例中的合作者关联、出处关联等.表象关联图类似于关系数据库

中的实体联系模型,不同的是,表象关联图表示的是实例(表象)间的关联信息,因此,可以将表象关联图看成是对

实体联系模型的实例化表示. 
针对论文检索领域某一文本相似集内的两个表象 John Allen 与 J. Allen 构建的表象关联图如图 3 所示,其

中,节点分为两类,分别表示作者表象和会议表象;同样,按照表象间关联类型的不同,边也分为合作者关联与出

处关联.具体来说,图 3(a)表示 John Allen的合作者Helen同样也是 J. Allen的合作者,则认为 John Allen与 J. Allen
存在合作者关联;图 3(b)表示 John Allen 发表的某篇文章与 J. Allen 的来源于同一会议 VLDB,则认为 John Allen
与 J. Allen 存在出处关联;图 3(c)表示 John Allen 与 J. Allen 之间既存在合作者关联又存在出处关联,则认为 John 
Allen 与 J. Allen 之间存在混合关联. 

 
 
 
 
 
 
 
 

Helen Collaborate John Allen J. AllenCollaborate

(a) 

PublishVLDB J. AllenPublish John Allen

(b)

Collaborate Helen VLDB J. Allen PublishPublishJohn Allen 

(c)

Conference associationCoauthor associationAuthor Conference

Fig.3  Demonstration of representation relationship graph 
图 3  表象关联图示例 

4.3   最佳路径选取 

表象关联图中两个表象之间如果存在多条关联路径,如何从中选取一条最佳路径作为表象间关联强度计

算的依据就成为一个有待解决的问题.通常,如果两个表象间语义关联所在的上下文环境包含的表象越少,语义

关联就越有针对性,表象同属于一个实体的概率也就相对越高.为此,本文定义了路径重要度来量化表象间语义

关联的独特性,并选取重要度高的路径作为最佳路径来计算关联强度. 
定义 4(路径重要度). 若两个表象间某关联路径上的所有表象节点(不包含起始表象和终止表象)为{r1,…, 

rk},与节点ri存在语义关联的表象个数为mi ,则该 

关联路径的路径重要度为
1

1 .
k

i im=
∑  

如图 4 所示,表象 John Allen 与 J. Allen 之间

路径 A 的重要度为 0.01,而路径 B 的重要度为 0.5.
这是由于 VLDB 与很多作者之间都存在出处关

联,表象覆盖率较高,因此削弱了该关联针对作者

John Allen与 J. Allen的表现能力;相反,Helen只与

John Allen 和 J. Allen 具有合作者关联,该关联的针对性较强,突出表现了 John Allen 与 J. Allen 之间语义关联的

独特性.因此,在本例中,优先选择表现能力较强的路径 B 作为最佳路径来计算表象 John Allen 与 J. Allen 之间的

J. AllenVLDB
PathA

…

PathB

Collaborate

PublishJohn Allen

Helen Collaborate

Publish

100 associations linked with  VLDB

Fig.4  Selection of the best path 
图 4  最佳路径的选择 
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关联强度. 

4.4   关联强度的计算 

关联强度是基于最佳路径对表象间语义关联的量化表示,能够在一定程度上反映出表象间潜在的语义相

似性.随着关联类型的不同,其语义关联程度也有所不同,因此,需要针对不同的关联类型为其赋予不同的权值.
由此可见,前文中最佳路径的选取是根据表象关联图中关联的独特性来进行的,而关联强度则是基于表象间关

联的语义表达能力来进行计算的.表象r1到rn间关联路径的关联强度如公式(8)所示. 

 1 2 1 1 1
1 2

1 ( ) ... 1 ( ) ...( ... ) 1
1 1

n n m
n

CS r r CS r r n w n wCS r r r
n n

−− → + + − → + +
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−
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k
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Support R R

=

= −

∑
 (9) 

可见,表象间的关联强度相当于关联路径上每条子路径ri−1→ri关联强度的平均值.其中,n1~nm表示关联路

径上属于各种关联类型的关联数目;w1~wm表示按照语义关联程度对不同的关联类型(设有m个)所赋予的权值

(如公式(9)所示).需要注意的是,语义关联的表达能力越强,被赋予的权值就越小,关联强度也就越大.例如,在论

文检索领域中,合作者关联比出处关联具有更强的语义表现能力,经计算,其权值分别为 0.3 和 0.7,则图 3(a)、  
图 3(b)和图 3(c)中表象John Allen与J. Allen间关联强度分别为 0.7,0.3 和 0.43. 

5   分组统计模型 

文本匹配与语义分析针对的都是字符串类型的属性,实际应用中实体的某些特征也经常用数值型属性加

以描述,如报价、库存量等.对应于同一实体的不同表象在这些数值型属性上往往具有相似的聚集值,例如在不

同数据源中,同一商品的平均价格基本一致、同一作者被检索的文章总数基本相同等.因此,可以基于这些数值

型属性对语义相似集的表象进行统计分析,并按照属性聚集值的相似程度进一步对表象进行聚类. 

5.1   约束规则 

我们将存在于不同数据源中的同一聚类分组应该满足的统计规律定义为约束规则.约束规则所约束的目

标是不同数据源内的聚类分组,而不同于文本匹配与语义分析以表象作为操作对象.因此,需要在聚类分组的层

次上、针对不同的数据源对其进行统计分析.需要强调的是,只有当聚类分组所包含表象的个数大于 1 时,才有

必要进行统计分析,因此,通常认为只包含 1 个表象的聚类分组均满足约束规则;另外,只有当数据源规模较大

时,统计分析才能有效进行,因此,分组统计分析适合在表象覆盖率较大的数据源上进行. 
以论文检索领域为例,假设语义相似集Ssem{John Allen,J. Allen,J. A. Allen,J. B. Allen,Jane Allen}在数据源

DS1和DS2中的相关统计信息见表 1,针对作者的被收录文章数、参与会议数可以为每个聚类分组(包含的表象

数大于 1)定义如下约束规则: 
• 文章数目约束:对应于同一实体的表象集{r1,…,rn}在DS1中被收录的文章总数应等于在DS2中被收录的

文章总数,记为DS1.Sum(r1.文章数,…,rn.文章数)=DS2.Sum(r1.文章数,…,rn.文章数). 
• 会议次数约束:对应于同一实体的表象集{r1,…,rn}在DS1中参与某会议的总次数应等于在DS2中参与该

会议的总次数,记为DS1.Sum(r1.会议数,…,rn.会议数)=DS2.Sum(r1.会议数,…,rn.会议数). 

Table 1  Statistical information of a semantic similar set in different data sources 
表 1  不同数据源中某语义相似集的统计信息 

Number of accepted papers Number of attended conferences Ssem DS1 DS2 DS1 DS2
John Allen 20 35 6 4 

J. Allen 30 40 1 2 
J. A. Allen 40 15 1 2 
J. B. Allen 15 10 1 5 
Jane Allen 120 50 3 11 
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表 1 中,Ssem在DS1与DS2中被收录的文章总数分别为 225 和 150,参与的会议总次数分别为 12 和 24,说明Ssem

包含属于多个实体的表象而不满足约束规则,需要对其重新分组,直到各个分组均满足约束规则为止.然而,由
于Web数据的复杂性,聚类分组很难完全满足预定义的约束规则,为了保证统计分析的有效性,通过设置分组阈

值σ G(0≤σ G≤1)适当地放宽约束限制.例如,上例中可以将文章数目约束定义为Min{DS1.Sum(r1.文章数,…,rn.文
章数),DS2.Sum(r1.文章数,…,rn.文章数)}/Max{DS1.Sum(r1.文章数,…,rn.文章数),DS2.Sum(r1.文章数,…,rn.文章

数)}≥σ G. 

5.2   基于统计分析树的表象重组 

对于不满足约束规则的聚类分组,需要在语义相似集内部对其重新划分.为此,本文基于语义分析阶段生成

的表象关联图构建统计分析树,并进行表象重组,最终生成满足约束规则的聚类分组.其过程如下: 
步骤 1. 针对某语义相似集(包含表象个数>1)截取表象关联图 RRG 中与之相关的片断(若表象间存在多条

路径,只保留最佳路径),记为 RRG′. 
步骤 2. 在 RRG′中只保留该语义相似集的表象,并将表象间的关联用对应的关联强度代替,记为 RRG″. 
步骤 3. 将 RRG″中所有表象组成的集合作为统计分析树的根节点,按照表象间关联强度由小到大的顺序

将 RRG′划分成不连通的两部分,分别作为统计分析树的叶子节点. 
步骤 4. 检测当前统计分析树中的叶子节点是否均满足约束规则,若满足,则结束操作;否则,对不满足规则

的叶子节点按步骤 3 继续划分,直到所有叶子节点均满足约束规则为止. 
以表 1中的表象为例,其表象重组的过程如图 5所示.首先,针对语义相似集{John Allen,J. Allen,J. A. Allen,J. 

B. Allen,Jane Allen}截取表象关联图中的相关片断 RRG′,由于图中只保留最佳路径,因此表象间不存在回路;然
后,对 RRG′进行简化处理,只保留语义相似集的表象并标明关联强度;将语义相似集作为根节点构建统计分析

树,优先选择 RRG″中关联强度较小的边断开,将得到的不连通的两部分作为叶子节点;由于存在叶子节点{John 
Allen,J. Allen,J. A. Allen,J. B. Allen}不满足约束规则,需要对其继续划分;以此类推,最终得到 3 个满足约束集: 
{John Allen,J. Allen,J. A. Allen},{J. B. Allen}和{Jane Allen}. 
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Jane Allen
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Fig.5  Transition from representation relationship graph to statistics analysis tree 

图 5  从表象关联图到统计分析树的转换 

6   三段式逐步求精算法及性能分析 

本文基于文本匹配模型、语义分析模型以及分组统计模型,采用文本粗略匹配、表象关联关系获取以及分

组统计分析的三段式逐步求精策略,结合属性文本特征、上下文语义信息及约束规则对识别结果不断进行精

化,以提高识别结果的准确性.本节将介绍 SS-EIM 的三段式逐步求精算法,并对其性能进行分析. 

6.1   SS-EIM的三段式逐步求精算法 

基于前文定义的文本匹配模型、语义分析模型以及分组统计模型,SS-EIM 的三段式逐步求精(three-phase 
gradual refining,简称 TGR)算法具体描述如下. 

阶段 1. 文本粗略匹配阶段.应用文本匹配模型分别计算针对属性级和表象级的文本相似度,并将表象按照
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属性特征进行聚类,生成一系列文本相似集. 
阶段 2. 表象关联关系获取阶段.基于语义分析模型分析文本相似集内表象所处上下文环境的语义信息,将

达到一定关联强度的表象聚成一类,生成一系列语义相似集. 
阶段 3. 分组统计分析阶段.基于分组统计模型进一步检测语义相似集是否满足预先定义的约束规则,利用

统计分析树将不满足约束规则的表象集进行表象重组,最终生成一系列满足约束集(每个集合对应于一个实体

的表象聚类集),以达到实体识别的目的,并将其作为表象关联知识存储. 
由上可知,TGR 算法是对实体的表象聚类集逐步求精的过程,其目的是为了保证表象关联知识的准确性.本

文重点介绍表象关联关系获取(见算法 2)和分组统计分析(见算法 3)的过程,具体识别算法如下: 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

算法 1. TGR 算法. 
输入:R={r1,r2,…,r|R|},文本相似阈值σ txt,语义相似阈值σ sem,分组统计阈值σ G,RRG最大搜索深度L. 
输出:实体聚类集C={c1,c2,…,c|C|}. 
步骤: 
1:   Vector txtSets:=R.initialTxtMatching(σ txt);  //对R进行文本粗略匹配并将结果存入向量txtSets 
2:   Vector C:=∅;  //为实体聚类集设置初始值 
3:  for(int i=0;i<txtSets.size();i++)  //顺序访问 txtSets 中的每个文本相似集 
4:    Vector txtSet:= txtSets.get(i);  //从向量 txtSets 中取一个文本相似集存入 txtSet 
5:   Vector semSets:=getSemSets(txtSet,σ sem,L);  //生成一系列语义相似集并存入向量semSets 
6:   for(int j=0; j<semSets.size(); j++)  //顺序访问 semSets 中的每个语义相似集 
7:      Vector semSet:=semSets.get(j);  //从向量 semSets 中取一个语义相似集存入 semSet 
8:     Vector conSets:=getConSets(semSets,σ G);  //生成一系列满足约束集存入向量conSets 
9:     C=C conSets;  //将当前生成的 conSets 添加到实体聚类集 C 中 ∪
10:   return C;  //将最终的实体聚类集 C 作为结果返回 
算法 2. 语义相似集生成算法getSemSets(Vector txtSet,float σ sem,int L). 
输入:文本相似集txtSet,语义相似阈值σ sem,RRG最大搜索深度L. 
输出:一系列语义相似集 semSets. 
步骤: 
1: Vector semSets:=∅;  //用来存储生成的一系列语义相似集 
2: for(int i=0;i<txtSet.size();i++)  //顺序访问文本相似集 txtSet 中的每个表象 
3:  String rep:= txtSet.get(i);  //从 txtSet 中取一个表象 rep 
4:  if(rep.semGroupId==0)  //如果 rep 没有被聚类到任何一个语义相似集内,则对其进行语义分析 
5:   Vector oldV:={rep};  //将 rep 存入向量 oldV,作为当前的语义相似集 
6:   Vector newV:=∅;  //用于与当前的语义相似集进行比较,判断其是否需要继续扩充 
7:   for(int j=0; j<L; j++)  //以深度 L 遍历表象关联图 
8:    newV:=oldV∪{repNew|CS(repOld→repNew)>σ sem and repOld∈oldV};  //将所有与

oldV中的表象具有一定语义关联的表象repNew扩充到当前语义相似集内 
9:    if(newV==oldV)  //判断是否满足结束条件,也就是不再有新的表象被扩充到 oldV 中 
10:     oldV.setSemGroupId();  //将 oldV 作为一个语义相似集并为其设置组号标识 
11:     break;  //跳出当前循环,继续生成下一个语义相似集 
12:    oldV:=newV;  //将 oldV 赋值为 newV,并对其继续扩充,直到满足结束条件 
13:    semSets.add(oldV);  //将当前生成的语义相似集添加到结果集 semSets 中 
14: return semSets;  //将最终的 semSets 作为结果返回 
算法 3. 满足约束集递归生成算法getConSets(Vector semSet,float σ G). 
输入:语义相似集semSet,分组统计阈值σ G. 
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输出:一系列满足约束集 conSets. 
步骤: 
1:   Vector conSets:=∅;  //用来存储生成的一系列满足约束集 
2:   if(semSet.satisfyConstraints(σ G))  //判断当前集合semSet是否满足预定义的约束规则 
3:     return semSet;  //如果满足,则无须对 semSet 进行表象重组,直接作为满足约束集返回 
4:   else Vector tempV:=Split(semSet);  //否则,将 semSet 划分为不相交的两部分,并存入向量 tempV 中 
5:  for(int i=0;i<2;i++)  //顺序访问 tempV 中的每个表象集合(共两个) 
6:    Vector tempSet:=tempV.get(i);  //从 tempV 中取一个表象集合存入 tempSet 中 
7:    conSets=conSets∪getConSets(tempSet);  //针对 tempSet 递归调用 getConSets 方法 
8:   return conSets;  //将最终的 conSets 作为结果返回 

6.2   算法性能分析 

SS-EIM 的识别时间代价可以按照处理阶段的不同划分为 3 个部分,都是将上一阶段的结果作为下一阶段

的处理对象.SS-EIM 的实体识别的总体时间代价为 
  (10) SS EIM txtInitialMatching relAbstraction statAnalyseTime Time Time Time− = + +

其中,TimetxtInitialMatching为文本粗略匹配的时间,TimerelAbstraction为表象关联关系获取所需要的时间,TimestatAnalyse为

分组统计分析的时间.假设实体识别过程中产生的文本相似集、语义分析集、满足约束集的数目分别为NtxtSets, 
NsemSets和NconSets,且平均每个文本相似集含有m个表象,RRG最大搜索深度为L,则基于上述算法,我们给出表象关

联关系获取和分组统计分析的时间复杂度 .其中 ,TimerelAbstraction的时间复杂度为O(NtxtSets×m×L×(|newV|× 
log|newV|+|oldV|×log|oldV|)),由于newV及oldV包含元素的个数最大为m,所以TimerelAbstraction的上限为O(NtxtSets× 
L×m2logm),TimestatAnalyse的时间复杂度为O(NtxtSets×NsemSets×NconSets). 

为了提高SS-EIM的处理效率,我们对以上算法采取了如下优化措施:首先,为了防止某些特殊情况下遍历

RRG的时间过长,通过预先设置RRG最大搜索深度L,使得表象关联关系获取能够在相对有限的范围内进行,以
降低TimerelAbstraction的时间复杂度;其次,由于表象关联关系获取和分组统计分析只集中在各个文本相似集内部

进行,因此本文采用多线程并发处理机制,将针对不同文本相似集的语义分析及分组统计处理并行进行,从而进

一步降低了TimerelAbstraction和TimestatAnalyse的时间复杂度;同时,SS-EIM将关联路径上表象间关联强度运算的中间

结果存储在缓存中,从而避免了无谓的重复性计算,提高了实体识别的处理效率;另外,SS-EIM的三段式逐步求

精过程为离线型服务操作,不会对用户的操作造成直接影响. 

7   自适应的知识维护策略 

如果抽取 Deep Web 中所有数据源上的数据进行实体识别,显然可以保证表象关联知识的完备性,但由此产

生的巨额执行代价使得这种方法不可行;同时,由于 Web 环境中数据的动态特性,存储在表象关联知识库中的信

息不是一成不变的,需要对其有效性及时检测.为此,本文采用静态分析、动态协调相结合的自适应知识维护策

略(adaptive knowledge maintenance,简称 AKM)构建和完善表象关联知识库,以适应 Web 数据的动态性并保证

表象关联知识的完备性.具体定义如下: 
• 静态分析:将 Web 中一定量的静态页面中的信息作为预获取的实例信息,并进行模式抽取;基于这些实例

信息进行静态分析,也就是采用前文提到的文本粗略匹配、表象关联关系获取以及分组统计分析的三段

式逐步求精策略,生成初始的表象关联知识库. 
• 动态协调:随着用户查询的增多,基于用户查询请求和返回结果的实例信息来动态协调表象关联知识库

中的内容,对其进行不断修正和完善. 
理想情况下,某个实体的所有表象应该同属于一个聚类,但实际的识别结果往往不能达到绝对的准确,本属
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于同一实体的表象有可能被识别到不同的聚类中.因此,本文针对特定领域中的某类查询请求,以最终查询结果

中的实例信息作为基准,引入实体熵的概念来衡量某个实体的表象集分散到多个聚类中的分散程度,从而检测

表象关联知识库的有效性.假设某查询结果集中的实例信息为e={r1,r2,…,rn},表明表象r1~rn对应于某实体e,表
象关联知识库中对应于该类查询请求的内容为C={c1,c2,…,cm},每个聚类集ci都由一组语义上相似且满足约束

规则的表象组成,则实体熵H(e)的定义如公式(11)所示.其中,C′={c1,…,cm′}为C中与e存在交集的聚类集合,   |ci

∩e|表示e中的表象被聚类到ci中的个数,因此可以将|ci∩e|/n理解为聚类集ci对e的覆盖率.理想情况下,e中所有

表象均被聚类到C中的某个聚类集ci中,此时H(e)为 0;相反,若e中表象被分散地聚类到C中的多个聚类集中,则随

着分散程度的增大,H(e)将趋近于log2
n.因此,可以将用户的实际查询结果以及实体熵作为表象关联知识库的信

息是否完备和有效的衡量标准,具体检测过程如下: 

 | |
2

1

| |( ) log i
m n

c ei

i

c eH e
n

′
∩

=

∩
= ∑  (11) 

• 完备性检测:若C′为空,则说明表象关联知识库的信息不够完备(说明目前C中至少不包含实体e的信息),
因此将e中的表象集合作为cm+1扩展到C中,并存入表象关联知识库;若|C′|=1,则说明C中只有 1 个聚类集

(假设为c1)与e存在交集,此时将c1内原有的表象连同e中新出现的表象组合成新的聚类来取  代c1. 
• 有效性检测:若|C′|>1,则或者是由于静态分析阶段将本属于同一实体e的表象错误地识别成对应多个实

体,或者由于Web数据的动态更新使得当前知识库中的部分内容失效.然而,小范围的表象识别错误或数

据失效不会对整体的数据集成产生太大的影响,为了降低纠错的处理代价,本文通过设定阈值σ H,只针对

达到一定程度的识别错误或数据失效进行处理.具体来说,基于结果表象集e以及聚类集C′计算H(e),如果

H(e)<σ H,则说明目前表象关联知识库的信息比较准确,可以保持不变;否则,需要对C′连同e中的表象重

新进行实体识别. 
举例说明,假设C={c1,c2},c1={r1,…,r10},c2={r11,…,r20},σ H为 0.8.若e={r21,r22},由于e与c1,c2都不存在交集,则

将e作为一个新的聚类集扩展到C中 ,以保证表象关联知识库的完备性 ;若e={r1,r21},则C中的c1将被更新为

{r1,…,r10,r21};若e={r1,…,r9,r11},则H(e)为 0.47 且小于σ H,因此可以忽略C中少数表象的识别错误或数据失效;若
e={r1,…,r5,r11,…,r15},则H(e)为 1 且大于σ H,此时需要对c1,c2以及e中的表象重新进行实体识别,并对表象关联知

识库进行更新,以保证其内容的有效性. 

8   实验测试 

本节针对SS-EIM中提出的部分关键技术进行实验测试,主要包括对比不同数据量、不同初始分组数的实

体识别时间代价,分析文本相似阈值σ txt、语义相似阈值σ sem、分组阈值σ G等参数的设置对实体识别准确性的

影响,以及比较不同实体识别策略的性能. 

8.1   数据集 

本文主要针对论文检索领域中的作者表象进行实体识别,通过获取数据的属性特征、分析数据之间的语义

关联以及执行相关统计,对作者的不同表象进行识别并将论文信息按照作者进行聚类,以此来提高集成数据的

质量.本文使用的数据集分别来源于论文检索网站 ACM 和 DBLP,通过向它们提交特定的查询请求来获取一定

量的静态页面并进行模式抽取,最终将模式已知的 1M 条记录作为实验数据集.为了有效地进行实体识别,提交

的查询请求应尽量满足以下几个条件:首先,基于这些请求所得到的查询结果集具有较大的数据量;其次,在这

些结果数据中存在较多由同一个人所发表的文章信息,且该作者具有多种不同的表象;最后,查询请求相互独

立,以保证结果集之间不存在交集. 
按照使用阶段的不同,将数据集划分为两个类别:分析集和协调集.分析集应用于实体识别的静态分析,是

文本粗略匹配、表象关联关系获取和分组统计分析的处理对象,用来构建初始的表象关联知识库;协调集用来

模拟从用户实际查询中所得到的结果集,以检测表象关联知识库中的内容是否完备、准确,主要应用在实体识

别的动态协调过程.从数据集中随机选取 800K 条记录作为分析集,将剩余的数据集作为协调集. 
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实验环境设置如下:主机采用 Dell 2.4GHz P4,内存容量为 512MB,硬盘容量为 80GB,操作系统为 Win2000. 

8.2   评价指标 

本文主要以执行时间、识别准确性和知识完备性作为SS-EIM的评价指标.识别准确性体现在两个方面:针
对某实体的聚类分散性和针对某聚类的实体多样性.前者是指某个实体的表象集分散到多个聚类中的分散程

度,可以用前文定义的实体熵来衡量;后者是指某个聚类c所包含实体类别的多样化程度,为此本文引入聚类熵

H(c)的概念.假设某聚类表象集为c={r1,r2,…,rn},实体集为E={e1,e2,…,em},其中每个实体ei是由该实体的所有表

象组成的集合,则聚类熵的定义如公式(12)所示.其中,E′={e1,…,em′}为E中与c存在交集的实体集合,|ei∩c|表示

聚类c中属于实体ei的表象的数目.理想情况下,c中的表象均对应于同一个实体e,H(c)为 0;相反,若c中包含多个

实体类别的表象,随着类别的增多,H(c)将趋近于log2
n.将E中所有实体的实体熵H(e)的平均值记为H(E).同样,将

C中所有聚类的聚类熵H(c)的平均值记为H(C).H(E)和H(C)越小,表象关联知识的准确性就越高.知识完备性用

来衡量表象关联知识库中的内容是否完备,我们将数据集内实际存在的实体类别数目记为m,其中通过SS-EIM
正确识别的实体类别数目为n,则知识完备性(recall)为n/m.综上所述,本实验的评价指标主要包括:执行时间、知

识准确性(通过平均实体熵H(E)和平均聚类熵H(C)来衡量)和知识完备性. 
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8.3   执行代价 

本实验首先针对不同的数据量来对比实体识别所花费的时间代价,分别从分析集中随机抽取 10K,50K, 
100K,500K,800K 条记录作为实验数据集;然后,基于这些数据测试实体识别所花费的时间代价,其中将 RRG 最

大搜索深度设置为 3,实验结果如图 6 所示.从图中可以看出,随着数据量的增长,实体识别的时间代价不断增大,
从具体的时间代价和增长速度来看,本文采用的实体识别策略是可行的. 

另外,本实验针对 50K 记录测试不同初始分组数对后续处理所需要的时间代价的影响.这里的初始分组是

指文本粗略匹配而产生的文本相似集,可以通过设置不同的文本相似阈值而获取到不同数目的初始分组,测试

结果如图 7 所示.从图中可以看出,初始分组数越大,每个分组内的数据量就越小,分组内进行实体识别的时间代

价也就越小.又由于本文采用了多线程并发处理方式,因此总体时间代价也随之减少. 
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Fig.6  Time cost of entity identification in SS-EIM

 with different size of data set 
图 6  SS-EIM 在不同数据规模下的 

实体识别时间代价 

Fig.7  Time cost of entity identification in SS-EIM 
with different number of initial groups 

图 7  SS-EIM 在不同初始分组数目下的 

实体识别时间代价 

8.4   实体识别参数的选取 

文本相似阈值σ txt、语义相似阈值σ sem和分组统计阈值σ G的初始值由领域专家来设置.随着分析数据量的

加大,这些参数将逐步趋于最优化配置.本实验通过综合比较H(E)和H(C),来确定适当的阈值,实验结果如图 8 所

示.随着这些阈值的增大,分组条件越发严格,从而使每个聚类包含的表象数目逐渐减少.这样,每个聚类包含的

实体类别将趋向理想的单一化趋势,但同时也加重了对应于同一实体的表象分散化程度.因此,随着这些阈值的

增大,H(C)不断降低,H(E)不断增加.为了综合提高SS-EIM的识别准确性,我们选取(H(C)+H(E))/2 的最小值所对
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应的阈值作为参数的最佳阈值.通过测试,σ txt,σ sem和σ G的最优配置分别为 0.6,0.6 和 0.8. 
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Fig.8  Selection of entity identification parameters 
图 8  实体识别参数的选取 

8.5   SS-EIM与FBS,Sem-EIM,Stat-EIM的性能比较 

本实验将SS-EIM与相关工作中所采取的实体识别策略(基于属性文本特征的实体识别FBS[3−11]、基于语义

分析的实体识别Sem-EIM[12−17])以及基于统计分析的实体识别Stat-EIM进行对比,实验结果如图 9 所示. 
FBS 是单一地基于属性特征对表象进行聚类;Sem-EIM 是基于 FBS 的结果进一步作语义分析,将具有语义

关联的表象聚成一类;Stat-EIM 是对 FBS 的结果基于约束规则进行统计分析.聚类数目越多,每个聚类所包含的

实体类别数目就越少,因此 H(C)也就越小;但同时也加重了对应于同一实体的表象的分散程度,因而 H(E)增大.
由于 SS-EIM 采用了三段式逐步求精策略,在实体识别中综合考虑了属性文本特征、表象间语义关联以及表象

组的约束规则,H(C)减少的速度大于 H(E)增长的速度.因此,与其他 3 种策略相比,准确性有了较大的提高(对应

的 H(C)与 H(E)的平均值最小). 
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Fig.9  Performance comparison among SS-EIM, FBS, Sem-EIM and Stat-EIM 

图 9  SS-EIM 与 FBS,Sem-EIM 和 Stat-EIM 的性能比较 

8.6   AKM与N-AKM的性能比较 

本实验将协调集内的数据通过人工进行实体识别来模拟用户实际查询中所得到的结果集,并将其应用在

SS-EIM 的动态协调过程中.然后将本文提出的静态分析与动态协调相结合的自适应知识维护策略(AKM)与只

进行静态分析而没有动态协调的策略(N-AKM)进行比较,比较结果如图 10 所示. 
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Fig.10  Performance comparison between AKM and N-AKM 

图 10  AKM 与 N-AKM 的性能比较 
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由于 AKM 基于用户的查询结果对表象关联知识库中的内容不断扩充,与 N-AKM 相比,扩充后的表象关联

知识库具有较高的完备性;另外,通过 AKM 策略将知识库中当前内容与实际结果数据进行对比,利用实体熵来

衡量数据的有效性并及时修正,使得知识库的内容更能反映数据的真实状况,从而具备较高的知识准确性. 

9   结  论 

本文针对 Deep Web 数据集成中的实体识别问题进行了较为深入的研究,提出了一种基于语义及统计分析

的实体识别机制,能够有效解决 Deep Web 数据集成中的数据消重及表象整合等问题.目前已完成的工作包括:
基于文本匹配模型、语义分析模型和分组统计模型,构建了 SS-EIM 的整体模型框架;提出了文本粗略匹配、表

象关联关系获取以及分组统计分析的三段式逐步求精策略,基于文本特征、语义关联及约束规则对表象进行聚

类;提出了静态分析、动态协调相结合的自适应知识维护策略,利用用户实际的查询结果来不断完善和扩充表

象关联知识库.通过模拟实验表明,由于 SS-EIM 综合考虑了文本特征、语义关联及约束规则,对识别结果进行

不断精化,有效地提高了识别结果的准确性;通过对实体熵和聚类熵的折衷评价,以保证实体识别过程中相关参

数的合理化配置;另外,在表象关联知识库构建过程中,由于采用静态分析、动态协调相结合的自适应知识维护

策略对关联知识不断扩充和完善,在一定程度上保证了表象关联知识的有效性和完备性. 
下一步,我们将针对语义分析与分组统计的性能改进、实体识别相关参数的合理化配置以及表象关联知识

的智能化管理等方面进行深入研究. 
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