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摘　要: 图神经网络 (GNN)是一类基于深度学习的处理图域信息的方法, 它通过将图广播操作和深度学习算法结

合, 可以让图的结构信息和顶点属性信息都参与到学习中, 在顶点分类、图分类、链接预测等应用中表现出良好

的效果和可解释性 ,  已成为一种广泛应用的图分析方法 .  然而现有主流的深度学习框架 (如 TensorFlow、

PyTorch等)没有为图神经网络计算提供高效的存储支持和图上的消息传递支持, 这限制了图神经网络算法在大规

模图数据上的应用. 目前已有诸多工作针对图结构的数据特点和图神经网络的计算特点, 探索了大规模图神经网

络系统的设计和实现方案. 首先对图神经网络的发展进行简要概述, 总结了设计图神经网络系统需要面对的挑战;

随后对目前图神经网络系统的工作进行介绍, 从系统架构、编程模型、消息传递优化、图分区策略、通信优化等

多个方面对系统进行分析; 最后使用部分已开源的图神经网络系统进行实验评估, 从精确度、性能、扩展性等多

个方面验证这些系统的有效性.
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Abstract:  Graph  neural  network  (GNN)  is  used  to  process  graph  structure  data  based  on  deep  learning  techniques.  It  combines  graph
propagation  operations  with  deep  learning  algorithms  to  fully  utilize  graph  structure  information  and  vertex  features  in  the  learning  process.
GNNs  have  been  widely  used  in  a  range  of  applications,  such  as  node  classification,  graph  classification,  and  link  prediction,  showing
promised  effectiveness  and  interpretability.  However,  the  existing  deep  learning  frameworks  (such  as  TensorFlow  and  PyTorch)  do  not
provide  efficient  storage  support  and  message  passing  support  for  GNN’s  training,  which  limits  its  usage  on  large-scale  graph  data.  At
present,  a  number  of  large-scale  GNN  systems  have  been  designed  by  considering  the  data  characteristics  of  graph  structure  and  the
computational  characteristics  of  GNNs.  This  study  first  briefly  reviews  the  GNNs,  and  summarizes  the  challenges  that  need  to  be  faced  in
designing  GNN  systems.  Then,  the  existing  work  on  GNN  training  systems  is  reviewed,  and  these  systems  are  analyzed  from  multiple
aspects  such  as  system  architecture,  programming  model,  message  passing  optimization,  graph  partitioning  strategy  and  communication
optimization.  Finally,  several  open  source  GNN  systems  are  chosen  for  experimental  evaluation  to  compare  these  systems  in  terms  of
accuracy, efficiency, and scalability.
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深度学习在对象检测 [1,2]、机器翻译 [3,4]、语音识别 [5]、物理系统 [6,7]等领域取得了革命性的成功, 推动了对模

式识别和数据挖掘的研究. 现有的深度学习方法能够处理欧式空间表示下的规则数据, 例如图像数据可以表示为

欧几里得空间中的规则网络, 而现实中的很多应用的数据以图的形式来表示. 比如在社交网络 [8]中, 可以通过图来

表示对象之间的关联关系, 从而能够进行社区发现、聚类 [9]等算法. 在生物领域 [10], 可以通过图来表示蛋白质分子

之间的关系, 从而能够对蛋白质进行分类. 在引文网络 [11]领域, 可以用图来表示论文之间的引用关系, 从而能够对

论文按领域进行分组. 在电子商务领域, 可以用图来表示用户和商品之间的交互关系, 从而能够对用户进行商品的

推荐. 由于图数据的不规则性和稀疏性, 每个顶点可能具有不同数量的邻居, 并且图数据之间具有依赖性, 图中每

个顶点的计算依赖于其他的顶点, 所以导致很多深度学习方法无法直接应用在图数据中. 例如, 卷积只能对图像或

文本这样的欧几里德数据进行操作, 无法直接应用于图数据, 限制了深度学习方法在图领域的发展.
随着图领域深度学习方法逐渐受到广泛关注, 近些年出现了很多图神经网络算法, 这些方法通过在传统深度

学习模型中添加图操作, 应用图的结构信息和属性信息, 来处理图数据的复杂性, 成为解决图学习问题的有效方

法. 比较典型的工作有 Structure2Vec[12]、GCN[13]、FastGCN[14]、AS-GCN[15]、GraphSAGE[16]等. 图神经网络算法

将传统深度学习的方法, 如卷积, 扩展到了图数据领域, 并结合数据传播的思想形成了在图上的深度学习算法, 其
在社交网络、推荐系统 [17]、知识图谱 [18]、链接预测 [19]等领域都取得了良好的效果.

图神经网络受到广泛关注的原因如下: 首先, 现有标准神经网络无法正确处理图数据的输入, 因为其按照特定

顺序处理节点特征, 而图中的顶点没有自然顺序. 图神经网络算法采用在顶点上传播信息的计算方式, 忽略顶点的

输入顺序解决了这个问题. 第二, 在标准神经网络中, 图中顶点的依赖关系仅能作为顶点特征输入, 而图神经网络

算法根据图中顶点的依赖关系进行信息传播, 保留了图结构的信息, 为下游深度学习任务提供了更加完整的信息.
第三, 推理是高级人工智能的一个重要研究课题, 图神经网络强大的表示能力, 为进一步生成强大的神经模型提供

了基础.
现有的深度学习框架如 TensorFlow[20]、PyTorch[21]、MXNet[22]以及 CNTK[23], 和图处理框架 PowerLyra[24]、

PowerGraph[25]、Garaph[26]、Pregel[27]、TuX2[28]都不能很好地支持图神经网络的计算, 这阻碍了图神经网络的进一

步发展, 也限制了图神经网络在大规模数据中的应用. 因此突破现有框架限制, 开发专用于图神经网络训练的系

统, 对于充分发挥图神经网络的潜力十分重要.
本文首先分析图神经网络算法的计算模式, 提出大规模图神经系统训练存在的挑战, 并对现有系统进行介绍.

然后从系统架构、通信优化等多个维度对这些系统进行详细的分析和对比, 对图神经网络系统的不同优化技术进

行总结和分析, 并对目前已经开源的图神经网络系统设计实验, 从多个方面测评系统的性能, 验证系统有效性. 

1   图神经网络概述

早期的图神经网络研究 [29,30]基于递归的方式设计, 通过迭代地传播邻居信息直到到达不动点来学习顶点的表

示. 它基于信息传播机制, 通过周期性地交换邻域信息来更新顶点的状态, 直到达到稳定的平衡为止. 每次迭代都

以顶点当前的状态、顶点的特征、顶点邻居的特征和边的特征作为递归函数的输入, 该递归函数的输出用来更新

顶点状态, 当状态满足收敛标准时, 会将最后一步的顶点状态输入到输出层中. 递归图神经网络交替进行顶点状态

传播和参数梯度计算来训练神经网络, 根据不动点理论, 递归函数必须是一个压缩映射函数, 才有唯一不动点解,
确保收敛. 递归图神经网络启发了后来基于空间的卷积图神经网络的研究. 但由于图神经网络中每个顶点的计算

依赖于该顶点的邻居, 并且递归函数在每一层的参数都是共享的, 导致这个训练过程的计算代价非常大, 所以在现

实中的应用很少.
随着卷积神经网络在欧式数据上的成功应用, 比如图像分类、对象检测、机器翻译, 开始出现了图卷积的概

念. CNN[31]能够学习到局部稳定的结构, 通过局部化的卷积核, 再经过层级堆叠, 把这些局部的卷积学到的结构变

成层次化的多个尺度的结构模式, 构建了高度表达的表示能力, 这个能力得益于在参数共享上的设计. CNN的关

键可以概括为: 本地连接、共享权重和多层的设计 [32]. CNN利用平移不变性, 来对欧式数据提取特征进行分析, 而
把卷积从欧式数据迁移到非欧数据的主要难点在于, 非欧数据的结构是不规则的, 例如在图数据中, 顶点的度差异
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很大, 在图上很难找到一个对所有顶点都适用的卷积核.
近些年提出了很多重新定义图卷积概念的方法, 主要分为两类. 基于谱方法图神经网络 [13,33−36]引入信号处理的

方法, 通过将顶点特征变换到谱域实现卷积, 再将结果变换到空间域来定义图卷积, 而基于空间方法图神经网络 [16,37,38]

在节点域通过信息聚合的方法直接定义图卷积. 图卷积神经网络主要思想是通过汇总顶点自身的特征和顶点邻居

的特征来生成顶点的表示形式, 与递归图神经网络不同的地方在于, 图卷积神经网络通过堆叠多个图卷积层来计

算顶点表示, 在每层中使用不同的参数来解决递归图神经网络中因参数共享而导致计算代价大的问题.
谱方法将图上的信号变换到谱域, 在谱域实现图卷积的定义, 再将结果变换到空间域. 较早出现的 ChebyNet

是基于谱方法的图卷积神经网络, 通过将谱域的卷积核做参数化, 并利用多项式的函数对卷积核近似, 来将参数进

行降维, 且不需要做特征分解, 降低了计算代价. 除此之外, 还有 AGCN等, 都属于基于谱方法的图卷积神经网络.
空间方法通过图上的信息聚合来定义图卷积, 通过将中心顶点的特征和其邻居的特征进行卷积, 来更新中心

顶点特征. 空间方法的图卷积运算本质上是沿着边传播顶点信息. 其中具有代表性工作的是 GCN, 它既是空间方

法的起点, 也是谱方法的一个特例. 其他的基于空间方法的工作还有 GraphSAGE、GAT等. 通常情况下顶点邻居

分布并不均匀, GraphSAGE 通过对每个顶点进行固定数量邻居的采样, 然后将获得的信息进行聚合来更新顶点.
GAT针对每一个顶点计算相应的隐藏信息, 通过引入注意力机制, 可以将模型应用于未知图结构的数据, 在顶点

分类任务中取得了比较好的结果.
后来又发展出了许多其他类型的图神经网络, 包括图自动编码器 GAE[39,40]和时空图神经网络 STGNN[41]. 图

自动编码器 GAE是无监督的学习框架, 可将图编码到潜在的矢量空间中, 并从编码信息中重建图数据. GAE主要

用于学习网络嵌入. 时空图神经网络 STGNN是一种基于时空的图神经网络, 它旨在从时空图中学习隐式的特征

模式, 同时考虑顶点在时间上的依赖性和空间上的依赖性. 这种模式有多种应用, 例如交通速度预测, 驾驶员操纵

预期.

G = (V,E) H = {hv,∀v ∈ V} W (k),∀k ∈ {1,2, · · · ,K}
σ N(v) Agg(k),∀k ∈ {1,2, · · · ,K}

图神经网络的典型计算过程: 本文结合一种广泛应用的图神经网络模型 GraphSAGE, 简要介绍图神经网络的

典型计算过程. GraphSAGE是一种用于学习顶点表示的图神经网络算法, 通过对顶点邻域进行采样和聚合来生成

顶点的嵌入. 其中图   , 顶点特征   , 层数为 K, 权重矩阵为   , 非线性函数

为   , 顶点 v 的邻居表示为   , 聚合操作为   . 如图 1所示.
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图 1　GraphSAGE计算过程示意图
 

(1)对顶点 v 进行固定大小的 K 阶邻居采样.
(2)在顶点上进行 K 次聚合操作的迭代式计算. 其中, 每次计算的第 k 层表示由第 k−1层生成.
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hk−1
N(v)← Aggregate

({
hk−1

u ,∀u ∈ N(v)
})
.

{hk−1
u ,∀u ∈ N(v)}(3)在第 K 次迭代中, 每个顶点 v 将其邻居顶点   的表示通过聚合函数聚合为单个向量,

hk
v ← σ

(
WkConcat

(
hk−1

v ,h
k−1
N(v)

))
.

(4)在聚合邻居顶点表示后, 将顶点当前层的表示与聚合的邻居向量连接起来, 输入到非线性激活函数中生成

新的顶点表示.

y∧
(5)将顶点迭代 K 次后的表示作为顶点的嵌入. 若执行顶点分类任务, 可将顶点嵌入输入到 Softmax层, 通过

输出结果   来预测顶点分类, 最后采用交叉熵损失函数 L 来更新参数.
W i(6)在反向传播过程中, 计算第 i 层参数的梯度要用到第 i+1层的顶点特征. 对第 i 层的参数   的梯度可表示为:

∂L/∂W i =(∂L/∂y∧)(∂y∧/∂Hk)(∂Hk/∂Hk−1)(∂Hk−1/∂Hk−2) · · · (∂Hi+1/∂Hi)(∂Hi/∂W i).

W i −α(∂L/∂W i) i(7)用   的结果来更新第   层的参数矩阵, 从而完成一次训练迭代的过程. 最后重复 (2)至 (7)步
直到参数收敛, 完成整个训练过程. 

2   大规模图神经网络训练的挑战

随着图神经网络在不同领域的应用越来越广, 对训练图神经网络系统的性能要求也越来越高. 结合对图嵌

入 [42−44]以及图神经网络 [45,46]的分析, 本文对设计开发神经网络训练系统存在的挑战进行如下总结.
(1)现有深度学习系统不能很好地抽象图传播过程. 现有的深度学习系统处理的是规则数据, 规则数据中每个

样本的计算图是独立的, 与其他样本无关, 而图神经网络是将深度神经网络和迭代图传播结合起来进行计算的, 图
数据的每个样本 (即图顶点)之间具有依赖性, 所以现有系统不能自然地表达和有效地支持图传播模型. 如何突破

现有框架的局限, 设计一种适用于图神经网络的系统架构是发展图神经网络的重要问题;
(2)训练大规模图神经网络的计算、存储复杂度高. 真实世界中的尺寸都非常大, 而且由于顶点之间具有复杂

的依赖性, 随着图神经网络层数的增加, 计算成本和内存空间需求呈指数级增长. 例如 Facebook的社交网络图包

含超过 20亿个顶点和 1万亿条边, 这种规模的图在训练时可能会产生 100 TB的数据. 所以针对大图的训练, 如何

设计计算和存储策略以利用有限的资源来使系统达到理想的性能也是发展图神经网络系统的一大挑战;
(3)图计算局部性差导致系统开销问题. 真实世界图的稀疏性会导致非常差的空间局部性, 在单机系统中这会

导致 Cache命中率降低. 而在分布式系统中, 这会导致频繁的跨节点访问, 进而产生大量的消息传递开销. 所以如

何针对图的特殊性质减少系统开销是提高系统性能的一大挑战;
(4)图的幂律分布导致分布式计算负载均衡问题. 对于具有数亿个顶点的大型图, 通常需要对图进行分布式处

理, 图神经网络算法不同于传统的图算法, 平衡的图分区不仅依赖于分区内的顶点数量, 还依赖于分区内顶点邻居

的数量, 多层图神经网络模型中不同顶点多阶邻居的数量可能相差极大, 并且这些分区之间需要频繁的数据交换,
如何对图数据进行合理的分区来保证分布式训练的性能是对于分布式系统的重大挑战;

(5)异构计算架构中的任务划分和负载调度的合理性问题. GPU的广泛应用为训练深度学习模型带来了很多

机会和挑战. 在利用 GPU 加速神经网络的训练时, 通常将数据存储在主机内存中, 在计算时需要将数据传输到

GPU, 由于图神经网络算法在反向传播阶段的复杂性, 需要频繁的在主机和 GPU之间进行数据传输, 如何设计合

理的调度方案来最大程度地减少数据传输成本也是提高系统性能的一大挑战.
为了应对这些挑战, 出现了很多针对图神经网络的训练框架, 其中单机系统如 PyTorch Geomertic、DGL、

NeuGraph. 图神经网络通常处理非常大且不规则的图, 这些大图无法存储在单个设备中, 因此必须以分布式方式

进行分区和处理, 其中分布式图神经网络框架如 Euler、AliGraph、Roc、AGL. 接下来本文将介绍若干典型的单

机图神经网络系统以及分布式图神经网络系统. 

3   图神经网络系统介绍

图神经网络算法将深度神经网络的运算 (如卷积、梯度计算) 与迭代图传播结合在一起: 每个顶点的特征都
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是由其邻居顶点的特征结合一组深度神经网络来计算. 但是, 现有的深度学习框架不能扩展和执行图传播模型, 因
此缺乏高效训练图神经网络的能力, 并且现有框架一般采用数据/模型并行来分布式训练深度神经网络, 这种并行

计算方法难以直接应用于图神经网络, 因此限制了训练大规模图神经网络的能力. 而现有的图处理系统虽然能够

表示迭代图传播模型, 并能有效支持大规模图的迭代计算, 但是缺乏支持神经网络计算的关键能力, 如张量抽象、

自动微分等. 因此, 为了支持图神经网络在大规模图上的应用, 以及对更复杂图神经网络结构的探索, 开发针对图

神经网络的训练系统是十分有必要的.
目前具有代表性的图神经网络框架: DGL[47]、PyTorch Geometric[48]、NeuGraph[49]、EnGN[50]、Euler[51]、

PSGraph[52]、AliGraph[53]、Roc[54]、AGL[55]、PGL[56]. DGL[47]是易于使用, 高性能且可扩展的 Python库, 用于图结

构的深度学习, 能够与主流的深度学习框架集成, 例如 Tensorflow [20 ]、PyTorch [21 ]、MXNet [22 ]. PyTorch
Geometric[48]是基于 PyTorch 构建的深度学习库, 用于处理非结构化数据的深度学习. NeuGraph[49]是一种将数

据流系统和图处理系统结合起来训练图神经网络的框架, 它构建在现有的数据流引擎之上, 使用 Python 和 C++
作为开发语言. EnGN[50]是一种以边为中心, 专门用于大规模图神经网络训练的加速器. Euler[51]与 PSGraph[52]是
一个与深度学习工具集成的大规模分布式图学习框架, 支持用户在数十亿点数百亿边的图上进行模型训练.
AliGraph[53]是由阿里巴巴团队开发的采样建模训练一体化的图神经网络平台. Roc[54]是一种用于快速图神经网络

训练的分布式多 GPU框架. AGL[55]是用于工业用途图学习的集成系统, 利用传统基础架构 (MapReduce、参数服

务器 [57])实现了容错性和一致性. PGL (paddle graph learning)[56]是由百度开发的基于 PaddlePaddle的高效灵活的

图学习框架. 

3.1   DGL

DGL 是用于图结构深度学习的 Python 库, 通过与主流的深度学习框架集成, 能够实现从传统的张量运算到

图运算的自由转换. DGL提供基于消息传递的编程模型来完成图上的计算, 结合消息融合等优化技术使系统达到

了比较好的性能.
DGL的 API主要有两部分, 一是消息函数:
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其中, ek 代表边 k 的属性向量, vi 代表顶点 i 的属性向量, vrk 是边 k 的源顶点属性向量, vsk 是边 k 的目的顶点属性

向量, mk 代表边 k 上的消息, t 代表迭代次数.    是一个消息函数, 定义在边上, 通过将边的特征与两端的顶点特征

组合来生成“消息”.    是在每个顶点上定义的更新函数, 通过使用 reduce操作汇总其传入的消息来更新顶点特征.
在图神经网络中, 这些功能由神经网络模块进行参数化,    可以是求和运算, 也可以是均值, 最大值、最小值或

LSTM网络, s.t. rk=i 表示对目的顶点为 i 的所有消息进行聚合操作.

send_and_recv

(E,ϕe,⊕,ϕv)

消息张量的大小正比于图中边的数量, 因而当图增大时, 消息张量消耗的内存空间也会显著上升. 为了避免生

成消息张量带来的额外存储开销, DGL 实现了消息融合技术, 将 send 函数和 recv 函数合并成了 

 . 

3.2   PyTorch Geometric

PyTorch Geometric, 是一个基于 PyTorch构建的深度学习库, 可以对非结构化数据进行建模和训练. 该库利用

专用 CUDA内核实现了高性能训练. PyTorch Geometric提供一个简单的消息传递 API, 将卷积算子推广到不规则

域, 具体表示为:

x⃗
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))
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⊕其中,    表示可微置换不变函数, 如求和、均值或最大值. 整个模型可以通过 gather和 scatter顶点特征以及对其进
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⊕行矢量化的元素计算来实现. 通过这个消息传递模型, 用户只需要定义消息函数和更新函数, 以及选择聚合方案   ,
就可以设计新的图神经网络模型. 该库采用 COO格式编码边索引, 一个维度表示源顶点, 另一个维度表示目标顶

点, 这种存储格式非常适用于消息传递模型, 能够快速获取顶点对应的源顶点的信息. 与通过矩阵乘法实现的方法

相比, 使用消息传递模型能够达到更好的性能. 

3.3   NeuGraph

NeuGraph 提出了一种新的框架, 根据图神经网络是将标准神经网络与迭代图传播结合起来的这一特点,
NeuGraph在数据流中引入以顶点为中心的消息传递模型, 将图模型和数据流模型结合, 来支持并行图神经网络计

算. NeuGraph还将图计算的优化方法如数据分区、调度, 引入到了数据流框架中, 来支持高效的图神经网络训练.
NeuGraph 提出了一种新的处理模型 SAGA-NN, 它将数据流和顶点编程模式相结合来表示图神经网络的计

算. SAGA-NN将前向计算分为 4个阶段: Scatter、ApplyEdge、Gather和 ApplyVertex. ApplyEdge和 ApplyVertex
提供了两个用户定义函数, 供用户在边和顶点上声明神经网络计算. ApplyEdge 函数定义每个边上的计算, 以
edge 和 W 作为输入, 其中 edge 是指边数据, W 包含图神经网络模型的可学习参数. ApplyVertex函数定义了顶点

的计算, 它以顶点张量、顶点聚合累积量和可学习参数 W 作为输入, 并在应用神经网络模型后返回新的顶点表示.
Scatter和 Gather执行数据传播和收集, 由系统隐式触发和执行. SAGA-NN中的顶点程序采用以顶点为中心的编

程模型来表达图神经网络的计算, 对图神经网络中的通用阶段进行建模, 并在图计算和数据流调度中实现优化.
NeuGraph在数据流抽象的基础上引入了特定的图分区方法, 可以解决 GPU内存的物理限制问题. 通过 2D图

分区方法, NeuGraph将顶点数据分割成 P 个大小相等的不相交顶点块, 并将邻接矩阵分为 P×P 个边块. 通过将图

数据分割成块, 在逐个处理边块信息时, 只需要边块所对应的源顶点块和目标顶点块即可. 在训练过程中, 与顶点

块或边块相关的一些中间特征数据将用于反向传播. 为了节省 GPU 内存, 它们在前向计算期间交换到主机内存,
在反向传播期间交换回. NeuGraph 为降低主机和 GPU 内存之间的数据传输做了一系列优化: 在处理边块 E 时,
NeuGraph设计了一个过滤器, 来过滤每个顶点块内的必要顶点, 并将其传输到 GPU中; 通过一种局部感知的图划

分算法, NeuGraph将连接同一顶点的边尽可能地压缩到一个块内, 通过这种方法, NeuGraph可以获得更好的顶点

数据访问局部; NeuGraph设计流水线调度进一步重叠数据传输和计算, 以隐藏传输延迟. 

3.4   EnGN

EnGN是一种处理大规模图神经网络的专用加速器架构, 并且 EnGN提出了一种使用专用架构的以边为中心

的数据流模型. EnGN将常见的图神经网络计算模式抽象为特征提取, 聚合和更新 3个阶段. 在特征提取阶段, 神
经网络来压缩图中每个顶点的属性. 聚合阶段通过聚合在特征提取中生成的每个顶点的邻居属性, 来产生统一的

输出特征, 其中聚合函数的选择包括各种算术运算, 例如 max, min和 add. 在传播迭代结束时, 更新阶段会利用学

习到的参数进一步压缩聚合阶段中获得的输出特征, 并在输出之前将非线性激活函数或 GRU/LSTM函数应用于

图的每个顶点.
在以边为中心的数据路模型基础上, EnGN集成了一个神经图处理单元 (NGPU), 能够在统一的体系结构中执

行特征提取, 聚合和更新操作. 它具有一个 PE数组, 每个 PE单元都包含一个本地寄存器, 用于存储临时结果并充

当 PE间通信的中介. EnGN提出了图属性感知 (GPA)数据流, 来分离顶点的输入属性和硬件计算结构. 以这种方

式, PE阵列的同一列中的每个 PE负责顶点属性的单个维, 而同一行中的每个 PE处理单个顶点. 输入顶点属性的

尺寸变得独立于硬件体系结构, 并且可以连续地注入到 PE阵列中, 而与阵列大小和属性尺寸无关. 通过这种方式,
处理单元可以处理具有任意尺寸属性的顶点. RER (ring-edge-reduce)阵列同一列中的每个 PE连接到环形网络中

的邻居, 同一列中的每个 PE仅与其两个最近的邻居 (北, 南)通信. PE将其数据发送到北部邻居, 并接收从南部邻

居发送的数据以进行汇总. 以此方式, PE可以基于环型数据流从边解析的控制信号来选择要聚合的相关顶点. 

3.5   Euler

Euler 是集成了深度学习系统 TensorFlow 的基于 CPU 的分布式图神经网络框架, 支持图分割和高效稳定的

分布式训练, 可以轻松支持数十亿点、数百亿边的计算规模.
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Euler系统抽象为图引擎、图操作算子、算法实现 3个部分, 可以快速地扩展一个图学习算法. 该系统整体可

以分为 3层: 最底层的分布式图引擎, 中间层图语义的算子, 高层的图表示学习算法. 在底层图引擎部分, Euler采
用了分布式存储的架构, 整个图在引擎内部用哈希方法切分为多个子图, 每个计算节点被分配一个或几个子图. 在
进行迭代图广播时, 顶层操作被分解为多个对子图的操作, 并由各个计算节点并行执行, 充分利用了各个计算节点

的计算能力. 在中间层 Euler 提供了多种图操作的算子, 如全局带权采样点和边, 基于给定顶点的邻居操作等等.
利用灵活的图操作算子, Euler不仅支持传统的以图为中心的学习模式, 且可以把基于图的学习方法结合到传统的

学习任务中, 实现端到端训练. Euler 在算法层内置了多种常见算法以及几种创新算法, 如 Scalable-GCN, 一种加

速 GCN训练的方法. 

3.6   AliGraph

AliGraph是由阿里巴巴开发的图神经网络系统, AliGraph总体上由 5层组成, 如图 2[53], 其中存储层、采样层

和操作层构成了系统的基础, 算法层和应用层构建在前 3层的基础之上. 其中存储层应用了多种技术来存储大规

模原始图数据, 以满足多种图操作和算法对快速数据访问的要求, 即结构化存储和属性特定存储, 图分区和某些重

要顶点邻居的缓存. 在采样层 Aligraph对采样操作进行了有针对性的优化, 将采样方法分为 Traverse, Neighborhood
和 Negative这 3类, 并提出了一种无锁方法来在分布式环境中执行采样操作. 运算符层提供了 Aggregate和 Combine
等常见运算符的优化实现.
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图 2　AliGraph系统架构
 

AliGraph建立在分布式环境中, 因此整个图被划分并分别存储在不同的节点中. 图分区的目标是最大程度

地减少顶点在不同计算节点中的交叉边的数量. 系统实现了 4种内置的图形分区算法: METIS、顶点切割和边

缘切割分区、二维分区、流式分区策略. 除此之外, 为了进一步降低通信开销, AliGraph提出了一种在本地缓存

重要顶点邻居的优化方法, 但顶点邻居过多会导致存储成本增加. 通过对顶点重要程度的度量, AliGraph可以在

通信成本和存储成本之间做到很好的平衡. 并且 AliGraph 证明了只需要缓存少量重要顶点即可实现通信成本

的显著降低. 

3.7   Roc

Roc是用于快速图神经网络训练的分布式多 GPU框架. 其性能提升得益于 Roc的图分区和内存管理优化实

现. 系统利用多计算节点多 GPU的计算资源在完整的现实世界图上训练大型图神经网络模型, 来达到更好的性能

和可扩展性.
图神经网络算法将计算密集型深度神经网络操作与数据密集型图传播混合在一起, 因此在分布式环境中实现

负载均衡的图分区是非常困难的. Roc使用在线线性回归模型来对图分区进行建模. 在图神经网络架构的训练阶

段, Roc建立了一种成本模型, 用于预测在输入图上执行图神经网络操作的执行时间, 成本模型既包含与图相关的
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部分, 如图中顶点和边的数量, 也包含与硬件相关的部分, 如执行该操作的 GPU内存访问的次数. 在图神经网络的

每次训练迭代期间, Roc使用成本模型来预测计算图分区, 并使用图分区的结果来并行化训练. 在每次训练迭代结

束时, 子图的实际运行时间将发送回 Roc图分区模块, 该程序通过最小化实际运行时间与预测运行时间之间的差

异来更新成本模型. Roc还将 GPU内存管理形式化为成本最小化问题: 给定输入图, 图神经网络结构和 GPU设备,
找到张量子集以缓存在 GPU 内存中, 最大程度地减少 CPU 和 GPU 之间的数据传输. 为了快速求解成本模型,
Roc引入了动态规划算法以快速找到全局最优解. 

3.8   PSGraph

PSGraph使用 Spark和 PyTorch作为资源管理和计算平台, 使用参数服务器架构作为分布式训练架构. PSGraph
通过参数服务器为 Spark提供支持, 以有效地训练数十亿规模的图数据, 并将 PyTorch集成到 Spark中来实现神经

网络的训练.
PSGraph由参数服务器、计算引擎和主节点构成. 参数服务器用于存储高维数据和模型, 它支持不同的数据

结构, 除此之外, PSGraph还为用户提供实现新数据结构的接口, 支持按行索引和列索引的数据分区方式, 提供不

同的同步协议以控制工作进程之间的同步, 以及实现多种常用运算符来操作参数服务器上的数据, 每个参数服务

器定期将本地数据分区存储到 HDFS. 计算引擎由 Spark和 PyTorch实现, 用于存储数据、计算并创建参数服务器

代理来管理 Spark和参数服务器之间的数据通信. 主节点负责资源分配、任务监视和故障恢复. 

3.9   AGL

AGL 是用于工业用途图学习的集成系统. 在 AGL 系统中图神经网络的计算构建于消息传递模型基础之上,
其迭代图传播过程使用MapReduce来实现. 在训练图神经网络阶段, AGL通过构造 k-hop邻域, 来提供信息完整

的子图, 通过从边合并邻居的消息来计算每个顶点的嵌入. AGL将原始图分解成子图, 来使每个顶点的计算图可

以独立于其他顶点.
AGL的核心有 3个模块: GraphFlat, GraphTrainer和 GraphInfer. GraphFlat是基于消息传递的高效分布式图生

成器, 用于生成顶点的 K 阶邻域信息, K 阶邻域信息包含每个目标顶点完整 K 阶子图和所有顶点的属性信息. 由
于 K 阶邻域包含训练每个目标顶点的所有信息, 因此 AGL 可以选择将其中一部分而不是整个图加载到内存中,
从而实现完全的并行计算. GraphTrainer利用许多技术来减少 I/O的开销, 并在训练图神经网络模型期间优化浮点

计算, 在实际工业场景中能获得较高的近线性加速. GraphInfer, 这是一个分布式推断模块, 可将 K 层图神经网络模

型分成 K 个切片, 并基于MapReduce的计算模式来完成高效的预测推理. 

3.10   PGL

PGL 是由百度开发的基于 PaddlePaddle 的高效灵活的图学习框架. PGL 实现了高度并行的图神经网络消息

传递机制, 并依托于自研的分布式图引擎以及大规模参数服务器 PaddleFleet, 可以支持十亿节点百亿边的超大规

模图训练.
PGL总体上由 3层组成, 最底层分布式图引擎、分布式图训练模块以及分布式参数服务器 PaddleFleet. 底层

分布式图引擎以图切片的形式存储超大规模图, 提供图信息访问、子图采样等操作算子, 由上层模型调用. PGL
预置了丰富的图学习模型, 这些模型涵盖了同构与异构、图表示学习与图神经网络等样例. 分布式参数服务器

PaddleFleet提供了一种高效的参数更新策略: GeoSSD, 在全异步的条件下进行参数更新, 降低了节点间通信对训

练速度的影响.
PGL 采用类似于 DGL 的消息传递范式构建图神经网络的接口, 能够帮助用户快速构建自定义图神经网络,

用户只需要编写 send和 recv函数即可. 目前, PGL提供两种聚合方法. 一种是 Scatter-Gather, 用于常规聚合计算.
另一种是基于 LodTensor特性实现的并行通用的消息聚合方法. PGL将消息组织为 PaddlePaddle中的 LodTensor,
将消息作为可变长度序列进行拼接, 并引入一个索引数据结构来记录张量序列, 利用 LodTensor的特性可以快速

的执行并行聚合. 此外, PGL还支持异构图学习, 可以对包含多个节点类型和多个边类型的异构图进行建模, 并且

可以描述不同类型之间的复杂连接. 
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4   图神经网络系统总结和分析

本节从系统架构、处理模型、图分区策略、通信优化策略、以及社区活跃度与系统易用性方面, 对现有图神

经网络系统进行分析和对比, 并从多个维度对系统的特点进行总结, 以表格的形式清晰的展示系统的共性与不同,
来为研究人员提供有效参考.

(1)系统架构. DGL和 PyTorch Geometric都是结合现有的深度学习框架来实现的, 并且针对图神经网络的特

点做了多种优化, 达到了很好的性能. 结合现有深度学习框架来实现的系统, 更加方便用户使用, 能够帮助其更快

地实现图神经网络模型 .  但结合现有深度学习框架来实现的系统 ,  在针对图操作的优化上有很多局限性 .
NeuGraph采用了一种新的架构, 将图模型和数据流模型结合起来, 以支持高效的图神经网络训练, 这种架构既弥

补了现有数据流引擎不能有效地支持图计算的缺点, 又弥补了图引擎不能支持数据流编程模型的缺点. EnGN在

统一的处理模型基础上, 开发了一个定制的 EnGN加速器, 它集成了一个神经图处理单元 (NGPU), 可以在统一的

体系结构中执行特征提取, 聚合和更新操作. EnGN的专用加速器突破了硬件结构的限制, 相比于其他系统配备的

多个 CPU或 GPU, 大大降低了成本和能源开销. AliGraph、Euler和 PGL的架构类似, 都采用分层架构, 构建于现

有数据流框架之上, 并且都构建在 CPU平台上. Roc将图神经网络的计算分布在多个计算节点上, 每个计算节点

可以包含多个 GPU, 每个计算节点在子图上执行图神经网络的训练, 并与 CPU 通信来获得输入张量并保存中间

结果. Roc采用分布式多 GPU的架构不仅解决了单节点系统对于大规模图的限制, 并且比基于 CPU的系统更高

效. AGL、PSGraph都是利用现有大数据处理系统和参数服务器的并行体系结构来组建的基于 CPU的分布式图

神经网络训练框架, 这些系统具有良好的容错性和可伸缩性.
(2)处理模型. DGL和 PyTorch Geometric通过使用面向图的消息传递接口包装深度学习系统, 来支持针对图

神经网络的编程. 这种消息传递模型很好地表示了图上的数据流动, 整个模型分为两步. 第 1步: “消息”生成操作,
这个操作定义在每个边上, 通过将边的特征与两端顶点特征组合为每一条边生成一条“消息”. 第 2 步: 更新操作,
定义在每个顶点上, 通过汇总顶点入边传入的消息来更新顶点特征. 通过系统提供的消息传递接口, 用户可以快速

实现图神经网络的原型制作. PGL 也采用消息传递范式构建图神经网络的接口, 并提供多种聚合方法, 提高了并

行处理效率. NeuGraph 提出了一种新的处理模型 SAGA-NN, 提高了在顶点和边上执行批量操作的灵活性, 提供

了在图计算和数据流调度中实现优化的机会, 提高了系统性能. EnGN提供一种以边为中心的处理模型, 将图神经

网络的计算抽象为特征提取, 聚合和更新 3个阶段. EnGN与其他 3个系统不同, 在处理模型基础上定制了针对图

神经网络的加速器, 不依赖于现有的深度学习系统, 并拥有独特的数据流处理方法. EnGN优化了顶点数据和边数

据移动的内存访问模式. 对于大图中的源顶点数据访问, 采用图切片技术, 并确保对源节点的访问仅引起对连续内

存地址的访问. 对于聚合和更新阶段中的随机目标顶点访问, EnGN利用哈希边数据布局和多级缓存方法来避免

写冲突并提高片上缓冲器中的数据命中率.
(3)图分区策略. 平衡的图分区是实现分布式图神经网络系统的关键之一. Euler采用简单的哈希方法将图的

顶点进行分片, 这种分片方式使各个节点拥有目标顶点的数量基本一致, 但是在每个顶点的子图中拥有的邻居数

量是不同的, 所以每个节点的计算负载并不均衡. AliGraph则提供了多种内置的图分区算法供用户选择, 比如适合

处理稀疏图的METIS方法, 适合稠密图的点割和边割方法, 这种方法虽然为用户提供了多种选择, 但需要用户自

己去判断使用哪种分区方式, 给用户造成很大不便. Roc采用一种在线线性回归模型来优化图分区. 这种基于线性

回归的图分区方法在图神经网络系统中能够达到比传统分区更好的性能.
(4) 通信优化策略. 针对通信开销影响分布式系统性能的问题, Euler 采用的是缓存对应顶点 k 阶内的邻居顶

点信息, 这种方式虽然直接避免了计算节点之间的通信, 但是造成了很严重的内存浪费, 并且在幂律分布的图中还

会使各个计算节点之间负载不均衡. AGL 采用的策略和 Euler 相同, 但是 AGL 提出了重新索引的策略来均衡负

载. AliGraph提出了一种缓存重要顶点的邻居的方法来降低通信开销, 同时提出了一种对顶点重要性的度量标准,
既能有效减低通信开销, 又防止产生巨大的存储成本, 避免资源浪费. ROC引入了代价模型, 可以最大程度地减少

CPU和 GPU之间的数据传输. 这种动态的方法突破了手动优化的局限, 将影响通信的多种因素综合考虑, 从而更
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好的降低通信成本, 提高系统性能. PGL 的分布式参数服务器提供了一种高效的参数更新策略: GeoSSD, 在全异

步的条件下进行参数更新, 并重叠模型训练与节点通信, 在保证模型效果的前提下提升了训练效率.
(5)社区活跃度与系统易用性. PyTorch Geometric、DGL、AliGraph、Euler、PSGraph、PGL为开源系统, 这

里的社区活跃度以 GitHub上讨论区的数量为标准, 这其中最活跃的社区为 PyTorch Geometric. 在系统易用性方

面, 从配置文件的完整度、对其他系统的依赖度、用户使用的方便度多个角度综合考量, 这其中 DGL和 PyTorch
Geometric的易用性排在前列, 而 Euler与 PSGraph虽然给出了配置文件, 但在配置系统时, 需要配置其他多个依

赖包, 并且数据处理过程繁琐, 不易用户使用. 本文为系统的社区活跃度和易用性给出星级评价, 星级越高, 系统在

这两方面表现越好, 其中空白符号表示系统未开源.
本文对目前的图神经网络系统从多个维度进行了综合分析, 对这些系统的共同特性进行提取, 并总结归纳, 见

表 1.
 

表 1    系统总结

维度 PyG DGL NeuGraph EnGN AliGraph Euler Roc PSGraph AGL PGL
并行处理

架构
单机多卡 单机多卡 单机多卡 ASIC

多机分

布式

多机分

布式
多机多卡

多机分

布式

多机分

布式

多机分

布式

底层深度

学习框架
PyTorch 混合 TensorFlow 自研 TensorFlowTensorFlow 自研 PyTorch 自定义 PaddlePaddle

编程模型 消息传递 消息传递
以顶点为

中心

以边为

中心

以顶点为

中心

以顶点为

中心
－

以顶点为

中心
消息传递 消息传递

消息传递

优化
－ 消息融合 SAG融合 属性感知 顶点采样 顶点采样 － 顶点采样 重新索引 LodTensor

图分区

策略
－ － 2D划分 图切片 多种方法 哈希

在线线性

优化
图切片 － 图切片

通信优化

策略
－ － － 多级缓存

缓存重要

顶点

缓存k跳
邻居

动态编程

算法

缓存k跳
邻居

缓存k跳
邻居

GeoSSD

社区

活跃度
★★★ ★★ ☆ ☆ ★ ★★ ☆ ★★ ☆ ★

系统

易用性
★★★ ★★★ ☆ ☆ ★★ ★ ☆ ★ ☆ ★

  

5   主要优化技术总结

本节结合系统特点, 对现有系统所采用的优化技术进行总结和分析, 并将优化技术汇总分类, 详细阐述具体优

化技术的实施方案. 在本节最后, 对目前训练大规模图神经网络存在的挑战、具体优化方案、图神经网络系统三

者之间的关联关系做出详细解释, 表明了现有的优化技术是如何解决目前存在的挑战, 以及这些优化技术被哪些

系统所采用. 

5.1   图神经网络的并行计算方法

图神经网络的并行计算方式与其他深度学习方法的计算方式不同. 首先, 图神经网络的计算具有顶点依赖性,
以卷积图神经网络为例, 对于一个图, 图卷积网络采用图卷积运算逐层的获取顶点的信息, 在每一层, 要获取一个

顶点的表示, 需要通过采集邻居顶点的信息, 然后进行线性变换. 图 3是一个两层卷积图神经网络的示意图, 其中

红色顶点是将用于最终任务的顶点. 通常情况下, 神经网络的每个样本都可以作为单独的项独立训练, 而图神经网

络的计算不同, 每个顶点的计算依赖于大量的其他顶点, 尤其是当层数变深时, 依赖变得更加复杂. 针对图神经网

络的并行计算方法根据不同情况有所不同.
第 1种是小批量训练方法的并行计算方法. 这种训练方法通过对目标顶点进行一阶或多阶邻居的采样, 将训

练目标顶点所需要的每层邻居都采样到内存中, 然后计算目标顶点的表示并用于最终任务. 这种计算方法会造成

大量的计算开销和内存开销, 但其通过采样将整张图上的计算分解为多个独立的计算任务, 从而为并行计算提供
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了可能. 如图 4 所示, 将原来图中的顶点按一定方式分配到不同计算节点中, 假设顶点 1 被分配到计算节点 1 中,
顶点 2被分配到计算节点 2中, 之后分别对顶点进行二阶邻居采样并训练, 此时计算节点中只需要存储被分配的

顶点的二阶邻居即可, 并且不同计算节点之间不需要消息通信, 只需要和参数服务器进行参数的传递. 这种并行计

算方法被很多大规模系统所采用, 如 AliGraph、Euler、PGL, 通过结合现有数据流框架并提供高效图操作来加速

图神经网络的训练, 不需要考虑神经网络的反向传播与计算节点通信, 易于系统实现并进行扩展.

第 2种是利用图数据流的并行计算方法. 这种方法将图处理的方式引入到图神经网络的并行计算中, 首先将

图的边信息, 即图的邻接矩阵进行分块处理, 在并行处理边的信息块时, 引入边对应的源顶点信息和目标顶点信息

来计算边上的中间信息, 然后根据边对应的目的顶点对中间信息进行聚合计算, 在处理完所有边块之后再对聚合

的结果进行变换, 并将输出结果作为下一层新的顶点特征. 图 5展示了更新顶点块 V0 的计算过程, 首先将邻接矩

阵 A 进行分块, 边块 Aij 中的边分别连接两个顶点块 Vi 和 Vj 中的顶点, Scatter阶段并行计算边块 A00, A10, A20 上

对应的中间信息, Gather阶段以顶点块 V0 为目的顶点对生成的中间信息进行聚合, Update阶段对顶点块进行变换

和更新. 这种并行计算方法被很多系统使用, 如 NeuGraph, 适用于结合图数据流处理方式对框架进行扩展的系统,
能够更好地表达图神经网络的图传播操作部分. 这种计算方式与传统的图计算的一些不同在于: 1)处理的数据是

多维特征; 2)由于需要反向传播计算, 因此需要保存计算的中间结果以便在反向传播中使用.
  

V2

A00 A01 A02

A10 A11 A12

A20 A21 A22

V0 V1 V2 V0 A00 V1V0 A10 V0 A20

Scatter Scatter Scatter

Gather

Update

V0

W

params

图 5　图数据流并行计算方法
 

第 3种是基于MapReduce模型的并行计算方法. 计算过程如图 6所示, 在Map阶段生成 3种信息, 顶点自身

信息, 顶点入边信息及对应的邻居节点特征, 顶点出边信息, 这 3种信息的 key值都为顶点编号, value值为对应的

 

最终任务节点

节点一阶邻居

节点二阶邻居

Layer0

Layer1

Layer2

图 3　两层卷积图神经网络示意图
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图 4　小批量训练并行计算方法
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信息. 按顶点编号进行 Shuffle后, 在 Reduce阶段, 首先将顶点自身信息和顶点入边信息以及对应邻居信息进行合

并, 形成新的顶点信息, 新的顶点信息被传播到出边上用来构造新的出边信息. 在 k 次 Reduce阶段后, 顶点的自身

信息就是 k 阶邻域信息. 最后将信息存储起来用于下游的计算任务. 这种并行计算方法被系统 AGL采用, AGL是

结合 MapReduce 来完成迭代图传播过程的系统, 由于 MapReduce 本身处理大规模数据的特性, 更适用于工业用

途的图学习. AGL基于成熟的工业基础架构MapReduce、参数服务器来设计系统结构, 这种方案易于部署, 同时

具有容错能力.
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第1步: 顶点沿入边聚合信息

第2步: 顶点沿出边传播信息

图 6　基于MapReduce的并行计算方法
  

5.2   消息融合技术

在处理图神经网络的计算时, 一种广泛采用的思路是先将源顶点的信息发送到边上, 在边上结合边自身的信

息生成中间消息, 最后由目的顶点将对应的中间消息进行聚合, 并结合自身信息输入到神经网络中进行计算生成

新的顶点表示. 但是通常情况下, 图中的顶点的邻居不止一个, 因此边的数量会远远多于顶点的数量, 所以生成的

中间消息的数量急剧增大, 当图增大时, 中间消息消耗的内存空间也会显著上升, 这会导致计算效率的降低和计算

资源利用率的下降.
在大多数图神经网络算法中, 边上的函数通常是元素级操作, 例如 GCN算法在边上的操作是乘法, 乘法操作

的变量是边对应的两个顶点的度, 在这种情况下, 对于每个目的顶点, 可以使用乘法对指向目的顶点的边进行

GCN算法相应的操作, 将生成的结果直接累加到目的顶点上, 最后根据目的顶点的最终结果进行计算和更新, 这
种计算方式无需消耗任何额外成本来创建和维护中间消息. 图 7 所示, 这种优化方法被很多系统采纳, 如 DGL、
NeuGraph, 这两个系统都采用了单机多卡的处理架构, 利用 GPU 来加速图神经网络的训练, DGL 的核融合与

NeuGraph的 SAG融合都利用避免生成中间消息的方法来减少内存消耗. 消息融合方法非常适用于 GPU加速, 因
为 GPU的存储容量有限, 消息融合技术降低了内存消耗, 同时也提高了 GPU系统的吞吐量.
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图 7　消息融合技术 
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5.3   最小化数据移动技术

在分布式计算图神经网络时, 进行图分区后会把所有子图都发送到不同的计算节点, 然后并行执行图神经网

络的计算. 对图神经网络的训练, 通常需要用 GPU来进行加速, 但是 GPU的内存通常比较小, 为了支持大规模的

图, 不需要将与每个子图相关的所有中间结果都放入 GPU 内存中, 而是使用空间较大的主存来保存所有数据,
GPU用来计算并起到缓存部分数据的作用. 但是, 在 GPU和主机之间传输数据会对运行时性能产生影响, 所以应

该以最大程度地减少数据传输. 一种最直接的策略就是缓存, 通过在 GPU端缓存一部分数据信息来避免重复的数

据传输. 那么, 如何执行缓存策略来使数据移动产生的开销最小, 更进一步, 如何利用除了直接缓存以外的方式来

进一步减少数据移动.
利用调度方式来减少数据移动 [50]. 在分布式图神经网络计算任务中, 通常需要对图数据进行切分, 最直观的

方法是直接对图的邻接矩阵进行 2D划分, 并相应的将顶点的特征矩阵进行切分. 邻接矩阵的行对应的是源顶点,
列对应的是目标顶点, 图 8(a)给出了前馈计算的过程, 数据从源顶点流向目标顶点, 此时应该采用面向列的调度方

式, 即沿着列方向处理邻接矩阵信息, 并传输对应顶点的特征矩阵, 在前馈计算中采用这种方式可以在 GPU内存

中重用目标顶点块和相应的累积顶点数据块, 从而最小化数据移动. 相比之下, 对于反向计算, 如图 8(b) 所示, 顶
点梯度从目标顶点传播到源顶点, 在这种情况下, 应该采用面向行的调度方式, 即沿着行的方向处理邻接矩阵信息

时, 采用这种方式可以在 GPU内存中重用顶点梯度数据块. 在此行列交替调度边信息方式的基础上, 可以继续对

顶点特征矩阵进行优化. 在每次利用行信息调度相应顶点块时, 并不是所有顶点块中的顶点都会被使用, 因此, 可
以在主机中应用一个过滤器, 从邻接矩阵对应的源顶点块中选择有用的顶点, 并只将所选择的顶点数据传输到

GPU, 来进一步减少数据移动带来的开销. 系统 NeuGraph采用的是上述基于行列交替调度的方式, 来最大化的重

用顶点块减少数据移动. 调度方式不仅可以减少数据移动, 还可以提高计算效率, 系统 EnGN通过设定边的调度顺

序, 来使聚合计算的效率最大化.
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图 8　调度方式
 

利用动态内存管理来减少数据移动 [55]. Roc是多机多卡的处理架构, 需要在主机内存和 GPU之间频繁交换信

息, Roc采用一种动态编程算法, 对内存进行动态管理来降低传输成本. 在训练图神经网络时, 即使要计算单个顶

点, 也可能需要访问其他设备和计算节点的大量相邻顶点, 这些数据传输对整体性能有很大影响. 因此, 必须决定

每个中间张量应该存储在主机内存还是 GPU中, 以最大程度地减少数据传输成本. 如何选择此张量子集以最大程

度地减少有限 GPU内存中的数据传输是一个关键的内存管理问题. 最佳策略不仅取决于 GPU设备的存储容量以

及输入图和图神经网络张量的大小, 还取决于图神经网络体系结构的拓扑. 通过将内存管理问题形式化为为数据

传输成本最小化问题, 并使用动态规划算法进行求解. 这样一来在计算的每个阶段, 只需要考虑缓存那些将在以后

的操作中重新使用的张量. 执行当前状态操作的数据传输成本为操作所需传输的不在 GPU内存中的张量加上上

一个状态所需的成本, 通过枚举每个运行状态下的最后一个操作, 将传输成本压缩到最小. 内存管理很难手动优

化, 因为最佳策略取决于输入图的大小和拓扑结构以及如内存容量之类的设备约束. 将优化数据传输的任务表述

为成本最小化问题可以最大化的提升数据传输效率. 

5.4   缓存技术

通常真实世界图数据往往服从幂律分布, 所以不同顶点的访问频率差异会很大, 高阶顶点的访问频率可
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能是低阶顶点访问频率的数百倍甚至上千倍, 这会导致严重的访问不平衡问题, 而图神经网络的计算依赖于

顶点的邻居, 所以对于高阶顶点的邻居的访问频率也会随之上升. 在分布式情况下, 频繁的访问会带来大量的

通信开销, 并且高阶顶点的邻居通常数量庞大, 通过高阶顶点来访问其邻居的开销会严重影响系统的性能, 降
低训练效率.

目前一种直接的想法是在每个计算节点中, 在本地缓存一些重要顶点的邻居来降低通信成本 [54]. 如果顶点 v
经常被其他顶点访问, 可以将 v 的邻居存储在它出现的每个分区中. 这样, 可以极大地减少其他顶点通过 v 到达它

的邻居的访问成本. 但是, 如果 v 的邻居数量很大, 则存储 v 的邻居的多个副本也将产生巨大的存储成本. 为了进

行更好的权衡, 可以定义一个度量来评估每个顶点的重要性, 从而确定一个顶点是否值得缓存.
AliGraph提出将顶点 v 在 k 阶内的入度邻居数量和出度邻居数量的比值, 作为衡量顶点是否值得被缓存的标

准, 入度邻居数量反应了顶点 v 被访问的频率, 而出度邻居数量衡量了缓存顶点 v 所产生的存储成本, 所以两个数

值的比值大于一个特定的阈值时, 顶点就值得被缓存. 目前已有实验证明, 在阈值为 0.2 的情况下, 能在缓存成本

和减少通信开销之间取得最佳平衡 [54]. 并且, 有实验证明顶点的重要性值也服从幂律分布, 图中只有极少数的顶

点达到重要性标准. 这意味着只需要缓存少量重要顶点即可实现通信开销的显著降低. 

5.5   图分区技术

在图神经网络的训练中, GPU的有效利用对于提升性能至关重要, 特别是对于大型图. 由于 GPU内存的物理

限制, 大图数据往往无法全部加载到 GPU存储器, 因此可以将图的顶点信息和边信息进行切分. 2D图划分是一种

特定于图的分区方式, 通过将图数据分割成块, 可以对信息进行分批处理. 对于每一个边数据块, 首先输入其对应

的原顶点属性和目的顶点属性块, 然后根据算法对边块对应的顶点信息进行计算并生成中间数据块, 最后再根据

目的顶点对中间数据块进行聚合计算生成新的顶点数据块. 除了该种图划分方法, 顶点切割分区、边缘切割分区

和流式分区都是可以应用于图神经网络的分区策略.
图神经网络将计算密集型的深度神经网络与数据密集型的图传播操作混合在一起, 并且顶点计算具有依赖

性, 每个顶点的计算负载不一样, 使得在分布式情况下难以静态计算良好的负载平衡分区. Roc采用的在线线性回

归模型可以用于优化图分区. 在图神经网络系统的训练阶段, 学习一种成本模型, 用于预测在输入图上执行图神经

网络操作的执行时间. 为了获得执行图神经网络操作的运行时性能, 成本模型既包含与图相关的特征, 如图中顶点

和边的数量, 也包含与硬件相关的特征, 如执行该操作的 GPU内存访问次数. 在训练迭代期间, Roc使用成本模型

中的预测结果来计算新的图分区, 并使用新的图分区进行并行化训练. 在每次训练迭代结束时, 子图的实际运行时

间将发送回图分区程序, 该程序通过最小化实际运行时间与预测运行时间之间的差异来更新成本模型. 实验表明

这种基于线性回归的图分区方式的性能比现有的图分区策略高 1.4倍. 

5.6   存在挑战及相应优化技术

针对大规模图神经网络训练存在的挑战, 本节总结了多种优化技术, 并详细阐述了各典型系统的解决方案. 图 9
描述了挑战、优化技术、图神经网络系统三者之间的关联关系. 为扩展图传播过程所采用的以顶点为中心模型、

以边为中心模型的图传播模型被很多系统使用, 为了阅读清晰, 图中不做连线标注. 并行计算方法、消息融合技术

可以解决训练图神经网络计算、存储复杂度高的问题, 现有系统根据单机多卡或多机分布式的处理架构, 并结合

所使用的图传播模型采用不同的图神经网络并行计算方法提高计算效率. 系统 NeuGraph、DGL采用了消息融合

技术来减少中间消息张量所带来的内存消耗, 降低了存储复杂度. 为应对频繁的消息传递带来的通信开销, 可以采

用缓存技术, 系统 AliGraph提出顶点重要性度量标准, 将重要顶点邻居进行缓存来减少计算节点之间的消息传递,
还可以采用局部感知划分, 将同一分区中的顶点之间的边尽可能得多, 从而减少通信开销. 为平衡计算负载, 许多

系统采用了适合系统架构的图分区技术, 其中 Roc采用线性回归图分区, 不仅将顶点和边的数量作为衡量因素, 还
结合相关的硬件特征, 更适用于图神经网络的分布式训练. 在利用 GPU加速训练时, NeuGraph的行列交替的调度

方式与 Roc采用代价模型来进行动态内存管理的方式都可减少 GPU与主机的消息传递开销, 进而最小化数据移

动, 提高系统性能. 
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图 9　挑战-解决方案-系统关联关系
  

6   实验总结
 

6.1   实验设置

本文对现有开源的图神经网络系统 Euler、PyTorch Geometric、DGL以及 AliGraph进行配置, 并从多个维度

测试系统性能. 所有单机系统的实验都独立运行于相同实验环境中 CPU: Intel(R) Core(TM) i7-7800X; 运行内存:
64 GB; GPU: NVIDIA Corporation Device GT 1080×2; 显存: 11 GB. 可扩展性实验运行于阿里云平台. 实验测试所

采用的算法包括: 图卷积神经网络 GCN、图注意力网络 GAT、以及归纳式学习算法 GraphSAGE. 本文的实验设

置总结于表 2.
 

表 2    实验设置

环境及设置参数 对应值

CPU Intel(R) Core(TM) i7-7800X @ 3.50 GHz
内存 50 GB
显卡 NVIDIA Corporation Device GT 1080×2

测试系统 Euler PyG DGL AliGraph
数据集 Cora Citeseer Pubmed Google
算法 GCN GAT GraphSAGE

 

实验使用的数据集包括: Cora、Citeseer、PubMed[58]3个引文网络数据集、Reddit社交网络数据集以及Web-
Google数据集 [59]. 这些数据集信息汇总于表 3. 3个规模较小的引文网络数据集用于单机系统测试. 为了测试分布

式系统的可扩展性, 本文采用Web-Google数据集, 并人工生成 300维顶点标签用于训练. 

6.2   测评指标

本文从多个方面对图神经网络系统进行了测试. 首先, 论文将图神经网络算法在原始论文中提供的精确度作

为基线, 与测评系统的实验准确度进行比较, 以验证测评系统训练图神经网络模型的有效性. 这里的有效性是指系

164  软件学报  2022年第 33卷第 1期



统训练后的算法模型能够在给定数据集的测试精度上与原论文基本保持一致. 第二, 论文对测评系统训练图神经

网络模型的时间进行比较, 以证明系统的性能, 为了减少差异, 论文为每个实验记录了 10次运行后的平均结果. 通
过分析实验结果, 论文进一步验证了上述总结的优化技术的有效性. 第三, 为证明小批量训练方法对基于谱方法

的 GCN模型精度的影响, 论文采用小批量训练方法来分布式训练 GCN模型, 将结果与全批量训练的精确度进行

对比. 第四, 为测评系统的存储复杂度, 论文记录各系统训练图神经网络模型时的内存消耗. 第五, 论文针对分布式

系统进行实验, 以验证其可扩展性. 大规模图神经网络的训练必须依靠分布式来实现, 而对于分布式系统来说, 能
否在扩展性方面实现线性加速是衡量系统性能的重要指标.
 

表 3    数据集基本信息

数据集 Cora Citeseer PubMed Reddit Web-Google
节点 2 708 3 327 19 717 232 965 875 713
边 5 429 4 732 44 338 11 606 919 5 105 039
特征 1 433 3 703 500 603 300
类型 引文网络 引文网络 引文网络 社交网络 网页超链接

  

6.3   结果与分析

(1) 精度. 表 3 展示了 DGL、PyTorch Geometric 和 Euler 这 3 个系统在 3 个数据集 Cora、PubMed、
Citeseer[58]上训练图神经网络算法 GCN、GAT、GraphSAG-mean 的精确度, 将其与算法原始论文中的精度做对

比, 通过结果可以发现在大多数情况下, 这些系统训练模型的精度偏差小于 0.01, 实验结果验证了系统的有效性.
原始论文的图神经网络模型在现有数据流框架 TensorFlow 上进行训练, 采用的是传统的计算图模式. DGL 与

PyTorch Geometric采用的是消息传递模型, Euler采用的是以顶点为中心的消息传递模型, 这些处理模型都基于图

神经网络的计算模式进行设计, 能够比现有数据流框架更好地表示算法中图传播的部分. 这种结合图传播的模型

设计不仅为保证系统有效性提供了基础, 也为系统底层优化提供了机会.
 

表 4    不同系统在不同数据集上训练图神经网络算法的精度 (%)

数据集 算法 原始论文精度 DGL PyTorch Geometric Euler

Cora
GCN 81.5 81.0 (0.5) 80.2 (1.3) 80.7 (0.8)
GAT 83.0 83.0 (0.0) 82.0 (1.0) 82.0 (1.0)

GraphSAGE － 82.9 78.0 83.4

PubMed
GCN 79.0 79.0 (0.0) 81.4 (2.4) 79.1 (0.1)
GAT 79.0 78.8 (0.2) 80.0 (1.0) 78.9 (0.1)

GraphSAGE － 78.3 80.1 81.7

Citeseer
GCN 70.3 70.8 (0.5) 71.4 (1.1) 70.8 (0.5)
GAT 72.5 70.6 (1.9) 72.8 (0.3) 72.0 (0.5)

GraphSAGE － 70.4 70.8 71.3
 

(2)性能. 本文文首先对比了 PyG-CPU, DGL-CPU, Euler这 3个系统在 GCN和 GAT算法上的性能, 实验使用

了 Cora、Citeseer、PubMed[58]这 3个数据集, 每个数据集运行 200个 epoch. 为了公平, 所有系统训练的数据数量

大致相同. 实验结果如图 10所示. DGL、Euler在较大图 PubMed数据集中的性能明显优于 PyG, 主要原因归功于

DGL的消息融合技术, 在神经网络前向计算中通过将中间消息直接累和到目标顶点来避免生成消息张量. DGL为

用户提供丰富的内建融合函数, 能够构建多种图神经网络模型, 消息的融合降低了内存访问频率, 带来了性能方面

的优势. Euler系统所需的输入数据格式特殊, 处理过程复杂, 因此我们开发了一个数据处理框架来自动地将现有

的数据集通过格式转换最终输入到系统中, 简化了操作流程. Euler的底层图引擎优化了图的存储结构: AliasTable
和 PartialSum, 将图算法中最高频的采样操作的时间复杂度降为 O(1) 和 O(log(N)), 提高了在大规模数据集上的

性能. 
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图 10　PyG-CPU、DGL-CPU、Euler性能对比图
 

然后本文对比了 PyG-GPU, DGL-GPU在 GCN、GAT、GraphSAGE这 3个算法上的性能, 在 Cora、Citeseer、
PubMed[58]数据集上分别运行 200个 epoch并记录运行时间. 实验结果如图 11所示. 在 GPU上, PyG的性能大多

数情况下优于 DGL, 这是由于 PyG-GPU采用了图批量处理方法, 直接将大图按照连接断开的位置分解成多个子

图. 系统自动生成新的子图的邻接矩阵, 在节点维度上合并特征矩阵, 来支持具有不同大小的多个图实例. 在断开

连接的图之间不需要消息传递, 因此可以对具有不同大小的子图进行批量处理, 提高了系统性能. 并且 PyG 提供

了系统内置图数据结构, 采用 COO格式存储图结构信息, 以索引的方式可快速查找边上信息的流向, 按边关系直

接生成中间消息, 这种方法提高了信息聚合速度, 与通过矩阵乘法实现方式相比, 更适用于图数据上的操作.
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图 11　PyG-GPU、DGL-GPU性能对比图
 

小批量并行训练方式对基于谱方法 GCN模型精度的影响. 基于空间方法的图卷积网络使用的是小批量梯度

下降方法, 这种方法可以直接用于分布式训练环境中. 而基于谱方法 GCN的训练与其不同, 使用的是全批量梯度

下降方法, 其中的图卷积运算需要利用图中顶点之间的交互来传播顶点的特征向量, 计算每个样本的梯度无法被

分解, 所以无法在分布式环境中直接使用全批量梯度下降方法训练 GCN. 目前大多数系统采用的分布式训练方法

是: 对图中用于最终任务的顶点进行 k 阶邻居的采样,
再利用小批量梯度下降的方法训练每一个样本, 然后对

部分梯度进行聚合. 本文对卷积图神经网络 GCN 进行

实验, 在 Euler 系统上比较了模型在单机和分布式情况

下运行 200个 epoch能够达到的准确度. 实验结果如图 12
所示, 采用小批量梯度下降的方法分布式训练 GCN, 对
节点邻居进行 k 阶邻居采样会损失部分节点邻域信息,
模型准确度在所有 3 个数据集上均低于单机情况下的

效果.
(3)内存消耗. 表 5比较了 DGL、PyTorch Geometric

和 Euler 这 3 个系统在 4 个数据集 Cora、PubMed、
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图 12　GCN单机与分布式精度对比图
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Citeseer[58]、Reddit上训练图神经网络算法 GCN、GAT的内存消耗. 为了保证对比公平, 所有系统训练的数据数

量相同. 通过实验结果可以发现, DGL的消息融合技术不仅带来了速度优势, 还带来了内存方面的优势. 系统的存

储复杂度正比于图中边的数量, 边的数量越多, 图神经网络训练产生的中间消息越多. 在稠密图 Reddit上, PyTorch
Geometric训练 GCN模型的内存消耗是 DGL的 4.5倍, 并且在训练 GAT模型时超出运行内存. Euler系统默认使

用较小的 batch_size参数, 虽然内存消耗小, 但其训练速度是 DGL的 24倍.
 

表 5    系统训练 200个 epoch的内存消耗 (GB)

数据集 算法 DGL PyTorch Geometric Euler

Cora
GCN 0.91 0.38 0.57
GAT 0.31 0.51 0.90

PubMed
GCN 0.43 0.51 1.12
GAT 0.47 0.51 0.91

Citeseer
GCN 0.38 0.51 0.47
GAT 0.47 0.73 0.72

Reddit
GCN 9.47 42.93 5.16
GAT 45.91 内存溢出 4.02

 

(4) 可扩展性. 本文对现有分布式图神经网络系统 AliGraph 进行实验, 记录其在 80 万个顶点 500 万条边的

Google 数据集 [59]上训练 GCN 模型一个 epoch 所需时间. 实验运行于阿里云平台 (16 个节点; CPU: Intel Xeon
(Cascade Lake) Platinum 8269CY; 运行内存: 16 GB). AliGraph采用以顶点为中心的编程模型, 采用结构化存储和

属性特定存储, 来存储大规模原始数据, 能够满足图神经网络模型对数据频繁访问的要求, 并对满足重要性度量的

顶点邻居进行缓存, 减少了消息传递开销, 进一步提高了系统性能. 如图 13 所示, 实验证明随着机器数的增加,
AliGraph能实现近似线性的加速比. 但是, 分布式情况下由于参数的聚合需要频繁的与参数服务器进行消息传递,
增加了通信开销, 并且缓存策略会引起冗余存储与计算开销, 其训练性能与单机训练相比改变并不明显. 单机多卡

实验. 本文对系统 DGL和 PyTorch Geometric在单机多卡环境下进行实验以测试系统可扩展性. 实验运行于阿里

云平台 (GPU: NVIDIA P100×8; 显存: 16 GB; CPU内存: 480 GB). 实验采用 Reddit数据集在算法 GraphSAGE上

进行测试, 对两个系统在不同 GPU数量下训练 30个 epoch的时间进行记录. 如图 14所示, DGL比 PyG具有更好

的性能, 但 PyG拥有更好的可扩展性, 随着计算节点数量的增加性能提升更加显著. 

7   总　结

本文首先简要介绍了图神经网络的发展, 并对典型的图神经网络算法的计算模式进行了介绍, 并简要分析了

图神经网络训练的难点. 然后本文对现有图神经网络系统做了详细描述, 并对这些系统从系统架构、处理模型以

及优化策略和系统易用性等多个角度进行分析和总结, 总结了针对图神经网络系统的多种优化技术, 最后使用目

前可用的开源系统验证了现有分布式图神经网络系统的有效性. 经过论文分析与总结, 发现现有图神经网络系统
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仍存在以下问题, 同时也是未来的研究方向: 首先, 目前系统所采用的架构仍依赖于现有数据流框架, 现有数据流

框架针对深度神经网络的运算做了一系列优化, 但缺少针对图操作的优化尤其是高效分布式图操作, 与这些框架

结合起来搭建系统, 制约了分布式图神经网络系统的进一步发展. 第二, 目前系统所采用的小批量并行计算方式,
并不适用于基于谱方法的图卷积网络, 本文通过实验发现, 采用这种并行计算方式会对基于谱方法图卷积网络的

训练精度产生影响. 第三, 图的分区操作和通信管理是影响系统性能的关键因素, 尽管目前的系统已经在这两方面

提出多种优化, 减少了内存消耗和通信开销, 但这两者仍存在非常大的优化空间.
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