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摘  要: 向微博用户推荐对其有价值和感兴趣的内容,是改善用户体验的重要途径.通过分析微博特点以及现有

微博推荐算法的缺陷,利用标签信息表征用户兴趣,提出一种结合标签扩充与标签概率相关性的微博推荐方法.首
先,考虑到大部分微博用户未给自己添加任何标签或添加标签过少,视用户发布微博为超边,微博中的词视为超点来

构建超图,并以一定的加权策略对超边和超点进行加权,通过在超图上随机游走,得到一定数量的关键词,对微博用

户标签进行扩充;然后,采用相关性标签权重加权方案构建用户-标签矩阵,利用标签之间的概率相关性,构造标签相

似性矩阵,对用户-标签矩阵进行更新,使该矩阵既包含用户兴趣信息,又包含标签与标签之间的关系.以新浪微博公

开 API 抓取的微博信息作为实验数据进行了一系列的实验和分析,结果表明,该推荐算法具有较好的效果. 
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Abstract:  Recommending valuable and interesting contents for microblog users is an important way to improve the user experience. In 
this study, tags are considered as the users' interests and a microblog recommendation method based on hypergraph random walk tag 
Extension and tag probability correlation is proposed via the analysis of characteristics and the existing limitations of microblog 
recommendation algorithm. Firstly, microblogs are considered as hyperedges, while each term is taken as the hypervertex, and the 

                                                                 
∗ 基金项目: 国家自然科学基金(61762078, 61363058, 61762079); 中国科学院计算技术研究所智能信息处理重点实验室开放基

金(IIP2014-4); 广西可信软件重点实验室研究课题(kx201910) 
 Foundation item: National Natural Science Foundation of China (61762078, 61363058, 61762079); Open Program of Key 

Laboratory of Intelligent Information Processing Institute of Computing Technology, Chinese Academy of Sciences (IIP2014-4); Research 
Program of Guangxi Key Laboratory of Trusted Software (kx201910) 

 收稿时间: 2017-01-08; 修改时间: 2017-06-05, 2017-08-25, 2011-11-01; 采用时间: 2018-01-06 



 

 

 

3398 Journal of Software 软件学报 Vol.30, No.11, November 2019   

 

weighting strategies for both hyperedges and hypervertexes are established. A random walk is conducted on the hypergraph to obtain a 
number of keywords for the expansion of microblog users. And then the weight of the tag for each user is enhanced based on the relevance 
weighting scheme and the user tag matrix can be constructed. Probability correlation between tags is calculated to construct the tag 
similarity matrix, which can be used to update the matrix is updated using the label similarity matrix, which contains both the user interest 
information and the relationship between tags and tags. Experimental results show that the algorithm is effective in microblog 
recommendation. 
Key words:  hypergraph; random walk; label expansion; probability correlation; user-tag matrix; microblog recommendation 

随着网络的普及发展和电子产品的不断更新,全球互联网已进入互联互通的春天.在网络融合的背景下,以
微博为代表的各种新技术、新应用相继涌现,其通过文字、图片、视频等多媒体形式实现信息发布、互动交流,
兼具社交属性与媒体属性,快速聚集了庞大的用户群体.这些社交应用的发展给人们生产生活方式以及信息传

播途径都带来了翻天覆地的变化. 
微博平台中的内容涉及很多方面,从用户的日常生活到国内外的时事新闻,且微博用户数量庞大,每分钟就

有几十万条微博发出,微博已经成为人们日常生活中不可缺少的信息来源和交流平台,它是 Web 2.0 的一个重

要组成部分.微博具有两个典型的特点. 
• 第一,它能够被所有的网络用户创建,这些用户不分背景、身份,都可以创建自己的微博.例如,工人、学

生、教师等各行各业的人都可以参与进来,发表自己的微博. 
• 其次,微博用户发表的内容质量参差不齐,描述语言丰富多彩,有书面的、口语的以及时下流行的网络

语言.而这些用户产生的大量信息中可能含有高质量的内容,也可能含有低质量的垃圾信息[1]. 
通常情况下,微博平台使用时间线排序的方式向微博用户展示其关注用户的信息流,即将用户关注的最新

信息展示在个人信息页面的最顶部.用户要想遍历微博信息并且从中获取自己需要的信息,不但需要花费大量

的时间,而且还不一定能够找到自己感兴趣的内容,随之产生的问题就是用户体验下降、用户流失等.因而,如何

从海量的微博数据中挖掘出用户感兴趣的内容并精准地推荐给目标用户,已经成为微博推荐相关研究的热点. 
本文提出一种新的微博推荐框架,以向微博用户推荐高质量的微博.该框架包括微博用户标签扩充、微博

用户兴趣建模以及微博推荐这 3 部分:微博用户标签扩充的目的是抽取用户微博文本中的关键词,增加用户标

签数量,这些标签可以用来为用户推荐高质量的微博;微博用户兴趣建模的目的是为了使系统“在对的时间以对

的方式做对的事情”,也就是为了给用户带来最好的体验[2]. 
本文的贡献有以下几点. 
(1) 提出了一种微博标签扩充方案.该方案将微博视为超边,微博中的词视为超点构建超图,并对超边和

超点进行加权,通过在超图上随机游走,得到一定数量的关键词对微博用户标签进行扩充. 
(2) 设计了一种微博用户兴趣表示模型,采用相关性标签权重加权方案,构建用户-标签矩阵,利用标签之

间的概率相关性,构造标签相似性矩阵对用户-标签矩阵更新,解决了用户标签矩阵稀疏的问题. 
(3) 利用真实数据集验证了所提出的微博推荐方法的有效性和高效性. 
本文在第 1 节介绍相关工作,包括微博用户兴趣模型以及微博个性化推荐的相关理论技术.第 2 节介绍本

文提出的基于超图随机游走标签扩充的方法.第 3节介绍本文提出的基于标签概率相关性的微博推荐方法.第 4
节中,通过实验数据集来验证算法的性能.最后总结全文,并对未来的研究方向进行展望. 

1   相关工作 

实现微博个性化的信息推荐[3−5],理解用户的兴趣或需求是前提和关键.目前,在微博背景下发掘用户兴趣

模型已经有了一些研究工作,一部分研究人员从微博用户发布的微博内容中抽取若干个代表用户个性化特征

的关键词作为对用户兴趣爱好的描述[6,7].由于微博内容形式多样,既有即时所见所闻的情感表达,又有转发的

新闻时事,导致微博内容具有随意性、碎片化等特点.以上方法提取的关键词并不能很好地表征用户的兴趣爱

好.另一部分研究人员利用外部知识库对微博语义进行扩充[8,9],之后引入概率主题模型,更好地表达文本的语
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义.还有一部分研究人员将用户所发的微博整合成一个长的文本文档,然后利用潜在狄利克雷分配模型发现用

户潜在的兴趣[10].这种方法虽然在实际应用中能够有效地向用户推荐微博,但是仍然不能满足用户的个性化  
需求. 

然而,以上这些方法仅仅考虑了从微博文本的角度挖掘用户兴趣,事实上,除了微博内容能够反映用户兴趣

外,用户自己标注的个性化标签也能体现用户的喜好特征.标签是用户综合自己的工作性质、年龄群体以及兴

趣爱好等因素的关键词集合,涵盖了丰富且价值很大的信息,其对表征用户用户兴趣特点和关注领域具有不可

估量的作用.然而,现有关于微博用户标签的研究相对较少.已有的工作仅仅只是针对用户标注标签的行为[11],
标签内容的特点以及标签与其他用户信息(如微博内容、关注关系)之间的联系进行研究[12].针对微博推荐的研

究,尽管已有研究者采用标签来进行微博推荐[13−15],但是却并未充分考虑利用微博内容对用户标签进行扩充,更
是很少有人将之与标签间的概率相关性结合进行微博推荐,而这将是本文所研究的主要问题. 

基于对以上研究的分析可知,要想更加准确地研究个性化微博推荐,必须将微博内容与用户标签进行结合.
本文提出一种结合超图随机游走标签扩充与标签概率相关性的微博推荐方法.具体来说,首先,该方法将微博视

为超边,微博中的词视为超点来构建超图,通过在超图上随机游走,得到一定数量的关键词对用户标签进行扩

充;然后采用相关性标签权重加权方案,构建用户-标签矩阵,利用标签之间的概率相关性,构造标签相似性矩阵

对用户-标签矩阵更新.上述方法有效解决了用户标签矩阵的稀疏问题,不仅使更新后的矩阵包含了微博用户的

兴趣信息,而且还融合了标签标签间的相关性关系,如图 1 所示.与未考虑微博内容和标签与标签关系的推荐算

法相比,本文提出的微博用户兴趣表示模型更能表征用户的兴趣特征,微博推荐性能得到提升. 

微博用户标签扩充 微博用户兴趣建模 微博推荐
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Fig.1  Research framework for microblog recommendation based on 
tag extension and tag probability correlation 

图 1  基于标签扩充与标签概率相关性的微博推荐研究框架 

2   基于超图随机游走的标签扩充 

超图学习是对普通图学习的泛化和扩展,在超图中一条边可以包含任意数量的顶点,则超边是一条包含该

超边中所有顶点的简单闭合曲线.因而相对于普通图而言,超图具备描述多元关系的能力,这使得超图具有更好 
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的性能表现.假设 V=(v1,v2,…,vn)是一个有限集,ei≠∅(i=1,2,…,m)和
1

,m
ii

e V
=

=∪ 则称 HG(V,E)是一个普通超图,其 

中,V中的元素 v1,v2,…,vn称为超图的顶点,即超点;E={e1,e2,…,ei,…,em}为超图的边集合,E中的元素 ei={vi1,vi2,…, 
vij}(1≤j≤n)称为超图 HG(V,E)中的超边.一个普通超图可以用指示矩阵 H|V|×|E|来表示.若 v∈e,矩阵中的元素

h(v,e)=1;否则,h(v,e)=0.从定义可知,当且仅当超边 E 中的任一超边 包含 2 个节点时,普通超图将退化为普通图,
故可将普通图看作是超图的特例. 

本文所提出的基于超图随机游走的微博关键词提取算法,首先,根据微博用户所发布的微博内容为每一个

微博用户都构建一个超图;其次,从微博的时间因子和微博的人气指数这两方面对超边加权,通过词语之间的关

联度以及词语在特定微博下的共现距离对超点加权.在构建超图模型的过程中,超边是不同的微博文本,超点是

微博中不同词语.本质上,该模型将每一篇微博视为一个由不同关键词所组成的词袋模型.而这些微博的集合即

为本文所定义的词汇超图. 

2.1   加权超图模型的构建 

给定微博用户集合 U={u1,u2,…,ui,…,uN},N 为用户的个数.用户 ui 所发布的微博集合为 1 2{ , ,...,i i iD d d=  

,..., },
k iiM iMd d Mi 为用户 ui 所发布的微博个数.其中,1≤i≤N,则所有用户发布的微博集合为

1
;N

ii
D D

=
=∪ 用户 ui

的微博集合 Di 中的词集为 1 2{ , ,..., },
ii i i imL l l l= mi 为词集 Li 中词语的个数且 mi>>Mi,则所有用户的微博词语集合

为
1

;N
ii

L L
=

=∪ Di 进一步被划分为 train
iD 和 ,test

iD 且 ;train test
i iD D∩ =∅ Li 进一步被划分为 train

iL 和 ,test
iL 它们分别与

train
iD 和 test

iD 相对应.本文标签扩充和用户兴趣建模这两个部分都是在 train
iD 上进行,而微博推荐部分则是在

test
iD 上进行. 

设 WHG(V,E,w(e),w(vi,ei))为一个加权超图,其中,w(e):e→R+代表超边 e 的权重,w(vi,ei):(vi,ei)→R+代表超点

vi 在特定超边 ei 上的权重.一个带权重的超图指示矩阵 Hw|V|×|E|中的元素定义如下. 

 
( ),  

( , )
0,         

e
w

w v v e
h v e

v e
∈⎧

= ⎨ ∉⎩
 (1) 

在加权超图中,超点的度 d(v)与超边的度 d(e)定义如下. 
 ( ) ( ) ( , )

e E
d v w e h v e

∈

= ×∑  (2) 

 ( ) ( ) ( , )e
v V

d e w v h v e
∈

= ×∑  (3) 

超点的度被定义为其所在超边权重的和,超边的度被定义为在该超边上所有超点的权重和.本节将详细介 
绍对超边和超点加权的具体策略.值得注意的是,下文中提及到的

kiMd 与 e 同义,皆代表某条特定的超边. 

2.1.1   超边加权策略 
对微博用户而言,微博内容所反映出的用户兴趣是随着时间的变化而变化的.提出微博时间因子来表征随 

着微博发表时间的增长,其内容对用户重要性的变化.则用户 ui 的某一篇微博
kiMd 的时间因子 ( )

ktime iMF d 如公式 

(4)所示. 

 
-

( )
time iM timek

ui
k

cur d

TS
time iMF d Q

−

=  (4) 

其中,curtime 是当前时间, -kiM timed 是微博
kiMd 的发布时间,

iuTS 表示用户 ui 从发布第 1 篇微博到目前的时间跨度. 

离当前时间越近的微博,其时间因子越大,这条微博就越能表征用户最近的兴趣爱好. 
Q 是衰减率参数,取值范围为 0<Q<1.此外,由于 0<Q<1, ( )

ktime iMF d 是一个单调递减函数.当 Q 趋近于 0 时, 

微博的时间因子越小;当 Q 趋近于 1 时,微博的时间因子越大.本文中,设定 Q 的值为 0.5. 
显然,一篇微博的评论数、转发数以及点赞数越多,这篇微博就越能体现微博用户的兴趣爱好.因此,提出微

博人气指数(microblog popularity index,简称 MPI)来表征微博对用户的重要程度.微博人气指数由微博的评论 
数 Scomment、微博的转发数 Sforward 以及微博的被点赞数 Slike 等子属性衡量,则用户 ui 的某一篇微博

kiMd 的人气
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指数 ( )
kiMMPI d 如公式(5)所示. 

 
- - -

1 2 3
- - -

1 1 1
( )

1 1 1
iM iM iMk k k

k
iM iM iMj j jj j j

comment d forward d like d
iM

comment d forward d like dM M M

s s s
MPI d

s s s
λ λ λ

+ + +
= + +

+ + +∑ ∑ ∑
 (5) 

其中,λ1~λ3 分别表示相应子属性的权重比例.本文中,假定微博的评论数、转发数和点赞数对微博来说同等重要,
它们的和为 1. 

通过结合微博时间因子和微博人气指数计算用户 ui 的某篇微博
kiMd 的权重,如公式(6)所示. 

 ( ) ( ) (1 ) ( )
k k kiM time iM iMw d F d MPI dα α= + −  (6) 

其中,α为值域在(0,1)之间的平滑因子,用它来调节 Ftime 与 MPI 的比重.α的值越大,代表更注重微博的时效性;相 
反,则更注重微博的人气指数.后续实验中,将通过分析α在不同取值下的实验结果来确定α的值.最终的 ( )

kiMw d  

表示用户某一条超边的权重. 
2.1.2   超点加权策略 

在本文的超图模型中,超点是微博文本中的不同词语,通过计算词语之间的共现度[16]、关联度以及在特定

微博中的共现距离对超点加权.表 1 为加权过程中所用到的符号定义. 

Table 1  Notations used for hyper-vertex weighting 
表 1  超点加权阶段各符号的定义 

符号 定义 符号 定义 
vi 超图中的某个超点 co(vi,vj) vi 和 vj 的共现度 
( , )

iMkd i jco v v  在微博 kiMd 中,vi 和 vj 的共现度 Rel(vi,vj) vi 和 vj 的关联度 
( , )

iv i juRel v v  vi 的单边关联度 ( , )
ki iMcow v d  词语 vi 在微博 kiMd 中的关联权重 

| |
kiMd  微博 kiMd 中词语的个数 df(vi) 包含词 vi 的微博个数 

 
给定超点集合,对于特定微博

kiMd 而言,vi 与 vj 的共现度可通过公式(7)求出. 

 
( , )

,  
( , )

0,                              

d i jiMk
iM k kk

iMk

k k

dist v v
d i iM j iM

d i j

i iM j iM

n e v d v d
co v v

v d v d

−⎧ × ∈ ∈⎪= ⎨
∉ ∉⎪⎩

且

或
 (7) 

公式(7)考虑了 vi 与 vj 的共现距离.其中,共现距离 ( , )
iMkd i jdist v v 是词语 vi 与 vj 共同出现时,中间间隔的词语

个数;
iMkdn 是 vi 与 vj 在微博

kiMd 中共现的次数. 

根据在特定微博
kiMd 中 vi 与 vj 的共现度,则可求得在所有微博上词语 vi 与 vj 的共现度,如公式(8)所示. 

 ( , ) ( , )
iMk

iMk

i j d i j
d D

co v v co v v
∈

= ∑  (8) 

基于 vi 与 vj 的共现度 co(vi,vj),可进一步求解 vi 与 vj 的关联度.由于该关联度是非对称的,因此分别求解 vi

与 vj 的单边关联度,如公式(8)所示. 

 2| |
1

( , ) | |( | ) log
( )( , )i

i j i
i j L

nei ji qq

co v v LuRel v v
N vco v v

=

= ×
∑

 (9) 

公式(9)可以求出 vi 的单边关联度,公式的前半部分体现了词语 vi 出现时,词语 vj 出现的概率.Nnei(vj)表示与

词语 vj 共现过的词语的个数,该值越小越好.这是因为,若 vj 相对于 vi 而言是重要的,则 vj 必然很少与除 vi 之外的

其他词共同出现.公式的后半部分(idf 部分)惩罚了那些和很多词都共现过的 vj.同理,可求出 vj 的单边关联度. 
vi 与 vj 的关联度 Rel(vi,vj)实质上就是 vi 与 vj 的单边关联度的均值.

 
传统的加权方式所求得的词频对微博短文本而言意义不大,因此本文考虑了词语的关联权重.关联权重反

映了在给定微博中词语的主题指示性,若词语 vi 的关联权重越高,则意味着当 vi 出现时,其他顶点随之出现的概

率也就越高.换言之,与 vi 具有强关联的 vj 越多,vi 与微博主题的相关性就越大.给定一个含有|Li|个超点的超 
图后,每个超点都会有确定的初始权重 iw(vi),则超点 vi 在超边

kiMd 中的关联权重定义如公式(10)所示. 
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| |

1 ( ) ( , )
( , ) ( )

| |

iMk

k
k

d
j i jj

i iM i
iM

iw v Rel v v
cow v d iw v

d
=

×
= +

∑
 (10) 

其中,iw(vi)代表超点 vi 的初始权重,其值是 vi 在微博
kiMd 中的词频. 

超点的权重不仅应该考虑该点与其他超点的关联性权重,而且还应该考虑词语对微博的标识度.即某个词

语在这篇微博中出现,但是却很少在其他微博中出现,则认为此词语对该微博是重要的.所以综合词语的关联性

权重和全局统计权重对其进行加权,超点 vi 的权重定义如公式(11)所示. 

 2
| |( , ) ( , ) ( ) ( , ) log

( )k k k
i

i iM i iM i i iM
i

Dw v d cow v d idf v cow v d
df v

= × = ×  (11) 

2.2   标签扩充方法 

为了给超图中的顶点排序,Bellaachia 等人将随机游走的方法在超图上进行了推广[17].本文中,基于加权超

图的随机游走过程如下:首先选定起始超点 u,根据超边权重 w(e)选择一条包含当前超点 u 的特定超边 e;然后,
在已经选中的这条超边中,根据超点权重选择转移顶点 v.设 P 为随机游走的转移概率矩阵,其计算方法如公式

(12)所示. 

 
ˆ ˆ

( , ) ( , )( , ) ( )
ˆ ˆ( ) ( , )

w

e E we E v e

h u e h v eu v w e
w e h v e∈ ∈ ∈

= × ×∑ ∑ ∑
P  (12) 

或者直接用矩阵的形式来表示转移概率矩阵 P. 
1 1 .T

v e e w
− −=P D HW D H  

其中,hw(v,e)是目的顶点 v 在超边 e 中的权重;Dv 是超点度的对角线矩阵,矩阵中元素的计算方法如公式(2)所示; 
H 是普通超图的指示矩阵;We 为超边权重的对角线矩阵;De 是超边度的对角线矩阵,矩阵中元素的计算方法如

公式(3)所示;Hw 是加权超图的指示矩阵.值得注意的是,计算所得的转移概率矩阵 P 是行归一化后的结果. 
随机游走过程刚开始时,将初始分布向量 v0∈R|V|×1 视为等概率的,即其每一个元素值都为 1/|V|,这些元素之

和为 1.首先,将转移矩阵 P 的转置矩阵 PT(转置的目的是实现列归一化)与初始向量 v0 相乘,得到 v1=PTv0;然后,
对此过程进行迭代,直至向量 v 不再变化.将概率分布向量 v 与矩阵 PT 相乘可以得到下一步的概率分布 x=PTv0. 
原因如下:设 xi 为当前位于节点 i 的概率 ,i ij jj

x p v= ∑ 其中,vj 代表预设节点,pij 为从节点 j 跳转到节点 i 的概率. 

随机游走在经过 n 步之后,若所有节点已被遍历,则概率分布向量 v 不再发生变化.随机游走遍历所有节点

需满足以下两个条件:马尔可夫链是不可约的和非周期性的.为了保证这两个条件,在此使用 PageRank 算法来

实现随机游走过程,该算法加入了心灵转移的思想.所谓心灵转移,就是在任何一条超边的超点都有可能以一个

较小的概率瞬间转移到另外一条超边上.当然,这两条超点可能不存在连边,因此不可能真的直接转移过去.本
文中这个小概率用阻尼因子β来表示,如公式(13)所示. 
 vi+1=(1−β)PTvi+βe/n (13) 
其中,n是超图中超点的个数,e∈Rn×1是超图中长度为 n的单位向量.(1−β)PTv表示随机游走将从当前超点选择一

条超边跳转到另外一个超点上.βe/n 表示随机游走将以β/n 的概率跳转到任意的其他超点.根据经验[18,19],本文

中β的取值为 0.15. 
当随机游走的过程停止,即向量 v 不再发生变化时,对向量 v 中各顶点按权重由大到小依次排序.通常,选取

对用户重要程度最高的 Top-Q 个词项作为用户的标签,与用户原有的标签合并,组成新的微博用户标签集合 Ti= 

1 2{ , ,..., },
ii i int t t ni 代表用户 ui 最终的标签个数.所有标签的集合为

1
,N

ii
T T

=
=∪ 且标签集合 T 中标签的总数为 K.至 

此,微博用户的标签得到扩充,接下来将采用标签概率相关性对微博进行推荐. 
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3   基于标签概率相关性的微博推荐 

3.1   概率相关性构建标签相似性矩阵 

纵览用户标签集合,标签与标签之间并不是完全独立的,它们彼此间存在着一定程度的关联性,这种潜在的

关联性使得每个标签对不同用户的重要性是不一样的.此外,标签的多义性常常使得标签在表征用户特征时出

现歧义,例如某用户的部分标签集{“苹果”,“美食”,“果粉”,…},在该标签集中,标签“苹果”就具有多义性,无法确

定该标签表示的是一种水果还是一种通信设备.但是通过计算标签间的概率相关性[20],可以得到用户的倾向性. 
3.1.1   标签概率相关性 

从整体观测,假如任意两个标签经常一同被用户标记,则可以推测这两个标签之间有很大概率的关联性.从
局部观测,假如因某一标签被用户标记后,另一标签被用户标记的概率也很大,那么推测这两个标签存在较强的

共现关系,定义如公式(14)所示. 

 
( )

( | )
( )

i j
i j

j

p t t
p t t

p t
=  (14) 

其中,分母代表标签 tj出现的概率,分子代表标签 ti和标签 tj共同出现的概率,即 p(titj)≈uf(titj)/N,uf(titj)表是同时标

注标签 ti 和标签 tj 的用户数. 
从公式(14)可以看出,标签 ti与标签 tj之间的条件概率是一个非对称的值.然而,标签与标签之间的相似性是

对称关系.因此,对标签之间的共现关系进行改进,具体办法如公式(15)所示. 
 cor(ti,tj)=p(ti|tj)×p(tj|ti) (15) 

综合公式(14)和公式(15),标签 ti 与标签 tj 之间的概率相关性被改写为 

 
2

( )
( )

,
()( )

i j
i j

i j

p t t
cor t t

p t p t×
=  (16) 

3.1.2   标签相似性矩阵 
一般通过向量空间模型构建用户-标签矩阵来表征用户,矩阵中的每一个元素 wij 是用户 ui 在第 j 个标签上

的权重,标签也可以被视为是一个用户向量[ui,1,ui,2,…,ui,N].对于用户标签之间相似性的测量,传统做法是计算用

户向量的相似程度.但是,受到用户向量存在极度稀疏情况的限制,传统方法并不能很好地测度标签间的相似

性.因此,本文通过标签相关性向量来表征标签. 
利用 3.1.1 节计算得到的标签概率相关性,微博标签集合中的每一个标签 ti 都可以被表示成标签相关性向

量[ti,1,ti,2,…,ti,n,…,ti,K],ti,n 是标签 ti 和 tn 之间的概率相关性,定义如公式(17)所示. 
 ti=[cor(ti,t1),cor(ti,t2),…,cor(ti,tn),…,cor(ti,tK)] (17) 

采用余弦相似度计算标签间的相似程度,如公式(18)所示. 

 1 21 2 1
1 2

2 21 2 1 21 1

( , ) ( , )
( , )

|| || || || ( , ) ( , )

K
i ii

K K
i ii i

cor t t cor t t
sim

cor t t cor t t
=

= =

⋅
= =

×
∑

∑ ∑
t tt t

t t
 (18) 

由标签相关性向量构造标签相似性矩阵 S,Sij 表示标签向量 ti 和标签向量 tj 的余弦相似度,其计算公式如公

式(19)所示. 

 
1,                

( , ),  ij
i j

i j
S

sim i j
=⎧⎪= ⎨ ≠⎪⎩ t t

 (19) 

矩阵中元素的取值范围在(0,1]之间,Sij 的取值等于 1 时,表示两个标签是一样的,Sij 的取值越接近 1,则表明

标签间的关联性越显著.在用户标签集合中,标签之间都会存在一定程度的关联性.因此,Sij 的取值是非零的. 

3.2   微博用户兴趣表示与推荐算法 

标签作为用户对身份特征、兴趣爱好等综合描述的简单载体,其包含的丰富信息对构建精准的用户画像具

有重要作用.拥有相似标签越多的用户,其博文类型也越相似.本节从相关性权重从发,通过构建精准的用户兴



 

 

 

3404 Journal of Software 软件学报 Vol.30, No.11, November 2019   

 

趣模型矩阵,进而进行个性化内容推荐. 
3.2.1   用户标签权重 

微博用户为自己标注的标签在整体上表现出幂率分布,即少量具有代表性的标签会时常被标注,而其他个

性化的标签通常很少被标注,从而导致在传统的标签权重加权方案中大多数标签的频率为 1.针对该情况,利用

标签间的概率相关性,提出一种新的标签权重加权方案相关性权重. 
微博用户在为自身加注标签后,这些被标注的标签之间就存在着一定的关联性.假如用户的某一标签与其

他任一标签都具有较强的关联度,则该标签对用户具有较强的标识度,定义如公式(20)所示. 

 
( , )

( , )
| |

j i k jt u
i k

i

cor t t
cow u t

u
∈

=
∑

 (20) 

其中,|ui|表示用户 ui 的标签个数,cor(tk,tj)表示标签 tk 和 tj 的概率相关性.标签的相关性权重是标签在标签集合中

重要程度的体现.标签具有的权重越高,其对用户兴趣爱好的描述能力就越好. 
公式(20)仅仅从标签的局部特征出发计算出了标签对用户的权重.一个全面的标签权重不仅要从局部考虑

到其自身与其他标签的关系 ,而且还需要从整个微博集合上思考标签对用户的标识性 ,取名为逆用户频率

IUF(inverse user frequency).具体思路是采用数据集中的用户总数与加注某标签的用户数的比值并取其对数,定
义如公式(21)所示. 

 2( ) log 1
( )k

k

Niuf t
uf t

⎛ ⎞
= +⎜ ⎟

⎝ ⎠
 (21) 

其中,uf(tk)表示拥有标签 tk 的用户数.综合标签的相关性权重和 iuf 值,则用户 ui 中标签 tk 的权重定义如公式(22)
所示. 
 wik=cow(ui,tk)×iuf(tk) (22) 
3.2.2   用户标签矩阵 

针对用户 ui 构造一个标签权重向量 Vi=(wi1,wi2,…,wiK)来存储标签的权重[21],基于以上用户权重向量,构建

N×K 的用户-标签矩阵 M. 
由于用户-标签矩阵的列数为所有待加标用户的标签集合,并且该集合中的标签并不可能被所有用户标注,

故该矩阵存在高维、稀疏的问题,并不能精准表征用户兴趣.考虑标签间的概率相关性,构建标签-标签相似度矩

阵,以此更新该用户-标签矩阵,不仅可以解决原始矩阵的局限,而且还包含丰富的语义信息.公式(23)是更新后

的用户-标签矩阵. 

 

11 12 1 11 12 1

21 22 2 21 22 2

1 2 1 2

K K

K K

N N NK K K KK

w w w sim sim sim
w w w sim sim sim

w w w sim sim sim

⎡ ⎤ ⎡ ⎤
⎢ ⎥ ⎢ ⎥
⎢ ⎥ ⎢ ⎥′ = × =
⎢ ⎥ ⎢ ⎥
⎢ ⎥ ⎢ ⎥

⎣ ⎦⎣ ⎦

M M S  (23) 

其中,M 是初始的用户-标签矩阵,S 是标签相似性矩阵,M′是更新后的用户-标签矩阵,该矩阵可以更好地表示用

户兴趣.为了更好的解释更新后的矩阵稀疏问题得到缓解的问题,分解矩阵 S 如下. 

 

11 12 1 11 12 111 12 1

21 22 2 21 22 222 21 2

1 2 1 2 1 2

0 0 0
0 0 0

0 0 0

K K K

K K K

N N NK N N NKKK K K

w w w w w wsim sim sim
w w w w w wsim sim sim

w w w w w wsim sim sim

⎡ ⎤ ⎡ ⎤⎡ ⎤ ⎡ ⎤
⎢ ⎥ ⎢ ⎥⎢ ⎥ ⎢ ⎥
⎢ ⎥ ⎢ ⎥⎢ ⎥ ⎢ ⎥′ = +
⎢ ⎥ ⎢ ⎥⎢ ⎥ ⎢ ⎥
⎢ ⎥ ⎢ ⎥⎢ ⎥ ⎢ ⎥

⎣ ⎦ ⎣ ⎦⎣ ⎦ ⎣ ⎦

M  (24) 

标签与其自身的相似度是 1,所以公式(24)的左半部分相乘结果为原始矩阵.此外,由于标签集合中的所有

标签都存在一定的概率相关性,所以标签相似性矩阵中的元素都是非零的,这保证了公式(24)的右半部分是非

零的.因此映射之后,每个用户的标签向量的稀疏性将得到有效缓解. 
3.2.3   微博推荐算法描述 

定义推荐算法排序函数 f :给定用户 ui 和微博 dp,则排序函数 f(ui,dp)的定义[21]如公式(25)所示. 
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其中,f(ui,dp)表示用户 ui 与微博 dp 之间的相关性.ui=(wi1,wi2,…,wiK)为更新后的用户 ui 的标签权重向量.微博 dp 
可被表示为 1 2( , ,..., ),p p p pKt t t′ ′ ′ ′=d 若微博 dp 包含标签 ti,则 pit′ =1;否则, pit′ =0.将微博文本向量映射到标签语义空间

S 上,则 1 2( , ,..., ).p p p p pKS t t t′= × =d d 预先设定阈值μ,若该排序函数的值大于阈值μ,则微博 dp 将被推荐给用户 ui.

算法的框架如算法 1 所示. 
算法 1. 基于超图随机游走标签扩充的微博推荐算法. 

输入:用户 ui 所发布的微博集合 train
iD 和 ,test

iD 且 ;train test
i iD D∩ =∅  

微博用户集合 U={u1,u2,…,ui,…,uN}; 
阈值μ. 

输出:微博推荐序列 recom
iD . 

//Step 1. 标签扩充 
for ui∈U do 

使用公式(6)和公式(11)分别对超边和超点加权,构建 WHG(V,E,w(e),w(vi,ei)); 
使用公式(12)构建随机游走转移概率矩阵 P; 
使用公式(13)在加权超图 WHGi 随机游走获得 top-Q 词项; 
结合获得的 top-Q 词项和用户原有的标签集合形成新的标签集合 Ti; 

end for 
将所有用户的标签集合 Ti 合并形成全部的标签集合 T; 

//Step 2. 用户兴趣建模 
for ti∈T do 

使用公式(17)将任意一个标签 ti 表示成标签相关性向量; 
end for 
使用公式(19)构建标签相似度矩阵 S; 
使用公式(22)构建原始的用户-标签矩阵 M; 
使用公式(23)更新用户-标签矩阵得到矩阵 M′=M×S; 

//STEP 3. 微博推荐 
for ui∈U do 

初始化 recom
iD = ∅  

for ∀dp∈Dtest do 
if f(ui,dp)>μ then 

{ }recom recom
i p iD d D= ∪ ; 

end if 
end for 

end for 

4   实  验 

本节首先介绍了实验所用数据集以及评价标准,然后设计实验对本文的方法进行验证并对实验结果进行

分析讨论. 

4.1   实验数据集描述及评价指标 

目前,没有同时包括微博用户标签和微博相关信息(内容、转发数以及点赞数等)的公开可用数据集,通过监
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视新浪博客的最近更新列表,下载程序间歇性地抓取了 19 427 位用户 2015 年 7 月 16 日~2016 年 8 月 17 日发

布的微博,并存储在数据库中.这些数据库记录包括了博文的标签、发布时间、微博内容、微博转发数、评论

数及点赞数等信息. 
对实验数据进行预处理,首先过滤文本中的@用户名、地址链接、和其他无意义字符等噪声信息后,对其进

行分词,去除停用词.其中,分词采用 python 开源分词组件 jieba,停用词表采用新浪提供的 1 208 个停用词.实验

中随机选取 13 000 名用户,删除拥有少于 4 个词汇的微博以及拥有少于 50 篇微博的用户,得到最终的实验数据

集合.数据集中有用户 10 390 名,微博 2 186 283 条,标签个数 5 897 个.新浪微博允许用户最多添加 10 个关键词

对自己进行描述,表 2 统计了数据集中添加不同标签数量的用户分布,其中,48.3%的用户至少添加了一个标签,
而 51.7%的用户没有为自己添加标签,这充分表明了标签扩充对进行微博推荐的必要性. 

Table 2  Distribution of users with different number of tags in dataset 
表 2  数据集中添加不同标签个数的用户分布 

标签数量 0 1 2 3 4 5 6 7 8 9 10 
用户个数 5 371 964 427 373 312 293 364 196 178 267 1 645 

 
为了验证推荐算法的准确性,将微博数据集分为训练集和测试集:训练集用来学习推荐方法中的相关参数,

测试集用来验证推荐算法的准确性.为了避免数据过拟合,本文采用十折交叉验证的方法,将每个微博用户的数

据样本随机划分成 10 个大小相等的子样本集,交叉验证过程重复 10 次.每次一个样本集被保留作为测试集的

验证数据,其余 9 个样本集作为训练数据,其中,训练集中有 1 967 655 条样本,测试集中有 218 628 条样本. 
本文实验环境为:Windows 7操作系统,4GB内存,Intel Core(TM) 2 Duo CPU 2.66GHz,实验程序使用 Java1.6

语言开发,数据库为 Mysql5.0. 
准确率(precision)、召回率(recall)、F1 值(F-measure)和平均正确率(average precision,简称 AP)是广泛用于

信息检索和推荐领域的 4 个度量值,用来评价结果的质量.为了评估微博推荐质量,本文采用前 L 条结果的准确

率 P@L、前 L 条结果的召回率 R@L、前 L 条结果的 F1 值 F1@L 以及前 L 条结果的平均正确率 AP@L 来评

价微博推荐质量.P@L,R@L,F1@L 和 AP@L 定义如下. 
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 (29) 

其中,rel(k)是一个指示函数,当推荐返回结果的第 k 个位置为相关微博,rel(k)=1;否则,rel(k)=0.微博中没有明确

表明用户喜好的数据,本文中把用户发布的微博都认为是用户喜欢的微博. 

4.2   实验结果与相关分析 

为了验证本文方法的有效性及推荐结果的准确性,本节设计了 4 个实验,对本文提出的方法进行验证并对

实验结果进行分析.一是通过改变参数α和阈值μ,比较微博推荐算法的性能,从而确定最优参数值;二是在参数

值确定的基础上,验证标签扩充个数对微博推荐性能的影响;三是通过比较标签扩充前后的内容,展示标签扩充

方法的性能;四是本文的微博推荐算法与其他算法的比较. 
4.2.1   参数设置对方法性能的影响 

下面将通过实验来考察方法中涉及到的参数对算法性能的影响,它们分别是参数α和阈值μ.当测试其中一

个参数值对算法的影响时,另外一个参数值保持不变. 
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对超边加权时,α用于调节微博时间因子和微博人气指数的比重,其值越高,意味着用户发布微博的时间对

于用户兴趣的提取影响越大;其值越小,就意味着微博的评论数、转发数等对于用户兴趣提取影响提高.为了计

算参数α对于推荐结果的影响,本文分别对不同α取值下算法在微博推荐个数为 L=5、L=10、L=15 及 L=20 的推

荐结果进行对比.设参数μ=0.5,分别在α取不同值时,比较方法的性能,图 2 展示了实验结果.对比图 2 左、右两图,
可以发现以下几点. 

(1) 左图中,当 L=15 时算法的准确率 P@L 达到最佳;在右图中,当 L=20 时算法的召回率 R@L 达到最佳.
这是由于召回率依赖于用户测试样本数目,随着推荐数目的增加,算法召回率也逐渐增加. 

(2) 当α=0.7 时,算法的准确率 P@L 和召回率 R@L 均达到最大值,算法的性能在各个微博推荐个数上都

达到最佳状态.值得注意的是,当α=1 时,算法的推荐性能在准确率和召回率上都优于α=0 时,因此,微
博时间因子对用户兴趣提取准确性的影响大于微博人气指数.在接下来的实验中,设定α=0.7. 

   

Fig.2  Impact of parameter α on recommendation algorithms 
图 2  参数α对推荐算法的影响 

阈值μ的大小决定了推荐方法向用户推荐微博数量的大小,阈值μ越小,则向用户推荐的微博数量越多;阈值

μ越大,则向用户推荐的微博数量越少.为了清楚地了解阈值μ的取值对推荐算法的影响,令参数α=0.7,μ取不同

的值,在测试数据集上计算方法取得的实验结果如图 3 所示. 

 

Fig.3  Impact of threshold μ on recommendation algorithms 
图 3  阈值μ对推荐算法的影响 

从图中可以看出,随着阈值μ的增大,算法的准确率逐渐上升,而算法的召回率却逐渐减小.这是因为随着阈

值μ的增大,方法要求所推荐微博与用户的相似度也在不断增大,因而推荐给用户的微博越来越少.当μ=0.4 或

0.5 时,算法在 F1 这一评价指标上都达到了最佳.因此,本文又在综合考虑μ=0.4 或 0.5 时算法的准确率和召回率

这两个评价指标后,确定μ=0.45. 
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4.2.2   不同标签扩充个数对推荐算法的影响 
为了验证标签扩充个数 Top-Q 对微博推荐方法的影响,分别选取{1,3,5,7,9,10}个关键词对用户标签进行扩

充,计算在不同标签扩充个数的情况下本文算法的准确率,进而确定标签扩充个数 Top-Q 的值,如图 4 所示.从图

中可以看出,随着标签扩充个数的增加,算法的准确率 P@L 也逐渐增加.当标签扩充个数 P>9 时,算法的准确率

P@L不增反降.这是由于随着标签扩充个数的增大,一些排名靠后的关键词也被扩充到用户标签集合中,这部分

标签并不能很好地表征用户的兴趣爱好.从图中可以看出,当 Q=7 或 9 时,算法的准确率 P@L 并无明显增加,算
法的性能在各个微博推荐个数上都达到最佳状态.因此,取 7 和 9 的均值 8 作为标签扩充个数 Q 的值. 

 

Fig.4  Impact of the number of tag extensions on recommendation algorithms 
图 4  标签扩充个数对推荐算法的影响 

4.2.3   标签扩充前后用户标签详情对比 
限于篇幅,本部分只展示了 10 位用户自己添加的标签以及经过超图随机游走算法为用户添加的标签的情

况,见表 3. 

Table 3  Comparison of user tag before and after the tag expansion 
表 3  标签扩充前后用户标签详情对比 

微博用户 扩充前用户自己添加的标签 扩充后由推荐算法给用户添加的标签(Q=8) 
User-1 淘宝控;摄影;睡觉;宅;旅游 马云;优惠券;音乐;90 后;美食;单反;时尚;大学生 
User-2 美食;国际;娱乐;人生;时尚 成都;舌尖上的中国;旅游;电影;听歌;看书;自由;华人 
User-3 艺术;收藏;历史 故宫;拍卖会;时尚;新闻;媒体;电影;财经;养生 
User-4 信息化;科技;社会 计算机;手机;互联网+;创新;财经;创业;电子商务 
User-5 文学;摄影;新媒体;旅行;电影;新闻资讯;普利策 音乐;时尚;奋斗;美食;诺贝尔;媒体人;科技;创新 
User-6 设计;建筑 旅游;电影;音乐;美食;文学;摄影;历史;财经 
User-7 美食;电影;音乐;90 后;奋斗 综艺;旅游;电子控;游泳;宅;大学生;优惠券;红包 
User-8 历史;财经;健康;养生;保健 心灵鸡汤;平常心;情感;摄影;文学;新闻;教育;防诈骗 
User-9 旅游;电影;音乐;时尚;自由;游泳;摄影;美食;90 后;旅游 大学生;舌尖上的中国;张艺谋;新媒体;韩剧;创业;奋斗;科技

User-10 互联网;创新;电子控 电子商务;财经;创业;互联网+;科技;奋斗;青年;新闻 

可以看到,少数的高频词出现在相当多的微博用户标签中,这些热门标签的内容多是大众性的兴趣爱好的

描述,如“音乐”“电影”“美食”等;或者是对一些常见人群的描述,如“大学生”“90 后”“宅”.这些标签之所以被频繁

使用,一是因为这其中的一些标签在用户添加标签的页面作为系统推荐选项出现,因此有更大的概率被用户看

到和选中,而不用手动输入;二是此类标签对于新浪微博用户具有普适性,即很多微博用户都会发现这样的标签

在某种程度上符合对自己的描述.例如在实验数据集中,有 52.7%的用户是大学生, “奋斗”“90 后”两个标签非常

符合对这些用户的描述,因此成为高频标签. 
4.2.4   不同微博算法的性能比较 

为了验证该推荐算法的有效性 ,比较本文提出的 LeALpc 算法与基于标签关联关系推荐算法 (label 
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correlation,简称 LC)[13]、基于标签概率相关性推荐算法(label probability correlation,简称 LPC)[14]、融合标签关

系与用户关系推荐算法(label correlation and user social relation,简称 ILCAUSR)[15]、协同个性化微博推荐

(collaborative personalized tweet recommendation,简称 CTR)[3]、基于用户嵌入的学术微博推荐(user embedding 
for scholarly microblog recommendation, 简 称 UEMR)[4] 和 基 于 背 景 和 内 容 的 微 博 推 荐 (microblog 
recommendation based on profile and content,简称 BPACMR)[22]的预测效果.选择以上 6 种算法作为对比算法是

基于以下几点考虑. 
(1) 本文算法是在 LPC 算法的基础上改进而来,LPC 算法与本文的算法最相似. 
(2) LC 算法、ILCAUSR 算法、LPC 算法以及本文的算法都是基于标签进行微博推荐的. 
(3) ILCAUSR 算法已被证明在微博推荐算法上优于其他算法. 
(4) 由于前面 3 种比较算法都是从标签角度出发的微博推荐算法,为了更好地验证本文方法的有效性,采

用从其他角度出发且具有较好性能的微博推荐算法(CTR 算法、UEMR 算法和 BPACMR 算法)进行

对比. 
利用不同微博推荐列表长度 L=5、L=10、L=15 及 L=20 对以上算法进行实验,比较在不同推荐列表长度的

情形下,几种推荐算法的准确率 P@L、F1 值 F1@L 以及平均正确率 AP@L,结果见表 4. 

Table 4  Comparison of different recommendation algorithms 
表 4  不同推荐算法比较 

名称 L=5 L=10 L=15 L=20 
P AP P AP P AP P AP 

LC 0.281 0.42 0.316 0.386 0.334 0.524 0.231 0.442 
LPC 0.283 0.4 0.359 0.452 0.379 0.465 0.226 0.469 

ILCAUSR 0.315 0.52 0.427 0.5 0.436 0.58 0.255 0.542 
CTR 0.295 0.448 0.396 0.524 0.418 0.563 0.247 0.52 

UEMR 0.299 0.432 0.403 0.469 0.413 0.549 0.25 0.488 
BPACMR 0.293 0.54 0.388 0.488 0.408 0.517 0.246 0.506 
LeALpc 0.308 0.559 0.428 0.586 0.439 0.643 0.253 0.587 

从表中可以看出,本文提出的 LeALpc 算法与从内容角度出发的 CTR 算法、UEMR 算法和 BPACMR 算法

以及从标签角度出发的 LPC 算法、算法 LC 和 ILCAUSR 算法在平均准确率方面相比都更优异.这是由于这些

算法过分关注用户的整体兴趣而忽视了用户的个性化兴趣,导致推荐列表前几位的命中率低.而 LeALpc 算法

结合了微博文本和用户标签这两个体现用户兴趣的重要方面,它更能展现用户的个性化兴趣.在实际应用中,推
荐正确的次序尤其重要,因为用户不可能耐心浏览完所有推荐的微博.在其他评价指标上,LeALpc 算法明显高

于除 ILCAUSR 算法之外的 5 种算法,但是与 ILCAUSR 算法相比并没有明显优势.这是由于 ILCAUSR 算法将

用户间社交关系融入到微博推荐算法中,较为准确地表示出了用户的兴趣.而本文尚未考虑,这也将是本文今后

继续研究的方向. 
接着,为了进一步比较 LeALpc 算法和其他 6 种算法的推荐性能,从表 4 中选取推荐性能(正确率 P@L)最好

情况(L=15)和最坏情况的(L=20)的正确率和平均正确率展开分析,分别是 L=15 和 L=20 时,7 种算法在不同评价

指标上 10 次交叉验证所得结果的分布情况,如图 5 所示.箱线图是一种数据样本统计图,它可以看出数据是否具

有对称性以及数据分布的分散程度等信息.因此,从图 5 可以看出, 
• 在评价指标 AP@L 上,无论是最好情况(L=15)还是最坏情况(L=20),本文提出的 LeALpc 算法不但具有

较高的平均值,而且 10 次所得结果也比较稳定. 
• 在评价指标 P@L 上,在最好情况(L=15)下,本文提出的算法与 ILCAUSR 算法相比,在平均值上虽然并

没有明显优势,但是在结果分布上要优于其他算法. 
这更加验证了根据微博用户以往发布的微博内容对其标签进行扩充以及根据标签概率相关性对用户进行

微博推荐这一方法的有效性. 
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Fig.5  Performance comparison among LeALpc algorithm and other baselines on L=15 and L=20 

图 5  LeALpc 算法与对比算法在 L=15 和 L=20 时的性能比较 

5   结论与展望 

随着移动互联网的快速发展以及社交网络规模的不断增大,个性化的信息推荐越来越受到信息接收者的

青睐.为了提升用户浏览信息的体验度,面对海量复杂的微博消息,实现内容精准推荐.本文从微博用户标签入

手,针对绝大多数微博用户没有给自己加注标签或标签较少的问题,提出一种结合标签扩充与标签概率相关性

的微博推荐方法.首先,该方法将微博视为超边,微博中的词视为超点来构建超图,并以一定的加权策略对超边

和超点进行加权,通过在超图上随机游走得到一定数量的关键词对微博用户标签进行扩充;然后,采用相关性标

签权重加权方案,构建用户-标签矩阵,利用标签间的概率相关性,构造标签相似性矩阵,对用户-标签矩阵进行更

新,更新后的用户标签矩阵不仅稀疏性得到了有效缓解,而且还包含了丰富的标签关联关系;最后,依据构建的

兴趣模型对用户进行信息推荐.在未来的工作中,将进一步对用户与用户之间的社交属性进行研究,提升用户模

型的准确度,实现更加精准的推荐. 
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