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Abstract:  Since different kinds of heterogeneous features (such as color, shape and texture) in image shave 
different intrinsic discriminative power for image understanding, this paper proposes a multiple kernel learning with 
group sparsity (MKLGS) to select groups of discriminative features for image annotation to effectively utilize those 
heterogeneous visual features. Given each image label, the MKLGS method embeds the nonlinearity image data 
with discriminative features into a Hilbert space, and then utilizes the kernel function in the Hilbert space and group 
LASSO to select groups of discriminative features. Finally, a classification model can be trained for image 
annotation. In comparison to other image annotation algorithms, experiments show that the proposed MKLGS for 
imageannotation achieves a better performance. 
Key words: group LASSO; group sparsity; multiple kernel learning; feature selection; image annotation 

摘  要: 图像中存在的纹理、颜色和形状等异构视觉特征,在表示特定高层语义时所起作用的重要程度不同.为了

在图像标注过程中更加有效地利用这些异构特征,提出了一种基于组稀疏(group sparsity)的多核学习方法(multiple 
kernel learning with group sparsity,简称 MKLGS),为不同图像语义选择不同的组群特征.MKLGS 先将包含多种异构

特征的非线性图像数据映射到一个希尔伯特空间 ,然后利用希尔伯特空间中的核函数以及组 LASSO(group 
LASSO)对每个图像类别选择最具区别性特征的集合,最终训练得到分类模型对图像进行标注.通过与目前其他图

像标注算法进行对比,实验结果表明,基于组稀疏的多核学习方法在图像标注中能取得很好的效果. 
关键词: 组 LASSO;组稀疏;多核学习;特征选择;图像标注 
中图法分类号: TP391   文献标识码: A 

近年来,从统计信号处理中发展出的压缩感知(compressive sensing,简称 CS)受到越来越多的关注.该理论

表明,如果信号的表示是足够稀疏的,那么就可以通过凸优化的方法来计算.美国斯坦福大学的 Tibshirani 和加

州大学伯克利分校的 Breiman 几乎同时提出了对特征系数施以 l1-范数约束的 LASSO(least absolute shrinkage 
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and selection operator)思想,促使被选择出来的特征尽可能稀疏,以保证结果稳定性和提高数据处理过程的可解

释性(interpretable).由此出现了不少以 LASSO 为基础的特征选择算法,应用于人脸识别和图像标注等领域[1−4]. 
但是,以 LASSO 为基础的特征选择方法并没有考虑到特征之间存在的组效应(grouping effect)特性(即某一

(类)特征与其他(类)特征之间存在很强相关性).传统 LASSO 方法对所有特征逐一进行选择,忽略了特征之间相

关性.为了克服这一不足,Yuan 等人[5]提出了组 LASSO(group LASSO)方法结合了 LASSO 中的 l1-范数约束以及

岭回归中的 l2-范数约束,使得组间尽可能稀疏,而组内保持尽可能小的损失误差.由于这一方法考虑了特征之间

的组效应,组 LASSO 的方法近来在图像分类、图像标注、回归分析等等[6−10]被成功使用. 
众所周知,图像中存在纹理、颜色和形状等全局特征以及 SIFT 和 LBP 等局部特征,不同视觉特征在表示特

定高层语义时所起重要程度不同,如 SIFT 等局部特征在表达刚体对象时更为有效.这些异构特征之间存在明显

的组效应,我们可将同一种类视觉特征归属为一组(如 SIFT 特征归属为一组,而颜色直方图归属为另一组),使得

图像异构特征在表达时能充分利用这种结构性组效应.因此,如何根据图像异构特征之间存在的组效应,应用组

LASSO 来构造适合图像处理的异构特征选择机制,是一个值得关注的问题. 
此外,从现实世界中所获得数据中提取的高维异构特征往往分布在复杂非欧式空间且线性不可分,为了将

这种线性不可分的数据变得线性可分以便分析理解,基于支持向量机(SVM)理论的核方法迅速发展起来.核方

法实质上是把数据映射到一个希尔伯特空间,在该空间中寻找数据之间存在的线性关系.这种映射由核函数隐

式定义,利用数据之间的两两内积,避免了在特征空间中所需的复杂计算.此后,核方法迅速渗透到机器学习的

各个领域,包括分类、回归分析、多标注问题等等.但是这些方法大多是基于单一特征空间进行单个核函数学

习,并没有考虑到数据特征空间所具有的组效应特性,从而忽略了不同核函数之间的相互作用.为了解决单个核

函数学习存在的局限性,近年来,一些学者开始研究多核学习的方法(multiple kernel learning)[11−13].最简单的多

核学习方法就是对多个核函数取平均,每个核函数都有相同的权重系数.但是直接将这一思路应用于图像理解,
却无法反映图像中不同种类特征在表达对象时所起作用程度不同这一现实. 

由此,本文提出了一种基于组稀疏和多核学习的图像异构特征选择方法(multiple kernel learning with group 
sparsity,简称 MKLGS).区别于传统的多核学习方法,MKLGS 考虑到图像原始高维异构特征之间存在组群结构

这一特性,利用异构特征所存在的组稀疏(grouping sparsity)特点去选择某一语义所对应的重要特征,即选择特

征相对应的核函数,从而达到自动选择核函数的目的.与传统组 LASSO 不同之处在于,MKLGS 考虑到了高维异

构特征分布在复杂非线性空间这一特点,利用这一特性来提高具有组效应高维异构特征选择的性能.对于不同

图像语义,MKLGS 能够选择最具区别性特征集,进而训练该语义的分类模型,实现图像语义理解.该算法将原始

图像的高维异构特征按照组群结构一一映射到新的希尔伯特空间,利用希尔伯特空间中的核函数将线性不可

分问题转化成线性可分,通过自动选择核函数的机制来选择某一语义所对应的重要特征,从而实现图像标注. 

1   相关工作 

现实世界中的样本往往和多个类别相关联,例如,一幅图片可以同时被标注为“sea”,“sky”,“beach”等标签,这
就需将样本同时归到多个类,这就是多标注分类问题. 

解决多标注分类问题一种常用的方法是对每个标注构造一个二元分类器,具有此标注的样本为正样例,其
余样本为负样例,这种方法已经被广泛应用于多种分类问题中[14,15].为了克服这一传统方法未能考虑不同标签

之间语义关联性的不足,Ji 等人[16]假设子空间是多个标注共享的,利用线性转化将子空间引入到算法模型中,以
此提高标注准确率 .为使选择出来的特征尽可能稀疏 ,以保证结果稳定性和提高数据处理过程的可解释性

(interpretable),出现了不少以 LASSO 为基础的特征选择算法.Ma 等人[2]利用稀疏表示(sparse representation)的
分析原理,提出了一种能够处理损毁和遮挡的全新的、足够鲁棒的人脸识别方法.Liu 等人[17]提出了 NNCW 方

法对测试样本进行非负稀疏表示.但是,这些方法没有考虑到数据特征具有组群结构特性.由此,Cao 等人[6]提出

了一个异构特征机器模型(heterogeneous feature machines,简称 HFM)对不同的特征学习不同的度量函数.在组

群层上,通过 l1-范数构造一个稀疏逻辑回归模型,以此来进行异构特征的选取.Wu 等人[7]提出了一种基于组
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LASSO逻辑回归模型(group LASSO for logistic regression,简称GLLR)对图像的异构特征进行选择,并考虑标注

之间的相关性,使得基于语义理解的图像标注更为准确.Han 等人[18]提出了一种对异构特征进行组间和组内选

择的机制,这一机制利用异构特征所存在的结构性组稀疏(structural grouping sparsity)特点,选择某一语义所对

应的重要特征.为了将非线性高维特征空间中的原始数据变得线性可分,一些基于核的学习方法被用于图像多

标注中[19,20]. 
如前所述,本文提出一种基于组稀疏的多核学习图像标注算法(MKLGS),该算法利用数据特征的组群结构

特性构造具有组群特性的核函数,将原始空间中非线性的高维数据特征向量按照组群结构映射到一个新的希

尔伯特空间,利用数据间的内积表示构造分类器,从而实现了图像异构特征的选择以及标注(异构特征选择过程

如图 1 所示). 

 

Fig.1  Flowchart of the heterogeneous feature selection 
图 1  异构特征选择机制示意图 

在图 1 中,给定一幅标注为 beach,sea 和 sky 的图像,得到其 HSV,Corr,WT 和 SIFT 特征(HSV 为 HSV 空间

中的颜色柱状图,Corr 为颜色相关图,WT 为图像的小波变换得到的纹理特征).w=(w1,w2,w3,w4)是组群特征的选

择系数.wi 值为 0,表示第 i 种特征对此类图像的标注没有起到作用,在图像标注时可以忽略这种特征.可以看出,
对于不同图像语义(label),不同视觉特征所起作用程度不同. 

2   基于组稀疏的多核学习算法 

2.1   符号表示 

给定 n 幅带标注信息的图像集合{(xi,yi)∈ p×{−1,1}C:i=1,2,…,n},其中,xi=(xi1,…,xip)T∈ p 表示第 i 幅图像的 

特征向量,p 为特征维数,yi=(yi1,…,yiC)T∈{−1,1}C 表示第 i 幅图像所对应的标注信息,如果第 i 幅图像有标注 j,那
么 yij=1;否则,yij=−1,令 Yi=(y1i,…,yni),那么 Yi 表示所有 n 幅图像的第 i 个标注集合. 

一般可从图像中提取丰富的异构特征,假设从每幅图像提取了 G 组不同属性视觉特征,本文将 p 维异构特

征向量按照属性(类别)分为 G 组,表达成 G 个不同的特征向量组,用 mg 表示第 g 组(类)特征维数,g∈{1,2,…,G}, 

则有
1

G

g
g

m p
=

=∑ .于是,根据这样的结构性分组,第 i 幅图像的特征向量 xi 可重新表达为 ,1 ,2 ,( , ,..., ) .T T T T
i i i i Gx x x x=  

2.2   结构组稀疏特征选择 

传统的 l1-范数(也叫 LASSO)对高维数据可以有效地实现特征的稀疏性选择,但是 LASSO 是在整个特征空

间中对特征逐一进行选择,没有考虑特征之间存在的组群结构特性,也没有考虑特征组群之间的相关性.为了解

决这个问题,研究者们在线性回归模型中提出了基于组 LASSO(group LASSO)的特征选择方法[5]. 
在图像标注中,给定一个标注语义 Yi,我们的目的是要找到一个线性分类器 Yi=sign(wTx+b)来预测训练集以 
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外非标注图像的标注结果.这里的 w 与特征向量 x 有相同的结构,即 1 ...
1 2( , ,..., ) .Gm m

Gw w w w + += ∈ 由于给定一种 

图像语义,一般仅有若干视觉特征对这一语义具有区别性,也就是说,从图像中所提取的部分异构特征对某一特

定语义而言是冗余的(over-complete),因此,特征选择的目的是使 w 在组群上表现为稀疏,即使得大部分 wi 为 0. 

考虑到 w 的组群结构特性,这一目的可通过最小化正则化项

2

2
1

|| ||
G

g g
g

d w
=

⎛ ⎞
⎜ ⎟⎜ ⎟
⎝ ⎠
∑ 实现. 

用ξ表示损失函数 ,( ) 1 T
i g i g

g
f x y w x b

⎛ ⎞
= − +⎜ ⎟⎜ ⎟

⎝ ⎠
∑ 的上限,那么图像标注中线性分类模型可以表示为 

 1

2

2
1 1

,

1min || ||
2

w.r.t. ... , ,

s.t. 1 , {1,..., }

G

G n

g g i
g i

mm n

T
i g i g i

g

d w

w b

y w x b i n

λ ξ

ξ

ξ

= =

+

⎫⎛ ⎞
⎪+⎜ ⎟⎜ ⎟ ⎪⎝ ⎠
⎪⎪∈ × × ∈ ∈ ⎬
⎪⎛ ⎞ ⎪+ − ∀ ∈⎜ ⎟⎜ ⎟ ⎪⎝ ⎠ ⎪⎭

∑ ∑

∑ ≥

 (2.1) 

其中,λ是可调节的参数,用来控制损失函数的权重;dg 是可调节的权重系数,通常令 .g gd m=  

通过观察我们知道,问题(2.1)的目标函数不是凸函数,即问题(2.1)不是标准的凸优化问题,很难用数学方法

来求解.但是我们可将其转化为拉格朗日对偶方法来求解.现有文献[21]证明,拉格朗日对偶是一个凸优化问题,
可以用凸优化的方法来求解.于是,我们把问题(2.1)转换成拉格朗日对偶问题求解. 

定义 1(拉格朗日对偶(the Lagrange dual)). 给定一个优化问题,包括目标函数和约束函数(等式或不等式),
引入拉格朗日乘子(也叫对偶变量),构造一个拉格朗日函数,对所有原始变量求导并使其等于 0即可得到一个对

偶函数,我们把这个对偶函数称为拉格朗日对偶. 
为了将问题(2.1)转换成拉格朗日对偶问题,我们将该问题看做一个二阶锥规划(second-order cone program,

简称 SOCP)问题,表示如下[12]: 

 

2

,
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i
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其中, 1
2

1
2,|| || {( , ) ,|| || }g

g

m
g m g g

G

g gg
g

w w t= d tu wκ +

=

= ∈∑ ≤ ,表示 mg 的二阶锥.我们对问题(2.2)构造拉格朗日函数. 

引入拉格朗日参数α,γ,对所有变量求导,去除多余的参数,可化简得到如下拉格朗日对偶问题.那么,我们的目标

为求解问题(2.3). 
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 (2.3) 

2.3   多核学习 

由于原始数据特征空间中数据是线性不可分的,于是,我们通过一个非线性映射函数φ:X→ f 将原始数据空 
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间中的数据映射到一个新的特征空间,使得新的特征空间中数据线性可分.考虑到原始空间数据的组群结构特

性,我们假设映射函数φ(x)由 G 个不同的子函数组成φ(x)=(φ1(x),…,φG(x)),那么原始空间数据被映射到 G 个不同

的再生核希尔伯特空间(reproducing kernel Hilbert space,简称 RKHS). 

用核函数
1 1

( , ) ( ) ( ) ( ) ( ) ( , )
G G

T T
i j i j g i g j g i j

g g
k x x x x x x k x xφ φ φ φ

= =

= = =∑ ∑ 表示 f 中数据的两两内积,使得非线性映射 

隐式地进行.通过这种映射,就得到 G 个不同的核矩阵(K1,…,KG). 
通过核函数的引入,我们把问题(2.3)转换成如下多核学习问题[12]: 

 

2

1/ 2

1min
2

w.r.t. ,

s.t. 0 , 0

( ( ) ( ) ) ,

T

n

T

T
g g

e

y

D y K D y d g

γ α

γ α

α λ α

α α γ

⎫− ⎪
⎪⎪∈ ∈ ⎬
⎪=
⎪
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≤ ≤

≤

 (2.4) 

这里,D(y)表示 y 的对角矩阵;Kg 表示点集{xi}对应第 g 个核的核矩阵,核 Kg 的稀疏性表现了问题(2.1)中 w 的组 
群稀疏特性.核矩阵 K 可以表示为 g g

g
K Kη= ∑ ,其中,非零ηg 对应的 Kg,我们称它为支持核.那么,核矩阵 K 是支 

持核的一个稀疏组合.通过优化求解多核学习问题(2.4),我们可以选出核空间中最具差别性的非线性特征子集. 
把问题(2.4)中的约束函数加入目标函数中,重排问题(2.4),我们得到如下最优化问题: 

 

2
1min max ( ) ( )
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s.t. 0 , 0

T T
g
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T

D y K D y e
d
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 (2.5) 

令 2
1( ) ( ) ( ) , ( ) max ( )

2
T T

g g g g
g

J D y K D y e J J
d

α α α α α α= − = ,那么问题(2.5)可表达为在线性约束下最小化凸函 

数 J(α).令Γ(α)表示主动核的集合,即使得 Jg(α)=J(α)的 g 的集合.令 Fg(α)∈ n 表示 Jg 的梯度,那么, 

2
1 ( ) ( ) .g

g g
g

J
F D y K D y e

d
α

α
∂

= = −
∂

 

为了求解问题(2.5),需要引入优化条件.在这之前,我们先要给出以下定义. 
定义 2(次微分(subdifferential)). 给定任意函数 J(α),定义 J 在α处的次微分∂J(α)为 

( ) { , , ( ) ( ) ( )}.n TJ g J J gα α α α α α′ ′ ′∂ = ∈ ∀ + −≥  
我们对问题(2.5)构造拉格朗日函数 

( ) ( ) ( ) .T T TL J e b yα α δ α ξ α λ α= − + − +  

这里, , ,n nb ξ δ +∈ ∈ .对应α的 L(α,δ,ξ,b)全局最小化通过下式得到: 
0 ( ) ( ).L by Jα δ ξ α∈ ∂ ⇔ − − ∈ ∂  

那么,α,(b,δ,ξ)是优化解当且仅当 

 
( )

, 0, ( ) 0

0,0
i i i i

T

by J
i

y

δ ξ α
δ α ξ λ α

α α λ

⎫− − ∈ ∂
⎪

∀ = − = ⎬
⎪= ⎭≤ ≤

 (2.6) 

公式(2.6)中的优化条件很难用数学方法直接求解,因此我们引入一个新的定义近似求解这个优化问题. 
定义 3(ε-次微分(ε-subdifferential)). 给定任意函数 J(α),定义 J 在α处的ε-次微分∂εJ(α)为 

( ) { , , ( ) ( ) ( )}.n TJ g J J gε α α α α ε α α′ ′ ′∂ = ∈ ∀ − + −≥  
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令(ε1,ε2)表示优化参数,优化条件(2.6)可以转换成如下线性规划(LP)存在问题.即,找到η满足 

 
1

00

2

2

0, 0 if ( ), 1

max {( ( ) ( ) ) } min {( ( ) ( ) ) } 2
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g g g
g

i i i ii I I Ii I I I

g d

K D y y K D y y
λλ

εη η Γ α η

η α η α ε
+ −− + ∈ ∪ ∪∈ ∪ ∪

⎫= ∉ =
⎪
⎬

− − + ⎪
⎭

∑≥

≤
 (2.7) 

其中,
1 ( )

( ) g g
g

K K
εΓ α

η η
∈

= ∑ ,IM={i,0<αi<λ},I0={i,αi=0},Iλ(α)={i,αi=λ},I0+=I0∩{i,yi=1},I0−=I0∩{i,yi=−1},Iλ+=Iλ∩ 

{i,yi=1},Iλ−=Iλ∩{i,yi=−1}.给定一个α以及优化参数(ε1,ε2),我们可以通过优化条件(2.7)来迭代求解η. 

2.4   增强稀疏性 

通过近似优化条件(2.7)得到优化解(α,η)后,我们考虑η是否可以更加稀疏.当我们在对优化条件(2.7)迭代 
求解的过程中,对所有非零的ηg 进行循环,检查每个这样的ηg 可否被移除.也就是说,对所有满足

1
( )g εΓ α∈ 的 g, 

令ηg=0,然后看η是否仍然满足优化条件(2.7).如果满足,那么第 g 个核可以被移除.通过这种迭代方式将权重系

数η变的更加稀疏,以此来突显数据的组群结构特性. 

2.5   算法流程 

至此,我们得到了特征选择的权重系数η以及测试样本与训练样本的核矩阵 K1,…,KG,可计算得到多核矩阵 

1 ( )
( ) g g

g
K K

εΓ α
η η

∈

= ∑ ,通过计算 sign(K(η)D(y)α+b)即可得到测试样本的标注信息.这里,D(y)表示训练样本标注的 

对角矩阵,b 表示偏差.算法 1 给出了基于组稀疏的多核学习图像标注算法流程. 
算法 1. 

1. 输入 ( ) ,tr te trn n p n cX Y+ × ×∈ ∈ (ntr 表示训练样本数目,nte 表示测试样本数目); 
2. 计算 X 的核矩阵 K1,…,KG; 
3. 初始化参数α和(ε1,ε2); 
4. 对每个标注 c 迭代求解满足优化条件(2.7)的η值; 
5. 令ηg=0,其中,

1
( )g εΓ α∈ .若此时η仍满足(2.7),则ηg=0;否则,保留原来的η; 

6. 根据步骤 2 中测试样本与训练样本的核矩阵计算多核矩阵

1 ( )
( ) ;g g

g
K K

εΓ α
η η

∈

= ∑  

7. 计算 sign(K(η)D(ytr)α+b)得到测试样本的标注. 

3   实验分析 

本节给出 MKLGS 算法与其他算法在图像标注上的性能对比结果. 

3.1   实验数据及评价标准 

在实验中使用的数据集为:Kodak[22],MSRA-MM 2.0[23],NUS-WIDE[24].表 1给出了实验用到的 3个数据集的

详细信息. 

Table 1  Datasets description 
表 1  实验数据集详细信息 

数据集 大小 特征维数 标注单词数目 特征类别数(组)
Kodak 3 590 409 20 4 

MSRA-MM 2.0 30 000 409 100 4 
NUS-WIDE 20 682 409 81 4 

对每一幅图像提取异构特征,按照特征属性不同将这些异构特征分为不同组群.3 个数据集特征描述如下: 
• Kodak[22]:409 维特征向量,包括 4 种特征,分别为 128 维小波纹理特征、73 维边缘方向直方图、144 维

颜色相关图以及 64 维 HSV 颜色直方图,本文将这 409 维特征分为 4 组; 
• MSRA-MM 2.0[23]:411 维特征向量,包括 4 种特征,分别为 128 维小波纹理特征、75 维边缘方向直方图、
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144 维颜色相关图以及 64 维 HSV 颜色直方图,本文将这 411 维特征分为 4 组; 
• NUS-WIDE[24]:409 维特征向量,包括 4 种特征,分别为 128 维小波纹理特征、73 维边缘方向直方图、144

维颜色相关图以及 64 维颜色直方图,本文将这 411 维特征分为 4 组. 
为了评估图像标注算法性能,本文采用了 ROC 曲线下面积(area under curve,简称 AUC)[25],包括 MicroAUC

和MacroAUC以及准确率(precision)这 3种评价指标.对每一个标注建立分类器,可得到一个分类准确率(分类准

确的数据除以分类的数据),取多个标注的准确率平均值得到准确率(precision)的值.AUC 值越高代表标注性能

越好,Precision 值越高表示标注准确率越高. 

3.2   实验步骤 

首先,我们将原始空间中的数据集(包括训练集和测试集)通过函数φ(x)=(φ1(x),…,φG(x))映射到新的希尔伯

特空间,那么对应每一个组群有不同的映射函数.实验中选择最常用的高斯核函数作为映射函数,即 
2( )

2( , ) e .
i jx x

g i jk x x σ

−
−

=  

对每个特征组群设定 12 个不同的σ值,即 12 个不同的核函数,那么对应 4 种特征向量,可以建立 48 个核矩 
阵.给定每一个标注 c,通过在训练集上运用基于组群稀疏的多核学习算法,可得到核矩阵 g g

g
K Kη= ∑ 的权重系 

数ηg.根据ηg 的稀疏性可以对图像特征进行选择,除去使ηg 为 0 的第 g 类特征.此时,利用训练数据与测试数据的

核矩阵及特征选择结果,计算 y=sign(wTx+b)的值:如果 y=1,那么给该测试图像标注 c;否则,该图像没有标注 c. 
我们随机分别选取了 100、200 和 300 个带标注的图像作为训练集(保证每个标注至少出现一次),在剩余的

数据中分别选取 400、800 和 1 200 个未标注图像作为测试集,每组实验重复 10 次,然后算出 10 次结果的平均

值和标准方差. 
算法中需要初始化的参数有正则化参数λ和松弛变量(ε1,ε2),这些参数通过在MacroAUC评价指标上 5次交

叉验证得到其最优值作为最终参数值. 

3.3   实验结果与分析 

基于组群稀疏的多核学习算法利用了希尔伯特空间中核函数和数据特征的组群特性,本节讨论该算法与

其他主流算法在图像多标注上的性能. 
传统的多标注算法没有考虑标注之间的相关性,忽略了数据本身包含的特性.考虑到标注之间的相关性,一

些算法利用了典型相关分析(CCA)或者共享空间来提高标注的准确率[16,17,26].从文献[26]中可以看到,典型相关

分析最大化数据集之间的协方差,因此可以通过最大化图像标注间的协方差来利用标注间固有的相关性,从而

提高标注准确率.Ji 等人[16]提出了一种在多标注算法中提取共享子空间的模型.由于多标注总是共享相同的输

入空间,而不同的标注对应的语义之间也有一定的相关性,因此在这个模型中,设定一个子空间是多个标注共享

的,利用线性转化将子空间引入到算法模型中,利用不同标注对应语义之间的相关性,提高标注准确率.文献[27]
将降维与多标注分类算法融合在一起,将降维的投影矩阵与分类算法(如 SVM)融合在一个模型中,通过该模型

同时求解降维投影矩阵与分类回归系数. 
本文比较下面 5 种多标注算法,包括基于组稀疏的多核学习算法(MKLGS)、典型相关分析以及 SVM(CCA+ 

SVM)、典型相关分析以及岭回归(CCA+RR)、基于联合降维的多标注分类(joint dimensionality reduction for 
multi-label classification, 简 称 JDRMC) 、 基 于 共 享 结 构 的 多 标 注 分 类 (shared subspace for multi- 
labelclassification,简称 SSMC).在 MacroAUC 和 MicroAUC 评价指标下的实验结果见表 2、表 3.图 2 展示了在

准确率评价指标下,Kodak 和 NUS-WIDE 数据集上的实验结果(左图为 Kodak 数据集上,训练数据分别为

100,200 和 300 时的精确率实验结果;右图为 NUS-WIDE 数据集上,训练数据分别为 100,200 和 300 时的精确率

实验结果). 
从实验结果中可以看到,在 Kodak 和 MSRA-MM 2.0 数据库上,将降维与多标注分类算法融合的 JDRMC 算

法效果优于传统的先降维后分类算法,如 CCA+SVM 以及 CCA+RR,是由于传统的算法并没有考虑到降维与分
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类之间的相关性,而 JDRMC 算法很好地将两者融合在一个模型中. 
从实验结果中还可以看到,基于共享结构的多标注分类算法(SSMC)因为考虑到了多标注对应语义之间的

相关性,其标注效果优于其他的多标注算法,如 CCA+SVM,CCA+RR,JDRMC. 
而本文提出的基于组稀疏的多核学习算法(MKLGS)利用了希尔伯特空间核函数以及特征组群特性,其标

注效果明显优于其他 4 种多标注算法. 

Table 2  Performance of the 5 compared methods in terms of MacroAUC 
表 2  5 种多标注算法的 MacroAUC 比较 

A. 训练数据和测试数据分别为 100 和 400 时的实验结果 

 Kodak MSRA-MM 2.0 NUS-WIDE 
MKLGS 0.6987±0.0012 0.6560±0.0034 0.6833±0.0013 

CCA+SVM 0.6693±0.0135 0.5775±0.0067 0.6364±0.0117 
CCA+RR 0.6675±0.0128 0.5770±0.0183 0.6327±0.0112 
JDRMC 0.6759±0.0076 0.5818±0.0121 0.6280±0.0057 
SSMC 0.6894±0.0021 0.6367±0.0038 0.6716±0.0045 

B. 训练数据和测试数据分别为 200 和 800 时的实验结果 

 Kodak MSRA-MM 2.0 NUS-WIDE 
MKLGS 0.7789±0.0022 0.6892±0.0038 0.7072±0.0018 

CCA+SVM 0.7016±0.0033 0.5821±0.0045 0.6584±0.0011 
CCA+RR 0.7000±0.0124 0.5820±0.0087 0.6555±0.0101 
JDRMC 0.7075±0.0102 0.6117±0.0127 0.6523±0.0092 
SSMC 0.7710±0.0084 0.6727±0.0179 0.6956±0.0131 

C. 训练数据和测试数据分别为 300 和 1 200 时的实验结果 

 Kodak MSRA-MM 2.0 NUS-WIDE 
MKLGS 0.8098±0.0038 0.6965±0.0029 0.7087±0.0037 

CCA+SVM 0.7207±0.0058 0.5996±0.0033 0.6812±0.0061 
CCA+RR 0.7007±0.0161 0.5876±0.0076 0.6701±0.0137 
JDRMC 0.7153±0.0092 0.6164±0.0068 0.6862±0.0157 
SSMC 0.8045±0.0108 0.6733±0.0196 0.7085±0.0085 

Table 3  Performance of the 5 compared methods in terms of MicroAUC 
表 3  5 种多标注算法的 MicroAUC 比较 

A. 训练数据和测试数据分别为 100 和 400 时的实验结果 

 Kodak MSRA-MM 2.0 NUS-WIDE 
MKLGS 0.6930±0.0032 0.6932±0.0043 0.6993±0.0031 

CCA+SVM 0.6589±0.0168 0.6092±0.0032 0.6716±0.0081 
CCA+RR 0.6476±0.0106 0.6061±0.0076 0.6630±0.0051 
JDRMC 0.6771±0.0057 0.6063±0.0077 0.6582±0.0162 
SSMC 0.6809±0.0184 0.6651±0.0162 0.6861±0.0138 

B. 训练数据和测试数据分别为 200 和 800 时的实验结果 

 Kodak MSRA-MM 2.0 NUS-WIDE 
MKLGS 0.7978±0.0021 0.7264±0.0039 0.7312±0.0052 

CCA+SVM 0.6999±0.0063 0.5788±0.0033 0.7074±0.0083 
CCA+RR 0.6967±0.0176 0.5723±0.0183 0.6985±0.0111 
JDRMC 0.7201±0.0182 0.6349±0.0126 0.6756±0.0132 
SSMC 0.7885±0.0065 0.6976±0.0062 0.7266±0.0058 

C. 训练数据和测试数据分别为 300 和 1 200 时的实验结果 

 Kodak MSRA-MM 2.0 NUS-WIDE 
MKLGS 0.8098±0.0056 0.7409±0.0028 0.7349±0.0076 

CCA+SVM 0.7077±0.0135 0.6332±0.0053 0.7130±0.0083 
CCA+RR 0.7063±0.0087 0.6232±0.0064 0.7012±0.0163 
JDRMC 0.7236±0.0161 0.6400±0.0187 0.6758±0.0035 
SSMC 0.8012±0.0102 0.7025±0.0131 0.7289±0.0073 
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Fig.2  Performance of the 5 compared methods in terms of precision 
图 2  MKLGS,CCA+SVM,CCA+RR,JDRMC,SSMC 多标注算法的准确率比较 

4   结  论 

本文介绍了一种基于组稀疏的多核学习图像标注算法,该方法构造了一个希尔伯特空间,利用该空间中的

核函数以及 group LASSO 正则化因子对图像特征进行选择,进而对图像进行有效地标注.本文算法充分利用了

图像数据特征分布在非线性空间以及特征的组群性质,通过在 NUS-WIDE,MSRA-MM2.0 和 Kodak 等数据集上

进行对比实验,结果表明了该算法的有效性.如何更加有效地对图像特征进行选择,使得图像标注更加准确,仍
是今后的研究热点.如,文献[28]提出了一种同时在特征组间以及组内进行选择的机制,在图像标注实验上取得

了较好的结果.同时,如何利用未标注图像数据以及如何扩展到大规模数据集,也是本文今后的研究重点. 
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