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Abstract:  To solve the problem of mining evolutionary events from multi-streams, this paper proposes a spectral 
clustering algorithm, SCAM (spectral clustering algorithm of multi-streams), to generate the clustering models of 
Multi-Streams. The similarity matrix in the clustering models of Multi-Streams are based on Coupling Degree, 
which measures the dynamic similarity between two streams. In addition, this paper also proposes an algorithm, 
EEMA (evolutionary events mining algorithm), to discover the evolutionary event points based on the drift of 
clustering models. EEMA takes the index of Clustering Model Quality as the optimization objective in determing 
the number of clusters automatically. The Clustering Model Quality combines the matrix perturbation theory and the 
Clustering Cohesion, which has a sound upper bound and is used to measure the compactness of a clustering model. 
Finally, this paper presents O-EEMA (optimized-EEMA) as the optimization of EEMA with the temporal 
complexity of O(cn2/2), and the results of extensive experiments on the synthetic and real data set show that EEMA 
and O-EEMA are effective and practicable. 
Key words:  multi-streams; spectral clustering; evolutionary event; matrix perturbation 

摘  要: 为解决从多数据流挖掘演化事件这一难题 ,提出了一种多数据流上的谱聚类算法 SCAM(spectral 
clustering algorithm of multi-streams),其相似矩阵基于耦合度构造,而耦合度衡量了两个数据流的动态相似性.提出

了算法 EEMA(evolutionary events mining algorithm),该算法基于聚类模型的演变挖掘多数据流的演化事件.定义了

聚类模型凝聚度,用以衡量聚类的紧凑程度,并证明了凝聚度的上界.基于到上界的距离和规范化相似矩阵的特征间

隙,定义了聚类模型质量,并作为 EEMA 的优化目标自动地确定聚簇数 k.设计了 O-EEMA 作为 EEMA 的优化实现,
其时间复杂度为 O(cn2/2).在合成和真实数据集上的实验结果表明,EEMA 和 O-EEMA 是有效的、可行的. 
关键词: 多数据流;耦合聚类;演化事件;矩阵扰动 
中图法分类号: TP181   文献标识码: A 

随着信息技术的发展,数据流日益广泛地出现在网络分析[1]、传感器网络监测[2]、移动目标跟踪[3]、金融
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数据分析[4]和科学数据处理[5]等应用中.面向数据流的聚类分析和事件发现,是研究数据流内在规律的重要任

务[6,7].目前的研究成果主要局限于单数据流的分析处理,而在大量现实应用中需要在多个相关数据流之间进行

演化聚类分析,既需要发现各个时间局部的聚类模型,又需要挖掘出全局事件点. 
例如,在股票交易分析中,每支股票的交易数据都是一个数据流.用户既需要分析多支股票交易数据在某个

时间段的局部关系,又需要根据局部关系的演化来发

现全局的重要交易事件,以获得对整个行情的全面认

识. 多个数据流之间存在与时俱进的耦合关系(即具

有一致的变化趋势),根据这种关系,可以在多数据流之

间进行聚类划分.耦合关系也会随时间发生变化,从而

导致多数据流间聚类模型的变化,这种变化往往意味

着一个全局事件的出现.图 1 显示了 3 支股票数据流

x1,x2 和 x3 的涨跌曲线,横坐标为时间,纵坐标为涨跌幅

度.根据耦合关系的变化,整个时间区间在 t1 和 t2 处被

分为 3 部分.当 t<t1 时,x1 和 x2 的变化率更加一致,因此 3 个数据流被聚类成两部分:{x1,x2}和{x3}.当 t1<t<t2 时,
耦合关系发生了变化,此时 3 支股票变化率都比较一致,因此聚类模型变成了{x1,x2,x3}.当 t>t2 时,x1 和 x3 的变化

率更加一致,此时聚类模型变为{x2}和{x1,x3}.聚类模型的转折点 t1 和 t2 即为两个演化事件点. 
上述示例中,多数据流间与时俱进的耦合关系,导致多数据流间聚类模型的演化.为揭示这种演化和全局事

件出现的规律,本文做了下列工作:(1) 定义了耦合度的概念,从数据变化的角度衡量两个数据流之间的相似程

度,并以此为基础把多数据流集合建模为耦合矩阵和耦合图模型,从而将以数据流为单位的多数据流聚类问题

归结为耦合图的聚类,并给出基于耦合图和谱聚类的多数据流聚类算法;(2) 定义了聚类模型的凝聚度,用以评

价聚类模型的整体紧凑程度,并证明了凝聚度的上界;(3) 结合矩阵扰动理论,基于凝聚度上界定义了聚类模型

质量,并以此作为优化目标,自动确定聚簇数 k;(4) 设计了多数据流的演化事件挖掘算法 EEMA(evolutionary 
events mining algorithm)及其优化实现 O-EEMA(Optimized-EEMA),该算法根据聚类模型的变化发现全局演化

事件点. 

1   相关工作 

本文工作涵盖数据流演化聚类分析、图的谱聚类两个方面. 
数据流演化聚类分析.文献[7,8]提出了基于 k-median 的数据流聚类算法 STREAM.文献[9]进一步提出了

CluStream 算法,将数据流聚类分为在线数据统计和离线聚类两个模块.文献[10]提出了统一的数据流演化聚类

框架 .文献 [11]研究了分布式噪声环境下当数据不完整或不可靠时的数据流聚类问题 ,提出了基于 EM 
(expectation maximization)的聚类算法.文献[12]提出的基于 PCA(principal component analysis)的算法 SPIRIT,
通过对多数据流进行汇总分析实现了趋势预测和隐藏主变量的挖掘.文献[13]基于 Jaseen-Shannon Divergence
构造了两个数据分布的距离度量,设计了检测数据流分布变化的算法.文献[14,15]研究了基于小波分析的多数

据流耦合模式挖掘问题.现有关于数据流的研究工作存在下述缺点中的一个或多个: 
(1) 局限于单数据流中数据点的聚类问题,缺乏对以数据流为单位的多数据流之间的聚类划分的研究; 
(2) 缺乏对多数据流的演化分析,尤其是根据多数据流之间的聚类模型变化挖掘演化事件; 
(3) 在衡量相似性时,主要基于数据属性的当前值,没有考虑多数据流之间历史变化趋势的相似性. 
图的谱聚类.近年来,谱聚类算法引起了广泛的研究兴趣,并在图划分和聚类方面得到了成功的应用[16,17].

与建立在凸分布基础上的传统聚类算法,如 k-means,EM 等相比,谱聚类算法的优势在于,当数据分布空间不为

凸时,基于谱图理论的谱聚类算法也能收敛于全局最优.文献[18]将谱聚类应用到 VLSI 设计中,设计了以比例割

为目标函数的图划分算法.文献[19]提出了以规范化割为目标函数的 2-路划分算法.文献[20]进一步提出了以规

范化割目标函数的 k-路划分算法.文献[21]研究了谱聚类与随机游走的关系,指出谱聚类使随机游走停留在簇

x1 
x2 
x3 

Fig.1  Coupling between streams 
图 1  数据流间的耦合 
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中的概率最大.文献[22]研究了谱聚类的优化问题,提出了完美谱聚类的概念,分析、比较了确定聚簇数 k 的若干

优化标准.文献[23]提出了时态一致的演化谱聚类算法.上述算法存在下述缺点中的一个或者多个:(1) 需要预

先设定聚簇数 k;(2) 没有统一的优化标准;(3) 局限于静态数据,没有处理随时间动态变化的情况;(4) 即使考虑

了动态变化,也局限于聚类模型的时态一致性,缺乏对聚类模型的时态差异性的考察和应用. 

2   多数据流的图聚类模型 

根据本文研究的数据流的特性,本文只考虑由离散的时刻构成的时间区间.本文借鉴时态数据库中关于时

间的概念[24],将时刻定义为一个时间量子,即不再可分的最小时间间隔,其粒度可以是秒、小时、天等. 
定义 1(数据流的变化率). 设数据流 xi 在时刻 t 的均值为 avg(xi,t),则数据流 xi 在时刻 t 的变化率 f(xi,t)定义

为 f(xi,t)=[avg(xi,t)−avg(xi,t−1)]/avg(xi,t−1). 
定义 2(耦合度). 两个数据流 xk,xl 在给定时间区间 I=[a,b]内的耦合度ωkl(I)定义为 

2 2
1 2 1 2( ) ( ( , ) )( ( , ) ) ( ( , ) ) ( ( , ) ) ,b b b

kl k l k li a i a i a
I f i F f i F f i F f i Fω

= = =
= − − − −∑ ∑ ∑x x x x  

其中, 1 2[1/( )] ( , ), [1/( )] ( , )b b
k li a i aF b a f i F b a f i

= =
= − = −∑ ∑x x .当没有歧义时,ωkl(I)简记为ωkl. 

耦合度反映了两个数据流在某个历史阶段的动态相关性,即变化趋势的相似性.容易证明,ωkl 的取值范围

为[−1,1].当ωkl=0 时,数据流 xk,xl没有任何耦合关系;当ωkl=1 时,数据流 xk,xl完全正耦合,即不仅变化的幅度,而且

变化的方向都是相同的;当ωkl=−1 时,数据流 xk,xl 完全负耦合,此时变化的幅度相同但方向相反.总的说来,耦合

度越接近 0,两个数据流的耦合关系越弱,动态的差异性就越大. 
从图论的观点来看,如果把 n-数据流集合 Xn={x1,…,xn}中的每个数据流 xi(i=1,…,n)都看作一个结点,则耦

合度就可看作两个结点间边的权重,它度量了两个数据流在变化上的相关性.由此可以得到多数据流的耦合

图、耦合矩阵和图聚类模型的定义. 
定义 3(耦合图、耦合矩阵和图聚类模型). 设 n-数据流集合为 Xn={x1,…,xn},则: 
(1) Xn 的耦合图定义为加权图 G=(V,E),其中: 

(a) 顶点集 V={x1,…,xn},边集 E={eij|xi,xj,ωij(I)≠0,i≠j,i,j=1,…,n}; 
(b) 边 eij 在时间区间 I=[a,b]内的权重为ωij(I).无歧义时,结点 xi 简记为 i. 

(2) Xn 的耦合矩阵定义为图 G 在时间区间 I=[a,b]内的邻接矩阵Ω(I)=(ωij(I))i,j=1,…,n. 
(3) Xn在时间区 I=[a,b]上的图聚类模型定义为Δk(I)={C1,C2,…,Ck},其中,k 为聚簇数,Ci(i=1,…,k)为满足下

列条件的簇: 

(a) 
1

k n
ii=∪ =C X ; 

(b) ∀i≠j,Ci∩Cj=∅; 
(c) ∀xi,xj∈Xn 的相似性由耦合度ωij(I)度量.无歧义时,Δk(I)简记为Δk,当不考虑聚簇数 k 时,简记为Δ. 

定义 4(全局演化事件划分). 给定全局时间区间[s,e],n-数据流集合 Xn 的全局演化事件划分定义为满足下

列条件的时刻集合 T={t1,t2,…,tm,tm+1},其中: 
(1)  t1=s,tm+1=e; 
(2) 全局时间被划分为 m 个区间 I1,I2,…,Im,其中,Ii=[ti,ti+1]; 
(3) 相邻区间 Ii,Ii+1 的聚类模型不同,即Δk(Ii)≠Δk(Ii+1). 
问题界定. 本文的目标是根据耦合度对 n-数据流集合 Xn 进行聚类划分,从而得到它的图聚类模型,并根据

图聚类模型的演变挖掘全局演化事件划分. 

3   谱聚类的基本概念 

设耦合图G=(V,E),其耦合矩阵Ω=(ωij),i,j=1,…,n,n为结点数.显然,ωij=ωji.每个结点 xi∈V的度定义为 di=ωi1+ 
ωi2+…+ωin.称矩阵 D=diag(d1,d2,…,dn)为度矩阵. 
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谱聚类的思想来源于谱图理论[16],它利用图的 Laplacian 矩阵前 k 个最小特征值所对应的特征向量,在谱映 
射空间 k 中利用某种聚类算法(例如 k-Means)将图结点聚类成 k 个簇[17].Laplacian 矩阵有 3 种形式[17],其中,未 

规范化的 Laplacian 矩阵定义为 L=D−Ω,规范化且对称的 Laplacian 矩阵定义为 Lsym=D−1/2LD−1/2=I−D−1/2ΩD−1/2,
规范化但不对称的 Laplacian 矩阵定义为 Lrw=D−1L=I−D−1Ω.实验和统计分析结果表明,使用 Lsym 和 Lrw 的聚类

性能优于 Lsym 和 Lrw,尤其是当聚簇数据倾斜分布时(有些聚簇密集,有些聚簇稀疏)[25,26].Lsym 和 Lrw 的特征值和

特征向量具有下述关系:λ是 Lrw 的特征值且对应λ的特征向量为 v 当且仅当λ是 Lsym 的特征值且对应λ的特征向

量 w=D−1/2v[22].因此对于谱聚类而言,Lsym 和 Lrw 是等效的.基于上述讨论,同时考虑到多数据流在耦合关系上可

能 出 现 倾 斜 分 布 的 情 况 以 及 对 称 矩 阵 处 理 的 便 利 , 所 以 本 文 决 定 采 用 Lsym, 并 直 接 记 为

L=D−1/2LD−1/2=I−D−1/2ΩD−1/2. 
关于谱聚类有下述重要概念: 
定义 5(谱映射)[22]. 对于耦合图 G=(V,E)和 n 维向量集合 v1,v2,…,vk,谱映射 S:V→(v1i,v2i,…,vki)将耦合图结 

点 xi(i=1,…,n)映射为 k 中的一个点,其中 vri(r=1,…,k)是第 r 个向量的第 i 个分量.称 k 为谱映射空间. 

可以用随机游走的观点解释谱聚类[21].随机游走在一个簇中停留的概率较大,而在簇间转移的概率较小.在
耦合图 G=(V,E)中,定义随机转移矩阵为 P=(pij)i,j=1,…,n=D−1Ω,结点 i 到结点 j 的一步转移概率为 pij=ωij/di,从而 P
可看作是在图 G 上的一个 Markov 随机游走.显然,矩阵 P 是规范化的耦合矩阵.关于矩阵 P 和 Laplacian 矩阵 L
的关系有如下引理: 

引理 1[22]. 如果μ1<μ2<…<μk 是 L 的前 k 个最小的特征值,对应的特征向量为 v1,…,vk,λ1>λ2>…>λn 是 P 的

前 k 个最大特征值,对应的特征向量为 y1,…,yk,则对所有的 i=1,…,k,有μi=1−λi,vi=D1/2yi. 

4   多数据流的谱聚类算法 SCAM 

本节设计了多数据流之间的谱聚类算法 SCAM(spectral clustering algorithm of multi-streams).算法输入为

n-数据流集合 Xn、时间区间 I 和聚簇数 k,输出聚类模型Δk(I).算法 1 给出了主要步骤. 
算法 1. 多数据流的谱聚类算法 SCAM(Xn,I,k). 
输入:n-数据流集合 Xn={x1,…,xn},时间区间 I,聚簇数 k; 
输出:聚类模型模型Δk(I). 
(1) For each pair of xi,xj∈Xn, calculate ωij(I) according to definition 1; 
(2) Construct the matrix Ω(I)=(ωij(I))i,j=1,…,n; 
(3) Compute the matrix L=I−D−1/2ΩD−1/2, D=diag(d1,d2,…,dn); 
(4) Compute the first k smallest eigenvectors v1,v2,…,vk of L by employing Lanczos algorithm[27]; 
(5) Let Y∈ n×k be the matrix containing the vectors v1,v2,…,vk as columns; 

(6) For each i=1,…,n, let yi∈
k be the vector corresponding to the i-th row of Y; 

(7) Cluster the points(yi)i=1,…,n with the k-Means into k clusters {A1,A2,…,Ak}; 
(8) Return Δk(I)={C1,C2,…,Ck}, where Cj={xi|yi∈Aj}, i=1,…,n, j=1,…,k; 
算法 SCAM 使用耦合度来衡量两个数据流之间的相似程度(第(1)行),并以此构造耦合矩阵Ω,然后调用 QR 

算法对Ω对应的 Laplacian 矩阵进行谱特征分解(第(4)行),最后在谱映射空间 k 中采用 k-Means 算法将 n-数据 

流集合 Xn 划分为 k 个簇,从而得到聚类模型Δk(第(5)行~第(8)行).注意,算法 1 的主要时间消耗是第(4)行的特征

分解,由于耦合矩阵是实对称矩阵,所以采用 QR 算法,这时特征分解的时间复杂度从 O(n3)降为 O(n)[27].整个算

法的时间复杂度有如下命题: 
命题 1. 算法 SCAM 的时间复杂度为 O(n2/2). 
证明:参见附录. □ 
注意,SCAM 算法需要输入聚簇数 k 作为参数,k 的大小依赖于多数据流耦合关系随时间的演化.如何确定

k,将在第 6 节中加以研究. 
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5   多数据流的完美聚类模型 

本节提出了多数据流的完美聚类模型,并应用矩阵扰动理论证明了达到完美聚类模型的条件. 
定义 6(分段常数向量)[22]. 设有 n 维向量 v,n-数据流集合为 Xn={x1,…,xn}及其聚类模型Δk={C1,C2,…,Ck},

如果当 xi 和 xj 属于同一个簇时有 vi=vj,vi,vj 分别是向量 v 的第 i 个和第 j 个分量,则称 v 对于Δk 是分段常数向量. 
定义 7(块随机矩阵)[22]. 设Δk={C1,C2,…,Ck}是耦合图 G 上的一个聚类模型.如果满足以下条件,则称矩阵

P=D−1Ω对于Δk 是块随机矩阵:(1) 对任意的 m,l=1,…,k,从 Cl 中的任意一点转移到聚簇 Cm 的概率是相等的,即对 
所有的 i∈Cl, im ijjP p

∈∑=
mC 都相等;(2) 矩阵 R=(rml)m,l=1,…,k 是非奇异的,其中, ,ml iji jr p

∈ ∈∑=
m lC C 是从聚簇 Cm 转 

移到 Cl 的概率. 
注意,根据随机游走的观点,定义 7 中的 pij 正是从结点 i 转移到结点 j 的概率,而 rml 是从聚簇 Cm 转移到聚

簇 Cl 的概率.关于块随机矩阵和分段常数向量有下述引理和命题: 
引理 2[22]. 如果{λi}i=1,…,k和{γi}i=1,…,k分别是定义 7中矩阵 P和 R的前 k 个最大特征值,则对所有的 i=1,…,k,

有λi=γi. 
引理 3[22]. Laplacian 矩阵 L 的前 k 个最小特征值所对应的特征向量对于聚类模型Δk 是分段常数向量当且

仅当是 P 对于Δk 为块随机矩阵. 
命题 2. 如果 n 维向量集合 v1,v2,…,vk 对于聚类Δk={C1,C2,…,Ck}是分段常数向量,则定义 5 给出的谱映射 S 

将同一个类中的所有点映射为 k 中的同一个点. 

证明:参见附录. □ 

根据引理 3 和命题 2,当 P 对于聚类模型Δk 是块随机矩阵时,此时Δk 达到理想聚类效果:同一聚簇中的点被 
映射成谱映射空间 k 中的单个点.由此可以得到多数据流的完美聚类模型的定义. 

定义 8(多数据流的完美聚类模型). 设 n-数据流集合 Xn={x1,…,xn},由 SCAM 得到聚类模型Δk={C1,C2,…, 
Ck},对于任意 xi∈Cu,xj∈Cv,i,j=1,…,n,u,v=1,…,k,如果当 u=v 时谱映射 S(i)=S(j),则称Δk 为 Xn 的完美聚类模型,记 

为 *
kΔ ,对应的块随机矩阵记为 P*. 

图 2 是一个完美聚类模型的示例,图中 2 维数据空间 2 中的点被划分为 3 个簇,分别被映射到了谱映射空

间 3 中的 3 个点. 

 
 
 
 
 
 

Fig.2  Perfect clustering model 
图 2  完美聚类模型 

命题 3. 算法 SCAM 求出的聚类模型Δk={C1,C2,…,Ck}是完美聚类模型当且仅当矩阵 P=D−1Ω对于Δk 是块

随机矩阵. 
证明:参见附录. □ 

由于存在噪声,P 对于Δk 不一定是块随机矩阵 P*.此时,算法 SCAM 求出的聚类模型Δk 不一定是完美的.根
据矩阵扰动理论[28],可以认为 P=P*+H,其中,H 为 P*的扰动.首先引入特征间隙和矩阵距离的定义. 

定义 9(特征间隙和矩阵距离)[28]. 设 A,H∈ n×n 是对称矩阵,||⋅||为矩阵的 2-范数.考虑矩阵 = +A A H ,其中, 

H 为 A 的扰动.设 W⊂ 为一实数区间,包含在 W 中的 A 和 A 特征值集合分别记为σW(A)和σW( A ),二者对应的

特征向量生成的特征空间分别记为 E 和 E ,则:(1) 矩阵 A 的特征间隙定义为δ(A)=min{|λ−s|;λ,s 是 A 的特征值,
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C3
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且λ∈W,s∉W };(2) A 和 A 的距离定义为 d(A, A )=||sinΘ(E, E )||,其中,Θ(E, E )为 TE E 的奇异值矩阵. 
关于矩阵距离和特征间隙的关系有如下引理和命题: 

引理 4[28]. ( , ) || || / ( )d δ≤A A H A . 
命题 4. 设{λi}i=1,…,k+1 是矩阵 P 的前 k+1 个最大特征值且λi>λi+1,P=P*+H,如果扰动 H 一定时,则当λk−λk+1

越大时,P 在渐进意义上越接近块随机矩阵 P*. 
证明:参见附录. □ 

当聚簇数为 k 时,矩阵 P 的特征间隙记为δk(P).根据命题 4,δk(P)=λk−λk+1,如果δk(P)越大,则Δk 越接近完美. 

6   聚类模型质量 

本文采用文献[19]提出的 2-路规范化割作为簇间相似度的度量,则聚类模型Δk的规范化割和凝聚度分别定

义如下: 
定义 10(聚类模型的规范化割). 聚类模型Δk={C1,C2,…,Ck}的规范化割定义为 

1
1 1 1

( ) [( ( , ) ( , )) / ( )],k i k
k i j i j ii j j i

CMNCut Cut Cut vol−

= = = +
+∑ ∑ ∑=Δ C C C C C  

其中, 1( , ) , ( ) ( , ) .
i j i

k
i j st i i i js t i jCut vol Cut dω ′′∈ ∈ = ∈

=∑ ∑ ∑ ∑= =C C CC C C C C  

定义 11(凝聚度). 聚类模型Δk={C1,C2,…,Ck}的凝聚度定义为 Coh(Δk)=1/CMNCut(Δk). 
显然,聚类模型越完美,簇间相似度越小,凝聚度越大.命题 5 给出了完美聚类模型的凝聚度. 

命题 5. 如果经算法 SCAM 求出的聚类模型是完美聚类模型 *
kΔ ,则其凝聚度为 *

1( ) 1 k
k iiCoh μ

=∑=Δ .其中, 

μ1<μ2<…<μk 是 Laplacian 矩阵 L 的前 k 个最小特征值. 
证明:参见附录. □ 

容易想到,给定 Laplacian 矩阵 L 和聚簇数 k,如果存在完美聚类模型 *
kΔ ,那么 *

kΔ 的凝聚度是所有可能的聚 

类模型Δk 的凝聚度的上界.为了证明这一结论,首先证明如下引理: 
引理 5. 设矩阵 L 是实对称矩阵,其特征值从小到大为μ1<μ2<…<μn,对应的标准化特征向量为 v1,v2,…,vn, 

如果向量 y1,y2,…,yk 是 v1,v2,…,vn 的线性组合,且 1, 0,i i
T T

i j i j= = ≠y y y y ,则 1 1min( )k kT
i i ii i μ

= =
=∑ ∑y Ly . 

证明:参见附录. □ 
命题 6. 已知 n-数据流集合 Xn={x1,…,xn}的耦合图 G=(V,E),P=D−1Ω,Laplacian 矩阵 L=I−D−1/2ΩD−1/2 和聚

簇数 k,μ1<μ2<…<μn 是 L 的前 k 个最小特征值,且对应的标准化特征向量为 v1,v2,…,vn,由 SCAM 算法得到聚类 

模型Δk={C1,C2,…,Ck},则 *( ) ( )k kCoh Coh≤Δ Δ . 

证明: 参见附录. □ 
定义 12(凝聚度间距). 聚类模型Δk 的凝聚度间距 CohGap(Δk)定义为 

* *( ) [ ( ) ( )]/ ( ).k k k kCohGap Coh Coh Coh−=Δ Δ Δ Δ  

命题 6 和定义 12 提示我们,可以用聚类模型的凝聚度间距来衡量聚类模型的质量,凝聚度间距越小,聚类模

型越完美;另一方面,根据命题 4可知,矩阵P的特征间隙越大,聚类模型质量越接近完美.综合考虑这两方面的因

素,定义聚类模型质量如下: 
定义 13(聚类模型质量). 给定矩阵 P=D−1Ω和聚簇数 k,{λi}i=1,…,k 是矩阵 P 的前 k 个最大特征值,由 SCAM

算法求得的聚类模型Δk 的质量定义为 Quality(Δk)=δk(P)/CohGap(Δk). 

7   挖掘演化事件 

随着时间的推移,数据流之间的耦合关系将发生变化,从而引起聚类模型的演化.本节实现的算法 EEMA 
(evolutinary events mining algorithm)的基本思想是,在每个时间步确定聚簇数 k,并调用 SCAM 算法求得当前的

聚类模型,然后与上一时间步的聚类模型进行比较.如果发生变化,则说明发生了一个演化事件. 
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确定聚簇数 k是算法 EEMA需要解决的主要问题.根据上一节的结论,k 的确定可以转化为从一系列可能的

聚类模型Δ1,…,Δn 中选择质量最好的聚类模型,即 
 

1,...,
arg max ( )k

k n
k Quality

=
= Δ  (1) 

算法 2 给出了 EEMA 算法的主要步骤. 
算法 2. EEMA(Xn,s,e,w). 
输入:n-数据流集合 Xn,开始时间 s,结束时间 e,时间步长 w; 
输出:全局事件划分 T={t1,t2,…,tm,tm+1}. 
(1)  T={s}; I=[s,s+w]; 
(2)  Δold=OptimalClustering(Xn,I);  //初始化第 1 个时间周期的最优聚类模型 
(3)  t=s; 
(4)  while (t≤e) { 
(5)      I=[t,t+w]; 
(6)      Δnew=OptimalClustering(Xn,I); //当前时刻的最优聚类模型 
(7)      if (Δnew≠Δold) T=T∪{t};   //如果聚类模型发生变化,则加入一个事件点 
(8)      t=t+w; 
(9)  } 
(10) if (e∉T) T=T∪{e}; 
(11) return T; 
算法 2 在每一个时间步调用 OptimalClustering 得到当前最新的聚类模型(第(6)行),然后与上一个时间步的

聚类模型比较,如果发生改变,则把当前的时刻作为事件点加入到结果集合中(第(7)行). 
算法 3 给出了函数 OptimalClustering 的主要步骤. 
算法 3. OptimalClustering(Xn,I). 
输入:n-数据流集合 Xn,时间区间 I; 
输出:最优的聚类模型Δopt(I). 
(1)  Δopt(I)=Δ1=SCAM(Xn,I,1); //初始化最优聚类模型 
(2)  Pmax=Quality(Δ1);  //根据定义 13 初始化聚类模型质量 
(3)  k=2; 
(4)  while (k<n= { 
(5)     Δk(I)=SCAM(Xn,I,k); //调用算法 SCAM 求得具有 k 个聚簇的聚类模型 
(6)     Pk=Quality(Δk);  //根据定义 13 计算当前聚类模型质量 
(7)     if (Pk>Pmax) {   //寻找质量最大的聚类模型 
(8)          Pmax=Pk; 
(9)          Δopt(I)=Δk(I); 
(10)    } 
(11)    k=k+1; 
(12) } 
(13) return Δopt(I); 
注意,在实现算法 3 和 SCAM 算法时可做出优化:在循环开始前而不是在 SCAM 算法中计算Ω,从而只需计

算 1 次Ω.优化后的算法称为 O-EEMA.关于 EEMA 和 O-EEMA 的时间复杂度有下述命题: 
命题 7. 算法 EMMA 的时间复杂度为 O(n3/2),算法 O-EMMA 的时间复杂度为 O(cn2/2),其中,c 为常数

⎡(e−s)/w⎤. 
证明:参见附录. □ 
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8   实验和分析 

实验有 4 个内容:(1) 基于合成数据集验证 SCAM 算法的有效性;(2) 基于真实数据集验证 EEMA 算法的

有效性;(3) 基于真实数据集比较 EEMA 算法和其他算法的聚类效果;(4) 测试 EEMA 算法的性能和规模可伸

缩性.此外,为更加客观地评价聚类效果,本文采用文献[29]提出的 Silhouette 值作为第三方评价标准,与本文得

出的聚类模型质量相互印证.下面首先简要介绍 Silhouette 值的概念. 

8.1   Silhouette值 

结点 i 的 Silhouette 值定义为 b(i)和 a(i)的标准差,其中,a(i)是结点到同簇中结点的平均距离,而 b(i)是结点

到其他簇中所有结点的平均距离.Silhouette 值的取值范围为[−1,1].如果 Silhouette 值接近 1,那么结点 i 离自己

的簇比离其他邻近的簇要近,所以是分类良好的;反之,如果接近−1,则是被错分的[29]. 

8.2   基于合成数据验证SCAM算法的有效性 

本节实验的目的是在合成数据上:(1) 验证第 6 节中给出的聚类模型质量定义(定义 13)的有效性;(2) 验证

以第 7 节中给出的公式(1)作为优化目标、能够优化地确定聚簇数 k 并由 SCAM 算法生成最优聚类模型Δk.合
成数据集为 8-数据流集合 X8={x1,…,x8},其耦合图和耦合矩阵如图 3 所示.直观地,期望得到的最优聚类模型是

Δ2={C1,C2},C1={1,2,3,4,5},C2={6,7,8}. 
 
 
 
 
 
 
 
 

(a) Coupling graph of X8                              (b) Coupling matrix of X8 
(a) X8 的耦合图                                    (b) X8 的耦合矩阵 

Fig.3  Synthetic data of X8 
图 3  合成数据集 X8 

实验结果如图 4 所示.图 4(a)、图 4(d)是分别选取 k=2 和 k=3 时的聚类模型Δ2 和Δ3,图 4(b)、图 4(e)分别是

图 4(a)、图 4(d)的聚类模型在谱映射空间中的数据分布.从图中可以看出:(1) CohGap(Δ2)=0.38,δ2(P)=0.6, 
Quality(Δ2)=1.58.由于 k=2,所以谱映射空间是 2 维空间 2;(2) CohGap(Δ3)=0.48,δ3(P)=0.3,Quality(Δ3)=0.63.此时

k=3,所以谱映射空间是 3维空间 3;(3) Δ2在谱映射空间中簇间结点距离较Δ3的要大,簇内结点距离较Δ3的要小. 

上述实验结果说明,Δ2 更接近完美聚类,这是因为聚类模型Δ2 的凝聚度间距较Δ3 要小,δ2(P)较δ3(P)要大,所
以,Δ2的聚类模型质量好于Δ3(Quality(Δ2)=1.58>Quality(Δ2)=0.63),因此根据公式(1),确定最优聚簇数为 k=2,最优

聚类模型为Δ2,实验结果符合预期. 
图 4(c)、图 4(f)分别显示了Δ2 和Δ3 的 Silhouette 值.其中,纵坐标是聚簇号,横坐标是 Silhouette 值.从图 4(c)、

图 4(f)中可以看出:Δ2中每个聚簇中结点的 Silhouette 值都近似为 1,轮廓线较为整齐,聚类质量较好;而Δ3中聚簇

C1 中的结点的 Silhouette 值差异较大,聚类质量较差.这一结果与采用定义 13 的聚类模型质量评价方法得到的

评价相一致. 
实验结果表明:(1) 第 6 节中提出的聚类模型质量定义(定义 13)由于既考虑了矩阵 P 的特征间隙对聚类质

量的影响,又考虑了簇间相似度(通过凝聚度)对聚类质量的影响,因而能够对聚类结果给出全面而有效的评

价;(2) 由于第 6 节中给出的公式(1)以最大化聚类模型质量作为优化目标,通过求解公式(1)能够优化地确定聚

 1.0000    0.9900    0.8300    0.8500    0.9300         0             0             0
 0.9900    1.0000    0.9100         0        0.8100         0        0.0900    0.1300
 0.8300    0.9100    1.0000         0        0.9600         0             0             0
 0.8500         0             0        1.0000    0.8900         0             0             0
 0.9300    0.8100    0.9600    0.8900    1.0000         0             0             0
      0             0             0            0              0        1.0000    0.7300    0.8400
      0        0.0900         0            0              0       0.7300    1.0000    0.8900
      0        0.1300         0            0              0        0.8400    0.8900    1.0000

⎡ ⎤
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⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦
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簇数 k,并通过 SCAM 算法找到最优的聚类模型. 
 
 
 
 
 
 
 

(a) Optimal clustering model Δ2               (b) Δ2 in spectral mapping space         (c) Silhouette values of Δ2 
(a) 最优聚类模型Δ2                       (b) 谱映射空间中的Δ2              (c) Δ2 的 Silhouette 值 

Δ2={C1,C2}, C1={1,2,3,4,5}, C2={6,7,8}, CohGap(Δ2)=0.38, δ2(P)=0.6, Quality(Δ2)=1.58 
 

 

 

 

 

 

 

(d) Incurrately clustering model Δ3            (e) Δ3 in spectral mapping space        (f) Silhouette values of Δ3 
(d) 不准确的聚类模型Δ3                  (e) 谱映射空间中的Δ3             (f) Δ3 的 Silhouette 值 

Δ3={C1,C2,C3}, C1={1,2,3,5}, C2={6,7,8}, C3={4}, CohGap(Δ3)=0.48, δ3(P)=0.3, Quality(Δ3)=0.63 

Fig.4  Effectiveness of SCAM 
图 4  SCAM 的有效性 

8.3   基于真实数据验证算法有效性 

本节在真实数据集上验证 EEMA 算法的有效性,选取的数据集是上海证券交易所 2008 年 10 月~2009 年 3
月共 6 个月的数据.随机地从银行、保险和地产 3 个板块中选取 8 支股票,标记为 xi,i=1,…,8.其中,x1,x2,x4,x5 属

于银行板块,x3,x7 属于保险板块,x6,x8 属于地产板块.实验预期为属于同一板块或相近板块(银行和保险板块)的
数据流应当表现出耦合关系,同时,由于这 3 个板块都是相关板块,所以可能出现一个板块的某些数据流与另一

板块表现出耦合关系.实验结果显示在图 5 和图 6 中. 
图 5 显示了各月不同聚簇数 k 对应的聚类质量.可以看到,2008 年 10 月 k=3 时的聚类模型质量最优.此后, 

2008 年 11 月~2009 年 3 月最优聚簇数变为 k=2.同时,保险板块和银行板块的股票因为是金融相关的板块,所以

表现出了较强的耦合关系.图 6 显示了各月的最优聚类模型在谱映射空间内的分布.可以看到:(1) 2008 年 10 月

数据的最优聚簇数为 k=3,最优耦合聚类模型为Δ3(2008-10)={C1={x1,x2,x4,x5},C2={x3,x7},C3={x6,x8}},符合实验

数据分属 3 个不同板块的实验预期;(2) 2008 年 11 月~2009 年 3 月的最优聚簇数都是 k=2,但是最优耦合聚类模

型在不断演化;(3) 2009 年 2 月和 3 月的最优耦合聚类模型与 2009 年 1 月保持一致;(4) 因为在 2008 年 11 月、

2008 年 12 月和 2009 年 1 月聚类模型都较上一个月发生了变化 ,所以最终得到的演化事件点集合为

T={2008-11,2008-12,2009-1}. 
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(a) 2008-10                       (b) 2008-11                     (c) 2008-12 
 
 
 
 
 

(d) 2009-1                       (e) 2009-2                        (f) 2009-2 

Fig.5  Clustering quality of different number of clusters 
图 5  不同聚簇数时的聚类质量 

 
 
 
 
 
 
 

2008-10                              2008-11                            2008-12 
C1={x1,x2,x4,x5}, C2={x3,x7}, C3={x6,x8}    C1={x1,x2,x4,x5,x6,x7,x8}, C2={x3}         C1={x1,x2,x3,x4,x5,x6,x8}, C2={x7} 

T={ }                             T={2008-11}                     T={2008-11,2008-12} 
 
 
 
 
 
 
 

2009-1                            2009-2                           2009-3 
C1={x1,x2,x3,x4,x5,x7}, C2={x6,x8}      C1={x1,x2,x3,x4,x5,x7}, C2={x6,x8}      C1={x1,x2,x3,x4,x5,x7}, C2={x6,x8} 

T={2008-11,2008-12,2009-1}          T={2008-11,2008-12,2009-1}         T={2008-11,2008-12,2009-1} 

Fig.6  Data distribution in spectral mapping space 
图 6  数据在谱映射空间内的分布 

注意,虽然 2009 年 1 月到 3 月的最优聚类模型是一致的,但是由于数据流之间的耦合度在不断变化,所以每

月的耦合矩阵Ω并不相同,因此在谱映射空间中的分布也不相同.实验结果表明,由于以最大化聚类模型质量为

优化目标(公式(1)),EEMA 能够自动地确定每个月的最优聚簇数 k,并调用 SCAM 生成最优聚类模型Δk;同时, 
EEMA 能够根据聚类模型的变化,发现演化事件点. 

8.4   与其他算法比较聚类效果 

文献[20]提出了以最大化矩阵 P=D−1Ω 特征间隙为优化目标确定聚簇数 k 的算法(下文称为 Eig);文献[22]
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提出了以最小化多路规范化割为优化目标确定聚簇数 k 的算法(下文称为 MNCut).本节实验的目的是比较

EEMA 算法和上述两种算法的优化效果. 
图 7 显示了 Eig 和 EEMA 在 2008 年 11 月的交易数据集上得到的最优聚类模型的 Silhouette 值.从图 7 可

以看到,在 2008 年 11 月的数据上,Eig 得到的最优聚类模型Δ3 中聚簇 1 的结点的 Silhouette 值彼此差异较大,而
EEMA 算法得到的最优聚类模型Δ2 中簇内的结点的值都比较接近,表明Δ2 的质量优于Δ3.其原因是,Eig 只考虑

了特征间隙最大化(δ3(P)=0.0673>δ2(P)=0.0526),所以得到的最优聚簇数为 k=3.但是 k=3 时的规范化割远大于

k=2 时的规范化割(CMNCut(Δ3)=112.4348>CMNCut(Δ2)=14.1811),EEMA 算法综合考虑了两方面因素,得到的最

优聚簇数为 k=2.根据定义 13,Quality(Δ2)=3.9470>Quality(Δ3)=0.6082,这与 Silhouette 值的评价结果相一致. 
 
 
 
 
 
 

(a) Optimal clustering model Δ2 derived from EEMA         (b) Optimal clustering model Δ3 derived from Eig 
(a) EEMA 得到的优化聚类模型Δ2                       (b) Eig 得到的优化聚类模型Δ3 

δ2(P)=0.0526, CMNCut(Δ2)=14.1811, Quality(Δ2)=3.9470  δ3(P)=0.0673, CMNCut(Δ3)=112.4348, Quality(Δ3)=0.6082 

Fig.7  Effectiveness comparison between EEMA and Eig running on data of 2008-11 
图 7  在 2008-11 数据集上比较 EEMA 和 Eig 算法的有效性 

图 8 显示了 MNCut 和 EEMA 在 2009 年 3 月交易数据集上得到的最优聚类模型的 Silhouette 值.从图 8 可

以看到,MNCut 算法得到的最优聚类模型Δ3 的质量明显劣于 EEMA 得到的Δ2.这是因为 MNCut 只考虑规范化

割的最小化 (CMNCut(Δ3)=26.8830<CMNCut(Δ2)=44.2303),没有考虑特征间隙的影响 (δ2(P)=0.0924>δ3(P)= 
0.0432).根据定义 13,Quality(Δ2)=2.1276>Quality(Δ3)=1.7230,这与 Silhouette 值的评价结果相一致. 

 
 
 
 
 
 
 

(a) Optimal clustering model Δ2 derived from EEMA      (b) Optimal clustering model Δ3 derived from MNCut 
(a) EEMA 得到的优化聚类模型Δ2                    (b) MNCut 得到的优化聚类模型Δ3 

δ2(P)=0.0924, CMNCut(Δ2)=44.2303, Quality(Δ2)=2.1276   δ3(P)=0.0432, CMNCut(Δ3)=26.8830, Quality(Δ3)=1.7230 

Fig.8  Effectiveness comparison between EEMA and MNCut running on data of 2009-3 
图 8  在 2009-3 数据集上比较 EEMA 和 MNCut 算法的有效性 

上述实验结果表明,由于 EEMA 算法既考虑了矩阵 P=D−1Ω的特征间隙对聚类质量的影响,又考虑了规范

化割对聚类质量的影响,而 Eig 和 MNCut 都只分别考虑了其中一个因素,因此当两个因素的影响彼此矛盾

时,EEMA 算法能够得出质量更优的最优聚类模型. 

8.5   性能和规模可伸缩性测试 

从股票交易数据集中分别选取 50~1000(每次增加 50)支股票数据进行实验,分别测试 EEMA 和 O-EEMA
算法的 CPU 时间.测试平台的 CPU 为 Pentium Dual E2160,主频 1.8GHz;内存 2GB.测试结果如图 9 所示. 
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Fig.9  Performance of EEMA on data sets of different sizes 
图 9  EEMA 在不同大小的数据集上的性能 

从图 9 可以观察到:当数据流个数 n 较小时(n<600),EEMA 和 O-EEMA 算法的 CPU 时间曲线都随 n 的增

大而平缓上升;但是当 n>600 时,EEMA 算法的 CPU 时间上升较快,而 O-EEMA 算法则体现出优势,CPU 时间仍

然保持平缓上升.其原因正如第 6 节所述,是因为 O-EEMA 算法中对耦合矩阵的计算作了优化,仅在循环外计算

1 次,其时间复杂度为 O(cn2/2);而 EEMA 算法在 SCAM 算法中计算耦合矩阵,每次循环都要重复计算,其时间复

杂度为 O(n3). 

9   结论和展望 

本文研究了应用耦合关系在多数据流之间实现聚类划分和挖掘演化事件的问题.在将多数据流转化为耦

合图和耦合矩阵模型后,提出了多数据流上基于耦合度的谱聚类算法 SCAM 和演化事件挖掘算法 EEMA 及其

优化实现 O-EEMA,时间复杂度为 O(cn2/2).算法有如下特点:(1) 具有坚实的数学基础,尤其是矩阵理论基础; 
(2) 自动优化确定聚簇数,不需要聚簇数的先验知识;(3) 聚类模型的生成和评价采用了一致的优化标准.实验

结果表明:(1) 算法 EEMA 和 SCAM 能够挖掘多数据流随时间演化的聚类模型,并发现演化事件点;(2) 算法

EEMA 基于聚类模型质量最大化,实现聚类模型的优化和评价(包括自动选择聚簇数 k),与采用第三方度量标准

Silhouette 值的评价结果相一致;(3) 由于本文提出的优化标准既考虑特征间隙的影响,又考虑了规范化割的影

响,因而能够比现有算法(Eig,MNCut)更加准确地确定聚簇数 k;(4) 当采用优化实现版本 O-EEMA 时,表现出了

较好的规模可伸缩性. 
由于新的应用出现了越来越多的在时间上异步、在空间上分散的异构和异质数据流,对于它们之间的演化

聚类分析问题,则是进一步的研究方向. 
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附录. 命题 1~命题 7 和引理 5 的证明 

命题 1. 算法 SCAM 的时间复杂度为 O(n2/2). 
证明:运行时间主要消耗在耦合矩阵的构造(第(2)行)和 Laplacian 矩阵的特征分解(第(4)行)上.由于耦合矩
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阵是实对称矩阵,所以:(1) 计算耦合矩阵的时间复杂度为O(n2/2);(2) 采用QR算法实现特征分解的时间复杂度

为 O(n)[27].所以,算法 SCAM 总的时间复杂度为 O(n2/2). □ 

命题 2. 如果 n 维向量集合 v1,v2,…,vk 对于聚类Δk={C1,C2,…,Ck}是分段常数向量,则定义 5 给出的谱映射 S 
将同一个类中的所有点映射为 k 中的同一个点. 

证明:由定义 5 可知,谱映射将结点 i(i=1,…,n)映射到空间 k 中的一个点(v1i,v2i,…,vki),其中,vri 是第 r 个向量

的第 i 个分量.设 xi,xj 属于同一个簇,又已知 v1,v2,…,vk 对于聚类Δk 是分段常数向量,则由定义 5 有,v1i=v1j,v2i=v2j, 
…,vki=vkj,即(v1i,v2i,…,vki)=(v1j,v2j,…,vkj).所以,xi 和 xj 被映射到了 k 中的同一个点,命题成立. □ 

命题 3. 算法 SCAM 求出的聚类模型Δk={C1,C2,…,Ck}是完美聚类模型当且仅当矩阵 P=D−1Ω对于Δk 是块

随机矩阵. 
证明:由引理 3 和命题 2 立即可得. □ 

命题 4. 设{λi}i=1,…,k+1 是矩阵 P 的前 k+1 个最大特征值且λi>λi+1,P=P*+H,如果扰动 H 一定时,则当λk−λk+1

越大时,P 在渐进意义上越接近块随机矩阵 P*. 
证明:取实数区间 W=[0,λk],显然有λk∈W,λk+1∉W,由已知λk>λk+1,所以λk−λk+1 满足定义 9 中的条件(1),即

δ(P)=λk−λk+1.由引理 4,d(P,P*)≤||H||/(λk−λk+1),即||H||/(λk−λk+1)是 d(P,P*)的上界.故当 H 一定时,λk−λk+1 越大, 
d(P,P*)越小,P 在渐进意义上越接近块随机矩阵 P*. □ 

命题 5. 如果经算法 SCAM 求出的聚类模型是完美聚类模型 *
kΔ ,则其凝聚度为 *

1( ) 1 k
k iiCoh μ

=∑=Δ ,其中, 

μ1<μ2<…<μk 是 Laplacian 矩阵 L 的前 k 个最小特征值. 
证明: 
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= ∑ ∑C C 正是随机游走停留在聚簇 Ci 中的概率,所以, 
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其中,{γi}i=1,…,k 是定义 7 中的矩阵 R 的前 k 个最大特征值.设 P=D−1Ω的前 k 个最大特征值为{λi}i=1,…,k,则由引 

理 2,λi=γi,所以 *
1( ) k

k iiCMNCut k λ
=

= − ∑Δ .根据引理 1,μi=1−λi,所以 *
1( ) 1 k

k iiCoh μ
=∑=Δ . □ 

引理 5. 设矩阵 L 是实对称矩阵,其特征值从小到大为μ1<μ2<…<μn,对应的标准化特征向量为 v1,v2,…,vn, 

如果向量 y1,y2,…,yk 是 v1,v2,…,vn 的线性组合,且 1, 0, ,T T
i i i j i j= = ≠y y y y 则 1 1min( ) .k kT

i i ii i μ
= =

=∑ ∑y Ly  

证明:由已知有 

 1 , 1,...,n
i ui uu a i k

=
= =∑y v  (2) 
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即,A 的列向量 a.i 是标准正交向量.由拉格朗日乘子法得 
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将公式(2)代入公式(3),并注意到 2
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= + + −∑ ∑ ∑ ∑ ∑. . . .a a a a  

对 aui 求偏导,得 

 2 2u ui ui ul ii uil u
ui

F a a a
a

δ μ β β
δ ≠

= + +∑  (4) 

令公式(4)等于 0,得到
2
ui

ul ii ui u uil u a a aβ β μ
≠

+ = −∑ .令 k×k 矩阵 B=(bli),l,i=1,…,k,当 l≠i 时,bli=bil=βil/2,当 l=i 
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时,bii=βii.于是 Bau.=−μuau.,u=1,…,n,其中,au 是 A 的行向量.这说明 au 只可能是 B 的特征向量或者零向量.注意,
由于矩阵 B 最多有 k 个线性无关的特征向量且 B 是对称矩阵,所以 A 最多有 k 个正交的非零行向量.又因为 A
的 k 个列向量也是正交的,所以,A 至少有 k 个非零正交行向量,所以 A 恰有 k 个非零正交行向量.又因为 A 的列 

向量是标准正交向量,所以 A 的 k 个非零正交行向量也是标准的,即 1.T
u u =. .a a  

记 A 的 k 个非零行向量的索引为 j1,j2,…,jk,则 

1 1 1

2 2
1 1 1 1 .k k kk k n k j j jT T

i i u ui u ui u u u ui i u i u j u j u ja aμ μ μ μ
= = = = = = =

= = = =∑ ∑ ∑ ∑ ∑ ∑ ∑. .y Ly a a  

所以, 1
k T

i ii=∑ y Ly 的最小值为最小的 k 个 μu 之和,即 1 1min( ) .k kT
i i ii i μ

= =
=∑ ∑y Ly  □ 

命题 6. 已知 n-数据流集合 Xn={x1,…,xn}的耦合图 G=(V,E),P=D−1Ω,Laplacian 矩阵 L=I−D−1/2ΩD−1/2 和聚

簇数 k,μ1<μ2<…<μn 是 L 的前 k 个最小特征值,且对应的标准化特征向量为 v1,v2,…,vn,由 SCAM 算法得到聚类 

格局Δk={C1,C2,…,Ck},则 *( ) ( )k kCoh Coh≤Δ Δ . 

证明:在命题 5 的证明中已经知道 1 ,( )
i i

k
k uv ji u v jCMNCut k dω

= ∈ ∈
= − ∑ ∑ ∑Δ C C ,对每个聚簇 Ci 引入标准化的 

n 维标志向量ξi=(ξi1,…,ξin)T,若 xj∈Ci,则ξij=1,否则ξij=0,则有 
2 2 2

, ,, ( ) .
i i uvj ij j uv iu iv uv ij j iu iv uvj j u v u v j ed d dξ ω ξ ξ ω ξ ξ ξ ω

∈ ∈ ∈ ∈ ∈ ∈
= = = − −∑ ∑ ∑ ∑ ∑ ∑C V C V V E  

所以,
2

21

( )
( ) uv iu iv uvk e

k i
ij jj

CMNCut
d

ξ ξ ω

ξ
∈

=
∈

−
=

∑
∑ ∑

Δ E

V

,令 yi=D1/2ξi,则 1( )
T

k i i
k Ti

i i

CMNCut
=

= ∑Δ y Ly
y y

.又ξi 是 v1,v2,…,vn 的

线性组合[17],yi 也是 v1,v2,…,vn 的线性组合,由引理 5 可知, 1min ( ) k
k iiCMNCut μ

=
= ∑Δ ,所以 1( ) 1 k

k iiCoh μ
=∑≤Δ ,

由命题 5 可得, *
1( ) 1 k

k iiCoh μ
=∑=Δ ,所以 *( ) ( )k kCoh Coh≤Δ Δ . □ 

命题 7. 算法 EMMA 的时间复杂度为 O(n3/2),算法 O-EMMA 的时间复杂度为 O(cn2/2),其中,c 为常数

⎡(e−s)/w⎤. 
证明:算法 3 的主要操作为调用算法 SCAM(第(5)行)和计算聚类模型质量(第(6)行).根据定义 9~定义 12 可

知,聚类模型质量的计算依赖于耦合矩阵Ω,而计算Ω的时间复杂度为 O(n2/2),则不优化时 EEMA 算法的时间复

杂度为 O(n3/2).优化后,由于仅在循环外计算 1 次Ω,算法 SCAM 的时间复杂度降为 O(n),则优化后的算法

O-EMMA 的时间复杂度为 O(cn2/2),常量 c 是循环次数,由算法 2 第(4)行可知 c=⎡(e−s)/w⎤. □ 
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