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Abstract:  To address the sliding window based clustering, two types of exponential histogram of cluster features, 
false positive and false negative, are introduced in this paper. With these structures, a clustering algorithm based on 
sliding windows is proposed. The algorithm can precisely obtain the distribution of recent records with limited 
memory, thus it can produce the clustering result over sliding windows. Furthermore, it can be extended to deal with 
the clustering problem over N-n window (an extended model of the sliding window). The evolving data streams in 
the experiments include KDD-CUP’99 and KDD-CUP’98 real data sets and synthetic data sets with changing 
Gaussian distribution. Theoretical analysis and comprehensive experimental results demonstrate that the proposed 
method is of high quality, little memory and fast processing rate. 
Key words:  evolving data stream; clustering; sliding window 

摘  要: 提出了纳伪(false positive)和拒真(false negative)两种聚类特征指数直方图分别来支持纳伪误差和拒真误
差窗口的聚类分析;然后,提出一种基于滑动窗口的数据流聚类方法.该方法在占用窗口大小的次线性内存空间前提
下,及时保存最近数据记录的分布状况,从而实现对滑动窗口内的数据进行聚类.此外,它还可被扩展用于 N-n 窗口
(滑动窗口的扩展模型)的数据聚类.实验采用 KDD-CUP’99 和 KDD-CUP’98 真实数据集以及变换高斯分布的人工
数据集构造进化数据流.理论分析和实验结果表明,该方法具有良好的聚类质量、较小的内存开销和快速的数据处
理能力. 
关键词: 进化数据流;聚类;滑动窗口 
中图法分类号: TP311   文献标识码: A 

现代计算机网络和传感器网络技术的快速发展引起了一类具有广阔发展前景的数据流应用,从金融股票
交易、天气和环境监测到计算机网络监控.在该类应用中,海量流式数据以实时方式快速到达,对在线数据分析
和挖掘提出了新的挑战.作为一种基础且重要的数据挖掘手段——聚类分析也越来越多地在数据流环境下被
重新考虑.与传统数据聚类不同,在数据流环境下,各个簇(数据流的分布特征)往往随时间而不断进化(evolving).
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现有的进化数据流聚类分析工作主要是以 CluStream算法[1]为代表的界标窗口聚类分析算法. 

在实际应用中,人们往往比较关心最近一段时间内数据流的分布状况.滑动窗口模型可被用来更好地获取
当前数据流的特征.尽管 CluStream 算法可以对界标窗口内的数据进行聚类分析,然而该算法却不能适应滑动
窗口下的聚类需求:首先,CluStream 中的微簇(micro-cluster)不能准确地反映当前数据流中的数据分布状况.如
图 1(a)所示,在基于界标窗口的CluStream中,微簇的半径随界标窗口的增长而不断增大.由于没有在线淘汰“老”
元组,因此只有一个微簇生成.若采用基于滑动窗口的聚类,及时地淘汰“老”元组,新到达的元组将形成两个微
簇.显然,图 1(b)中的微簇相对于图 1(a)能更好地反映当前数据流中的数据分布;其次,若将 CluStream 应用到滑
动窗口环境下,需要在每个新元组到达时存储一次快照(snapshot),如此巨大的处理代价和存储开销,显然难以满
足数据流实时在线处理的需要. 
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Fig.1  The forming of mirco-clusters 
图 1  微簇的形成 

由于计算机和传感器的内存空间通常远小于滑动窗口的大小,在数据流应用中往往采用近似或随机算法,
通过指定允许误差来换取空间上的开销(通常要求算法的空间复杂度为窗口大小的次线性).根据实际应用的需
求,窗口的允许误差往往又包含两种情况:一种称为纳伪(false positive)误差,即包含有部分失效数据;另一种称
为拒真(false negative)误差,即损失部分有效数据.本文的主要贡献在于: 

(1) 首先,本文提出了纳伪和拒真两种聚类特征指数直方图,分别适用于纳伪误差和拒真误差的滑动窗
口.聚类特征指数直方图维护滑动窗口中的聚类特征,并保证窗口内有效记录数的误差在εN 内,其
中:N 为窗口的大小;ε为用户指定的误差参数.聚类特征指数直方图的簇内结构特征可根据各簇新记
录的到达情况,动态地维护指数直方图内的时间聚类特征,从而准确地捕获最近数据记录的分布 
状况. 

(2) 其次,本文提出了一种基于滑动窗口的数据流聚类分析算法 CluWin.该算法不仅能够提供纳伪和拒
真误差滑动窗口上的数据聚类结果,而且可以提供各个簇的进化过程结果.为了保证细粒度的聚类
特征,CluWin 在并入新记录的同时,在线消除旧记录对簇的影响.该机制使得本文算法在聚类效果上
极大地优于已有算法. 

(3) 再次,CluWin 聚类算法被扩展用于解决 N-n 窗口内的数据流聚类问题.一些优化技术被提出用于进
一步加速算法的处理速度.理论分析证明,算法的内存复杂度是窗口大小的次线性值. 

(4) 最后,全面的实验证明,在滑动窗口中,CluWin 相对于现有算法,能够获取更高聚类质量,具有更小的
内存空间占用量和更快的处理速度. 

本文第 1 节介绍相关工作.第 2 节定义纳伪和拒真聚类特征指数直方图.第 3 节提出基于滑动窗口的聚类
算法并扩展到 N-n 窗口的聚类.第 4 节对本文算法进行理论分析.第 5 节分析实验结果.最后是全文总结及对未
来工作的展望. 
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1   相关工作 

目前,学术界已经提出了很多数据流聚类算法.这些算法可以分为两类:单遍扫描算法[2−8]和进化分析算 
法[1,9−13]. 

单遍扫描算法把数据流聚类看作是对数据库单遍扫描的处理过程.传统的数据聚类算法[14],如 k-means 和
k-medians,被扩展到数据流环境下,并假设数据对象以数据块的方式到达[2,4,5,15].该类算法通常基于分而治之的
策略,从而在小空间上获取常数因子的近似结果.例如:文献[4]采用 LOCALSEARCH 的子过程,在每个数据块到
达时产生该块数据的簇中心;VFKM算法[3]对 k-means进行了扩展,并保证其产生的模型与通过无限次数据获取
所产生的模型不具有太大差别;Zhou 等人提出一种用于数据流核密度估计的单遍扫描算法[8],可基于核密度估
计产生聚类结果;Nam等人提出了一种基于统计网格的方法用于单遍扫描的数据聚类[16].此外,还有 Beringer等
人研究了对并行数据流的单遍扫描聚类算法[6]. 

由于单遍扫描算法无法满足具有进化特征的数据流的聚类分析需求,研究者开始提出一系列进化分析算
法.进化分析算法把数据流的行为看作是一个随时间不断变化的过程.Dai 等人提出了一种对多条数据流进行
聚类的通用框架 COD[11].该方法可动态地对多条数据流进行聚类,并可支持多种数据挖掘的请求.Yang 考虑了
一种新的多数据流聚类问题[13],在该问题中,各个数据流被看作是一个维度不断增长的向量.两条数据流间的相
似性采用加权距离进行度量,并且一种增量的聚类算法被用于产生数据流的聚类结果.Aggarwal 等人提出了一
种对数据流进行投影聚类的方法 HPStream[9].其主要贡献在于引入了一个衰退簇结构和对数据流进行投影聚
类的思想.Zhou等人提出一种用于跟踪滑动窗口内的簇的方法 SWClustering.有别于该项工作,本文主要讨论拒
伪和纳真误差滑动窗口模型中的聚类问题,并推广到一个更普遍的N-n滑动窗口模型.Babcock等人基于前人的
工作[5],从理论角度对滑动窗口的聚类问题进行了研究[10].有别于该工作从理论上对聚类效果进行分析,本文主
要基于滑动窗口对数据流中簇的进化过程进行挖掘.Cao 等人提出了一种基于密度的聚类算法 DenStream[17],
可挖掘在有噪声环境下衰减窗口内数据流中任意形状的簇.朱蔚恒等人[18]提出一种基于空间分割的聚类方法

用于挖掘具有任意形状的簇.然而,这些挖掘任意形状簇的方法并不适用于滑动窗口. 
与本文最相近的工作是 Aggarwal等人提出的 CluStream算法[1].该算法可在界标窗口内对进化数据流进行

聚类分析.然而,该算法并不适用于滑动窗口下的聚类分析问题.其主要限制在于: 
(1) 该算法在滑动窗口条件下需要大量的快照(snapshot)存储开销和较大处理代价; 
(2) 过期元组的影响在在线聚类过程中无法被及时消除,从而使算法的聚类效果大为降低. 

2   聚类特征指数直方图 

设数据流为一个不断增长的多维元组集合 ......1 jXX ,对任意 i(i≥1), )...( 1 d
iii xxX = ,各元组的时标为 T1…Tj…, 

且对任意 i<m,Ti<Tm.滑动窗口模型中,在任意时刻只考虑并处理最近到达的 N个元组[19]. 
N-n 窗口模型是对滑动窗口模型的扩展,它要求聚类算法可对任意的 n(n≤N)个最近到达的元组进行聚类.

通常,最近到达的 N 个元组称为活动元组(或有效元组),有效元组的时标称为有效时标;而其余的元组则称为过
期元组,并不再参与聚类. 

定义 1. 纳伪误差是聚类结构或聚类结果中最多包含的过期元组记录数;拒真误差是聚类结构或聚类结果
中最多丢失的有效元组数. 

为了对滑动窗口中的元组进行聚类 ,我们提出了一种近似结构 ,称为聚类特征指数直方图 (exponential 
histogram of cluster features).根据直方图内引起误差的原因是包含过期元组(即纳伪误差)还是缺少有效元组
(即拒真误差),又可分为纳伪聚类特征指数直方图和拒真聚类特征指数直方图. 

聚类特征指数直方图根据元组的到达时标将元组划分为若干个桶(bucket).每一个桶存储该组元组的聚类
特征,称为时间聚类特征.时间聚类特征除了包含聚类特征外,还含有时标信息.当聚类特征指数直方图中的第
一个桶的时标不再属于当前最近的 N个时标内时,则删除该桶.我们首先来定义纳伪时间聚类特征. 
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2.1   纳伪聚类特征指数直方图 

定义 2. 一组具有时标 T 的 d维元组集合
nii T...

1 nii XX ...
1

的纳伪时间聚类特征(false positive temporal cluster 

feature,简称 TCF)为 2d+2 维的向量( xCF2 , xCF1 ,n,t).其中: xCF2 为各元组的向量平方和,即
2

1
)(∑ =

n
j i j

X ; x1CF

为各元组的向量线性和,即∑ =

n
j i j

X
1

;n为纳伪时间聚类特征中包含的元组个数;t为纳伪时间聚类特征中最近元

组的时标 T  .
ni

纳伪时间聚类特征实际上是对 Zhang 等人提出的聚类特征结构[20]作了时间上的扩展.Aggarwal 等人同样
对该结构进行了扩展,但文献[1]中对时标进行累加并采用平均值来对聚类特征的时间进行估计.而本文的时间
聚类特征可通过最近元组的时标值结合指数直方图结构,对聚类特征中各元组的到达时间进行限定.我们将一 

组元组 C 的纳伪时间聚类特征记为 )(CTCF .与聚类特征结构[20]一样,纳伪时间聚类特征具有如性质 1 中所述 
的可加性. 

性质 1. )( 21 CCTCF ∪ 可由 )( 1CTCF 和 )( 2CTCF 进行构建,其中,C1和 C2为两组元组集合. 

证明:根据定义 2, )( 21 CC ∪TCF 中 x2CF , xCF1 和 n 项可以由 )( 1CTCF 和 )( 2CTCF 中的对应项直接累加获

得,而 )( 21 CCTCF ∪ 中的 t项等于 }).(,).(max{ 21 tCTCFtCTCF . □ 

纳伪聚类特征指数直方图定义如下: 
定义 3. 纳伪聚类特征指数直方图(exponential histogram of cluster feature,简称 EHCF)是纳伪时间聚类特

征 TCF 的集合.集合中的各个纳伪时间聚类特征分别基于如下各组元组所构建:设窗口中的一组元组
nii XX ...

1

分别在 到达,且当 j<m时 T
nii TT ...

1 mj ii T< .这些元组根据到达的先后次序,可划分为若干组,记作G1,G2…,并满足如

下约束条件: 
(1) 当 i<j时,组 Gi中的所有元组都比组 Gj内的元组先到达. 
(2) 令 V(G)为组 G的大小,则 V(G1)=1.对任意 i(i>1),V(Gi)=V(Gi−1)或 V(Gi)=2V(Gi−1). 
(3) 当 V(G)=2i时,称组 G的级别为 i(相应地,对级别为 i的组 G所构建的 TCF称为 i级 TCF).除了最高 

 级别的组以外,各级别均含 





ε
1
或 11

+





ε

个组,其中,ε为用户指定的误差参数,且 0<ε<1. 

(4) )( 1GTCF 的 t项为当前有效时标. 

当新元组 Xp在时标 t到达时,纳伪聚类特征指数直方图结构可采用如下步骤进行增量式维护: 

(1) 根据定义2生成一个新的0级 )(CTCF ,其中C为仅包含Xp的数据集; 

(2) 将 )(CTCF 加入到聚类特征指数直方图中.若存在 





ε
1 +2个0级TCF,则将最老的两个0级TCF根据性质

1合并生成一个新的1级TCF.这样 ,0级TCF的个数就变为 





ε
1 .从级别 l=1开始 ,若 l级TCF的个数为







ε
1 +2,则继续这种合并过程,直至某级别中TCF的个数为 





ε
1
或 11

+





ε

时为止. 

图 2示例了 EHCF处理以时标 1…10到达的 X1,…,X10这 10个元组的维护过程.为了便于描述,ε设为 0.5(在
实际应用中ε应设为远小于 1的正数).在时标为 4时,依据 X4创建了一个新的 0级 TCF,由于 0级 TCF的个数为 

4 







=+




> 311
ε

,因而 })({ 1XTCF 和 })({ 2XTCF 合并,并生成一个新的 1级 TCF, }),({ 21 XXTCF ;时标为 6和 8时

有类似的过程 ;时标为 10 时 ,X10 的到达引发 })({ 7XTCF 和 })({ 8XTCF 的合并 ,进而引发 }),({ 21 XXTCF 和

}),({ 43 XXTCF 的合并. 
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Fig.2  Merging processes of an EHCF: ε=0.5 
图 2  EHCF的并入过程:ε=0.5 

性质 2. 纳伪聚类特征指数直方图 EHCF 的绝对误差为εN,其相对误差(即过期记录数相对总记录数的比
率)为ε. 

证明:由纳伪聚类特征指数直方图的定义可知,在任意时刻,纳伪聚类特征指数直方图 EHCF 的误差是由
EHCF 中最老的一个 TCF 引起的.这是因为,若最老的 TCF 的时标 t 不是当前有效时标,该 TCF 将被删除.而其
他 TCF中的元组时标必然大于 t,因而其他 TCF所包含的记录均为有效记录.而最老的 TCF中最多包含εN个记
录,因此,EHCF的绝对误差为εN.其相对误差为绝对误差除以 EHCF中包含的总记录个数,因此,EHCF的相对误
差为ε. □ 

定理 1. 设某 EHCF由 n个记录构成,则该 EHCF最多包含 )1)1(log(11
++







 + nε
ε

个 TCF. 

证明:设任意 EHCF 概要包含 n 个记录且误差参数为ε,我们可以根据 n 和ε构造一个指数直方图,并构造一 

个从EHCF结构到指数直方图的一一映射.根据文献[21]中的定理 2“指数直方图结构可用 )1)1(log(11
++







 + nε
ε



个桶来维护一个ε误差的概要,其中 n为滑动窗口长度”可知,EHCF中至多包含 )1)1(log(11
++







 + nε
ε

个 TCF. □ 

定理 2. 设某 EHCF由 n个记录构成,对于该 EHCF内的任意 TCF Fi,若有 





ε
1 (2l−1)个记录在 Fi之后到达, 

则 Fi可根据自身及其后的 2l个记录构建一个 l级的 TCF. 
证明:根据纳伪聚类特征指数直方图的定义可知,Fi的这项操作不会破坏 EHCF 的结构,即 Fi不违背 EHCF

定义中的 3个约束条件.得证. □ 

2.2   拒真聚类特征指数直方图 

拒真时间聚类特征与纳伪时间聚类特征的定义类似,主要区别在于,向量( xCF2 , xCF1 ,n,t)中的 t 项为聚类 
特征中最老元组的时标,其形式化定义如下: 

定义 4. 一组具有时标 T 的 d维元组集合
nii T...

1 nii XX ...
1

的拒真时间聚类特征(false negative temporal cluster 

feature,简称~TCF)为 2d+2 维的向量( xCF2 , xCF1 ,n,t).其中: xCF2 为各元组的向量平方和,即
2

1
)(∑ =

n
j i j

X ; x1CF

为各元组的向量线性和,即∑ =

n
j i j

X
1

;n为拒真时间聚类特征中包含的元组个数;t为拒真时间聚类特征中最老元

组的时标 T  .
1i

与纳伪时间聚类特征一样,拒真时间聚类特征具有性质 1中所描述的可加性,在此不再赘述. 
拒真与纳伪聚类特征指数直方图的定义类似,区别在于,拒真聚类特征指数直方图基于拒真时间聚类特征

进行构建,其形式化定义如下: 
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定义 5. 拒真聚类特征指数直方图(简称~EHCF)是拒真时间聚类特征(~TCF)的集合.集合中的各拒真时间 

聚类特征分别基于如下各组元组所构建:设窗口中的一组元组
nii XX ...

1
分别在 T 到达,且当 j<m时

这些元组根据到达的先后次序可划分为若干组,记作 G
nii T...

1
.

mj ii TT <

1,G2,…,并满足如下约束条件: 
(1) 当 i<j时,组 Gi中的所有元组都比组 Gj内的元组先到达; 
(2) 令 V(G)为组 G的大小,则 V(G1)=1,且对任意 i(i>1),V(Gi)=V(Gi−1)或 V(Gi)=2V(Gi−1); 

(3) 当 V(G)=2i时,称组 G 的级别为 i.除了最高级别的组以外,各级别均含 





ε
1
或 11

+





ε

个组,其中,ε为用

户 指定的误差参数,且 0<ε<1; 

(4) ~ )( 1GTCF 的 t项为当前有效时标. 

性质 3. 拒真聚类特征指数直方图~EHCF 的绝对误差为εN,其相对误差(即最多丢失的有效元组数相对总
记录数的比率)为ε. 

证明:证明过程同性质 1. □ 
不难看出,拒真与纳伪聚类特征指数直方图具有相似的结构和性质.由于受文章篇幅所限,我们在后面的讨

论中以纳伪聚类特征指数直方图为例进行讨论. 

2.3   聚类特征指数直方图的合并 

一般而言,一个聚类特征指数直方图对应一个“微簇”.当系统维护许多个聚类特征指数直方图时,由于数据
流中新簇的出现,往往需要对现有的两个或多个聚类特征指数直方图进行合并.根据聚类特征指数直方图所包
含元组的到达次序关系,两聚类特征指数直方图 H1和 H2间的合并分为两种情况: 

(1) H1中包含的所有元组均比 H2中的所有元组提前(或滞后)到达,即 H1与 H2中的元组在到达时间上不

存在重叠(overlapping); 
(2) H1中的元组与 H2中的元组至少有一次交错到达,即 H1与 H2中的元组在到达时间上存在重叠. 

2.3.1   两个非重叠聚类特征指数直方图的合并 
由于两个非重叠聚类特征指数直方图中的所有元组间存在严格的顺序关系,因而它们的合并操作相对简

单.不妨设 H1中的所有元组均比 H2中的所有元组先到达,首先将 H1放在 H2的第 1个 TCF前,然后从 H2的最后

一个 TCF 起依次向前扫描,并按照第 2.1 节中聚类特征指数直方图的维护操作维护一个 EHCF 结构.新生成的
EHCF为 H1和 H2的合并结果. 
2.3.2   两个重叠聚类特征指数直方图的合并 

由于两个重叠聚类特征指数直方图中的元组间交织到达,无法对它们进行直接合并.因此,我们引入了一种
新的结构,称为 EHCF树,用于对两个重叠聚类特征指数直方图进行合并. 

当两个重叠聚类特征指数直方图 H1 和 H2 开始合并时,我们并不直接对它们进行合并,而是创建一个新的
聚类特征指数直方图 Hnew,且 Hnew维护两个指针分别指向 H1和 H2.H1和 H2在形成这种结构后被称为正在被合

并的 EHCF(merging-EHCF).由于 Hnew在创建初始时没有吸收任何元组,因而 Hnew不包含任何 TCF,且 Hnew的中

心和半径被初始化为 H1和 H2中所有 TCF累加所形成的 TCF的中心和半径. 
EHCF树可与其他 EHCF或 EHCF树合并.例如,Hnew可能与另一个重叠的 EHCF H3合并,如图 3所示.合并

操作由两步构成: 
(1) Hnew可以与 H1或者 H2直接进行合并,这是因为 Hnew与 H1或 H2为非重叠的,且 Hnew中包含的所有元

组均比 H1或 H2中包含的元组晚到达.当这一步操作结束后,Hnew中即不再有 TCF了. 
(2) 然后,Hnew再与 H3进行合并,并生成一个新的 EHCF newH ′ 作为 EHCF树的新树根. 

当一个新元组被 EHCF树的树根所吸收时,EHCF树的维护过程如下: 
(1) 树根 EHCF创建一个新 TCF并维护其自身的 EHCF结构. 
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(2) 树根的某个孩子节点创建一个 0级的空 TCF(void-TCF,一个 EHCF内所有的空 TCF在实现上仅需维

护一个总记数即可,因而 void-TCF 可视为不占用内存),并且好象是由它吸收了一个新的元组一样维
护其自身的 EHCF结构(称为虚拟吸收).这种虚拟吸收的过程从树根开始,在树的每一层进行,直到叶
子节点结束 .对于同层节点来说,虚拟吸收新元组
的机会相等,除非该节点(包含它的子节点)中仅含
有一个 TCF.在这种情况下,该节点虚拟吸收新元组
的概率为 0,因为该节点的虚拟吸收操作不能减少
整个树中的 TCF个数. 

The root of EHCF tree 

H1

Merging-EHCF

Void-TCF TCF 

EHCF 

newH ′1  1 

2  1  1 

4  2  2  1  1 

2  2  1  1 

Hnew 

H6

H2

4  4  4  4  2  1 (3) 当某节点 Hi 吸收了 个元组后,  ( )121 )log( 1 −




 + rHH VV

ε
其中 VHl和 VHr分别是其左、右孩子节点中包含的

元组数,Hi的左、右孩子节点中的 TCF可以被合并
为一个新的 TCF 并添加到 Hi中,而 Hi的子 EHCF
节点 将被删除. 

图 3 示例了一棵 EHCF 树,其根节点吸收了 4 个元组.根

据定理 2,若某 EHCF吸收了 2 





ε
1 (2l−1)个元组,则它的两个 merging-EHCF子节点中所有 TCF均可合并为级别

大于或等于 l的 TCF,因而,merging-EHCF中的 TCF个数会逐渐减少.由于 H1和 H2真正意义上的合并是在合并

操作开始一段时候后才发生的,因而,我们称该过程为迟后合并. 

Fig.3  An EHCF-tree 
图 3  一棵 EHCF树 

3   基于滑动窗口的聚类 

本节将讨论我们提出的 CluWin算法,该算法可对一个滑动窗口内的数据流进行聚类分析.算法可分为两部
分,如图 4所示:第 1~18行维护了一组 EHCF或~EHCF结构;第 19~22行基于 EHCF或~EHCF结构生成聚类结
果.CluWin算法包含 3个参数:DS为待处理的数据流;ε(0<ε<1)为误差参数;NC为 EHCF的最大个数,NC由系统
中有效内存的大小来决定.实验证明:即使在 NC为较小值时,算法仍具有较高的聚类质量. 

 
 
 3:  Get h, the nearest EHCF/~EHCF from record x; 

 4:  if (x can be absorbed by h) 

 9:    count:=count−1; 

 11:   Generate a EHCF/~EHCF containing only TCF({x});

 14:   update he, the EHCF/~EHCF containing expired records; 

 
19:   if (clustering request arrived) { 

 20:   Calculate clusters upon all of EHCFs/~EHCFs; 

Procedure CluWin(DS,ε,NC) 
1: count:=0; 
2: for (each record x in DS) do { 

5:   Insert x into h; 
6:   else { 
7:   if (count=NC) { 
8:   Merge the two nearest EHCFs/~EHCFs; 

10:   } 

12:   count:=count+1; 
13:   } 

15:   if (all TCFs of he are expired) { 
16:    delete he; 
17:   count:=count−1; 
18:   } 

21:   } 
22: } 

 
 

 

 

 
 

 

Fig.4  The procedure of CluWin 
图 4  CluWin算法过程 
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3.1.1   聚类特征指数直方图组的维护 

对于数据流中每一个记录 x,首先计算 x与离 x最近的 EHCF(记作 h)之间的距离.各 EHCF与 x的距离定义
为各 EHCF的中心点 c到 x之间的距离.为此,我们引入了如下定义: 

定义 6. 聚类特征指数直方图H的中心点 c定义为H中所有 xCF1 向量的均值,即 ( )∑∑ == 





= m

i i
m
i i

x nCFc 11 1 ,

其中,H包含有 m个 TCF,分别为 TCFi=( i
x2CF , i

xCF1 ,ni,ti),1≤i≤m. 
然后,算法检查 x是否能被 h(即离 x最近的 EHCF)所吸收.一个直观的判定方法是比较 x和 h的距离(记作

dist(x,h))与 h的半径 R之间的关系,R定义为所有被 h所吸收记录的半径,它可以通过 h中所维护的聚类特征值
来获得.当 dist(x,h)<βR 时(其中,β为半径的相对阈值),x 可以被 h 所吸收;反之,则说明 x 与 h 距离太远,不能被 h
所吸收.问题是,如何来确立β呢?我们知道:若数据点到中心点的距离符合正态分布,当β=2时,簇中 95%以上的点
将被包含在βR边界范围以内.因而在实验中,β被设置为 2.当某个 EHCF H仅包含一个记录时,其半径可初始化
为 H与离 H最近的 EHCF之间距离的 1/2. 

若记录 x 可被 h所吸收,则采用第 2.1节中所讨论的方式将 x 并入 h.第 7~12行说明:当 x 不能被 h所吸收
时的操作.若 EHCF的个数未达到 NC,则可直接根据 x构建一个新的 EHCF.若 EHCF的个数已经达到 NC,则需
要将两个最近的 EHCF进行合并,合并过程如第 2.3节所讨论. 

第 14行更新含有过期记录的 EHCF.由于该操作在每个新记录到达时都会被调用,因此在任何时刻,最多只
有一个 EHCF(记作 he)含有过期元组.注意到 EHCF是 TCF的集合,而每个 TCF具有一个时标,可利用 TCF时标
淘汰过期元组.即若 TCF 中的 t 值不属于最近的 N 个时标,则可删除该 TCF.若 he中包含的最后一个 TCF 也被
删除,则 he被整体删除,且 count减 1.可以看出,无论拒真还是纳伪时间聚类特征的淘汰策略均一致,仅仅是由于
拒真和纳伪时间聚类特征中所维护的 t的含义不同,才造成了两种不同的误差. 
3.1.2   聚类结果的生成 

当聚类请求到达时,CluWin依据当前内存中的 EHCF进行聚类(如第 19~22行所示).对每一个 EHCF Hi,Hi

中所有的 TCF被累加生成一个 TCF,从而获取Hi中包含的记录个数及Hi的中心.根据聚类特征向量进行聚类计
算在文献[1,20]中已被广泛讨论过,其基本思想是:把任意 EHCF Hi看作是一个落在 Hi中心且权重为 Ni的虚拟

点,Ni为 Hi所包含的记录数.然后,我们可以采用加权的 k-means算法对这些虚拟点进行聚类以获取最终结果. 
图 4是一个空间节省的算法,然而,该算法对每个新记录的处理时间开销较大.因而,我们引入如下优化技术

加速算法的处理过程.在第 3 行和第 20 行中,算法需要对每个 EHCF 中的所有 TCF 进行累加.根据定理 2, 

某 EHCF H 中 TCF 的个数可达到 






 )log(1 nε
ε

O ,其中,n 为 H 所包含的记录数.因此,合并操作的时间复杂度为








 )log(1 nO ε
ε

. 

为了降低这一操作的时间复杂度,我们为每个 EHCF 增量维护一个附加的 TCF 结构,从而使得合并操作的
时间复杂度降低至 O(1).当一个新的 TCF(记作 F′)被产生并加入到 EHCF 中时(见第 5 行),F 更新为 F+F′.在第
14行,EHCF由于部分记录过期被更新时,F同样可基于如下性质进行增量更新: 

性质 4. 设 EHCF H包含 m个 TCF,F1,F2,…,Fm,F为 H中全部记录所构成的 TCF.当 F1过期时,对 H中所有
有效记录的新 TCF概要 F′可增量生成. 

证明:根据定义 2,F′中的 xCF2 , xCF1 和 n 项可以由 )( 1CTCF 和 )( 2CTCF 中的对应项直接相减获得,而 F′中 

的 t项等于 F的 t项. □ 
3.1.3   N-n窗口聚类 

事实上,我们只要对 CluWin算法略做扩展便可支持 N-n窗口(即所有小于等于 N长度的窗口)的聚类.用户
在输入聚类请求时,需要附加输入一个表示窗口长度的参数 n(n≤N).算法在根据 EHCF概要生成聚类结果时,从
每一个 EHCF 结构中找出 n 窗口范围内所有的 TCF.由于在 EHCF 结构中各 TCF 的 t 项是有序的,因而可借助
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二分查找方法快速查找出各 EHCF在 n窗口内所有的 TCF,并根据这些 TCF生成虚拟点,再对这些虚拟点采用
加权的 k-means算法进行聚类. 

定理 3. 对于用户任意指定的 n(n≤N)窗口,CluWin可提供以ε为相对误差的 n窗口的聚类结果. 
证明:由纳伪聚类特征指数直方图的定义可知:对于任意 n(n≤N),可在任意一个 EHCF Hi中找到一个时标上

最靠近且大于 TC−n的 TCF结构 Fn,从该 Fn开始到Hi中最后一个 TCF则构成了一个满足 EHCF定义的新 EHCF  

iH ′ .由性质 2可知, 的相对误差为εniH ′ i,ni为 包含的记录数且∑ .由于各iH ′
=

=
k

i
i nn

1
iH ′的绝对误差为εni,基于纳伪

聚类特征指数直方图的 CluWin 算法的相对误差为 ε=ε 







= ∑
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k

i
in
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 ∑∑
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k

i
i

k

i
i nnn

11
 .同理可证,基于拒真聚类特 

征指数直方图的 CluWin算法可提供以ε为相对误差的 n窗口的聚类结果. □ 

4   理论证明 

设 Hnew是在 H1和 H2进行迟后合并时生成的新 EHCF,且 nVmVmV
newHHH === ,, 21 21

,其中,n 随着 Hnew不断 

吸收新记录而不断增加.H1,H2和 Hnew 中所包含的 TCF 总个数为 Bcom.设 H0 为一个包含 m1+m2+n 个记录的 

EHCF,根据定理 1,H0中包含的 TCF 个数为 )1))((log(11
210

+++





 += nmmBH ε
ε

.根据定理 1,随着 n 的增大,Bcom

和 之间的差异会越来越小.根据定理 2,两个 merging-EHCF 可以合并到 H
0HB new中,这时,在迟后合并的 EHCF 

和 H0 之间已没有差异,它们将占用相同大小的内存.由于迟后合并所引起的内存空间差异会逐渐消失,下面的
分析不考虑这一影响.定理 1说明,EHCF是一个次线性空间的结构.我们可以获得如下定理,证明CluWin算法的
空间复杂度是窗口大小的次线性值. 

定理 4. CluWin 算法最多使用 























k
NkO ε

ε
log 个 TCF,其中:Ni 表示 Hi 中所包含的记录数,且 ; ∑
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N为窗口长度;k为 EHCF的个数. 

证明:根据定理 1,每一个 EHCF Hi最多包含 )1)1(log(11
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 + iNε
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个 TCF.因此,整个算法在内存中维护的

TCF 个数至多为 
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.可得 CluWin 算法

最多使用 
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O 个 TCF. □ 

由于 CluStream 需要在金字塔时间存储当前内存中的微簇快照,令快照中微簇个数为 Mk,M 通常为大于或 

等于 10 的整数,根据金字塔时间框架的定义,当到达 N 条记录时,算法需要存储 





 )log(1 N
ε

O 个快照.因而,若以

微簇为最小内存单元,算法的空间复杂度为 





 )log(NMkO
ε

.由于M通常大于或等于 10,因而 CluWin算法的空间 

复杂度比 CluStream少一个数量级. 
此外,由于 CluStream 算法需要在金字塔时间到达时对在内存中的所有微簇存储一个快照,因此,该存储操

作是一种非常耗时的操作,时间复杂度为 O(Mk);在 CluWin 算法中,则只需要对一个 EHCF(或~EHCF)结构进行
调整即可,该操作的时间代价相对较少.如前所述,我们为每个 EHCF(或~EHCF)增量维护一个附加的 TCF 结构,
从而使得调整操作的时间复杂度为 O(1).因而 CluWin相对 CluStream具有更低的时间复杂度. 
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5   实验分析 

5.1   实验设置 

所有实验在一台 PentiumIV 2.4GHz的 PC上进行,操作系统为 Windows 2000专业版.为了证明 CluWin算
法的有效性,我们采用著名的 CluStream算法作为比较算法.算法用 Visual C++实现. 

实验数据包括真实数据集和人工数据集.由于人工数据集在生成时可以控制簇的个数、数据点的维数、数
据点个数以及各种分布或进化特性,我们采用人工数据集进行算法内存开销和处理时间测试. 

为了测试CluWin的聚类效果,真实数据集采用KDD-CUP’99网络入侵检测数据集,该数据集曾被多篇数据
流聚类文章所引用,例如:Aggrwal等人[1]利用该数据集比较 CluStream和 STREAM算法;Chalaghan等人[4]用它

来比较 STREAM和 Birch算法.该数据集由一个局域网中 TCP(transfer control protocol)连接的原始记录所构成.
各记录含有连接的持续时间、从源到目的传输的字节数等.数据集中每条记录对应于一个正常的连接或者是 4
种类型的网络攻击之一,例如,拒绝服务攻击、非授权访问远程机器攻击等.与文献[1,4]一样,34个连续属性从 42
个有效属性中被取出,用于数据聚类.另一个相对稳定的真实数据集是 KDD-CUP’98,该数据集记录关于慈善捐
赠的信息,共 95 412条.对该数据集进行聚类分析,可用于揭示具有相似捐赠行为的捐助群体.与文献[1]一样,我
们从 481个字段中抽取 56个字段,并采用记录的输入顺序作为数据流的记录顺序. 

人工数据集满足一系列高斯分布.与文献[1]中的方法类似,每 10K 个数据点改变一次当前高斯分布的中心
和方差,且采用如下标记描述人工数据集:‘B’表示数据集中包含的数据点数;‘C’表示簇的个数;‘D’表示数据点
的维数.例如,B100C20D30表示数据集包含 100K个数据点,分别属于 20个不同的簇,各数据点的维数为 30. 

聚类质量采用聚类分析中最常用的平方距离和(sum of squared distance,简称 SSQ)作为度量指标,具体定义
如下[1]:设当前时标为 Tc,窗口大小为 N,对各个处于 Tc−N 到 Tc间的数据点 pi,首先找到与它最近的中值点 Cpi;
然后计算 pi和 Cpi之间的距离 dist(pi,Cpi);最后计算在时刻 Tc窗口大小为 N的 SSQ,即对所有处于 Tc−N到 Tc间

的数据点 pi累加 dist2(pi,Cpi). 
在实验中,CluWin中的 EHCF最大个数与 CluStream中的最大微簇个数相等.对于 CluStream采用与文献[1]

中相同的设置.若微簇的相对时标不处于最近的 N 个时标范围内,则删除该微簇.除非特别指明,CluWin 算法中
的参数设置如下:误差参数ε=0.1,窗口大小 N=10000,半径相对阈值β=2.实验表明,纳伪误差窗口聚类与拒真误
差窗口聚类在内存消耗、处理时间和参数敏感性上具有几乎相同的特性.因此,我们在分析这些指标时以纳伪
误差窗口聚类为例. 

5.2   聚类效果 

首先,我们在 KDD-CUP’99 网络入侵检测数据集的不同时刻和不同大小窗口中比较 CluWin 和 CluStream
的聚类效果.为了使结果更准确,算法各执行 5次并计算平均 SSQ作为结果值.图 5为窗口大小为 10 000时的聚
类结果.注意到纵轴为指数增长的刻度,CluWin 比 CluStream 有几个数量级的性能提高.例如,在时标 200 000
处,CluWin的 SSQ要 105倍地小于 CluStream.图 6显示 CluWin在 KDD-CUP’98这个相对稳定的数据集上同样
能够获得更高的聚类质量.此外,拒真误差窗口的聚类质量在多数情况下要略高于纳伪误差窗口的聚类质量.然
而,在实际应用中应该采用纳伪还是拒真误差窗口,通常还是取决于应用的需求. 

CluWin 高质量的聚类结果得益于 EHCF 结构能够准确捕获当前记录的分布状况.旧记录在在线聚类过程
中被及时地删除.该淘汰机制使得EHCF在簇中心发生偏移时,能保持一个较小的半径,这将使得CluWin相对于
CluStream更加精准,如图 1所示.尤其是 CluWin可以保证聚类结果始终是以ε为最大相对误差的最近 N个有效
记录构成,从而确保旧记录对簇的影响在在线聚类过程中被及时消除.然而在 CluStream 中,微簇内各记录的时
标被累加起来,当且仅当微簇的相对时标低于阈值时,微簇被删除.该策略删除整个微簇而不是单(多)个过期的
记录.当簇中心发生漂移时,微簇半径将不断增大,这将混淆不同的簇,并导致聚类质量不够理想. 
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Fig.5  Quality comparison                        Fig.6  Quality comparison 
(network intrusion data set, N=10000)              (charitable donation data set, N=4000) 

图 5  质量比较(网络入侵检测数据集,N=10000)     图 6  质量比较(慈善捐赠数据集,N=4000) 

5.3   内存开销 

数据流处理算法的一个重要特征就是要求算法具有较小的内存空间开销.对于 CluStream 来说,微簇的个
数可作为度量单元;而 CluWin 算法中,度量单元可采用 TCF.由于这两种结构的内存代价相近,我们以这两个结
构的数目来衡量算法的内存开销. 

在 KDD-CUP’99网络入侵检测数据集中,我们将窗口大小从 10 000变化到 100 000.由于快照的存储频率
会影响到 CluStream 的内存开销,我们设置不同存储频率(从每 1 条记录 1 个快照到每 100 条记录 1 个快照)来
进行比较.如图 7所示,随窗口长度的增加,CluWin的内存开销恒小于 CluStream,且通常为 2~5倍的空间节省. 

误差参数ε同样会对内存开销造成影响.在网络入侵检测数据集中,CluWin 算法的ε从 0.01 变到 0.1(相应
地,CluStream 中各级快照的数目从 100 变到 10).快照存储频率为每 100 条记录 1 个快照.图 8 显示:随着ε的增
加,算法内存开销不断地快速降低,且 CluWin的内存开销仍恒小于 CluStream. 
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Fig.7  Memory vs. window size (network intrusion data set)       Fig.8  Memory vs. error parameter ε 
图 7  内存开销随窗口大小变化(网络入侵检测数据集)          图 8  内存开销随误差参数ε变化 

5.4   聚类处理时间 

我们采用真实数据集对 CluWin 和 CluStream 的处理时间进行比较.由于 CluStream 需要定期存储快照,为
了加速 CluStream的处理速度,我们在算法实现时将快照存储在内存中. 
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首先,我们比较 CluWin的 EHCF维护过程和 CluStream的在线过程的处理时间.在 CluStream中,快照的存

储频率将会影响到处理速度和精度.低的存储频率会提高处理速度,但会造成精度损失.事实上,CluStream 为了
获得与 CluWin相同的精度,需要在每个新记录到达时存储一次快照.然而,这无疑将大大降低 CluStream的处理
速度.为了使算法能够进行比较,我们降低对 CluStream 的精度要求 100 倍,也就是说,每 100条记录存储 1个快
照.图 9 显示,算法执行时间随数据流长度呈线性增长,且各条直线具有不同的斜率.注意到,低斜率对应高处理
速度.因而,CluWin比 CluStream要更加高效. 
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Fig.9  Time vs. length of stream (network intrusion data set) 
图 9  处理时间随数据流长度变化(网络入侵检测数据集) 

然后,我们采用不同维度和簇个数的数据流对 CluWin的处理时间进行评价.由于人工数据集可以获得任意
的维度和簇个数组合的数据流,我们生成了一系列数据集.第 1 系列数据集的簇个数从 10 变化到 40,并固定数
据流的长度和维度.图 10显示,CluWin的处理时间随簇的个数呈线性增长.另外一系列数据集的维度从 11变化
到 80,并固定数据流的长度和簇个数.图 11显示,CluWin的处理时间随维度线性增长. 

 
 
 
 
 
 
 
 
 
 10     15     20     25     30     35     40

60
55
50
45
40
35
30
25
20
15
10

5
0

B400D40 
B400D20 
B400D10 

B400D20
B400D10
B400D5

80

Pr
oc

es
si

ng
 ti

m
e 

(s
) 

10    20    30    40    50    60    70    80 

70

60

50

40

30

20

10

0

Pr
oc

es
si

ng
 ti

m
e 

(s
) 

Dimensionality Number of clusters
Fig.10  Time vs. number of clusters                 Fig.11  Time vs. dimensionality 
图 10  处理时间随簇个数变化                   图 11  处理时间随维数变化 

5.5   参数影响 

为了获得较好的聚类质量,EHCF 的个数应当大于自然簇的个数.然而,维护大量的 EHCF 将会导致较大的
存储开销和较长的处理时间.为方便下面的讨论,我们引入参数 EHCF率(EHCF-ratio)用于定义 EHCF个数与自
然簇个数之间的比率.在 KDD-CUP’99网络入侵数据集中,当前时标 Tc设置为 100 000;在 KDD-CUP’98慈善捐
赠数据集中,Tc为 50 000.图 12显示了 EHCF率对聚类效果的影响.当 EHCF率为 1时,也就是当 EHCF的个数
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与自然簇的个数相等时,聚类质量较差.随着 EHCF 率的增加,平均 SSQ 逐渐减少.当 EHCF 率等于 10 时,平均
SSQ值趋于稳定.这表明:为了获取较好的聚类质量,EHCF率并不需要设置过高. 
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图 12  EHCF率对准确性的影响 

6   结论和展望 

本文提出一种基于滑动窗口的数据流聚类算法 CluWin.该方法依据实际应用需求,可采用纳伪或拒真两种
聚类特征指数直方图作为概要结构,可较好地保存数据流当前窗口内的数据分布状况,从而获取较高质量的聚
类结果.理论分析和实验结果表明:本文提出的算法在滑动窗口中相对于现有方法具有更高的聚类质量、更少
内存开销和更快的处理速度.今后的工作将对基于数据流聚类的变化检测等相关问题进行研究. 
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