
 

ISSN 1000-9825, CODEN RUXUEW E-mail: jos@iscas.ac.cn 
Journal of Software, Vol.18, No.2, February 2007, pp.332−344 http://www.jos.org.cn 
DOI: 10.1360/jos180332 Tel/Fax: +86-10-62562563 
© 2007 by Journal of Software. All rights reserved. 

基于道路网络的对象聚类
∗

 

陈继东+,  孟小峰,  赖彩凤 

(中国人民大学 信息学院,北京  100872) 

Clustering Objects in a Road Network 

CHEN Ji-Dong+,  MENG Xiao-Feng,  LAI Cai-Feng 

(Information School, Renmin University of China, Beijing 100872, China) 

+ Corresponding author: Phn: +86-10-62514994, Fax: +86-10-62519453, E-mail: chenjd@ruc.edu.cn, http://www.ruc.edu.cn 

Chen JD, Meng XF, Lai CF. Clustering objects in a road network. Journal of Software, 2007,18(2):332−344. 
http://www.jos.org.cn/1000-9825/18/332.htm 

Abstract: Most spatial clustering algorithms deal with the objects in Euclidean space. In many real applications, 
however, the accessibility of spatial objects is constrained by spatial networks (e.g. road network). It is therefore 
more realistic to work on clustering objects in a road network. The distance metric in such setting is redefined by 
the network distance, which has to be computed by the expensive shortest path distance over the network. The 
existing methods are not applicable to such cases. Therefore, by exploiting unique features of road networks, two 
new clustering algorithms are presented, which use the information of nodes and edges in the network to prune the 
search space and avoid some unnecessary distance computations. The experimental results indicate that the 
algorithms achieve high efficiency for clustering objects in real road network. 
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摘  要: 大多数的空间聚类算法主要针对欧几何空间中的数据对象.然而在大多真实的应用中,空间对象的访问
主要受限于空间网络(如道路网络),因此,对道路网络中的对象进行聚类分析更具有现实意义.道路网络中对象之间
的距离度量需要通过基于网络的最短路径距离来重新定义,其计算代价高,这使得已有的基于欧几何距离的聚类算
法不能直接运用到这种环境中.因此,通过开发道路网络的特征提出了两种新的聚类算法.算法使用网络中的边和结
点信息来缩减搜索空间,避免了一些不必要的距离计算.实验结果表明,算法对于真实道路网络中的对象聚类是高 
效的. 
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聚类分析是对数据对象进行分组,使得同一个组中对象之间具有较高的相似度,而不同组中的对象差别较
大.聚类分析作为数据挖掘的核心技术,已经应用于多个领域.其中,对空间数据的聚类分析一直是研究热点之
一.在空间数据库中,通过聚类可以识别出密集和稀疏的区域,因而发现全局的分布模式以及数据属性之间的相
互关系.国内外的研究者已经提出了大量的空间聚类算法[1−11].文献[1,12]对现有算法进行了总结和比较,主要
分类为划分方法[1,2,11]、层次方法[3−6,10]和基于密度的方法[7−9].目前,大多数空间聚类算法主要针对欧几何空间
中的数据对象.然而真实的应用中,空间对象的访问都受限于空间网络(如道路网络),因此,对道路网络中对象的
聚类研究更具应用价值[13].例如,在交通管理系统中,通过对车辆的聚类分析得到的车辆密集区域可用于标识道
路中出现交通堵塞的潜在区域.本文主要针对交通堵塞检测这种应用来研究道路网络中的对象聚类问题. 

在空间数据库中,数据对象以其欧几何空间的位置为主要特征,使得对象之间的距离相似度也是通过计算
它们之间的欧几何距离(Euclidean distance)而得到的.然而在道路网络中,对象之间的距离相似度需要通过基于
网络的最短路径距离即网络距离(network distance)来重新定义,其计算代价高.当经典的 Dijkstra最短路径算法
用于网络中的结点时,其时间复杂度为 O(|V|log|V|),其中,V为网络中的结点数.为了加速最短路径计算,许多工作
使用实体化技术将预计算的距离存储在实体化视图中,通过空间代价来换取时间代价.当网络结点的数目增加
时,需要基于磁盘的最短路径算法.文献[14]提出了 CCAM(connectivity-clustered access method)的磁盘存储结
构,基于连接性和访问频率把相邻的结点以及它们的邻接链表一起存储在相同的磁盘页上,以此来最小化最短
路径计算过程中的 IO 访问.为了解决带约束限制的最短路径计算问题,文献[15]通过利用空间存取结构和欧几
何距离进行过滤的预处理技术来加速基于磁盘的最短路径计算.另外,文献[16]提出了一种基于编码的方法来
对道路网络结点进行编码,然后直接计算结点间的海明码距离就可以快速地得到它们之间的最短路径距离,但
编码是基于对网络边的预先分割和离散化,这使得最短路径距离的计算结果可能存在偏差.这些最短路径计算
的改进工作在某种程度上减少了两个对象之间的网络距离计算代价,但将基于欧几何空间的聚类算法直接用
网络距离替换后,需要大量重复的对象间最短路径计算,使得总的网络距离计算代价依然很高.此外,道路网络
中的对象不仅分布在网络的结点上,也可能是网络边上的任意位置,它们之间的网络距离计算还需要调整传统
的最短路径算法.另一方面,有许多工作研究道路网络上的查询处理问题,文献[17]配置了一种基于磁盘的网络
表示方法,集成网络连接和欧几何位置信息以支持基于网络距离的最邻近(nearest neighbor,简称 NN)查询、范
围(range)查询和最近对(closest pair)查询.文献[18]分别使用欧几何距离边界属性、空间存取方法和网络距离实
体化技术来处理道路网络中的聚集最近邻(aggregate nearest neighbor,简称 ANN)查询问题.文献[19]也利用一个
基本的图论原理和查询结果实体化技术减少Dijkstra算法中的网络扩展,以加速网络图中的反向最近邻(reverse 
nearest neighbor,简称 RNN)查询处理.我们的主要思路与这些工作相似,即结合网络的特征和具体的问题,以尽
量减少对象间最短路径距离的计算及网络扩展.但我们所要解决的问题不同,我们关注道路网络中对象的聚类
分析而不是查询处理问题. 

另外,现有的几种空间聚类方法中的一些概念,如聚类中心[2]、聚类特征[3]等,难以在道路网络中进行定义.
具体来说,给定道路网络中的一组对象,由于可能在网络边上不存在一个唯一的点,与这组中所有对象之间的平
均距离最小,所以不能使用网络距离来定义它们的聚类中心.而且即使有这样的中心点,找到中心点的代价也很
高.综上所述,考虑到网络距离的计算代价和聚类中心等概念难以定义的问题,不能直接将已有的空间聚类算法
运用到道路网络的环境.文献[20]提出了带障碍(obstacle)的空间对象聚类方法,考虑的是当空间网络中的道路、
河流等作为障碍物的情况下对象的聚类.在这种情况下,聚类的对象不在网络边上,网络中的对象数目也较少.
而本文则关注大量位于网络边上的对象(如城市道路网络中的车辆).Yiu等人在 SIGMOD2004上首次提出空间
网络中对象聚类的问题[13],并提出相应的解决方案来扩展存在的聚类方法,将其运用到空间网络中的对象上.他
们提出的聚类算法对于网络中对象稀疏的情况较为适用,而对于网络中对象密集的情况,算法的效率较低. 

本文也试图解决同样的问题,对于网络中对象密集的情况,利用更多道路网络的信息,开发出网络中对象聚
类的特征来缩减搜索空间,避免更多不必要的距离计算.通过使用对象表示中包含的边和结点的信息,在保证聚
类效果的情况下改进聚类的效率,提出两种新的道路网络中对象的聚类方法:基于边的聚类和基于结点的聚类.
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理论分析和对比实验结果都表明,所提出的算法是可行的、高效的. 
本文第 1 节给出基本模型和问题定义.第 2 节详细描述所提出的聚类算法.第 3 节对算法进行性能分析和

实验.最后是结论. 

1   基本模型和问题定义 

本节首先引入文献[13]中的网络定义和位于这个网络中的对象以及对象之间的网络距离定义,然后根据道
路网络的聚类特点,增加了聚类间的网络距离定义.最后,通过提出一个新的聚类块的概念来定义道路网络中的
对象聚类问题. 

定义 1. 一个网络可以表示为一个无向带权图 G=(V,E,W),其中:V 是顶点(结点)的集合;E 是边的集合;W 为
正的实数集合(W:E→IR+),表示边所对应的权值.网络中的一个对象位于网络中的边 e(e∈E)上,对象在网络中的
位置可以表示为一个三元组(ni,nj,pos)(取代欧几何的空间坐标表示),其中:ni 和 nj 是对象所在网络边的两个结

点;pos∈[0,W(e)]是对象与结点 ni之间的距离. 
一个对象位于且仅位于一条网络边上(在实际的应用中,一些对象可能不在网络边上或者由于位置获取的

误差不能定位在网络边上,这样的对象可以通过与其最近的网络边来近似表示).对于一个道路网络,为了降低
其复杂性,可以将道路网络的交叉口建模为网络图的结点,而将交叉口之间的路段建模为网络图的边. 

当聚类道路网络中的对象时,需要定义对象之间的距离相似度为网络距离,而取代欧几何距离.假设 p 和 q
为网络中的两个对象,其位置分别为(na,nb,posp)和(nc,nd,posq),定义对象间网络距离度量如下: 

定义 2. 对象之间的网络距离: 
1) 同一网络边上的对象之间的直接距离:Dd(p,q)=|posp−posq|(其中,对象 p和 q在同一条网络边上,即 na=nb

且 nc=nd);否则,对象 p和 q不在同一网络边上,其直接距离为无穷大. 
2) 同一网络边上的对象和结点之间的直接距离:Dd(p,na)=posp;Dd(p,nb)=W(na,nb)−posp. 
3) 结点之间的网络距离:Dn(ni,nj)为从结点 ni到结点 nj的最短路径距离. 
4) 不同网络边上的对象之间的网络距离:Dn(p,q)=minx∈{a,b},y∈{c,d}(Dd(p,nx)+Dn(nx,ny)+Dd(ny,q)). 
由定义可以看出,道路网络中对象之间的网络距离相似度可以分为 4 种情况:前两种情况的网络距离定义

为直接距离,不需要两结点之间的最短路径距离计算,可以在常量时间内得到;后面两种情况定义为网络距离,
需要两结点之间的最短路径距离计算,计算代价高. 

定义 3. 聚类之间的网络距离为聚类不同边界对象之间最小的网络距离.假设聚类 Cx 的边界对象为 px1, 
px2,…,pxm,聚类 Cy的边界对象为 py1,py2,…,pyn,则聚类 Cx和 Cy的相似度 M(Cx,Cy)=mini∈{1,m},j∈{1,n}Dn(pxi,pyj). 

聚类之间的网络距离计算需要先确定聚类的边界对象.在道路网络中,聚类的边界与网络中的结点相关,我
们把聚类所包含的对象中与结点最近的对象作为聚类的边界对象.但如果某结点相连的所有边都包含在聚类
中,则不把与该结点最近的对象作为聚类的边界对象. 

道路网络中的对象聚类通常由位于多个网络边上的对象集合构成,因此,为了更好地表示聚类结果,减少对
象之间网络距离的计算,我们提出了聚类块的概念. 

定义 4. 聚类块(clustering block,简称 CB)为根据阈值ε构建的某个网络边上的一个微小聚类,CB表示为(O, 
na,nb,posc,len).其中:O 为对象的集合 O={o1,o2,…,oi,…,on}(oi=(na,nb,posi),posi<posi+1(1≤i≤n−1)),满足 Dd(oi,oi+1)≤ 
ε(1≤i≤n−1),即任意两个相邻对象之间的直接距离小于等于阈值ε;(na,nb)为聚类块所在的边;posc 为聚类块的中
心位置;len为聚类块的长度,等于所包含的两个相距最远的对象之间的距离. 

由定义可以看出:在网络的某个边上可能有多个聚类块,但某个聚类块仅仅属于一条边,聚类块本身也是一
个聚类.因此,网络中的聚类由一个或多个相邻的聚类块组成.给定位于一个网络中N个对象点的集合,对这些对
象进行聚类的过程转换为根据它们的直接距离形成聚类块,并根据聚类块之间的网络距离合并聚类块的过程.
基于边的聚类方法本质上就是利用聚类块,通过这个过程对网络中的对象进行聚类. 

定义 5. 聚类块的ε有效结点为聚类块所在边的两个结点中与聚类块的距离小于等于ε的结点.对于聚类块
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CB({o1,o2,…,om},na,nb),假设 o1和 om分别为聚类块相对于结点 na和 nb的两个边界对象,若 Dd(o1,na)≤ε,则 na是

CB的有效结点;若 Dd(om,nb)>ε,则 nb不是 CB的有效结点.聚类的ε有效结点为相邻结点和所包含的结点中与该
聚类之间的距离小于等于ε的结点.由于一个聚类可以由若干个聚类块组成,所以,一个聚类的ε有效结点可以通
过合并其所包含的聚类块的ε有效结点得到. 

引入聚类和聚类块的ε有效结点可以加快道路网络聚类算法中聚类(块)之间的合并过程.我们将在算法描
述中详细说明聚类的ε有效结点对算法效率的改进. 

2   基于道路网络的对象聚类算法 

现有的空间聚类方法由于难以开发出对象的其他可用信息,仅仅通过对象自身的空间相似性如欧几何距
离来进行粗糙的分组,需要反复扫描所有的对象信息,代价较高.而对于道路网络的情况,可以观察到对象的聚
类结果与网络的边和结点相关.具体来说,在相同或相邻边上的对象更可能被分组到同一个聚类中,而结点周围
的对象划分到一起的可能性也更大(如交通阻塞通常发生在城市道路的交叉口).基于此,本文使用对象表示中
包含的边和结点的信息来改进聚类效率,提出两种聚类方法:基于边的聚类和基于结点的聚类.下面分别加以 
描述. 

2.1   基于边的聚类算法 

2.1.1   算法的思路以及与相关文献的比较 
根据聚类的形成方式,层次聚类方法可以分为自顶向下(分裂的层次聚类)和自底向上(凝聚的层次聚类)两

种.其中,凝聚的层次聚类[3−5]最为常见.这种方法首先将每个对象作为一个聚类,然后合并这些聚类,直到所有的
对象都在一个聚类中或者某个终止条件得到满足为止.当对象的数目很多时,由于开始把每个对象作为一个聚
类,因此,需要合并的聚类数目多、代价大.另外,不论是自底向上的凝聚方法还是自顶向下的分裂方法,其合并和
分裂的结果都不能被撤消,可能会导致低质量的聚类结果.文献[13]的 single-link方法实际上是一种层次聚类方
法,它在聚类空间网络中的对象时,首先将每个对象作为一个聚类,并初始化一个很大的堆结构来存储这些要合
并的候选聚类对,再逐步合并距离最近的聚类对.这在道路网上对象稀疏时其代价还可以接受,但当对象数目增
多、道路网络对象密集时,将导致算法的时间消耗和存储代价都很高.因此,我们考虑利用对象包含的边信息,从
中间某个层次将对象划分为初始聚类,再分别向底层和顶层进行层次的分裂和合并,调整聚类的结果.基于这种
思想,提出了基于边的聚类方法,它实际上也是一种层次聚类方法. 
2.1.2   算法说明 

基于边的聚类方法分为 3个阶段:初始化阶段、分裂阶段和合并阶段. 
1) 初始化阶段(initiation phase):按照对象所在的网络边将其分组,即位于同一个边上的对象被指定到同一

个聚类中.初始聚类的个数为网络边的个数.这个阶段可以过滤掉那些没有对象的网络边,从而减少不必要的网
络搜索过程. 

2) 分裂阶段(splitting phase):根据对象之间的距离相似度,依次分裂大的聚类为细粒度的聚类块,得到聚类
的中间结果.具体来说,对于每个初始的聚类,若其中某两个相邻对象之间的网络距离大于预先给定的阈值ε,则
在这两个相邻的对象之间将聚类划分开来,分裂为两个更细粒度的聚类块;否则,可将其作为一个单独的聚类
块.这个过程保证了聚类块内部的紧凑性,即聚类块内部任意两个相邻对象之间的网络距离均不大于ε.另外,为
了优化接下来的聚类合并,还需要在这个过程中为每个聚类块指定其ε有效结点. 

3) 合并阶段(merging phase):根据聚类块之间的距离相似度循环合并相邻的聚类(块),以形成最终的聚类
结果.具体来说,利用聚类块的有效结点链表,根据阈值ε和聚类块之间的网络距离,对结点周围相邻的聚类块进
行合并(同一个边上分裂后的聚类块之间不需要合并),反复合并每个结点周围相邻的聚类(块),直到不能再合并
为止,得到最后的聚类结果.合并的具体细节将在算法的关键技术部分予以阐述. 

基于边的聚类算法其伪码如下: 
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算法 1. 基于边的聚类算法 Edge-based-cluster(). 
输入:基于一个网络的对象集合,网络结点和边链表,距离阈值ε参数. 
输出:对象的聚类结果. 
Q:优先队列,用来存储结点周围待合并的有序聚类(块). 
Begin 
1. for 网络边链表中有对象存在的每一个边(nx,ny) do /*初始化阶段*/ 
2.   为边(nx,ny)创建一个新的聚类 C,分配 cid; 
3. for 每一个创建的聚类 Ci do /*分裂阶段*/ 
4.   o为 Ci对应的边(nx,ny)的第 1个对象;o.cid=Ci.cid; 
5.   if Dd(o.pos,nx)≤ε then 将〈nx,Dd(o.pos,nx)〉插入到 Ci的有效结点链表 nodelist中; 
6.   nexto为边(nx,ny)从 o到结点 ny的下一个对象;C=Ci; 
7.   while nexto<>null do 
8.     if Dd(o.pos,nexto.pos)>ε then 
9.       将 C分裂为 CB1和 CB2;C=CB2; 
10.       if nexto是边(nx,ny)的最后一个对象 AND Dd(nexto.pos,ny)≤ε then 
11.       将〈ny,Dd(nexto.pos,ny)〉插入到 C的有效结点链表 nodelist中; 
12.     o=nexto;nexto为边(nx,ny)从 o到结点 ny的下一个对象; 
13.     o.cid=C.cid; 
14. for 网络结点链表中的每一个结点 ni do /*合并阶段*/ 
15.   初始化优先队列 Q为空; 
16.   对于其 nodelist包含结点 ni的聚类(块),将其按照与 ni的距离排序后插入到优先队列 Q中; 
17.   if Q不为空 then 
18.     Ci为 Q中取出的一个聚类;Cj为 Q中取出的下一个聚类; 
19.     while Dd(Ci,ni)+Dd(Cj,ni)≤ε do 
20.       将聚类 Cj合并到 Ci,将 Cj的有效结点链表 nodelist合并到 Ci的有效结点链表 nodelist中; 
21.       if Q不为空 then Cj为 Q中取出的下一个聚类; 
22.       else break; 
23.     for ni的每个相邻结点 nz do 
24.       if 边(ni,nz)上没有聚类 AND Dd(Ci,ni)+W(ni,nz)≤ε then 
25.         将〈nz,Dd(Ci,ni)+W(ni,nz)〉插入到 Ci的有效结点链表 nodelist中; 
End 

为了减少网络中对象的访问次数,算法在初始化阶段只是为有对象存在的每个边创建一个聚类,并不指定
边上的对象到相应聚类中;而在分裂阶段遍历聚类对应边上的对象时,将其指定到分裂后的聚类块中(第 4 行~
第 13行).算法中的聚类(块)合并过程将在下一节详细加以解释. 
2.1.3   算法的关键技术 

算法的关键部分是聚类(块)的合并过程(为叙述方便,下面将聚类块也统称为聚类).一般来说,聚类的合并
过程需要反复计算两个聚类之间的网络距离相似度,以判断它们是否需要合并.在道路网络中,当聚类不相邻
时,聚类之间的网络距离相似度必须通过计算其边界对象的最小网络距离得到,计算代价高.然而,根据道路网
络中对象的聚类特点,当算法的分裂阶段结束之后,由于同一个边上分裂后的聚类之间的网络距离大于阈值ε,
不需要再合并,因此,只有两种情况下的聚类可能合并:1) 与结点相邻的聚类之间;2) 跨越较短边的聚类之间,即
聚类不相邻,但它们之间的边上没有任何聚类,并且边的长度短,聚类之间的网络距离(聚类分别与相邻边两个
结点的距离与边的长度之和)小于等于阈值ε,这种情况也需要合并.基于这两种情况,算法在合并时从每个结点
出发,只需合并与结点相邻的聚类,并在合并后对结点进行简单的网络扩展,以判断是否有跨越较短边的聚类需
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要合并. 
具体来说,算法为每个聚类维护一个ε有效结点链表ε-nodelist,链表每一项为(ε-node,ε-dist),其中:ε-node 为

此聚类包含的ε有效结点;ε-dist 为此聚类与ε-node 的距离.它可用于计算与该结点相邻的聚类之间的网络距离
(聚类到该结点的距离之和).ε-dist 为聚类中离ε-node 最近的边界对象与该结点的距离.然而,聚类的边界对象随
着聚类的合并而发生变化,聚类与结点的距离也随之改变.为了避免由于边界对象的变化而需要重新合并聚类
的过程,在算法实现过程中,当结点相邻的多个聚类合并时,首先通过聚类的ε-nodelist过滤掉与该结点的距离大
于ε的聚类,再对满足条件的聚类按其离结点的距离来排序,按顺序依次计算相邻聚类间的网络距离,若判断出
距离大于ε,则停止比较之后的聚类,它们不能合并.对于ε-nodelist 为空的聚类,它们也不与其他聚类进行合并.因
此,使用聚类的ε有效结点链表并将聚类按离结点的距离预先排序,减少了很多不必要的聚类之间网络距离的计
算,也避免了由于合并后聚类与结点的距离改变而导致的聚类之间网络距离的重复计算. 

聚类的ε有效结点链表的构造和维护比较简单.其构造可在算法的分裂阶段扫描第 1 个对象和最后一个对
象时判断其与结点的距离而得到(第 5,11,12 行).在聚类合并后,其相应的ε有效结点链表也进行更新(第 20 行).
另外,当结点扩展到相邻边时,若判断出有跨越较短边的聚类需要合并,则将相邻边上的对应结点也加入到当前
聚类的ε有效结点链表中(第 23~25行),使得在对那个结点周围的聚类合并时也考虑到当前聚类. 

图 1举例说明道路网络中聚类合并的具体过程.图 1为道路网络图的一部分,假设ε设为 10,算法在分裂阶段
遍历对象时计算聚类的有效结点,得到聚类 CB1,CB3,CB4的有效结点为{J1};CB2的有效结点为{J1,J2};CB5的
有效结点为{J2};CB6 的有效结点为{J2,J3}.在合并阶段,对于结点 J1,由于聚类 CB1,CB2,CB3,CB4 的有效结点
都包括 J1,按照其与 J1 的距离排序,插入到优先队列 Q 中,即{CB2,CB1,CB3,CB4},依次取出队列中的聚类判断
是否合并,由于 CB2 与 CB1 的距离(2+1=3)小于 10,首先将其合并为 C1,其有效结点更新为{J1,J2},且 C1 与 J1
的距离为 1,与 J2 的距离为 2.然后计算 C1 与 Q 的下一个聚类 CB3 的距离为 3+1=4 小于 10,则将 CB3 合并到
C1,且 C1 与 J1 的距离仍为 1,继续计算 C1 与 Q 的下一个聚类 CB4 的距离,结果将 CB4 也合并到 C1 中,此时,
队列 Q为空,该结点周围的聚类合并过程结束.再对结点 J2合并其周围的聚类,由于 CB5,CB6和 C1的有效结点
都包含 J2,按照其与 J2的距离排序后插入到优先队列,得到 Q为{C1,CB5,CB6},依次合并 CB5和 CB6到 C1中,
结点 J2周围的聚类完成了合并过程.同理,对于其他结点反复执行这个过程,直到所有结点周围的聚类不能再合
并为止,形成最后的聚类结果. 

 
 
 
 
 
 

 
 
 
 
 
 
 
 

Fig.1  The merging of clusters 
图 1  聚类的合并 
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2.2   基于结点的聚类算法 

2.2.1   算法的思路以及与相关文献的比较 
基于密度的聚类算法(如 DBSCAN(density based spatial clustering of applications with noise)方法[7])首先任

意选择一个对象执行ε范围查询,如果该范围内至少包含 MinPts 个对象,则为这个对象创建一个聚类,并将该范
围内的对象都归到这个聚类中.然后,反复地对聚类中新的对象执行范围查询,直到聚类不再扩张为止.将这个
算法用于道路网络中的对象后,其主要部分为查找网络中对象的ε范围内的相邻对象,需要对每个对象点执行一
次基于网络距离的范围查询,当对象数量大时,代价很高.文献[13]中的ε-link方法实际上是一种基于密度的聚类
算法,它在网络遍历过程中插入新的对象点到当前聚类时,结点与聚类的距离发生变化,需要重复地访问结点的
相邻边及边上的对象点,尤其是在聚类包含多个边时,遍历过程需要更新每个结点与当前聚类的距离.当网络中
对象密集时,相邻边上对象的大量重复访问会产生很多不必要的代价.另外,该算法对于网络中的每个还未遍历
到的对象都需要执行一次ε-link算法进行网络的遍历,当对象数目大时,代价也很高. 

基于结点的对象聚类本质上也是一种基于密度的聚类算法,但它利用了网络的结点信息和网络拓扑结构
来进行扩展,避免了随意扩展带来的冗余距离计算,以及传统的基于密度算法中大量的范围查询.算法按照对象
与结点之间距离的顺序遍历边,以解决结点相邻边以及边上对象的重复访问问题. 
2.2.2   算法说明 

基于结点的对象聚类首先从某个结点出发,把结点周围的对象聚类在一起(满足相邻对象之间的距离小于
等于阈值ε的条件),并扩展到相邻结点,将相邻结点周围满足条件的对象也包含在该聚类中,直到聚类不能再扩
展为止;然后,对没有遍历过的结点循环这个过程,直到结点周围的对象都已指定给某个聚类为止;最后对网络
边上未形成聚类的对象,根据对象的聚类条件来判断是否能单独形成聚类.下面对算法的主要部分,即一个结点
周围对象的聚类形成及扩展过程进行详细说明. 

基于某个结点的聚类过程可以分为两步:初始化阶段和扩展阶段.初始化阶段先判断每个相邻边上与结点
相邻的对象与该结点距离是否小于等于阈值ε,以此来过滤掉不必遍历的边,然后对满足条件的相邻边按照对象
与结点的距离排序,将结点最相邻的对象作为初始聚类;在扩展阶段按顺序依次遍历相邻边上的对象来扩展初
始聚类,继续扩展到相邻结点,再对相邻结点周围的相邻边进行排序,按顺序遍历相邻边上的对象,直到相邻对
象之间的距离大于阈值ε,聚类不能再扩展为止.算法的伪码如下: 

算法 2. 基于结点的聚类算法,找某个结点周围的聚类 Find-cluster(ni). 
输入:基于一个网络的对象集合,结点 ni,距离阈值ε参数. 
输出:结点 ni周围对象的聚类结果. 
Q:优先队列,每一项 B为〈node1,node2,dist〉.表示边(node1,node2)上与 node1相邻的对象距离为 dist. 
Ndist[ni]:存储每个结点相邻边上离结点最近的对象的距离,初始值为无穷大. 
Begin 
1. for ni的每个相邻结点 nz do  /*初始化阶段*/ 
2.   o为边(ni,nz)的第 1个对象; 
3.   if (o<>null AND Dd(o.pos,ni)≤ε) OR (o==null AND W(ni,nz)≤ε) then 
4.     按照 o或 nz与 ni的距离顺序将〈ni,nz,Dd(o.pos,ni)〉或〈ni,nz,W(ni,nz)〉插入到 Q中; 
5. if Q不为空 then创建一个新的聚类 C,分配 cid; 
6. while Q不为空 do  /*扩展阶段*/ 
7.   取出 Q的队首第 1项 B;nx=B.node1;ny=B.node2; 
8.   if B.dist<Ndist[nx] then Ndist[nx]=B.dist; 
9.   o为边(nx,ny)的第 1个对象; 
10.   if o==null then Ndist[ny]=B.dist; Goto 19; 
11.   if Dd(o.pos,nx)+Ndist[nx]≤ε OR o为与 nx距离最近的对象 then 
12.     o.cid=C.cid;clustered(o)=true; 
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13.     nexto为边(nx,ny)从 o到结点 ny的下一个对象; 
14.     while nexto<>null AND Dd(o.pos,nexto.pos)≤ε 
15.       nexto.cid=C.cid;clustered(nexto)=true; 
16.       o=nexto;nexto为边(nx,ny)从 o到结点 ny的下一个对象; 
17.      if Dd(o.pos,ny)≤ε then 

18.       if Dd(o.pos,ny)<Ndist[ny] then Ndist[ny]=Dd(o.pos,ny); 
19.       visited(ny)=true; 
20.       for ny的每个相邻结点 nz(除了结点 nx) do 
21.         o为边(ny,nz)的第 1个对象; 
22.         if (o<>null AND Dd(o.pos,ny)≤ε) OR (o==null AND Ndist[ny]+W(ny,nz)≤ε) then 
23.           按照 o 或 nz与 ny的距离顺序将〈ny,nz,Dd(o.pos,ny)〉或〈ny,nz,Ndist[ny]+W(ny,nz)〉插入到 Q 的  

队首; 
End 
Find-cluster()算法需要一个优先队列 Q 顺序保存结点周围需遍历的相邻边以及边上与结点相邻的对象距

离.Q 中按结点分组排序其周围的边,扩展遍历的结点插入到 Q 的队首.数组 Ndist[ni]保存与结点 ni最近的对象

的距离,用于判断结点周围除最近的对象所在边之外其他相邻边上的对象是否需要遍历,并加入到由该结点最
近对象构造的初始聚类中(第 11 行).算法也处理了某个相邻边上没有对象,但边很短且跨越该边的两个对象之
间的网络距离仍小于ε的特殊情况(第 3,4,10,22,23行),这种情况也需要将对象加入到初始聚类中并继续扩展. 

结点 J1的聚类形成及扩展过程如图 1所示,假设阈值ε为 10,首先找到与结点 J1相邻的对象 p1,p2,p9, p10,
由于它们与 J1 的距离都小于 10,因此按照它们与 J1 的距离排序,将这些对象所在的边和距离按顺序插入到优
先队列 Q 中,即(〈J1,J2,1〉,〈J1,J6,2〉,〈J1,J7,3〉,〈J1,J5,5〉);然后,取出 Q 队首的边(J1,J2),把边上的第 1 个对象 p2(即
离 J1最近的对象)作为初始聚类 C1,其到 J1的距离 1存入 Ndist[J1]中,再遍历该边的下一个对象 p3,与 p2的距
离小于 10,因此将 p3加入到 C1中.由于 p3与结点 J2的距离小于阈值 10,再扩展到结点 J2并将与 J2的距离存
入 Ndist[J2].同理,排序结点 J2周围的其他相邻边,插入到 Q队首之后得到队列 Q为(〈J2,J8,2〉,〈J2,J3,4〉,〈J1,J6,2〉, 
〈J1,J7,3〉,〈J1,J5,5〉),接着取出 Q队首的边(J2,J8)进行遍历,由于边上第 1 个对象 p7与 Ndist[J2]的距离之和为 4,
小于 10,则将 p7加入到 C1中,并继续遍历下一个对象 p13,与 p7的距离也小于 10,因此将 p13也加入到 C1中.
由于 p14与 p13的距离为 12,大于 10,所以停止边(J2,J8)的遍历.取出 Q队首的边(J2,J3)继续遍历,直到相邻结点
J3.同理,处理结点 J3.把边(J3,J8)和(J3,J4)插入 Q 队首,再按顺序分别取出后遍历边上的对象,将相邻距离小于
10的对象都归入到 C1中,直到沿边(J1,J2)的方向不能再扩展为止.此时,队列 Q为(〈J1,J6,2〉,〈J1,J7,3〉,〈J1,J5,5〉).
用同样的方法取出 Q队首的边(J1,J6),由于 p1与 Ndist[J1]的距离之和为 3,小于 10,因此继续遍历该边(J1,J6)的
下一个对象加入到 C1中,沿着该边的方向扩展.重复此过程,直到队列 Q为空为止,即结点 J1周围的对象及相邻
结点的对象都加入到 C1中且不能再扩展为止. 

上述两个算法中引入的ε参数是一个用户定义的阈值,其取值决定了最后的聚类结果(聚类的大小和数目).
与文献[7]中的 DBSCAN 算法及文献[13]中的ε-link 方法类似,ε参数的取值可以根据实际应用,由用户经验或在
道路网络边上进行取样而得到.ε阈值可以控制聚类内对象之间的凝聚性以及聚类的独立性.如果网络中的任意
两个相邻对象之间的网络距离小于ε,并且它们被指定在某个聚类内,那么这两个对象必定属于同一个聚类. 

3   性能分析与实验 

3.1   算法分析 

基于边和基于结点的聚类算法的代价都线性于对象数目 N,算法需要遍历对象所在的网络边,其最差情况
下(所有的网络边上都有对象 ,聚类结果跨越了整个网络)需要遍历整个网络图 ,因此 ,算法的时间复杂度为
O(|V|log|V|+N),其中,V为网络中结点的个数,而 N为网络中对象的个数. 
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分析基于边的聚类方法,其高效性主要表现在以下 3点: 
1) 由于算法从某个合适的层次分组对象进行聚类的初始化,使得仅需少数的分裂和合并就能得到聚类的

结果,从而减少了将每个对象作为聚类的代价高的初始化以及中间合并过程.先分裂后合并的方法也避免了传
统的层次算法合并后难以调整结果的聚类准确度问题. 

2) 通过引入参数ε阈值,不仅控制了聚类内对象之间的相似度,而且控制了聚类之间的相似度,使得能够在
聚类的合并过程中尽早地发现合适的聚类结果;聚类的ε有效结点链表使得算法在合并聚类时提前过滤掉了不
必合并的聚类,减少了聚类之间合并的次数,提高了聚类合并的效率. 

3) 利用网络中聚类的特征,引入聚类块的概念来简化网络中聚类的表示和计算,并且在合并时只对结点相
邻的聚类(块)合并,减少了大量不同边上对象之间网络距离的计算,提高了聚类算法性能. 

分析基于结点的聚类方法,其高效性主要表现为以下 3点: 
1) 算法通过一种图遍历方法在遍历网络中对象的同时对其进行聚类,只需计算同一边上相邻对象或者与

结点相邻的对象之间的网络距离(利用结点来计算距离),避免了任意两个对象之间网络距离的重复计算. 
2) 遍历时不是从任意对象开始,而是从结点开始,按照相邻对象与结点之间距离的顺序依次向周围边扩

展.遍历到相邻结点时,也是先对该结点相邻的对象排序再按照顺序遍历相邻对象所在的边.这样,每个相邻边
只需访问一次,避免了相邻边及边上对象的重复访问,对于网络中对象密集的情况,将极大地提高聚类的效率. 

3) 通过基于结点的网络扩展,算法避免了传统的基于密度的聚类算法中对每个对象必须执行一次范围查
询的代价,同时,与基于边的算法相比,避免了聚类之间的合并过程. 

对于道路网络中对象密集、对象数目多的情况,基于边的聚类算法先对每个边上的所有对象构成一个聚
类,而不是将每个对象作为初始聚类,这可以使聚类初始化和合并的代价大为减小;另一方面,对象密集使得对
象之间的距离减小,聚类块中对象数目增多,但网络中聚类块本身数目并没有增加,聚类块的合并代价并没有增
加.然而,文献[13]中的 single-link 方法的初始聚类数量会大量增加,合并代价也随之增加,因此,在网络中对象密
集的情况下,基于边的聚类算法更高效.基于结点的方法从结点开始遍历网络,而不是从某个对象开始,同时,在
遍历多个相邻边时,也是按照各个边的对象与结点之间距离的顺序进行,避免了文献[13]中的ε-link 方法重复访
问相邻边及边上对象的过程,在边上的对象数目较多时,会减小更多的代价开销,因此更适用于道路网络中对象
密集的情况. 

3.2   实验评估 

3.2.1   实验配置和数据集 
实验的硬件环境配置为 Pentium(R)4 2.39GHz CPU和 256MB内存的 PC,软件环境为 Linux平台,所有代码

均用 C++实现.为了与 Yiu 等人在文献[13]中提出的空间网络聚类算法比较,我们使用与其相同的数据集.数据
集包括两部分:道路网络和位于其中的对象集合.道路网络数据集分别使用Oldenburg城市和San Francisco城市
的真实道路数据,并在此基础上对道路网络进行了变换,将其转换为图模型,即边和结点的表示形式. 

道路网络上的对象数据集通过Yiu的对象数据生成器得到.这个生成器可以通过在一个网络中产生大量的
对象来模拟真实世界的聚类形态,有利于比较聚类的效果.数据集的特点是对象的分布使得产生的聚类有一个
密集中心,其边界的对象逐渐稀疏.在使用这个对象生成器时,必须给定以下几个参数:K,ptNum和 olratio,其中:K
表示产生的聚类总数;ptNum 表示对象总数;olratio 表示孤立点的比率.对象生成器产生 ptNum×(1−olratio)个对
象,平均分布在 K 个密集中心周围(即每个聚类包含 ptNum×(1−olratio)/k 个对象).另外,ptNum×olratio 个对象作
为孤立点随机分布在网络中.例如,设 K=10,ptNum=100000,olratio=1%,则产生 10个聚类,每个聚类包含 9 900个
对象,其他 1 000 个对象随机分布.这样的数据集有利于我们直接评估聚类算法的效果.由于我们的模型将道路
网络上的对象表示为边和相对位置,实验前还需要将每一个对象由(x,y)坐标的表示转换为(edge,pos)的形式. 
3.2.2   实验内容和结果分析 

为了评估聚类算法的有效性和性能,我们将基于边的算法(表示为 eb-cls)和基于结点的算法(表示为 nb-cls)
分别与传统的 DBSCAN[7]算法和 Yiu等人提出的ε-link(图中表示为 e-link)和 single-link算法[13]进行比较(考虑
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到他们提出的另一个 k-medoids 算法在聚类效果和效率上明显不如这两种方法,省略了与它的比较).首先,对于
同一个道路网络,我们改变数据集的对象分布(聚类数目为K)来观察并测量聚类的效果和聚类算法的时间消耗,
再改变对象数目(ptNum),使得网络中对象由稀疏逐渐密集,评估聚类算法的效率;然后,我们选择了一个更为复
杂的道路网络来比较聚类算法随对象数变化的性能;最后,比较我们的算法中ε参数对聚类效果和效率的影响. 

根据对象生成器的特点,我们统计出算法得到的聚类总数以及每个聚类中的对象总数,比较不同算法的聚
类效果(注意:只统计对象数大于 ptNum×olratio 的聚类,其他的作为异常点).在实验中,对象总数 ptNum 设为  
100 000,olratio设为 1%,K分别为 10,20,50,100,1 000,以产生不同数目的聚类.调整聚类算法的参数使算法能够
找出数据集中预先产生的聚类结果 .最后 ,统计每个算法得到的聚类数 (记为 K′)和每个聚类中的对象数
(ObjNumi)并与数据集产生的聚类数和对象数作比较,计算出对象数平均绝对百分比误差(记为 MAPE(mean 
absolute percent error)).这个度量值可衡量聚类效果. 

 ∑ ′

= −×
−

′
= k

i
i

kolratioptNum
ObjNum

k
MAPE

1 /)1(
11  (1) 

实验统计结果见表 1.我们可以看出,eb-cls和 nb-cls算法可以较精确地找到数据集产生的聚类数,而且当产
生的聚类数大于 10时,聚类结果的平均相对误差均小于 DBSCAN,ε-link和 single-link算法,聚类效果更好. 

Table 1  Comparison of clustering effectiveness 
表 1  不同算法的聚类效果比较 

K Cluster effectiveness measure DBSCAN ε-link single-link eb-cls nb-cls 
K′ 10 10 10 10 10 10 

MAPE 0.000 27 0.000 27 0.001 57 0.004 93 0.005 76 
K′ 18 18 18 19 19 20 

MAPE 0.111 56 0.111 56 0.107 90 0.047 84 0.045 54 
K′ 48 48 48 48 48 50 

MAPE 0.042 49 0.042 49 0.040 17 0.022 69 0.020 57 
K′ 95 95 95 98 98 100 

MAPE 0.053 85 0.053 85 0.052 66 0.014 50 0.013 31 
K′ 958 957 961 952 956 1000 

MAPE 0.056 75 0.055 78 0.050 42 0.008 02 0.002 62 

我们调整算法的参数使得不同算法产生相近的聚类效果,然后比较聚类算法的时间效率.图 2 和图 3 分别
显示了在不同聚类数目 K的情况下,我们提出的聚类算法与 DBSCAN以及与ε-link和 single-link算法聚类过程
所花费的时间比较.从图中可以看出:eb-cls和 nb-cls算法效率大大高于 DBSCAN算法,这是由于 DBSCAN算法
需要对每个对象执行一个范围查询,其时间代价很高;而与ε-link 和 single-link 算法相比,eb-cls 和 nb-cls 算法的
聚类性能也提高了 1~3 倍.从图中还可以看出:在道路网络中,随着聚类数目的增加,eb-cls 和 nb-cls 算法具有较
好的伸缩性.另外,由于 nb-cls算法不需要聚类的合并过程,当聚类结果数目 K较大时,其性能较好于 eb-cls算法. 

 
 
 
 
 
 
 
 
 
 
 
 

Fig.2  Comparison with DBSCAN in different K 
图 2  不同 K下与 DBSCAN比较 

Fig.3  Comparison with ε-link, single-link in different K 
图 3  不同 K下与ε-link,single-link比较 
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为了评估不同的聚类算法在网络中对象密度不同时的聚类效率,我们对 Oldenburg 城市道路网络(结点数
为 6 105,边数为 7 035)增加对象的数目,使得网络中对象由稀疏变得密集,以评估不同算法的时间效率.聚类数K
设为 50,图 4和图 5分别显示了对象数目 ptNum分别为 20k,50k,100k,200k,500k,1000k时,eb-cls和 nb-cls算法
与 DBSCAN 以及ε-link 和 single-link 算法的性能比较.从图中可以看出:当聚类结果数目固定时,对不同的对象
数,DBSCAN 以及ε-link 和 single-link 聚类算法的效率都低于 eb-cls 和 nb-cls 算法;而且随着对象数目的增
大,DBSCAN 算法性能急剧恶化.而对于其他 4 种算法,single-link 聚类的时间花费随着对象数增加较快,而
ε-link,eb-cls 和 nb-cls 算法的时间增加趋势较为缓慢.当网络对象密集时(例如实验中 1000k 个对象的情况), 
eb-cls和 nb-cls算法的效率明显高于其他方法.另外,nb-cls算法由于不需要合并过程,其性能在对象数目增大时
也略高于 eb-cls算法.我们在另一个更复杂的道路网络 San Francisco(结点数为 174 956,边数为 223 001)中也产
生不同数目的对象并进行相同的实验,评估不同聚类算法的时间效率,得到了相同的结论.实验结果如图 6所示.
另外,由于算法需要遍历网络图,当使用这个更复杂的道路网络时(网络的边和结点数增加),聚类代价增加. 

在我们提出的算法中,ε参数是一个用户定义的阈值,其取值决定了聚类结果.在最后的实验中改变参数ε取
值,测试其对 eb-cls和 nb-cls算法的聚类效率和聚类结果的影响.我们设置对象数 ptNum为 100k,聚类数 K为 20,
使用 San Francisco道路网络,其中边的平均长度为 1 422,最大边的长度为 86 069,参数ε分别取 50,100~500,图 7
显示了算法的时间消耗.可以看出,参数ε对我们的聚类算法的效率影响较小.表 2 显示了算法随着参数ε变化的
聚类效果.不同ε得到的聚类结果精度不同,对于此实验环境,当ε取 200时,算法得到较好的聚类结果. 
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Fig.6  Comparison with ε-link, single-link 
in different #obj 

图 6  不同对象数目下与ε-link和 single-link比较 

Fig.7  Effect of different ε on 
clustering efficiency 

图 7  不同ε对聚类效率的影响 

Fig.4  Comparison with DBSCAN 
in different #obj 

图 4  不同对象数目下与 DBSCAN比较 

Fig.5  Comparison with ε-link, single-link 
in different #obj 

图 5  不同对象数目下与ε-link和 single-link比较 
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Table 2  Effect of different ε on clustering effectiveness 
表 2  参数ε对聚类效果的影响 

ε Cluster effectiveness measure eb-cls nb-cls 
K′ 10 10 50 

MAPE 0.721 39 0.577 69 
K′ 19 19 100 

MAPE 0.346 49 0.510 70 
K′ 19 19 200 

MAPE 0.034 93 0.002 41 
K′ 19 19 300 

MAPE 0.047 85 0.045 55 
K′ 19 19 400 

MAPE 0.047 86 0.047 58 
K′ 19 19 500 

MAPE 0.047 84 0.047 67 

通过上述比较可以看出:对于道路网络中的对象聚类,基于边和基于结点的聚类方法可以有效地找出对象
聚类的结果;而且算法的效率较高、伸缩性良好,是两种较为高效、实用的聚类算法. 

4   结  论 

本文主要对道路网络中的对象聚类方法进行研究,根据网络距离重新定义道路网络中对象的聚类问题.我
们开发出网络的特征,提出新的基于网络距离的对象聚类方法——基于边和基于结点的聚类方法.实验表明,新
的聚类方法是可用且高效的.聚类道路网络中的对象可以应用于交通系统中对城市道路网络中车辆的堵塞情
况进行检测. 
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