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摘　要: 目前已有的代码坏味检测方法仅依赖于代码结构信息和启发式规则, 对嵌入在不同层次代码中的语义信

息关注不够, 而且现有的代码坏味检测方法准确率还有进一步提升的空间. 针对该问题, 提出一种基于预训练模型

和多层次信息的代码坏味检测方法 DeepSmell, 首先采用静态分析工具提取程序中的代码坏味实例和多层次代码

度量信息, 并对代码坏味实例进行标记; 然后通过抽象语法树解析并获取源代码中与代码坏味相关的层次信息, 将

其中的文本信息与度量信息相结合生成数据样本; 最后使用 BERT 预训练模型将文本信息转化为词向量, 应用

GRU-LSTM模型获取层次信息之间潜在的语义关系, 并结合 CNN模型与注意力机制检测代码坏味. 在实验中, 选

取 JUnit、Xalan和 SPECjbb2005等 24个大型实际应用程序构建训练集和测试集, 并对特征依恋、长方法、数据

类和上帝类等 4种代码坏味进行检测. 实验结果表明, DeepSmell与目前已有的检测方法相比在平均查全率和 F1

值上分别提高了 9.3%和 10.44%, 同时保持了较高的查准率, DeepSmell可以有效地实现代码坏味检测.
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Abstract:  Most  of  the  existing  code  smell  detection  approaches  rely  on  code  structure  information  and  heuristic  rules,  while  pay  little

attention  to  the  semantic  information  embedded  in  different  levels  of  code,  and  the  accuracy  of  code  smell  detection  approaches  is  not

high.  To  solve  this  problem,  this  study  proposes  a  novel  approach  DeepSmell  based  on  a  pre-trained  model  and  multi-level  metrics.  Firstly,

the  static  analysis  tool  is  used  to  extract  code  smell  instances  and  multi-level  code  metric  information  in  the  source  program  and  mark

these  instances.  Secondly,  the  level  information  that  relate  to  code  smells  in  the  source  code  are  parsed  and  obtained  through  the  abstract

syntax  tree.  The  textual  information  composed  of  the  level  information  is  combined  with  code  metric  information  to  generate  the  data  set.

Finally,  text  information  is  converted  into  word  vectors  using  the  BERT  pre-training  model.  The  GRU-LSTM  model  is  applied  to  obtain

the  potential  semantic  relationship  among  the  identifiers,  and  the  CNN  model  is  combined  with  attention  mechanism  to  code  smell

detection.  The  experiment  tested  four  kinds  of  code  smells  including  feature  envy,  long  method,  data  class,  and  god  class  on  24  open
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source  programs  such  as  JUnit,  Xalan,  and  SPECjbb2005.  The  results  show  that  DeepSmell  improves  the  average  recall  and  F1  by  9.3%
and 10.44% respectively compared with existing detection methods, and maintains a high level of precision at the same time.
Key words:  code smell; deep learning; pre-trained model; abstract syntax tree; multi-level information
 

代码坏味会导致软件开发过程减缓并且增加失败的风险, 使软件难以理解、维护和演化 [1], 程序员往往需要

不断修改源代码以适应新的需求或修复软件系统中的设计缺陷. 为了更好地描述软件系统中的设计缺陷问题,
Fowler等人 [2]对影响软件质量的设计问题进行定义, 提出了代码坏味的概念. 目前研究人员提出应用重构技术在

不改变代码外部行为的前提下消除代码坏味, 代码坏味检测已成为发现代码设计缺陷并确定重构位置的常用方法 [3].
目前研究人员已经设计了多种代码坏味的检测工具, 比较著名的有 JDeodorant[4]、iPlasma[5]和 Fluid [6]等, 这

些检测工具大多采用基于启发式规则的方法, 在识别代码坏味时单纯依赖代码度量信息或开发人员定义的规则,
由于不同工具选取的阈值各不相同, 导致代码坏味检测结果假阳性率过高. 为了避免阈值选择问题和降低假阳性

率, 很多研究人员开始采用机器学习方法来解决启发式规则方法的局限性. Fontana等人 [7]对多种机器学习方法在

检测代码坏味上的性能进行评估, 证实了机器学习方法检测代码坏味的有效性. Fabiano等人 [8]则比较了启发式规

则方法与机器学习方法在检测代码坏味方面的性能, 他们认为这两种检测方法都存在一定局限性, 在查准率方面

有待进一步提升.
随着深度学习技术的广泛应用, 很多研究人员开始探索将深度学习技术应用于代码坏味检测. 马赛等人 [9]将

概念性度量与代码圈复杂度结合以对过大类进行检测. 王曙燕等人 [10]采用反向传播神经网络分别将方法级和类

级的代码坏味进行融合, 对同一数据集中存在不同类型代码坏味进行检测. Liu等人 [11]提出一种自动生成代码坏

味的方法来构建代码坏味数据集, 并采用深度学习的方法检测代码坏味. 此外, 一些研究人员从代码坏味严重

性 [12]、代码坏味相关性 [13]和代码坏味重构推荐 [14]等方面进行了研究.
虽然现有的方法在代码坏味检测上已经取得一定的成效, 但仍存在以下几个方面的问题亟需进一步完善.

(1)现有的检测方法很少关注嵌入在多层次代码中的语义信息, 在获取文本信息之间的语义关系时通常采用长短

期记忆网络 (long short-term memory, LSTM)模型, 信息之间的交互只在 LSTM内部进行, 获取上下文之间的潜在

语义信息不充分, 不能准确地反映不同层次信息之间的语义关系; (2) 现有的工作中公开的代码坏味数据集较少,
且大多数只包含代码度量信息, 缺少语义等多层次信息; (3)获取与代码坏味相关的多层次文本信息困难, 过程繁

琐且浪费大量的时间; (4)现有的代码坏味检测方法在查准率方面不是足够高, 还有进一步提升的空间.
针对目前研究存在的问题, 本文提出一种基于预训练模型和多层次信息的代码坏味检测方法 DeepSmell. 该

方法首先采用静态分析工具从源程序中提取代码坏味实例和多层次的代码度量信息, 并对代码坏味实例进行标

记. 其次, 为了实现文本信息的自动获取, 设计了自动提取多层次信息的工具, 通过解析抽象语法树 (abstract syntax
tree, AST)来获取源代码中与代码坏味相关的信息, 将多层次信息组成的文本信息与度量信息相结合生成数据样

本. 最后采用 BERT 预训练模型将文本信息转化为词向量, 应用 GRU-LSTM 方法获取文本信息之间嵌入的语义

关系, 并结合卷积神经网络 (convolutional neural network, CNN)模型与注意力机制对代码坏味进行检测. 为了评

估 DeepSmell的有效性, 我们选取 JUnit、Xalan和 SPECjbb2005等 24个大型实际程序构建训练集和测试集, 并
对特征依恋、长方法、上帝类和数据类等代码坏味进行检测 .  实验结果表明与目前已有的检测方法相比 ,
DeepSmell在平均查全率和 F1值上分别提高了 9.3%和 10.44%, 同时保持了较高的查准率, DeepSmell可以有效

的实现代码坏味检测.
本文主要贡献包括:
(1)选取 24个不同领域的大型实际应用程序作为语料库, 提取每个应用程序的代码度量信息和文本信息, 构

建特征依恋、长方法、上帝类和数据类等 4种代码坏味数据集.
(2)提出一种基于深度学习的代码坏味检测模型 DeepSmell, 设计了一个能够自动获取源程序中不同层次信息

的工具, 通过 BERT-GRU-LSTM相结合的文本信息表示方法获取多层次信息之间的潜在语义关系, 应用 CNN模

型获取代码度量中的特征信息, 将文本信息与度量信息相结合的特征信息, 通过注意力机制与标签做映射, 提高代
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码坏味检测的查准率.
(3)将 DeepSmell与现有的 4种基于深度学习的代码坏味检测方法进行比较, 验证了 DeepSmell的有效性.
本文第 1节介绍相关研究的现状, 并对此进行总结与分析. 第 2节介绍本文提出的代码坏味检测方法. 第 3节

对所提出方法进行验证与评估. 第 4节进行总结和未来工作的展望. 

1   相关工作

目前, 关于代码坏味检测方法的研究主要分为 3类: 基于规则的方法、基于机器学习的方法和基于深度学习

的方法. 

1.1   基于规则的检测方法

基于规则的方法单纯依赖代码中的度量信息或者依靠有经验的专家定义的启发式规则识别特定的代码坏味.

王莹等人 [15,16]对现有的代码坏味检测方法进行总结, 提出一种加权聚类的方法级网络软件自动重构方法. Moha等

人 [17]提出一种 DECOR方法, 定义了检测代码坏味的规范, 采用一组特定的规则描述受代码坏味影响类的内部特

性. Sales等人 [18]提出一种基于依赖的方法 JMove, 通过比较依赖的相似性来推荐移动方法的重构机会. Tsantalis

等人 [3]开发了 JDeodorant坏味检测工具, 采用杰卡德距离计算两个实体之间的相似性来检测特征依恋坏味, 并推

荐方法可移动的重构机会. 经过改进, 增加了对其他 4种代码坏味 (重复代码、switch语句、长方法和上帝类)推

荐重构的机会. Fard等人 [19]提出了一种基于动态语言的代码异味检测工具 JSNose, 利用面向对象语言的一些指标

来检测 JavaScript语言中的代码坏味. Fernandes等人 [20]对代码坏味检测工具进行了系统的总结, 通过基于定量和

定性的数据讨论了相关的可用性问题, 为开发人员设计代码坏味检测工具提出了指导方针 [21,22]. 然而, 开发人员的

主观性影响了代码坏味检测工具的设计, 不同工具之间的选择阈值也缺乏一致性. 

1.2   基于机器学习的检测方法

为了解决基于启发式规则方法的局限性, 各种机器学习算法用来检测代码坏味, 例如: Naive Bayes[23]、

SVM[24]和 Decision Tree[25]等. Amorim等人 [26]将决策树算法与人工 oracle、现有的检测方法和其他机器学习算法

在一个包含 4 个开源项目的数据集上进行了比较, 证实了决策树算法识别代码坏味具有更好的性能. Nucci 等

人 [27]指出以前的工作中只包含一种代码坏味数据集不能代表真实的场景, 通过对类级和方法级数据进行结合来

生成符合真实场景的数据集, 揭示了当前技术的局限性. Guggulothu等人 [28]分析了 Nucci工作中性能下降原因, 采

用多标签分类来检测代码是否受到多种坏味的影响. Khomh等人 [23]提出了 BDTEX, 一种基于目标问题度量的方

法. 从反模式的定义构建贝叶斯信念网络, 通过 3种反模式来验证 BDTEX在检测上帝类时的性能. Maiga等人 [29]

提出了一种新的基于机器学习技术的反模式检测方法 SVMDetect. 基于涉及 3个主题系统的数据集上进行验证,

在检测一组类级别代码坏味时, SVMDetect的性能优于 DETEX. 王继娜等人 [30]提出一种基于排序损失的集成分

类器链多标签代码坏味检测方法, 将随机森林作为基础分类器并采取多次迭代 ECC的方式, 优化代码坏味检测顺

序问题. 现有的工作 [7]研究表明, 机器学习算法在检测代码坏味上仍存在一定的局限性. 

1.3   基于深度学习的检测方法

近几年一些研究人员开始将深度学习方法用于检测代码坏味, 它可以从提取的特征中学习来识别代码坏味.
Liu等人 [31,32]通过自动生成类级别和方法级别的代码坏味生成数据集, 采用文本信息和度量信息作为分类器输入,
对代码坏味进行检测. Ananta等人 [33]采用 CNN模型对大脑类和大脑方法进行了检测. 郭学良等人 [34]提出一种文

本信息的表示方法来获取潜在语义信息, 并与 CNN模型相结合来检测特征依恋坏味. Singh等人 [35]提出基于功能

相关性和语义相关性检测长方法和长链表. 房春荣等人 [36]通过提取源代码的语法和语义信息作为模型输入, 应用

图神经网络对克隆代码进行检测. 刘弋等人 [37]利用图结构建立类间方法调用图和类内结构图, 采用孤立森林算法

缩小上帝类的检测范围, 以平均值和比例因子的乘积作为阈值筛选上帝类. 目前, 采用深度学习技术检测代码坏味

处于探索阶段, 上述工作虽然取得较好的效果, 但基于深度学习的代码坏味检测尚需做进一步研究. 
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2   代码坏味检测方法

为了提高检测代码坏味的查准率, 本文提出了一种基于预训练模型和多层次信息的代码坏味检测方法. 在第

2.1节给出本文所提出方法的框架图, 第 2.2–2.7节对该方法的各个关键部分进行介绍. 

2.1   方法概述

基于深度学习的代码坏味检测方法 DeepSmell 框架图如图 1 所示. 首先, 选取 24 个实际应用程序作为语料

库, 采用静态分析工具提取源程序中的代码坏味实例和多层次代码度量信息, 并对代码坏味实例进行标记; 然后通

过抽象语法树解析并获取源代码中与代码坏味相关的层次信息, 将其中的文本信息与度量信息相结合生成数据样

本, 以此作为神经网络分类器的输入, 分类器的预期输出为样本的标签 (即是否为代码坏味). 经过多次在训练集上

训练, 最终获取训练好的分类器, 通过测试集测试分类器的性能, 并给出代码坏味的检测结果.
  

应用程序

抽象语法树 文本信息

度量信息 测试集

训练集

分类器

神经网络分类器

代码坏味检测结果静态分析工具

图 1　基于深度学习的代码坏味检测方法框架图
  

2.2   输入的生成

本节介绍如何提取源程序中的文本信息与度量信息, 从而生成深度学习模型的输入. 

2.2.1    方法级代码坏味输入

对于检测特征依恋和长方法两种方法级别的代码坏味, 选取项目、包、类、方法等 4种不同层次的代码度量

项作为模型的度量信息输入. 代码度量项的详细信息如表 1所示, 总计选取了 32种不同级别的度量项, 其中, 项目

级度量 2 种、包级度量 2 种、类级度量 13 种、方法级度量 15 种, 每种不同级别的度量信息都包含多种特征信

息, 不同级别的度量信息之间存在包含关系.
源程序中很多代码的命名方式都基于它的功能, 因此嵌入在不同层次中的语义信息可能与代码坏味相关联.

此外不同层次信息之间在语义关系上也存在某种联系, 因此我们通过获取源程序中项目、包、类和方法等多层次

信息作为模型的文本信息输入. 文本信息主要包含项目名、包名、类名、方法名等组成的长单词序列. 本文方法

级别的输入包含文本信息和度量信息两部分, 如公式 (1)所示.
input = ⟨text_input,metric⟩
text_input = ⟨name

(project) ,name (package) ,name (class) ,name (method)⟩
metric = ⟨metric1,metric2, . . . ,metricn⟩

 (1)

其中 ,   input 表示分类器输入 ,   text_input 表示文本信息输入 ,  metric 表示度量信息输入 ,  name(project)、
name(package)、name(class)、name(method)分别为项目、包、类、方法的名称, metrici 表示第 i 个度量项, n 为度

量项个数. 

2.2.2    类级代码坏味输入

对于上帝类和数据类两种代码坏味, 选取 13种类级代码度量项作为分类器的度量信息输入.
一个类中的各个成员通过完成各自的功能, 共同构成其所在类的对外行为与角色, 因此, 一个类中的多个成员

之间应该存在着语义上的相互关联 [31], 这里选取了类名及类中所有方法名组成文本信息作为模型的文本信息输

入. 类级代码坏味的分类器输入如公式 (2)所示:
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input = ⟨text_input,metric
⟩

text_input = ⟨name
(class) ,name (m1) ,name (m2) , . . . ,name (mn)

⟩
metric = ⟨metric1,metric2, . . . ,metricn⟩

 (2)

其中, mi 为被检测类中声明的第 i 个方法名, 其余符号表示同公式 (1).
 

表 1    度量项

名称 度量项 说明 名称 度量项 说明

项目

级
LOC
NOM

项目代码行数

方法数量
包级

NOC
NOM

类的数量

方法数量

类级

NOAM 类内的 get/set 方法个数

方法

级

NOP 参数个数

NOM 类内方法个数 CC 改变的类

ATFD 被检测类所访问的外部类属性个数 ATFD 被检测方法所访问的外部类属性个数

FANOUT – FDP 外部访问数据数量

NOA 属性数 CM 改变的方法

DIT 被检测类距离其所在继承关系树根节点的最大层数 MAXNESTING 最大嵌套级别

LOC 类代码行数 LOC 方法代码行数

TCC 类中通过访问相同属性而发生关联的方法对个数 CYCLO 圈复杂性

NOPA 公共属性的数量 NOLV 局部变量个数

CBO 对象类之间的耦合 NOAV 访问的变量数

WMC 类的圈复杂度 LAA 属性访问的局部性

WOC 加权方法数量 FANOUT –
AWM 平均方法权重 CINT 耦合强度

CDISP –
isStatic 是否为静态方法

  

2.3   数据预处理

首先根据获取的文本信息进行数据预处理, 依据驼峰命名法和下划线规则对文本信息进行分词, 每个长单词

序列由 4 种不同层次信息组成. 其次, 对每个长单词序列进行数据清洗, 去除层次信息中的特殊符号和无用字符,
将处理后的单词序列进行 token化处理生成 token序列, 并计算每个单词序列的长度. 最后通过 BERT预训练模型

词表将 token序列转化成词向量.
通过对文本信息中的每个长单词序列进行统计发现 96%以上的长单词序列长度均小于 60维. 为了获取

多层次信息之间的语义关系, 本文设置词向量映射维度为 60 维. 对于没有达到 60 维的序列, 采用 padding 处

理全部以 0 进行填充达到 60 维, 对于超过 60 维的序列只截取前 60 个词向量作为多层次信息之间潜在语义

关系的表示. 

2.4   文本信息表示

LSTM一直被用来捕获文本信息中多层次信息之间的潜在语义关系, 通过直接将当前时刻的信息和隐藏状态

信息作为 LSTM的输入, 信息之间的交互只在 LSTM内部进行, 信息之间的交互不充分, 获取的语义信息不能充

分反映多层次信息之间的潜在语义关系. 为了能够更加充分挖掘文本信息中的潜在语义关系, 本文提出一种文本

语义信息的表示方法. 该方法包含 BERT[38]词嵌入层、门控循环单元 (gate recurrent unit, GRU)[39]层和 LSTM层,
如图 2所示.

现有的工作大多采用 Glove[40]和Word2Vec[41]等词嵌入模型, 虽然在一定程度上考虑了上下文的信息, 但无法

获取同义词之间的相关性, 也很难计算词之间的相似度. BERT预训练模型能够充分融合词之间的上下文信息, 可
以更加充分的表示词的多义性. 在图 2中应用 BERT模型将文本信息中的长单词序列映射为固定维度词向量, 以
向量之间的相似性反映多层次信息之间的语义相关性. 将 BERT 模型映射出的词向量作为 GRU 层的输入, GRU
单元内部包含重置门和更新门, 通过重置门定义隐藏信息与输入信息结合的量, 将重要的信息传输到更新门, 更新
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门定义当前时间步保留隐藏信息的量, 得到 GRU单元的输出结果. 通过引入额外的 GRU层来增加信息之间的交

互, 更好的获取上下文之间的语义信息, 将 GRU的输出视为新的输入和新的隐藏状态作为 LSTM的输入. 计算过

程如公式 (3)所示:

r = σ
(
ω
[
gt−1,V (Wt)

]
+b
)

z = σ
(
ω
[
gt−1,V (Wt)

]
+b
)

g′ = tanh
(
ω
[
gt−1 ⊙ r,V (Wt)

]
+b
)

gt = (1− z)⊙gt−1 + z⊙g′


(3)

⊙ ω

gt−1 g′ gt

其中, r、z、σ、V(Wt)、tanh、    、    分别表示重置门、更新门、Sigmoid 激活函数、层次信息映射的词向量、

tanh激活函数、乘法运算符、权重矩阵;    、   和   分别表示前一时刻传输的状态、重置之后的状态和当前时

刻的状态.
  

单词序列

项目名 方法名

wnw3

BERT

w2w1

V(W1)

g1 g2 g3

h1 h2 h3

gn

hn

V(W2) V(W3) V(Wn)

包名 类名

词向量

BERT 层

GRU 层

LSTM 层

图 2　文本信息表示方法
 

LSTM 层通过输入门、遗忘门、输出门来控制内部的状态流, 通过前一单元的状态和隐藏状态来更新当

前时间步单元的状态和隐藏状态. 输入门控制每个单元更新的信息量, 遗忘门控制前一个单元遗忘的信息量,
输出门控制内部存储状态应该输出的信息量. 输入和隐藏的特征维度均设置为 256, 计算过程如公式 (4)所示.
通过采用 GRU-LSTM相结合的方法增加文本信息中层次信息之间的交互, 更好的表示这些层次信息之间潜在

的语义关系.
c
′
t = tanh

(
ω
[
ht−1,Y (g)

]
+b
)

ht = ottanh
(

ft ⊙ c
′

t−1 + it ⊙ c
′
t

)  (4)

c
′
t

c
′

t−1 c
′
t Y(g)

其中, it, ft, ot 分别表示输入门、遗忘门和输出门, 计算方法与 GRU中重新门和更新门相同.    表示当前单元状态,

 表示   前一时刻单元状态, b 表示可训练参数.    表示 GRU层的输出作为 LSTM的输入, ht 表示存储单元的

输出信息. 

2.5   度量特征表示

对于从源程序中获取的代码度量信息作为分类器的度量信息输入, 采用 CNN模型来获取代码度量信息中的

深层次特征. CNN模型由输入层、卷积层、最大池化层和全连接层组成, 卷积核大小为 1, CNN滤波器为 128, 卷
积方式为 same, 步长为 1. 通过将卷积层和最大池化层相结合的方法, 逐层提取特征信息. ReLU函数增加各层之

间的非线性关系, 最大池化层降低特征维度来提高运算效率, Dropout层来减少隐藏节点的相互作用, 防止过拟合

的影响, 通过全连接层不断调整最优的参数组合, 度量特征表示如图 3所示.
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图 3　度量特征表示
  

2.6   基于深度学习的检测

该检测方法的输入分为两部分: 文本信息输入和度量信息输入. 检测方法结构分为 3部分: 文本信息方法表示、

代码度量信息特征表示、信息融合的代码坏味检测, 深度学习模型结构如图 4所示.
  

Text Code metrics

CNN
Bert model

GRU GRU GRU

LSTM

GRU Dropout

Dense

Merge

③
Attention

Dense

Output

LSTMLSTMLSTM

②①

图 4　深度学习模型结构
 

在①部分中, 将文本信息作为输入信息, 通过 BERT词嵌入模型将文本信息映射为词向量, 使用 GRU-LSTM
结合的方法充分获取文本中的语义信息 (见第 2.4节).

在②部分中, 我们将获取的代码度量信息作为 CNN模型的输入, 通过 CNN模型提取代码度量信息中的相应

数据特征 (见第 2.5节).
在③部分中, 将文本特征表示与代码度量特征表示通过合并层 (merge)进行拼接. 通过注意力机制 [42]将特征

信息与预期标签做映射, 计算特征信息对检测代码坏味的重要程度, 增加对预测结果重要信息的关注, 抑制其他无

用信息, 并对信息重新进行加权求和计算, 为序列中每个特征都重新分配一个权重系数, 再通过全连接层映射到最

后的分类. 

2.7   数据集生成

收集 24个开源的大型实际应用程序作为语料库, 这些应用程序及其配置如表 2所示. 可以看出, 选取的应用

程序中总计达到 70万以上代码行数, 其中 Xalan、HSQLDB、Cassandra等 13个程序中代码行数超过 1万以上;
选取的应用程序共包含了 6880个类, 其中 Displaytag、Cobertura、Freedomotic等 15个程序中包含 100个以上的类;
包含了 60 000多个方法, 其中 JBoss、JGroups、RxJava等 12个程序中包含 1 000个以上的方法. 这些应用程序来

源于分布式调度框架、Java虚拟机实现、安全物联网框架等多个领域, 我们通过获取这些应用程序的文本信息和

代码度量信息生成代码坏味数据样本, 通过对数据样本进行标记生成 4种代码坏味的数据集.
为了能够自动获取这些应用程序中的文本信息, 我们设计了一个可以在 AST上提取多层次信息的工具. 该工

具在 Eclipse JDT框架下开发, 首先将源程序 AST解析, 将获取的对象存放在 ICompilationUnit对象中, 通过继承
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ASTVisitor 实现一个子类作为具体的访问者遍历所有 AST 节点, 访问的参数类型为 PackageDeclaration、

TypeDeclaration、MethodDeclaration, 获取对应类型的多层次信息.
 

表 2    应用程序

应用程序 用途 NOC NOM LOC

方法级

Displaytag 自定义标记的开源套件 262 945 9 019
Cobertura Java代码覆盖率报告工具 165 1 156 14 723
Freedomotic 安全物联网框架 501 3 867 33 857
JavaCC 解析器生成器 180 1 487 20 861
JSmooth 可执行包装器 101 886 10 411
Freecs 开源测试程序 139 1 404 20 720
FitJava 开源测试程序 61 456 2 916
JUnit 单元测试 93 796 5 108
Xmojo JMX规范实现 29 266 3 392

类级

JBoss 应用服务器 612 5 269 75 513
JGroups 群组通讯工具 273 2 235 15 587
Job 分布式任务调度框架 46 227 1 638

RxJava 响应式扩展的Java虚拟机实现 736 4 181 41 273
Xalan XSLT处理器 968 10 413 171 427

Jadventure Java文本游戏 36 145 1 215
JUnit 单元测试 462 3 960 20 645

HSQLDB 数据库 548 11 043 190 614
SPECjbb2005 Java 应用服务器测试 76 747 12 713
Blueblock Java文本游戏 13 88 1 178
Cassandra 分区行存储 1 066 10 640 83 001
JavaStud Java示例系列项目 218 459 4 229
Mmseg4j Java中文分析器 16 97 716
Mybaits3 测试代码 224 1 003 5 183
Redomor Java文本游戏 55 463 3 359
总计 － 6 880 62 233 749 298

 

为了获取源程序中的代码坏味实例, 对于每一种代码坏味, 都选取一组检测工具和规则, 这些检测工具和规则

在工作 [34,43,44]中被广泛应用. 此外, 我们选择了尽可能多的检测规则, 也更加倾向于使用工具实现的检测规则.

表 3展示了 4种代码坏味的描述及用于识别代码坏味实例的检测工具和规则. 通过选定的检测规则, 为每个类和方

法生成一个标签, 只有同时满足多组特定规则的代码坏味实例才标记为 1 (表示有代码坏味), 其他情况均标记为 0

(表示无代码坏味). 最后, 通过人工检查的方式来确认代码坏味数据标记的正确性, 生成 4种代码坏味数据集.
 

表 3    代码坏味描述

代码坏味 描述 检测工具和规则

特征依恋 方法使用大量其他类的成员 iPlasma, Trifu rule[44]

长方法 方法代码过长包含大量函数 iPlasma (大脑方法), PMD, Marinescu rule[43]

数据类 类中仅含公共成员变量或操作的函数 iPlasma, Trifu rule[44]

上帝类 类中包含大量方法和属性 iPlasma (上帝类, 大脑类) , PMD
 

3   实验验证

所有实验均在 Lenovo工作站上进行, 该工作站配备 CPU AMD Ryzen处理器, GPU Nvidia GTX1050Ti, 主频
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为 2.1 GHz, 内存为 16 GB. 软件上, 操作系统使用Windows 10, 使用 Python 3.7和 PyTorch 1.6作为深度学习的运

行支撑环境. 在实验参数配置中, 迭代次数为 20次, 选择 Adam作为优化器, 输出维度为 1, 学习率设置为 0.000 1,

批尺寸 (batch_size) 为 128, 正则化 (dropout) 为 0.5, BERT 模型输入特征维度设置为 768, 隐藏层的特征维度为

256. 对于检测方法级别将的代码坏味, 实验采用 K (K=9)次验证方法的性能. 对于类级别生成的数据集, 随机划分

为 7:3. 通过将 DeepSmell与现有的基于深度学习的方法在 4种代码坏味数据集上进行对比, 来验证本文方法的有

效性, 表 4展示了不同方法的具体参数设置, 我们在实验中设置相同的参数来减少这一因素对代码坏味检测结果

的影响.
 

表 4    不同方法的参数设置

方法 网络层 网络层输入 网络层输出

文献[10]

Linear_1
Linear_2
Linear_3
Linear_4

768
12(方法)、32(类)

256
128

128
128
128
2

文献[11]

Conv1d_1
Linear_1
Conv1d_2
Linear_2

768
256

12、32
256

256
128
128
2

LSTM-CNN

LSTM
Linear_1
Conv1d
Linear_2

768
256

12、32
256

256
128
128
2

文献[34]

LSTM
Attention
Conv1d
Linear_1

768
256

12、32
256

256
256
128
2

Wide&Deep[45]
Linear_1
Linear_2
Linear_3

768
32
64

32
64
2

DeepFM[46]
Linear_1
Linear_2
Linear_3

768
256
256

256
128
2

DeepSmell

GRU
LSTM
CNN

Attention
Linear_1

768
256

12、32
256
256

256
256
128
256
2

  

3.1   研究问题

在实验中, 我们提出了 7个研究问题 (research question, RQ), 通过回答这些问题对 DeepSmell方法进行评估.

(1) RQ1: DeepSmell是否能准确有效地检测出特征依恋坏味?其查全率和查准率是否优于现有方法?

(2) RQ2: DeepSmell是否能准确有效地检测出长方法?其查全率和查准率是否优于现有方法?

(3) RQ3: DeepSmell在检测类级别坏味上是否适用?其查全率和查准率是否优于现有方法?

(4) RQ4: DeepSmell在检测代码坏味上, 其查全率和查准率是否优于改进后的 LSTM-CNN方法?

(5) RQ5: 不同特征信息作为 DeepSmell 输入对代码坏味检测结果有什么影响? 如果只考虑一种特征输入,

DeepSmell的性能会如何?

(6) RQ6: DeepSmell与其他的深度学习算法在检测代码坏味上性能比较如何?

(7) RQ7: DeepSmell在检测代码坏味时各部分时间性能表现如何?

RQ1 关注的是 DeepSmell 与现有的方法检测特征依恋坏味上的比较. 为了回答这个问题, 我们选择文
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献 [10,11,34] 中的方法作为评估阶段的对比实验对象. 之所以选择这些方法作为参照, 是因为这些都是最新提出

的基于深度学习检测代码坏味方法, 是目前在检测代码坏味方面具有代表性的工作.
RQ2关注的是 DeepSmell与现有的方法在检测长方法坏味上性能的比较. 我们选择文献 [10,11,34]中的方法

进行评估阶段的对比实验.
RQ3关注的是 DeepSmell在检测类级别代码坏味时的适用性. 为了回答这个问题, 我们提取了数据类和上帝

类两种代码坏味的数据集作为输入, 在两种数据集上依据查准率、查全率和 F1值等 3个指标来分析 DeepSmell
和文献 [10,11,34]中的方法对于最终结果的影响.

RQ4 关注的是对现有的方法进行改进是否优于 DeepSmell. 在获取度量信息时, 将全连接层替换为 CNN 层,
应用 LSTM层获取多层次信息之间的语义关系, 测试方法是否具有更好的性能, 并与 DeepSmell在特征依恋、长

方法、数据类和上帝类等 4种代码坏味的数据集上进行测试, 并根据查准率、查全率和 F1值等指标给出实验分

析结果.
RQ5 关注的是不同特征信息对代码坏味检测结果的影响, 通过比较文本信息输入、度量信息输入、文本信

息和度量信息相结合输入方式下的分类器在特征依恋坏味数据集上的检测结果.
RQ6 关注的是 DeepSmell 与其他的深度学习算法相比, 在检测代码坏味上的性能如何, 我们选择 Wide &

Deep [45]和 DeepFM[46]两种深度学习算法进行评估阶段的对比实验.
RQ7 关注的是 DeepSmell 在检测代码坏味上的时间性能 ,  针对测试数据集上 9 个开源程序 ,  记录了

DeepSmell在整个检测特征依恋代码坏味上的耗时情况. 

3.2   评估标准

实验通过在测试集上的查准率、查全率、F1值等指标来评估方法的性能. 查准率 (Precision)表示预测结果

中, 预测为正样本的样本中, 正确预测为正样本的概率, 计算公式如下:

Precision= T P
T P+FP

(5)

查全率 (Recall)表示在原始样本的正样本中, 最后被正确预测为正样本的概率, 计算公式如下:

Recall = T P
T P+FN

(6)

其中, TP 和 TN 分别代表样本正类和样本负类, FP 表示将错误样本分成正确样本数量, 而 FN 表示正确样本分成

错误样本数量. 在分类任务中查准率和查全率都达到很高, 但在实际情况中查准率和查全率往往相互影响. 因此,
需要选择两者之间的平衡点, F1值相当于查准率和查全率的加权平均值, 取值范围在 0 到 1之间, F1值越高说明

查准率和查全率同时达到最高取得平衡, 计算公式如下:

F1 = 2× Precision×RecallPrecision + Recall (7)
 

3.3   实验结果与分析

本节给出相关实验结果, 并对结果进行了分析. 

3.3.1    特征依恋检测结果

为了回答 RQ1, 将 DeepSmell与现有的基于深度学习的检测方法在 9个开源程序上进行比较. 实验结果如表 5
和表 6 所示, 其中, 第 1 列展示测试的项目名称, 第 2–7 列显示其他工作中方法测试结果的查准率、查全率和

F1值, 第 8–10列展示 DeepSmell测试结果的查准率、查全率和 F1值. 表中最后一行列出了 3种方法各项指标的

平均值.
实验结果表明, DeepSmell 在测试程序上的整体性能最优, 平均查准率、查全率和 F1 值分别为 83.65%、

84.59%、83.56%, 与相比其他代码坏味检测方法相比, 平均查准率提升了 10.69%(=83.65%－72.96%), 平均查全率

提升了 6.2%(=84.59%－78.39%), 平均 F1值提升了 10.11%(=83.56%－73.45%). 此外, 在 Freedomotic测试程序上

DeepSmell获得最高的测试性能, 查准率、查全率、F1值分别为 92.35%、93.54%、92.58%; 而在 Xmojo测试程
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序上获得最低的测试性能, 查准率为 73.59%, 查全率 74.80%, F1值为 72.52%, 性能较差的可能原因是 Xmojo程序

中样本数量较少, 可能导致测试结果不稳定.
 

表 5    与文献 [10,11]比较特征依恋检测结果 (%)

项目名称
文献[10] 文献[11] DeepSmell

查准率 查全率 F1 查准率 查全率 F1 查准率 查全率 F1
Displaytag 74.19 81.41 74.08 63.88 36.96 42.43 84.34 85.71 84.43
Coberture 87.30 85.07 78.56 84.88 86.20 85.33 87.52 88.66 87.26
JavaCC 77.73 84.31 77.86 85.65 86.53 86.00 87.46 88.59 87.33
FitJava 54.82 64.40 58.85 58.94 70.59 62.40 78.89 79.26 79.05
JSmooth 85.07 81.72 73.93 69.31 78.78 72.67 82.45 84.20 82.65
JUnit 66.64 74.34 70.03 83.44 81.29 82.12 86.86 87.53 87.05
Xmojo 47.49 59.84 52.31 77.07 77.56 75.62 73.59 74.80 72.52
Freccs 78.29 83.36 77.25 87.48 88.40 87.04 79.41 78.99 79.20

Freedomotic 87.35 90.35 88.70 89.72 91.54 90.45 92.35 93.54 92.58
平均值 73.21 78.31 72.40 77.82 77.54 76.01 83.65 84.59 83.56

 

表 5 展示了 DeepSmell 与文献 [10] 和 [11] 方法进行比较的实验结果, 可以看出 DeepSmell 在 9 个开源测

试程序中上的整体性能上明显优于现有的方法. 具体表现为, 与基于 BP 神经网络 [9]的方法相比, 在平均查准率

上提高了 10.44%(=83.65%−73.21%), 平均查全率提高了 6.28%(=84.59%−78.31%), 平均 F1 值提升了

11.16%(=83.56%－72.40%). 尽管 BP神经网络在识别多种混合坏味时获得较好的性能, 但在反映文本信息中多层

次信息之间的语义相关性方面效果较差.
将 DeepSmell与 CNN模型 [11]在构建的特征依恋数据集上进行比较, 之所以没有在 Liu等人 [11]的数据集上进

行比较, 主要原因是本文在提取文本信息和度量信息方面各不相同. 尽管在 Xmojo和 Freccs测试程序上本文方法

性能低于 CNN 模型的性能, 但 DeepSmell 在其他测试程序上均获得较好性能. 此外, CNN 模型在 JSmooth 和

Displaytag两个测试程序上获得了最低性能, 而 DeepSmell在多个测试程序中的性能更加稳定, 在整体的性能上仍

具有较明显优势. 在平均查准率上 DeepSmell相比采用 CNN模型检测方法提升了 5.83%(=83.65%－77.82%), 在
查全率和 F1值上分别提升了 7.05%(=84.59%－77.54%)和 7.55%(=83.56%－76.01%). 现有的工作 [32]表明, 在获取

文本信息中多层次信息之间潜在语义关系上 LSTM明显优于 CNN和全连接等方法, 本文通过对文献 [33]的方法

进行改进, 对于获取文本信息部分将 CNN模型替换为 LSTM模型.
在表 6 中将 DeepSmell 与文献 [34] 方法和 LSTM-CNN 模型进行了比较, 本文方法整体获得更好的性能. 其

中, 与 LSTM-CNN方法相比, 在平均查准率上分别提升了 16.2%(=83.65%－67.45%), 在平均查全率和平均 F1值
上分别提升了 3.87%(=84.59%－80.72%)和 10.37%(=83.56%－73.19%). 虽然 LSTM模型可以获取文本信息中多

层次信息之间的语义关系, 但信息之间的交互都是在 LSTM 内部之间进行, 获取的潜在语义信息不充分. 在
DeepSmell中通过引入 GRU层增加了文本信息之间的交互, 提高了模型的建模能力, 获取多层次信息之间更加深

层的语义相关性信息. 相比于文献 [34] 方法, 在平均查准率、查全率和 F1 值上分别提升了 11.37%(=83.65%－

72.28%)、7.59%(=84.59%－77.00%)和 11.35%(=83.56%－72.21%), 证实了 DeepSmell在检测特征依恋坏味的有

效性. 本文通过引入 GRU层来增加多层次信息之间的交互性, 采用注意力机制计算文本信息和度量信息对预测结

果的相关性, 进行重新分配权重, 提高了代码坏味检测的整体性能. 

3.3.2    长方法检测结果

为了回答 RQ2, 我们将 DeepSmell与现有的基于深度学习检测方法在长方法数据集上进行比较, 表 7和表 8
给出长方法代码坏味的检测结果. 从实验结果可以看出 DeepSmell在检测长方法上明显优于现有的方法, 平均的

查准率、查全率和 F1值分别为 79.61%, 81.19%和 79.56%. 相比于现有的方法, 在查准率、查全率和 F1值分别

提高了 3.79~7.99%、4.08%~7.09%和 6.54%~9.47%, 数据表明采用 DeepSmell在检测长方法坏味方面仍具有更好

的性能.
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表 6    与文献 [34]和 LSTM-CNN模型比较特征依恋检测结果 (%)

项目名称
LSTM-CNN 文献[34] DeepSmell

查准率 查全率 F1 查准率 查全率 F1 查准率 查全率 F1
Displaytag 66.64 81.63 73.38 72.77 80.27 74.48 84.34 85.71 84.43
Coberture 71.72 84.69 77.67 78.59 78.26 78.42 87.52 88.66 87.26
JavaCC 77.26 81.05 77.33 71.35 84.47 77.36 87.46 88.59 87.33
FitJava 54.29 73.68 63.52 62.16 71.52 63.80 78.89 79.26 79.05
JSmooth 66.04 81.26 72.86 71.90 79.68 73.83 82.45 84.20 82.65
JUnit 65.70 81.06 72.57 68.86 76.50 71.87 86.86 87.53 87.05
Xmojo 46.93 68.50 55.70 71.03 69.29 58.15 73.59 74.80 72.52
Freccs 69.47 83.19 75.71 69.49 83.36 75.80 79.41 78.99 79.20

Freedomotic 89.01 91.46 89.97 84.34 69.64 76.21 92.35 93.54 92.58
平均值 67.45 80.72 73.19 72.28 77.00 72.21 83.65 84.59 83.56

 
表 7    与文献 [10]和文献 [11] 比较长方法检测结果 (%)

项目名称
文献[10] 文献[11] DeepSmell

查准率 查全率 F1 查准率 查全率 F1 查准率 查全率 F1
Displaytag 69.44 75.51 65.79 67.06 64.40 65.55 78.40 80.05 77.60
Coberture 79.57 82.42 79.51 80.90 81.50 81.17 82.20 84.07 81.37
JavaCC 78.73 81.82 78.60 76.13 76.27 76.20 77.92 80.74 78.61
FitJava 64.57 70.54 58.89 68.36 71.73 67.04 78.60 79.46 78.59
JSmooth 74.42 78.31 73.69 69.75 64.86 66.80 83.12 84.16 83.18
JUnit 75.97 79.49 75.33 76.93 79.95 76.68 85.39 86.18 85.05
Xmojo 61.40 64.58 60.12 78.93 68.63 59.48 61.12 63.10 61.53
Freccs 69.25 64.05 66.14 73.59 78.10 73.17 77.25 79.58 77.69

Freedomotic 92.24 93.11 92.41 90.71 91.72 91.08 92.46 93.33 92.43
平均值 73.95 76.65 72.28 75.82 75.24 73.02 79.61 81.19 79.56

 
表 8    与文献 [34]和 LSTM-CNN比较长方法检测结果 (%)

项目名称
LSTM-CNN 文献[34] DeepSmell

查准率 查全率 F1 查准率 查全率 F1 查准率 查全率 F1
Displaytag 57.02 75.51 64.97 72.75 71.20 71.88 78.40 80.05 77.60
Coberture 77.34 81.32 77.38 78.62 81.32 73.45 82.20 84.07 81.37
JavaCC 72.29 78.27 74.02 84.65 81.05 72.87 77.92 80.74 78.61
FitJava 75.61 75.30 70.26 64.57 70.54 58.89 78.60 79.46 78.59
JSmooth 73.65 77.87 73.38 80.27 79.49 71.64 83.12 84.16 83.18
JUnit 76.89 79.95 76.49 81.70 81.34 75.96 85.39 86.18 85.05
Xmojo 71.57 68.27 60.50 49.74 61.25 51.03 61.12 63.10 61.53
Freccs 54.87 42.32 47.19 65.88 76.47 68.77 77.25 79.58 77.69

Freedomotic 85.38 88.06 86.58 92.10 91.36 87.44 92.46 93.33 92.43
平均值 71.62 74.10 70.09 74.48 77.11 70.21 79.61 81.19 79.56

 

从表 7中可以看出相比于文献 [10]的方法, DeepSmell在查准率、查全率和 F1值分别提高了 5.66%(=79.61%－

73.95%)、4.54%(=81.19%－76.65%) 和 7.28%(=79.56%－72.28%). 其中, 在 FitJava 项目中 F1 值提高最大达到

19.7%, Freedomotic项目中 F1值提高最小为 0.02%. 相比于文献 [11]中的方法, DeepSmell在查准率、查全率和

F1 值分别提高了 3.79%(=79.61%－75.82%)、5.95%(=81.19%－75.24%) 和 6.54%(=79.56%－73.02%). 在
Displaytag 测试程序上 DeepSmell 的查准率提升最高达到 11.34%(=78.40%－69.44%). 此外, 在 Xmojo 项目中,
DeepSmell的查准率下降了 0.28%(=61.40%－61.12%), 但在 F1值上提高了 1.41%(=61.53%－60.12%).
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在表 8 中可以看出, DeepSmell 在检测长方法的整体性能上优于其他两种方法. 相比于 LSTM-CNN 模型,
DeepSmell在平均查准率、查全率和 F1值分别提高了 7.99%(=79.61%－71.62%)、7.09%(=81.19%－74.10%)和
9.47%(=79.56%－70.09%).  在 Freccs 测试程序中获得最大提升 ,  查准率、查全率和 F1 值分别提高了

22.38%(=77.25%－54.87%)、37.26%(=79.58%－42.32%)和 30.5%(=77.69%－47.19%). 相比于文献 [34]的方法,
DeepSmell在平均查准率、查全率和 F1值分别提高了 5.13%(=79.61%－74.48%)、4.08%(=81.19%－77.11%)和
9.35%(=79.56%－70.21%). 

3.3.3    数据类和上帝类检测结果

为了回答 RQ3, 本文将 DeepSmell与现有的方法在检测两种类级别代码坏味进行验证. 表 9展示了数据类和

上帝类的的实验测试结果, 可以看出 DeepSmell在 15个开源测试程序中上的整体性能上优于现有的方法. 在检测

数据类坏味上, 查准率、查全率和 F1值分别为 80.10%、86.90%和 81.13%. 相比于现有的方法, 在查准率、查全

率和 F1值上平均提升了 4.30%、3.12%和 1.86%. 在检测上帝类坏味中, 查准率、查全率和 F1值分别为 95.73%、

95.77%和 95.49%. 相比于现有的方法, 在查准率、查全率和 F1值上平均提升了 2.66%、2.48%和 2.38%.
 

表 9    类级代码坏味测试结果 (%)

项目名称
数据类 上帝类

查准率 查全率 F1 查准率 查全率 F1
文献[10] 77.90 86.55 80.95 91.89 92.17 91.93
文献[11] 74.34 74.83 74.58 95.15 95.28 95.19

LSTM-CNN 75.71 87.01 80.97 92.99 93.20 93.01
文献[32] 75.24 86.74 80.58 92.26 92.51 92.30
DeepSmell 80.10 86.90 81.13 95.73 95.77 95.49

 

对于 RQ4, 通过将 LSTM-CNN 模型与 DeepSmell 在 4 种代码坏味数据集上进行验证. 在检测特征依恋、长

方法和上帝类 3种代码坏味上, DeepSmell的整体获得最优的性能. 在检测数据类上, LSTM-CNN在查全率上优于

本文方法 ,  提升了 0.11%(=87.01%－86.9%). 而在查准率和 F1 值上 DeepSmell 的性能较优 ,  分别提升了

4.39%(=80.1%－75.71%)和 0.16%(=81.13%－80.97%). 通过上述 4个问题的研究, 证实了 DeepSmell在检测代码

坏味上的有效性. 

3.3.4    不同特征下的特征依恋检测结果

为了回答 RQ5, 我们比较了不同特征信息输入对于特征依恋检测结果的影响. 通过对比文本信息输入、度量

信息输入、文本信息和度量信息相结合输入方式下的分类器在特征依恋坏味数据集上的检测结果. 3 种输入方

式在测试集上的检测结果如表 10所示. 当文本信息与度量信息均为 DeepSmell的输入时, DeepSmell在测试集上

的性能优于任何一种单一特征信息输入的分类器. 具体表现为文本信息与度量信息相结合作为输入分类器的平

均  F1 值相对于文本信息输入分类器和度量信息输入分类器分别提高了 36.47%(=42.29%－5.82%) 和
14.68%(=42.29%－27.61%). 与文本信息相比, 度量信息对于分类器的预测结果起到了很大的作用, 尤其在查准率

上的影响十分明显, 平均查准率高出了 13.94%(=16.70%－2.76%). 

3.3.5    DeepSmell与其他深度学习算法对比结果

为了回答 RQ6, 我们将 DeepSmell与Wide & Deep [45]和 DeepFM[46]两种深度学习算法进行对比, 表 11展示了

这 3种深度学习算法在特征依恋坏味上的测试结果.
在表 11 中可以看出, 与 Wide & Deep [45]算法相比, DeepSmell 在平均查准率、查全率和 F1 值分别提高了

0.87%(=83.65%－82.78%)、0.49%(=84.59%－84.10%) 和 2.47%(=83.56%－81.09%). 在 Cobertura、Xmojo、
Displaytag和 FitJava等 6个测试程序上 DeepSmell的表现较好, 尤其在 Xmojo测试程序上查准率和 F1值优势更

为明显, 分别提高了 7.98%(=73.59%－65.61%)和 9.37%(=72.52%－63.15%). 对于 Freecs、Freedomotic、JavaCC
等测试程序 ,  DeepSmell 的表现略有下降 ,  可能的原因是这几个实际程序中正负样本比例差距较大 ,  导致
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DeepSmell将一些无代码坏味样本预测为有代码坏味样本. 但从整体上来看, DeepSmell在代码坏味检测上的表现

优于Wide & Deep算法.
 

表 10    不同特征下的特征依恋检测结果 (%)

项目名称
文本信息+度量信息 度量信息 文本信息

查准率 查全率 F1 查准率 查全率 F1 查准率 查全率 F1
Cobertura 75.00 40.74 52.80 15.31 100 26.56 1.69 100 3.33
Displaytag 22.22 87.53 28.57 0.00 0.00 0.00 1.10 100 2.18
FitJava 50.00 100 66.67 26.32 100 41.67 2.03 100 3.92
Freecs 18.79 100 28.21 16.64 100 28.53 5.19 100 9.88

Freedomotic 30.77 71.50 36.36 7.28 100 13.56 1.50 60.00 7.60
JavaCC 25.00 94.41 34.15 15.53 100 26.89 5.50 .92.86 10.38
JSmooth 17.39 94.79 29.63 18.74 100 31.56 1.87 100 3.62
JUnit 42.86 100 60.00 18.94 100 31.85 1.20 100 2.36
Xmojo 33.55 65 44.26 31.50 100 47.90 4.75 100 9.07
平均值 35.06 83.77 42.29 16.70 88.89 27.61 2.76 86.44 5.82

 

表 11    不同深度学习算法检测特征依恋的结果 (%)

项目名称
文献[45] 文献[46] DeepSmell

查准率 查全率 F1 查准率 查全率 F1 查准率 查全率 F1
Cobertura 85.13 86.77 83.66 95.16 62.10 75.16 87.52 88.66 87.26
Displaytag 82.49 82.49 80.51 90.80 75.96 82.72 84.34 85.71 84.43
FitJava 76.06 77.09 72.12 90.90 23.91 37.79 78.89 79.26 79.05
Freecs 80.73 84.03 79.32 87.73 86.44 87.18 79.41 78.99 79.20

Freedomotic 97.50 97.11 97.30 96.49 53.92 69.18 92.35 93.54 92.58
JavaCC 93.34 92.68 93.00 90.00 21.95 35.21 87.46 88.59 87.33
JSmooth 82.12 83.75 79.99 71.42 47.62 53.15 82.45 84.20 82.65
JUnit 82.08 83.69 80.06 90.10 81.99 85.86 86.86 87.53 87.05
Xmojo 65.61 69.29 63.15 88.33 32.92 47.96 73.59 74.80 72.52
平均值 82.78 84.10 81.09 88.99 54.09 63.80 83.65 84.59 83.56

 

相比于 DeepFM[46]算法, DeepSmell 在平均查全率和 F1 值上分别提高了 30.5%(=84.59%－54.09%) 和
19.76%(=83.56%－63.80%). 在 JavaCC 测试程序上 DeepSmell 的查全率和 F1 值提升最为显著, 分别提高了

66.64%(=88.59%－21.95%) 和 52.12%(=87.33%－35.21%). 同时, 我们也发现 DeepSmell 在平均查准率上相比于

DeepFM算法降低了 5.34%(=88.99%－83.65%), 但 DeepSmell在所有测试程序的整体表现上更加稳定, 对不同测

试程序的适用性更好, 而 DeepFM在不同程序上的测试结果差距较大, 可能更适用于某些特定的测试程序. 在检测

代码坏味的综合表现上, DeepSmell优于Wide & Deep和 DeepFM两种深度学习算法. 

3.3.6    DeepSmell时间性能评估

对于回答 RQ7, 我们评估了 DeepSmell 在检测特征依恋代码坏味上的时间性能, 针对测试数据集, 记录了

DeepSmell在整个检测特征依恋代码坏味上的耗时情况, 如表 12所示.
从表 12可以看出, 使用 DeepSmell在 9个项目上完成特征依恋代码坏味检测的总时长为 780 min, 平均每个

项目耗时 87 min. 其中, 耗时最久的步骤是 DeepSmell分类器的训练花费 674 min, 占用整个检测时长的 85%以上,
这主要是因为 BERT 模型需要对文本信息中的多层次信息进行预训练, 以此获取不同层次信息之间的语义关系,
这个过程使用了多个 Transformer层对文本信息进行数据处理, 操作过程较为复杂, 耗时时间较长. 在文本信息生

成总时长为 4 min (平均每个项目约 27 s, Xmojo耗时最短 3 s, Freedomotic耗时最长 60 s), 通过静态分析工具获取

代码度量信息平均每个程序花费 42 s, 数据集和分类器的构建分别花费了 19 min和 62 min, 在 9个开源程序上的

测试过程中耗时 13 min (平均每个项目 1分 27秒).
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表 12    DeepSmell完成各个步骤所花费的时间 (min)

步骤名称 所花费时间

文本信息生成 4
度量信息生成 7
建立数据集 19
数据预处理 1
建立分类器 62

DeepSmell训练 674
DeepSmell测试 13

总计 780
  

3.4   有效性威胁

本节讨论了实验中可能影响测试结果的有效性威胁. 第 1个有效性的威胁是本文在评估中仅选取 24个应用

程序进行数据集的构建, 然而这些程序并不能代表所有程序. 为了减少对数据集构建的影响, 我们尽量选择的来自

不同领域的应用程序, 尽可能保证数据的多样性. 第 2个有效性的威胁是在构建数据集时采用现有的工具和检测

规则, 由于不同的工具和规则选取的阈值和标准存在差异, 这可能会导致数据集的构建存在差异. 为了减少这方面

的有效性威胁, 我们对于每种代码坏味都选择两种以上的规则进行标记, 只有满足所有规则才标记为 1 (有代码

坏味). 

4   总　结

本文提出一种基于预训练模型和多层次信息的代码坏味检测方法 DeepSmell. 该方法首先利用静态分析工具

获取多个实际应用程序中代码坏味实例和多层次的代码度量信息, 并对代码坏味实例进行标记. 通过抽象语法树

解析并获取源程序中与代码坏味相关层次信息, 将层次信息组成的文本信息和度量信息相结合生成数据样本. 然
后使用 BERT预训练模型将文本信息转化为词向量, 通过 GRU-LSTM方法获取文本信息中层次信息之间潜在的

语义关系, 并与 CNN模型和注意力机制相结合实现对代码坏味进行检测. 实验在 24个开源应用程序上对 4种代

码坏味进行检测, 并与现有的代码坏味检测方法进行比较. 实验结果表明与目前已有的检测方法相比, DeepSmell
在平均查全率和 F1值上分别提高了 9.3%和 10.44%, 同时保持了较高的查准率, DeepSmell可以有效的实现代码

坏味检测. 在后续的工作中, 我们将对其他代码坏味进行检测来继续验证本文方法的适用性, 同时还将继续对本文

方法进行改进以提高代码坏味检测的查准率.
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