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摘　要: 现存的图像去噪算法在处理加性高斯白噪声上已经取得令人满意的效果, 然而其在未知噪声强度的真实

噪声图像上泛化性能较差. 鉴于深度卷积神经网络极大地促进了图像盲去噪技术的发展, 针对真实噪声图像提出

一种基于自监督约束的双尺度真实图像盲去噪算法. 首先, 所提算法借助小尺度网络分支得到的初步去噪结果为

大尺度分支的图像去噪提供额外的有用信息, 以帮助后者实现良好的去噪效果. 其次, 用于去噪的网络模型由噪声

估计子网络和图像非盲去噪子网络构成, 其中噪声估计子网络用于预测输入图像的噪声强度, 非盲去噪子网络则

在所预测的噪声强度指导下进行图像去噪. 鉴于真实噪声图像通常缺少对应的清晰图像作为标签, 提出了一种基

于全变分先验的边缘保持自监督约束和一个基于图像背景一致性的背景自监督约束, 前者可通过调节平滑参数将

网络泛化到不同的真实噪声数据集上并取得良好的无监督去噪效果, 后者则可借助多尺度高斯模糊图像之间的差

异信息辅助双尺度网络完成去噪. 此外, 还提出一种新颖的结构相似性注意力机制, 用于引导网络关注图像中微小

的结构细节, 以便复原出纹理细节更加清晰的真实去噪图像. 相关实验结果表明在 SIDD, DND 和 Nam 这 3 个真

实基准数据集上, 所提的基于自监督的双尺度盲去噪算法无论在视觉效果上还是在量化指标上均优于多种有监督

图像去噪方法, 且泛化性能也得到了较为明显的提升.
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Abstract:  Existing  image  denoising  algorithms  have  achieved  decent  performance  on  the  images  with  the  additive  white  Gaussian  noise
(AWGN),  while  their  generalization  ability  is  not  good  on  real-world  images  with  unknown  noise.  Motivated  by  the  significant  progress  of
deep  convolution  neural  networks  (CNNs)  in  image  denoising,  a  novel  two-scale  blind  image  denoising  algorithm  is  proposed  based  on
self-supervised  constraints.  Firstly,  the  proposed  algorithm  leverages  the  denoised  results  from  the  small-scale  network  branch  to  provide
additional  useful  information  for  the  large-scale  image  denoising,  so  as  to  achieve  favorable  denoised  results.  Secondly,  the  used  network
is  composed  of  a  noise  estimation  subnetwork  and  an  image  non-blind  denoising  subnetwork.  The  noise  estimation  subnetwork  is  firstly
used  to  predict  noise  map,  and  then  image  denoising  is  carried  out  through  the  non-blind  denoising  subnetwork  under  the  guidance  of  the
corresponding  noise  map.  In  view  of  the  fact  that  the  real  noise  image  lacks  the  corresponding  clean  image  as  the  label,  an  edge-
preserving  self-supervised  constraint  is  proposed  based  on  the  total  variation  (TV)  priori,  which  generalizes  the  network  to  different  real
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noisy  datasets  by  adjusting  smoothing  parameters.  To  keep  the  consistency  of  the  image  background,  a  background  guidance  module
(BGM)  is  proposed,  which  builds  a  self-supervised  constraint  based  on  the  information  difference  between  multi-scale  Gaussian  blurred
images  and  thus  assists  the  network  to  complete  image  denoising.  In  addition,  the  structural  similarity  attention  mechanism  (SAM)  is
proposed  to  guide  the  network  to  pay  attention  to  trivial  structural  details  in  images,  so  as  to  recover  real  denoised  images  with  cleaner
texture  details.  The  relevant  experimental  results  on  the  SIDD,  DND,  and  Nam  benchmarks  indicate  that  the  proposed  self-supervised  blind
denoising  algorithm  is  superior  to  some  deep  supervised  denoising  methods,  and  the  generalization  performance  of  the  network  is
improved significantly.
Key words:  convolutional  neural  network  (CNN);  real-world  noisy  images;  image  blind  denoising;  self-supervised  constraint;  attention

mechanism

 1   引　言

日常生活中, 人们观测到的图像大多都是通过数字成像设备获取的, 在成像的过程中由于外部光线和设备内

部元器件的干扰, 原始清晰图像在传输和压缩的过程中容易遭受噪声的退化, 导致观测到的图像往往是噪声图像.
图像去噪作为计算机底层视觉研究中的热点问题之一, 旨在从退化的噪声图像中复原出潜在的清晰图像, 目前已

广泛应用于自然图像、医学图像和遥感图像的处理, 以及高层视觉问题的图像预处理. 传统的图像去噪方法致力

于处理特定的加性高斯白噪声 (additive white Gaussian noise, AWGN), 并对于未知噪声强度的真实噪声图像泛化

性能较差, 属于依赖噪声强度的非盲去噪. 近些年来, 随着深度学习在计算机视觉领域取得的重大突破, 卷积神经

网络的提出极大地促进了真实噪声图像盲去噪技术的发展. 综上所述, 图像去噪方法可以划分为两大类: 基于先验

的传统去噪方法和基于学习的深度去噪方法.
在基于先验的传统去噪方法中, Dabov 等人 [1]提出了一种基于结构自相似性的去噪方法, 其利用噪声图像块

之间的局部自相似性提出三维块匹配滤波算法实现图像去噪. 在结构自相似性的启发下, Dong等人 [2]提出了一种

基于稀疏表示的方法, 利用非局部自相似性对稀疏表示方法进行优化, 取得了良好的去噪效果. 鉴于基于稀疏表示

的方法计算代价较大, Elad等人 [3]提出了一种基于字典编码的去噪方法, 该方法采用基于稀疏和冗余表示的字典

编码方法从给定的噪声图像中去除加性高斯白噪声. 此外, 还有一些其他基于图像先验的传统去噪方法, 例如基于

马尔科夫随机场 (Markov random field, MRF) 的去噪方法 [4]和基于极大似然估计 (maximum likelihood estimate,
MLE)的去噪方法 [5]. 上述传统图像去噪方法都是针对特定的加性高斯白噪声提出的, 它们严重依赖于给定的噪声

强度, 对于未知噪声强度的真实图像泛化性能较差. 然而在现实应用中, 噪声图像往往是在不同的光照条件下通过

不同型号/参数的成像设备获取的, 即使在同一静态场景下, 也可能获取到噪声强度不同的图像, 甚至出现同一图

像的不同区域噪声强度亦不相同的情况. 因此真实图像的噪声模型与特定的加性高斯白噪声模型存在一定程度的

偏差, 这就导致现存的传统去噪方法难以解决真实噪声图像的去噪问题.
为了解决上述问题, 近年来, 一些基于深度学习的真实图像去噪方法被相继提出. Guo等人 [6]提出一种模拟真

实噪声的近似模型用于合成训练数据, 并进一步提出使用真实噪声图像与合成噪声图像交替训练网络模型用于估

计噪声强度并实现去噪, 从而提升该方法对真实噪声图像的泛化性能. 但是, 该方法仍然未能解决合成噪声与真实

噪声不匹配的问题. 随着一些真实噪声数据集 (DND[7], SIDD[8])的提出, Anwar等人 [9]提出使用真实噪声数据集对

网络进行有监督训练, 实验结果证明该方法对真实噪声图像表现出良好的泛化性能. 然而现存的真实噪声数据集

存在以下两方面的不足. 第一, 数据量少, 目前规模最大的真实噪声数据集 SIDD仅包含 160个场景的图像; 第二,
获取到的清晰图像与真实的清晰图像有所差别, 因为这些数据集中的清晰图像是通过对同一场景中拍摄的多幅图

像进行平均或者通过调节设备参数得到的.
基于以上分析, 本文提出仅使用真实噪声图像去训练深度网络以实现自监督盲去噪. 经过试验发现, 同一场景

下不同尺度的噪声图像所包含的信息量是不同的, 小尺度噪声图像的峰值信噪比较大尺度图像更大一些. 鉴于此,
本文提出一种基于自监督约束的双尺度真实图像盲去噪算法, 其主要贡献总结如下.

(1) 本文提出了一种基于自监督约束的双尺度真实图像盲去噪算法, 并针对噪声图像的不同尺度设计一种两
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阶段网络模型, 解决了合成噪声与真实噪声不匹配的问题.
(2) 本文针对真实噪声图像设计了两种自监督约束, 基于全变分先验的边缘保持自监督约束和基于图像背景

内容一致性的背景自监督约束, 前者通过调节平滑参数可将网络泛化到不同的真实噪声数据集上, 后者通过构造

一个多尺度的背景指导模块辅助训练网络实现更好的去噪效果.
(3) 本文提出了一种新颖的结构相似性注意力机制, 通过对结构相似度图谱进行高斯拉伸, 从而引导网络复原

出更丰富的图像细节.

 2   相关工作

 2.1   基于图像先验的传统去噪方法

基于图像先验的传统去噪方法主要涉及非局部结构自相似性 [1,10]、稀疏先验 [2,3]、字典编码 [3]、马尔科夫随

机场 [4]以及极大似然估计 [5]等. Buades等人 [10]提出的非局部均值滤波算法 NLM率先使用了非局部结构自相似性.
该方法将每个图像块的中心像素值替换为相似块中心像素值的加权平均得到无噪声的平滑图像. Dabov等人 [1]提

出的三维块匹配滤波算法利用噪声图像中不同块之间的非局部自相似性来寻找与参考块相似的二维图像块, 并将

这些二维图像块组成若干三维组, 经过空间变换后通过协同滤波完成去噪. 该算法是非局部结构自相似性的典型

应用, 其性能比 NLM更鲁棒. 鉴于 NLM在去除噪声的同时会过度模糊图像的边缘纹理信息, 邢笑笑等人 [11]则提

出一种渐进非局部平均图像去噪算法, 利用方差的性质对图像进行渐进式滤波来缓解边缘纹理过平滑. Burger等
人 [12]使用普通多层感知机 (plain multi-layer perceptron, MLP)实现了与文献 [1]相当的性能. Dong等人 [2]提出的非

局部集中稀疏表示方法利用非局部自相似性对稀疏表示方法进行优化, 取得了良好的去噪性能. Elad等人 [3]采用

基于稀疏和冗余表示的字典学习方法从给定的噪声图像中去除零均值白噪声和均匀加性高斯白噪声. Roth等人 [4]

开发出一种学习图像先验的通用方法. 该方法通过在像素邻域上学习势函数来扩展传统的马尔可夫随机场

(Markov random field, MRF)模型, 并且在图像去噪任务中证明了该框架的良好性能. Zoran等人 [5]提出利用极大似

然估计 (maximum likelihood estimate, MLE)实现从图像块中学习其先验知识, 并复原整幅图像的通用方法. 除了

上述方法以外, 基于变分自编码器的图像去噪方法也趋于流行. 例如, 江泽涛等人 [13]提出一种多重构自编码器MR-VAE,
从特征概率分布捕获、全局重构和细节重构 3方面由粗到精地复原出噪声更少, 细节更丰富的图像. 这些基于图

像先验的传统去噪方法往往过于强调模型及其可解释性, 且强烈依赖于噪声强度的估计, 难以适应空间变化的噪

声, 对于未知噪声强度的图像泛化性能较差.

 2.2   基于深度学习的图像去噪方法

现存的基于学习的深度去噪方法可以划分为图像盲去噪和图像非盲去噪两大类. 典型的非盲去噪方法例如

DnCNN[14]、FFDNet[15]、CDCNN[16]和 EGDNet[17]主要用于处理合成的加性高斯白噪声, 在真实世界的噪声图像上

其泛化性能较差. 针对这一问题, 一些基于学习的深度盲去噪方法被提出.
Mildenhall等人 [18]首先提出核预测算法 KPN. 该算法使用深度卷积神经网络逐像素预测空间中变化的三维去

噪核, 并利用从每个像素上得到的核对噪声图像进行局部配准和去噪, 不仅在 AWGN图像上实现了盲去噪, 还能

够泛化到真实的噪声图像中. 由于现存的真实噪声图像严重不足且拍摄难度大成本高, 因此 Guo等人 [6]基于异构

高斯噪声模型和相机内部处理流程提出一种真实噪声的近似模拟用于合成训练数据, 并使用真实噪声图像与合成

噪声图像交替训练提出的两阶段网络用于估计噪声强度并实现图像去噪. 该方法不仅缓解了真实噪声数据不足的

窘境而且提升了网络对真实噪声图像的泛化性能. 随着 SIDD[8], DND[7]等一些大规模真实噪声基准数据集的提出,
Anwar等人 [9]和 Zhao等人 [19]相继提出使用真实噪声数据集来训练网络, 进一步提升了网络对真实噪声图像的泛

化性能. 除了上述基于数据驱动的图像盲去噪算法, 基于图像先验的盲去噪算法也被提出. Yue等人 [20]提出的基于

变分推理的盲去噪方法根据固有的清晰图像和噪声图像的方差构建近似后验, 并在噪声先验和近似后验的指导下

使用贝叶斯框架从观测到的噪声图像中直接推断潜在的噪声分布和清晰图像. 虽然这些真实场景的有监督盲去噪

方法已经取得显著进展, 然而由于无法获取真实的清晰图像作为监督, 自监督的图像盲去噪算法依然是一个充满
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挑战的研究热点.
目前的基于深度学习的自监督盲去噪方法主要依赖构造模拟真实噪声数据集、自适应域迁移和图像先验知

识 3种策略. Chen等人 [21]率先提出通过构造模拟真实噪声数据集实现图像自监督去噪的方法. 其网络结构分为两

个阶段, 第 1阶段借助生成对抗网络 (generative adversarial network, GAN)学习输入图像的噪声分布, 构建大量成

对的噪声/清晰图像; 第 2阶段使用第 1阶段构建的数据集来训练盲去噪网络. 该方法借助数据增强的思想将无监

督去噪问题转化成有监督去噪, 证明了生成对抗网络在噪声建模方面的潜力. Lin等人 [22]提出基于噪声域自适应

的数据增强方法, 通过将源噪声图像映射到目标噪声图像来构建大规模的真实噪声数据集, 并提出注意生成网络

(attention generative network), 借助视觉注意机制更多地关注图像的噪声区域, 使得网络在去除噪声和保持纹理之

间取得平衡, 避免发生过度平滑. 近年来, 许多基于图像先验的自监督图像盲去噪算法也被相继提出. Lehtinen
等人 [23]提出一种新颖的深度去噪方法 Noise2Noise (N2N). 该方法以高噪声图像作为输入, 以低噪声图像代替清晰

图像作为标签来训练网络. 尽管清晰的图像标签是非必要的, 但该方法仍需采用不同退化程度的噪声图像对去优

化网络参数, 因此 N2N被视为一种特定的无监督去噪方法. 此外, 在同一静态场景中获取不同强度的噪声图像对

通常也是较为困难的. 与 N2N不同, Krull等人 [24]提出基于盲点网络的自监督图像去噪方法 Noise2Void (N2V). 该
方法假设输入图像的噪声分布符合统计独立性, 在无需清晰图像和成对噪声图像的条件下, 仅使用单个噪声图像

来训练盲点网络实现去噪. 在盲点网络中, 其感知野不包括中心像素, 仅使用其邻域信息复原图像内容. 然而, 盲点

的存在意味着信息的丢失, 导致 N2V复原的图像在质量上略逊于 N2N. 鉴于此, Laine等人 [25]在 N2V的基础上改

进了盲点网络, 借助最大后验概率的方法将盲点隐藏的信息开发出来, 并与网络输出相结合, 进而避免信息丢失,
提高网络复原清晰图像的能力. Batson 等人 [26]提出的自监督盲去噪框架 Noise2self (N2S) 给出与 N2V 相似的假

设, 即在图像的不同维度上, 噪声信号表现出统计独立性, 而图像内容信号则表现出某种相关性. 在满足假设的条

件下, N2S使用噪声独立于图像内容的特征组进行相互预测, 从每个对象的单一噪声测量中学习去噪函数实现图

像盲去噪. 最新的研究 [27]提出一种基于目标函数变分近似的贝叶斯框架, 以一种“分而治之”的策略将复杂的后验

分布分解成更加简单的子分布, 从而将复杂的去噪问题简单化, 最终目标是寻求一个最优的先验去指导单一的卷

积神经网络模型. 该方法虽然取得了目前相对最佳的去噪性能, 但是该方法是一种全监督的图像去噪方法且依赖

于人工设计的图像先验.
上述基于深度学习的自监督图像盲去噪方法虽然取得了一定成就, 但是仍然存在一些缺点, 一方面是对真实

噪声的建模与真实的噪声模型有所偏差; 另一方面是依赖于噪声分布符合统计独立性的假设. 鉴于此, 本文提出一

种新的基于自监督约束的双尺度真实图像盲去噪算法, 所设计的自监督约束普遍适用于现有的一些深度网络, 旨
在挖掘噪声图像本身潜在的特征属性, 从而实现真实噪声图像的盲去噪.

 3   本文方法

本节主要介绍自监督约束下的真实图像盲去噪算法. 首先, 描述模型的整体结构和去噪流程; 然后, 详细阐述

针对真实噪声图像设计的边缘保持自监督约束, 背景自监督约束以及所提出的结构相似性注意力机制; 最后, 讨论

网络模型所使用的损失函数.

 3.1   模型框架

本文提出自监督约束下真实噪声图像的双尺度盲去噪网络. 该网络由两个尺度分支组成, 且这两个分支网络

共享相同的参数. 每个分支网络包含一个噪声估计子网络 (Net-E)和一个图像非盲去噪子网络 (Net-D). Net-E的作

用是预测真实噪声图像的噪声强度, 而 Net-D的作用是在噪声强度的指导下实现真实图像的非盲去噪. 图 1展示

了 Net-E和 Net-D的网络结构. Net-E是一个不包括池化层 (pooling layers)和批归一化操作 (batch normalization,
BN) 的全卷积网络, 包括 20 个卷积层, 且除了输出层外的每个卷积层都伴随一个非线性激活函数, 其结构如图 2
所示, 网络参数设置如表 1所示. Net-D采用一个 U型网络框架 [28], 其编码器使用最大池化操作进行下采样, 有助

于挖掘图像的多尺度信息, 扩大特征感知野, 解码器使用双线性差值进行上采样用于重建去噪后的图像. Net-D的
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网络结构如图 3所示, 其中编码器和解码器的结构和参数设置如表 2所示, 除了最后一个卷积层, 其余每个卷积层

后包含有一个非线性激活函数. 为了扩大 Net-D的网络容量, 获取更丰富的图像细节特征, 我们在编码器和解码器

中间嵌入 3个残差密集块 (residual dense block)[29]. 这些残差密集块通过密集连接的方式提取更加丰富的局部特

征, 且前一个残差密集块的状态可以传递到后续残差密集块的所有层, 从而形成连续的特征存储机制. 此外, 残差

密集块的局部特征融合模块能够自适应地从当前的特征存储中学习到更有效的细节特征.
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图 1　基于自监督约束的真实图像盲去噪网络结构示意图
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图 2　噪声估计子网络 Net-E 结构示意图
 

  
表 1    Net-E的网络结构及参数设置 

网络层 Conv1 Conv2–Conv19 Conv20
通道数 3 64 3

卷积核尺寸 3×3 3×3 3×3
步长 1 1 1

边缘填充 1 1 1
 

x ∈ Xn yS =

FE(x;WE) FE(·) WE yS

x ⊕ yD = x⊕ yS yS yD

y = FD((yS ,yD);WD) FD(·)

关于本文方法的去噪过程, 首先将观测到的小尺度真实噪声图像    输入 Net-E 中估计噪声强度  

 , 其中   表示 Net-E的网络模型,    表示 Net-E的模型参数. 生成的   是噪声残差图, 其尺寸与输入

 相同, 因此通过元素间的“   ”操作得到粗略的去噪结果   . 接下来, 将 Net-E的输出   和   在特征通道

维度上进行拼接后输入到 Net-D 中得到最终的小尺度图像盲去噪结果   , 这里的   指的是
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WD

y x̂ ∈ X̂n

ỹS = FE((x̂,y ↑);WE) ↑
(ỹS , ỹD) ỹ = FD((ỹS , ỹD);WD) ỹD = x̃⊕ ỹS

x

yS x yS yD

(yS ,yD) R((yS ,yD);WD)

yD y = R((yS ,yD);WD)+ yD

(x̂,y ↑)

Net-D的网络模型,    指的是 Net-D的模型参数. 为了使得小尺度网络分支的输出能够指导大尺度网络得到更好

的去噪结果, 需要将   进行上采样后与观测到的大尺度噪声图像   拼接, 再输入到大尺度网络分支中. 因此, 大
尺度分支中 Net-E估计的噪声强度图为   , 这里的“   ”表示图像的上采样操作, 本文使用的是双

线性插值法. 然后将   输入到 Net-D 中得到图像的最终去噪结果   , 其中   . 本文

提出的自监督双尺度图像盲去噪网络的设计主要采用残差学习 (residual learning)的思想, 通过设计两个尺度的残

差网络, 充分挖掘尺度间的信息差异, 帮助实现更好的去噪效果. 以小尺度分支网络为例, 首先将噪声图像   输入

Net-E中得到噪声残差图   , 然后通过恒等映射将   和   进行元素间相加得到一个粗略的去噪结果   . 对于 Net-
D, 首先使用 Net-E 的输出   作为 Net-D 的输入, 通过网络学习相应的残差映射   , 然后通过网

络的跳跃连接 (skip connection)将   恒等映射到 Net-D末端得到最终的去噪结果   . 对于大

尺度分支, 其去噪过程与小尺度分支基本相同, 唯一的差别在于大尺度分支的输入是   , 它融合了小尺度分支

的去噪结果. 这样做是因为小尺度的噪声图像相对于大尺度的噪声图像而言, 噪声强度相对降低, 峰值信噪比相对

提升, 这表明小尺度图像遭受的噪声退化程度更小一些, 可利用的信息相对更多一些, 其去噪结果能够为大尺度图

像提供额外的有用信息, 有助于引导大尺度去噪网络复原出高质量的清晰图像. 本文将在第 4.3.2节给出关于使用

双尺度去噪网络结构优于单尺度去噪网络结构的相关证明.
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图 3　图像非盲去噪子网络 Net-E 结构示意图
 

  
表 2    Net-D的网络结构及参数设置 

结构 网络层 Conv1–3 Maxpool-1 Conv4–6 Maxpool-2 Conv7–9 Maxpool-3 Conv10–12

编码器

通道数 64 64 128 128 256 256 512
卷积核 3×3  2×2  3×3  2×2  3×3  2×2  3×3 

步长 1 2 1 2 1 2 1
边缘填充 1 0 1 0 1 0 1

结构 网络层 Upsample-1 Conv13–15 Upsample-2 Conv16–18 Upsample-3 Conv19–21 Conv22

解码器

通道数 512 256 256 128 128 64 3
卷积核 － 3×3  － 3×3  － 3×3  3×3 

步长 － 1 － 1 － 1 1
边缘填充 － 1 － 1 － 1 1

 

本文方法从输入噪声图像本身出发构造自监督约束, 并以端到端的方式训练网络. 由于缺乏清晰图像的监督

约束, 当前的自监督去噪框架往往会遭遇约束不足的问题, 而且由于真实噪声在分布、强度等方面的差异, 很难学

习到泛化性能较强的去噪模型. 为了解决这个问题, 本文在第 3.2–3.4节中提出基于噪声图像内在属性的自监督约

束模块.

 3.2   边缘保持自监督约束

在缺乏清晰图像的监督下, 本文仅使用单幅噪声图像作为网络的输入并构造自监督约束. 全变分 (total
variational, TV)正则化作为一种图像先验能够有效地建模图像梯度的分布, 且梯度越小, 图像就越平滑, 噪声也就

随之减弱. 因此, 为了训练网络实现真实噪声图像的自监督盲去噪, 本文首先引入 TV作为损失函数来约束网络进
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行去噪. 由于本文提出的双尺度去噪网络的两个分支共享相同的网络参数, 下面以小尺度分支为例进行阐述.
{xi}NS

i=1 {yi}NS
i=1 NS令   为小尺度网络的噪声输入,    为对应的去噪结果, 这里的   表示训练集真实噪声图像的数量. 首

先, 根据图像梯度定义损失函数:

LTV =
1

NS

NS∑
i=1

(∥∂hyi∥2 + ∥∂vyi∥2
)

(1)

∂h ∂v其中,    和   分别表示水平和垂直方向的梯度算子. 该损失函数使用网络输出本身的梯度作为误差经过反向传播来

约束网络, 容易导致去噪结果过于平滑, 网络训练不稳定的问题. 为了给网络提供一个稳定的约束, 本文从噪声图

像的统计特性出发, 根据输入和输出图像之间的均方误差 (mean square error, MSE)定义一个像素级的内容损失函数:

Lpixel =
1

NS

NS∑
i=1

∥yi − xi∥2 (2)

Lpixel   以输入的噪声图像作为监督, 不仅有助于稳定训练过程, 而且有利于避免网络的输出过于平滑.

为了在去除噪声的同时, 尽可能地保留图像的边缘细节, 我们提出边缘保持平滑 (edge-preserving smooth,
EPS)约束. 该约束在公式 (1)的基础上将噪声图像的梯度也考虑在内. 并将噪声图像作为一个潜在的标签来构造

损失函数:

LTV_EPS =
λ

NS

NS∑
i=1

(
∥∂hyi∥2
∥∂h xi∥α + ϵ

+
∥∂vyi∥2
∥∂v xi∥α + ϵ

)
(3)

λ α ϵ LEPS LTV这里的   是控制平滑的参数,    是控制边缘细节的参数,    是一个极小正常量. 本文使用   取代   来约束

网络, 因此该去噪网络的优化目标初步定义为公式 (2)和公式 (3)两个正则项的加权组合:

argmin
WE ,WD

 1
NS

NS∑
i=1

(
∥yi − xi∥2 +λ

(
∥∂hyi∥2
∥∂h xi∥α + ϵ

+
∥∂vyi∥2
∥∂v xi∥α + ϵ

)) (4)

WE WD λ

λ (0,1) α

α [1.2,2.0]

其中,    和   是噪声估计子网络和图像非盲去噪子网络的参数, 平滑参数   用于平衡这两个正则项之间的关系,
 取值越大, 网络输出就越平滑, 其取值范围是   . 细节保持参数   控制网络对输入噪声图像的梯度的敏感度,
 取值越大, 网络输出的细节丢失越严重, 其取值范围是   .

λ α

根据公式 (4), 网络在去除噪声的同时能够保持部分图像细节, 本文的去噪任务由此演变为图像去噪和细节保

持的折中. 关于参数   和   取值的分析, 本文将在第 4.3节详细描述.

 3.3   背景一致性自监督约束

正如前面提到的, 由于缺乏清晰图像的监督约束, 网络往往遭遇约束不足的困境. 第 3.2节提出的边缘保持自

监督约束直接利用输入的噪声图像作为标签, 网络容易遭受噪声的干扰, 导致网络的输出与输入存在内容上的偏

差, 丢失一些重要的信息. 为了确保图像背景内容的一致性, 并复原重要的图像边缘细节, 本文通过构建一个多尺

度的背景指导模块 (background guidance module, BGM), 从输入的噪声图像上探索基于背景内容一致性的自监督

约束, 从而辅助网络实现更好的去噪效果.
y yS y∗

x

在图 1中, 小尺度分支 Net-D输出的去噪图像   与 Net-E估计的噪声图   进行元素间相加得到的噪声输出 

与输入的噪声图像   包含相同的背景内容, 因此利用两幅噪声图像的背景构造自监督约束来指导网络训练是合理

的, 图 4为背景指导模块的具体操作过程.
x y∗

σ

为了消除噪声的干扰, 得到无噪声的背景图像, 本文采用多尺度高斯模糊核对噪声图像   和   进行滤波处理.
然后在梯度域中计算不同尺度高斯模糊图像对的偏差, 以此来衡量图像边缘细节等重要信息. 从图 4可以观察到,
随着模糊核尺度   增大, 对应的两幅高斯模糊图像的内容越来越接近, 图像的平均梯度误差也越来越小. 针对这一

现象, 本节提出背景指导损失函数:

LBG =
∑
σ=3,5,9

λσ∥∇Bσ(x)−∇Bσ(y∗)∥1 (5)
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∇ Bσ σ λσ

σ = 3, 5, 9 λσ

其中,    表示梯度计算,    表示尺度为   高斯模糊操作,    是权重参数, 用于平衡不同尺度高斯模糊图像的梯度

误差. 由于不同尺度的模糊图像所包含的背景信息有所差别, 为了能够利用更丰富的背景信息来约束网络, 该损失

函数涉及   这 3种尺度的高斯模糊图像的梯度误差, 根据实验结论将对应的权重   分别设为 [0.01, 0.1,
1.0]. 本文将在第 4.3.2节给出背景指导模块有效性证明.
  

背景指导模块
梯度误差

高斯模糊 高斯模糊

双尺度自监督
盲去噪网络

σ=9

0.000 1

0.000 3

0.000 6

σ=5

σ=3

x y

图 4　背景指导模块示意图
 

 3.4   结构相似性注意力机制

图像中一些细微的结构差异对损失函数的影响较小, 经过反向传播后对网络参数产生的影响甚至可以忽略不

计, 这就导致网络无法复原出这些微小的结构细节. 为了能将图像之间这些细微的结构差异利用起来, 本文提出一

种结构相似性注意力机制 (SSIM attention mechanism, SAM), 并根据此机制可构建一种新的自监督约束, 其原理如

图 5所示.
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图 5　结构相似性注意力机制示意图
 

x

y∗
以小尺度网络分支为例. 首先, 利用结构相似度 (structural similarity index, SSIM)计算输入噪声图像   和输出

噪声图像   的结构相似性图谱:
Mssim = S(x,y∗) (6)

S(·) x y∗

Mssim

其中,    指的是结构相似性度量函数, 它利用邻域的像素值建模了   和   中每个对应局部区域的结构相似度, 使
得最终得到   比绝对差异更加稳定.

Mssim

由于网络对结构相似度较小的图像信息敏感度较低, 往往会导致网络忽略掉一些微小的结构细节. 鉴于此, 本
文使用高斯函数对   进行变换, 得到其对应的结构相似性注意力图谱:
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Matt = Gη,µ,δ(Mssim) (7)

G η µ δ

Mssim mssim

其中,    指的是高斯函数,    是一个非负常量, 表示高斯曲线的峰值,    和   是高斯函数的均值和标准差, 分别表示

其曲线峰值的位置和宽度. 对于   中的每一个像素点   , 其对应的结构相似性注意力的值计算为:

matt = η · exp
(
− (mssim −µ)2

δ2

)
(8)

η µ δ step其中,    的取值设为 2,    的取值设为−1,    的取值根据网络迭代的次数   设定为:
δ = τ · step + β (9)

τ δ β δ x y∗ Matt

⊗ X Y∗
其中,    表示   的增长率,    表示   的初始值, 前者被设置为 1, 后者被设为 0. 接下来, 将   和   分别与   进行元

素间的“   ”操作得到新的输入噪声图像   和新的输出噪声图像   :{
X = x⊗Matt

Y∗ = y∗ ⊗Matt
(10)

最后, 利用所生成的两幅图像构造出一种新的自监督约束:

LS A =
1

NS

NS∑
i=1

∥Y∗i −Xi∥2 (11)

通过使用这种基于结构相似性注意力机制的自监督约束, 经过反向传播后的网络开始关注图像中一些微小的

结构细节, 从而引导网络复原出结构细节更加清晰的去噪图像. 需要说明的是, 大尺度网络分支同小尺度网络分支

均执行上述操作. 本文将在第 4.3.2节给出结构相似性注意力机制有效性的验证.

 3.5   损失函数

Ls
c

Ll
c c

下面根据本文第 3.2–3.4节所提出的自监督约束来构造网络模型的损失函数. 鉴于本文的网络框架的两个分

支均采用相同的自监督约束进行训练, 因此将小尺度分支的损失函数表示为   , 对应的大尺度分支的损失函数表

示为   ,    表示不同的损失函数.

我们首先将第 3.2节中设计的边缘保持自监督约束作为网络的基本约束, 其损失函数定义如下:L
s
EPS =Ls

pixel +Ls
TV_EPS

Ll
EPS =Ll

pixel +Ll
TV_EPS

(12)

x x̃ y∗ ỹ∗为了构造输入噪声图像   (   )与输出噪声图像   (   )之间的误差, 进而对噪声估计子网络预测的噪声图产生

约束, 本文增加一个额外的内容重建损失函数:
Ls

rec =
1

NS

NS∑
i=1

∥∥∥y∗i − xi

∥∥∥2

Ll
rec =

1
NS

NS∑
i=1

∥∥∥ỹ∗i − x̃i

∥∥∥2

(13)

其次, 根据第 3.3节所设计的背景指导模块构建基于背景一致性的自监督约束, 其定义对应的损失函数如下:
Ls

BG =
∑
σ=3,5,9

λσ∥∇Bσ(x)−∇Bσ(y∗)∥1

Ll
BG =

∑
σ=3,5,9

λσ∥∇Bσ(x̃)−∇Bσ(ỹ∗)∥1
(14)

然后, 根据第 3.4节提出的结构相似性注意力机制构建一种自监督约束, 其损失函数定义如下:
Ls

SA =
1

NS

NS∑
i=1

∥Y∗i −Xi∥2

Ll
SA =

1
NS

NS∑
i=1

∥∥∥Ỹ∗i − X̃i

∥∥∥2

(15)

最后, 根据公式 (12)–公式 (15)得到该网络框架两个尺度分支各自总的损失函数如下:
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{Ls
total = ω1Ls

EPS +ω2Ls
rec +ω3Ls

BG +ω4Ls
SA

Ll
total = ω1Ll

EPS +ω2Ll
rec +ω3Ll

BG +ω4Ll
SA

(16)

其中, ω1–ω4 表示各个损失函数的权重, 在本文所有的实验中我们将这 4个权重均设为 1.0.
综上, 本文提出的基于双尺度自监督的真实图像盲去噪网络的总的损失函数为:

Ltotal=Ls
total+Ll

total (17)

 4   实验及结果分析

 4.1   数据集

本文使用了 3个公开的真实噪声数据集 SIDD[8], DND[7]和 Nam[30], 具体描述如下.
(1) SIDD 数据集: 包含由 5 台不同型号的移动手机摄像机在 10 个场景下拍摄的 200 个实例的噪声图像. 其

中 160个实例图像用作训练集, 其余的 40个实例图像用作测试集, 其包含 1 280个尺寸为 256×256的裁剪图像块.
(2) DND数据集: 包含由 4台不同型号的摄像机在 50个场景下拍摄的 50个实例的噪声图像, 其基准测试集

提供了来自这 50幅图像的 1 000个尺寸为 521×512的裁剪块.
(3) Nam数据集: 包含 3台不同型号的摄像机在 11个室内场景拍摄的 15个实例的噪声图像.
本文实验使用 SIDD中的 160幅噪声图像作为训练集, 使用其余的 40幅图像和 DND以及 Nam作为基准测

试集.

 4.2   实验设置

 4.2.1    网络参数设置

本文提出的自监督真实图像盲去噪网络包含两个尺度的网络分支, 且它们的网络共享相同的参数. 其中, 噪声

估计子网络是一个普通的全卷积网络, 包含 20个卷积层, 且每个卷积层的滤波器大小均为 3×3. 图像非盲去噪子

网络是一个中间嵌入 3 个密集残差块的 U 型网络框架, 其编码器和解码器共包含 24 个卷积层, 每个卷积层的滤

波器大小也均为 3×3. 每一个密集残差块有 4个卷积层, 其中包括 3个滤波器大小为 3×3的卷积层和一个 1×1的
卷积层.
 4.2.2    网络训练设置

λ α

λ α

本文提出的图像盲去噪网络以端到端的方式进行训练. 在网络的训练过程中, 本文将图像的批量大小设为 16,
输入网络的初始滤波器数量为 64, 图像块尺寸设为 128×128, 网络的初始学习率设为 2E–5, 且每训练 20轮学习率

降为原来的一半, 且该网络采用 ADAM 优化器进行参数优化. 为了稳定训练过程, 加速收敛进程, 本文先单独训

练 Net-E 和 Net-D 网络, 然后再联合训练这两个网络完成图像去噪. 该网络共训练 200 轮. 关于公式 (4) 中   和 

的取值, 经过多次实验, 最终将   设为 0.08,    设为 1.2.
本文算法的实验设备及环境为 CPU Intel(R) Core(TM) i7-7700K@4.20 GHz和 GPU Nvidia GTX 1080Ti以及

64位 Ubuntu 18.04 LTS操作系统和 CUDA Toolkit 9.0工具.

 4.3   实验结果分析

 4.3.1    与现有方法对比

针对本文提出的基于双尺度自监督的真实图像盲去噪算法, 本节给出该算法在 SIDD, DND, Nam真实基准数

据集上与现有方法的对比实验结果. 这些现有方法包括 BM3D[1]、MLP[12]、NLM[10]、EPLL[5]、KSVD[3]、FOE[4]

等传统图像去噪方法和 TNRD[31]、DnCNN-B[14]等深度学习去噪方法. 对于一些传统的非盲去噪方法, 本文借助文

献 [32] 提出的方法来估计其噪声强度. 我们使用峰值信噪比 (peak signal-to-noise ratio, PSNR) 和结构相似度

(SSIM)作为评价标准来衡量去噪结果的优劣.
表 3所示为本文提出的去噪方法与现有方法在 SIDD基准数据集上的量化对比结果. 为了保证对比结果的公

平性, 我们将去噪结果统一上传到 SIDD的线上提交系统 [33], 由官方测量其平均的 PSNR和 SSIM值. 根据表 3中
的量化结果可知, 本文提出的双尺度自监督图像盲去噪算法在 SIDD 真实噪声基准数据集上的 PSNR 值达到了
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30.40 dB, 比有监督的深度去噪方法 TNRD和 DnCNN-B分别提高 5.67 dB和 6.74 dB, 比较为先进的深度学习盲

去噪方法 N2V提高 2.72 dB, 表现出良好的去噪性能. 图 6展示了本文方法与现存方法在视觉上的对比结果.
  

表 3    不同去噪方法在 SIDD 数据集上的量化结果 
对比方法 MLP BM3D KSVD EPLL TNRD DnCNN-B WNNM N2V 本文方法

PSNR (dB) 24.71 25.65 26.88 27.11 24.73 23.66 25.78 27.68 30.40
SSIM 0.641 0.685 0.842 0.870 0.643 0.583 0.809 0.668 0.769

盲/非盲去噪 非盲去噪 非盲去噪 非盲去噪 非盲去噪 非盲去噪 盲去噪 非盲去噪 盲去噪 盲去噪

  

(a) Input (b) BM3D[1] (c) KSVD[3] (d) EPLL[5]

(e) TNRD[31] (f) DnCNN-B[14] (g) WNNM[33] (h) 本文方法

图 6　不同图像去噪方法在 SIDD真实噪声数据集上的视觉对比结果
 

表 4所示为本文提出的去噪方法与现有方法在 DND基准数据集上的量化对比结果. 与 SIDD类似, DND也

提供了相应的线上提交系统用于公平地测量各种对比方法的量化结果 [7]. 根据表 4的量化结果可知, 本文方法在

DND 上的 SSIM 指标明显优于对比方法, 其中比 DnCNN-B 和 TNRD 这两个有监督的深度去噪方法提高 0.082
和 0.04, PSNR值分别提高 1.90 dB和 0.68 dB. 由于提出 N2V方法的作者还未将结果数据上传至 DND数据集网

页获取量化结果, 因此出于公平我们无法在该数据集上与本文方法进行对比. 图 7展示了本文方法和对比方法在 DND
上的视觉对比实例, 包括局部放大结果. 可以看出本文方法的去噪结果比其他方法的噪声残留更少, 边缘更清晰.

除了 SIDD和 DND这两个数据集, 本文还使用噪声强度相对较弱的 Nam基准数据集来评估本文提出的去噪

算法. 表 5所示为本文方法与现有方法在 Nam数据集上的量化对比结果. 可以看出本文方法在低噪声图像上也同

样适用. 图 8展示了对应的视觉对比结果. 可以观察到本文提出的方法能够在去除噪声的同时保留更丰富的图像

细节.

表 4    不同图像去噪方法在 DND数据集上的量化结果
 

对比方法 PSNR (dB) SSIM 盲/非盲去噪

MLP[12] 34.23 0.833 非盲去噪

BM3D[1] 34.51 0.851 非盲去噪

NCSR[2] 34.05 0.835 非盲去噪

EPLL[5] 33.51 0.824 非盲去噪

TNRD[31] 33.65 0.831 非盲去噪

DnCNN-B[14] 32.43 0.790 盲去噪

本文方法 34.33 0.872 盲去噪

表 5    不同图像去噪方法在 Nam数据集上的量化结果
 

对比方法 PSNR (dB) SSIM 盲/非盲去噪

BM3D[1] 35.19 0.906 非盲去噪

KSVD[3] 36.41 0.946 非盲去噪

EPLL[5] 33.42 0.907 非盲去噪

TNRD[31] 35.35 0.959 非盲去噪

DnCNN-B[14] 33.86 0.864 盲去噪

WNNM[34] 33.45 0.902 非盲去噪

N2V[25] 35.27 0.915 盲去噪

本文方法 36.45 0.951 盲去噪
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根据上述 3个真实噪声基准数据集的对比结果可以证明, 本文方法不论在视觉上还是量化指标上其去噪性能

均优于现存大多数无监督方法及部分全监督深度学习去噪方法, 且对于不同强度噪声数据集均表现出良好的泛化

性能. 本文方法的焦点不在于网络结构的设计, 而是如何挖掘真实噪声图像本身的一些特征属性来构造伪监督标

签, 在没有使用任何外部监督信号的条件下实现了自监督去噪. 因此, 本文方法是一种针对真实噪声图像而提出的

纯粹的自监督去噪方法, 它从一个全新的角度探索了真实场景的图像去噪问题.
  

(a) Input (b) MLP[12] (c) BM3D[1] (d) NCSR[2]

(e) EPLL[5] (f) TNRD[31] (g) DnCNN-B[14] (h) 本文方法

图 7　不同图像去噪方法在 DND真实噪声数据集上的视觉对比结果
  

(a) Input (b) BM3D[1] (c) KSVD[3] (d) EPLL[5]

(e) TNRD[31] (f) DnCNN-B[14] (g) WNNM[33] (h) 本文方法

图 8　不同图像去噪方法在 Nam真实噪声数据集上的视觉对比结果
 

 4.3.2    双尺度去噪网络与单尺度去噪网络的性能比较

本文首先对单尺度去噪网络进行了训练, 网络的输入是大尺度的噪声图像, 记录训练过程中每一轮的验证结

果, 如图 9中的橙色曲线所示. 然后, 本文提出以小尺度噪声图像作为输入的另一个网络分支并使用小尺度的去噪

图像经过两倍上采样之后给大尺度去噪分支提供一些辅助的监督信息, 以此来训练双尺度的去噪网络. 图 9中的

蓝色曲线表示双尺度去噪网络训练过程的收敛趋势, 根据验证结果可以看出双尺度去噪网络相比于单尺度去噪网

络在性能上确实有一定的提升, 而且两个尺度网络共享参数. 因此, 本文提出的双尺度去噪网络不仅在性能上优于

单尺度网络, 而且不会占用额外的存储空间.
 4.3.3    BGM和 SAM的有效性验证

本文在基于自监督的双尺度盲去噪网络的基础上增加 BGM 模块和 SAM 机制用来构建自监督约束以便

实现更好的去噪性能. 下面我们在 SIDD上分别验证这两个模块的有效性. 表 6展示了使用不同模块的自监督
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Lrec

LBG

约束的网络模型对 SIDD基准测试集的量化结果. 其中, 使用输入噪声图像与输出重建噪声图像之间的自监督

损失函数   使得平均 PSNR量化结果提高 0.10 dB. 在此基础上通过增加 BGM模块构建新的自监督损失函数

 使得平均 PSNR值又提高 0.03 dB, 可以证明增加 BGM模块辅助本文提出的双尺度盲去噪网络进行训练,
可以提升网络的去噪性能. 此外, 本文在增加 BGM的基础上又提出了 SAM机制, 用于引导网络关注图像中微

小的结构细节. 从表 6可知, 增加 SAM模块使得网络的去噪性能得到了大幅度提升, 其平均的 PSNR量化指标

提升了 0.22 dB.

 4.3.4    平滑参数对网络去噪性能的影响

λ α λ

LEPS α λ α

λ α

λ=1.2 α λ=1.2, α= 0.05

α=0.08 λ λ=1.0, α= 0.08

λ= 0.08 α=1.2

λ α

在边缘保持自监督约束 (公式 (12)) 中, 涉及到两个参数   和   用于控制去噪图像的平滑程度. 其中   表示

 的平滑权重,    表示网络对输入噪声图像的梯度敏感度. 接下来本节讨论不同   和   取值对网络去噪性能的

影响. 图 10 展示了一幅真实噪声图像及其在不同   和   取值下网络的去噪效果的局部放大对比图. 可以观察到,
当    时,     取值越大, 图像的细节丢失越严重, 即    对应的去噪图像的细节保持较为完整; 当

 时,    取值越大, 图像越平滑, 即   对应的去噪图像细节相对清晰, 但是存在轻微的噪声残余.
经过大量实验, 本文最终选取   和   作为最佳的平滑参数来实现图像去噪和细节保持的折中. 此外, 针对

不同的真实噪声数据集, 用户可以通过调节平滑参数   和   来使得网络适应于该数据集的噪声特性, 以便复原出

细节更加清晰的图像.
  

噪声图像 λ=0.08, α=1.0 λ=0.05, α=1.2

λ=0.10, α=1.2λ=0.08, α=1.2 λ=0.08, α=1.5

λ α图 10　不同平滑参数   和   对模型的去噪效果
 

 4.3.5    生成对抗式学习对网络性能的影响

本文致力于探索适用于真实噪声图像盲去噪的自监督约束, 所提出的方法旨在训练出具有良好的去除真实噪

表 6    不同自监督约束的网络在 SIDD 上的量化结果
 
LEPS  Lrec  LBG  LSA  PSNR (dB) SSIM
√ × × × 30.05 0.753
√ √ × × 30.15 0.759
√ √ √ × 30.18 0.760
√ √ √ √ 30.40 0.769
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图 9　单尺度网络与双尺度网络在训练过程中的验证

结果曲线图
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Ladv

y∗ ỹ∗ x x̃

声能力的生成式网络. 为了探索生成对抗式学习对自监督算法性能的影响, 本文引入对抗性损失函数   进一步

约束网络, 使用输出的重建噪声图像   (   )和输入的真实噪声图像   (   )来计算对抗损失:
Ladv = E

[
log(D(x))

]
+E

[
log(1−D(y∗))

]
(18)

D(·)在这里   指的是判别器, 本文提出的去噪网络作为生成器. 我们不仅使用量化指标 PSNR 和 SSIM 来评

估去噪结果, 还使用了非参考图像质量评估方法 NIQE[35]和 BRISQUE[36]从图像视觉质量方面进行了评估, 其中

NIQE和 BRISQUE得分越低说明图像的视觉效果越好. 实验结果如表 7所示, 相比于未引入对抗损失的方法, 采
用生成对抗学习范式的方法在 PSNR量化指标上提高 0.18 dB, 在视觉评价指标 BRISQUE上得分降低约 3.5, 但
是比 NIQE的得分略有上升. 综合实验结果表明采用生成对抗学习范式可以进一步提高本文方法对于真实图像的

盲去噪效果.
 
 

表 7    生成对抗学习范式在量化指标和视觉质量上对网络性能的影响 
方法 PSNR (dB) SSIM NIQE BRISQUE

本文方法 30.40 0.769 7.215 33.546
对抗损失 30.58 0.773 7.485 30.031

 

 4.3.6    特征图谱可视化

为了更好地解释自监督约束所捕获的特征表达的有效性, 本节对训练过程中网络模型学习到的特征图谱进行

了可视化. 图 11展示的是由图像非盲去噪子网络的第 21个卷积层 (详见图 3)输出的某一特征图谱. 通过可视化

结果可以观察到, 随着训练次数 (epoch)的增加, 网络学习到的高频特征逐渐趋于细化, 特别是平滑区域的噪声分

布, 且图像的边缘特征也逐渐由模糊变得清晰, 验证了本文所提出的自监督算法的有效性, 有助于在缺乏清晰图像

监督的条件下使得网络复原出视觉效果良好的去噪图像.
  

(a) Epoch=5 (b) Epoch=10 (c) Epoch=20 (d) Epoch=50 (e) Epoch=100

图 11　网络训练过程中的特征图谱可视化
 

 4.3.7    算法效率分析

算法的效率也是评价算法性能的重要因素之一. 表 8给出了本文算法与现有相关的去噪方法的运行时间比较

结果, 表中所有方法的运行时间均通过测试尺寸为 512×512的彩色图片得到. 实验结果表明本文提出的算法需要

较少的运行时间.
 
 

表 8    不同图像去噪方法的运行时间对比 
对比方法 NLM[10] BM3D[1] KSVD[3] EPLL[5] TNRD[31] DnCNN-B[14] RIDNet[9] CBDNet[6] 本文方法

CPU/GPU CPU CPU CPU CPU CPU GPU GPU GPU GPU
工具 Matlab Matlab Matlab Matlab Matlab Python Python Python Python

运行时间 (s) 621.9 4.9 422.7 114.93 3.64 0.058 0.190 0.400 0.057
 

 4.3.8    本文方法的局限性

根据实验结果可以发现本文提出的基于自监督约束的双尺度真实图像盲去噪算法对于暗光条件下真实图像

的去噪效果不理想. 如图 12所示, 图 12(a)是一幅在暗光环境下拍摄的真实噪声图像, 其整体灰度值偏低且噪声强
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度较大, 图 12(b) 是经过本文方法处理后的去噪结果, 可以观察到去噪后的暗光图像存在一些较为明显的噪声残

留, 同时图像边缘的模糊程度也在变大. 鉴于目前暗光噪声数据集的匮乏, 我们计划在未来的工作中致力于解决暗

光条件下的图像去噪问题.
  

(a) 暗光噪声图像 (b) 暗光去噪图像

图 12　暗光条件下真实图像的去噪案例
 

 5   结　论

为了解决真实噪声图像的去噪问题, 本文提出了一种基于自监督约束的双尺度真实图像盲去噪算法. 该算法

仅使用真实世界的噪声图像作为训练数据, 通过构建基于全变分图像先验的边缘保持自监督约束和基于图像背景

一致性的背景自监督约束, 设计了一种双尺度两阶段网络模型以实现噪声的估计和图像的去噪. 本文还提出一种

结构相似性注意力机制, 可帮助网络模型复原出纹理细节更加清晰的真实图像. 通过对定性与定量的实验结果分

析, 本文所提出的基于自监督约束的双尺度盲去噪算法能够针对未知噪声强度的真实图像取得较好的降噪效果,
从而验证了算法的有效性与鲁棒性. 此外, 本文提出的框架可以作为一种通用的框架运用于其他真实场景下的图

像复原任务. 在未来的工作中, 我们将进一步优化算法的网络结构, 同时受生成对抗网络的启发, 我们也将进一步

探索生成对抗式学习对自监督图像复原任务的重要意义.
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