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摘  要: 实体解析是数据集成的关键方面, 也是大数据分析与挖掘的必要预处理步骤. 大数据时代, 随着查询驱

动的数据应用需求的不断增长, 查询式实体解析成为热点问题. 为了提升查询-解析效率, 研究了面向实体缓存的

多属性数据索引技术. 涉及两个核心问题: (1) 如何设计多属性数据索引? 设计了基于 R-树的多属性索引结构. 为

了满足实体缓存在线生成需求, 提出了基于空间聚类的在线索引构建方法. 提出了基于“过滤-验证”的多维查询方

法, 利用多属性索引有效地过滤掉不可能命中的记录, 然后采用相似性函数或距离函数逐一验证候选记录. (2) 如

何将不同的字符串属性插入到树形索引中? 解决思路是, 将字符串映射到数值空间. 针对 Jaccard 相似性和编辑相

似性, 提出了基于 q-gram 的映射方法, 并提出了基于向量降维的优化和基于 z-order 的优化, 实现高质量的“字符

串数值”映射. 最后, 在两个数据集上进行实验评估, 验证多属性索引的有效性, 并测试其各个方面. 
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Abstract: Entity resolution is a key aspect of data integration, and also is a necessary preprocessing step of big data analytics and mining. 

In big data era, more and more query-driven data analytics applications come out, and query-based entity resolution becomes a hot topic. 

This work studies multi-attribute data indexing technology for entity cache in order to promote query-resolution efficiency. There are two 

core problems. One is how to design the multi-attributeindex. An R-tree based multi-attributeindex is designed. Entity cache is produced 

online, so an online index construction method is proposed based on spatial clustering. A filter-verify based multi-dimensional query 

method is proposed. It filters impossible records by the multi-attributeindex, and then verifies each candidate record with similarity 

functions or distance functions. The other ishow to insert different string attributes into the tree index. The basic solution is mapping 

strings into integer spaces. For Jaccard similarity and edit similarity, a q-gram based mapping method is proposed, and is improved by 

vector dimension reduction and z-order, which achieves high mapping qualities. Finally, the proposed hybrid index is experimentally 

evaluated on two datasets. Its effectiveness is validated, and moreover, different aspects of the multi-attribute index are also tested. 
Key words: entity resolution; multi-attribute data indexing; query based; data integration; data preprocessing 

实体解析(entity resolution, ER)是数据集成和数据预处理的重要环节, 也是大数据分析与挖掘的基础工 
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作[1,2]. 实体解析致力于找出数据源中描述相同实体的不同数据记录, 也被称为实体匹配和记录链接. 传统的

实体解析是批处理式任务, 直接解析整个数据集, 因此时间开销较大. 然而在大数据时代, 面对大规模的数

据量, 查询驱动的数据分析应用成为热点需求, 为此需要提供查询式实体解析服务. 不同于批处理式实体解

析, 查询式实体解析需要近似实时地完成面向查询记录的查询-解析任务[3]. 

当前, 查询式实体解析有着广泛的应用前景. 比如, 反恐信息系统收集来自多个数据源的不同方面的个

人信息, 包括公安居民信息数据库、出入境信息数据库、犯罪信息数据库、火车票务数据库以及移民信息数

据库等. 当进行嫌疑恐怖分子信息定位时, 需要从这些数据源中查询-解析出关于该嫌疑恐怖分子的所有数据

记录, 从而协助案情侦测. 再比如, 小型公司获得较大量的数据, 然而只关心一小部分与自己商业运营有关

的数据, 因此只需要查询-解析出自己感兴趣的数据记录即可. 

查询式实体解析中近似实时的效率需求离不开有效的实体缓存机制, 而实体缓存的核心在于高效的索引

技术. 数据记录包含多个属性, 以字符串为主, 还有少量数字串, 并且不同属性通过不同类型的相似性(比如

Jaccard、编辑距离、数值的差值等)衡量, 这就构成多属性多相似性空间——一种特殊的多维空间, 每个维度

对应特定的属性类型和相似性类型. 实体缓存需要支持多属性多相似性空间搜索, 因此需要设计面向多属性

多相似性空间的索引, 称为多属性数据索引. 然而, 已有的字符串索引大部分是一维的[4], Zhang 等人提出了

基于编辑距离的字符串索引[5], Zhang 等人提出了基于集合相似性的字符串索引[6]. Li 等人提出了基于前缀树

的多属性相似性连接与查询方法, 可以支持多维的字符串查询, 需要构建多个前缀树[7]. 多维索引技术则主

要面向多维数值空间[8]. 总体而言, 当前缺乏高效的面向多属性多相似性空间的数据索引技术. 

本文提出了基于 R-树的多属性数据索引技术来解决实体缓存查询问题. R-树是 B-树在多维空间的拓展, 

解决了多维空间搜索问题[9], 因此以 R-树为基础来设计多属性索引结构. 然而, R-树面向数值, 无法处理字符

串. 为此, 将字符串映射到数值空间, 以便将其插入到树形索引. 给定字符串相似性函数, “字符串数值”映

射必须满足相似性上界可计算, 即线性时间内计算出查询字符串与一个字符串范围的最大相似性, 从而实现

有效的数据过滤. 以 Jaccard 相似性和编辑相似性为例, 设计了基于 q-gram 的映射方法, 并且通过向量降维和

z-order 变换来优化之, 有效提升了过滤能力. 在此基础上, 提出了多维查询方法, 先通过多属性索引过滤掉

不可能命中的记录, 然后采用相似性函数来验证候选记录是否满足查询约束. 查询式实体解析中, 随着查询-

解析的进行, 缓存记录在线生成, 为此设计了小批量式在线索引构建方法, 保证实时性. 通过实验评估表明

了所提出的多属性索引技术的有效性. 需要说明的是, 本文主要针对全局数据不变的场景展开研究. 

本文的主要贡献如下: 

 提出了基于 R-树的多属性数据索引技术. 设计了基于 R-树的多属性索引结构; 提出了基于空间聚类

的小批量式在线索引构建方法; 提出了基于“过滤-验证(filter-verify)”的多维查询方法; 

 提出了一组“字符串数值”映射方法. 首先提出了基于 q-gram 的基本映射方法; 然后提出了两个基

于降维的优化方法: 基于哈希的降维和基于频率分类的降维; 最后提出了基于 z-order 的优化方法. 

其中, 基于哈希的降维方法可用于全局数据变化的场景, 而基于频率分类的降维方法只适用于全局

数据不变的场景; 

 在两个数据集上进行了充分的实验评价, 通过与已有工作的对比, 验证了本文提出的索引技术的有

效性, 并且测试了索引技术自身的各个方面. 

本文第 1 节进行研究概述, 包括查询式实体解析、实体缓存机制和问题定义. 第 2 节介绍基于 R-树的多

属性数据索引, 包括索引结构、索引构建和多维查询. 第 3 节详述“字符串数值”映射, 包括基于 q-gram 的

映射和两类优化方法: 向量降维和 z-order 变换. 第 4 节进行实验评价, 将本文提出的多属性索引技术与已有

工作对比, 并且测试多属性索引的各个方面. 第 5 节回顾相关工作, 涉及查询式实体解析、字符串索引技术和

空间索引技术等. 最后, 第 6 节对全文进行总结, 并指出下一步可能的研究方向. 
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1   研究概述 

1.1   查询式实体解析 

如图 1所示, 给定一条查询记录 rq和脏数据集D, 从D中找出所有与 rq匹配的记录并组成记录类簇 Rq, 将

Rq 作为查询式实体解析的结果返回. 为了保证响应速度和用户体验, 需要在较短时间内返回精确的查询-解析

结果. 

分块(离线) 块查询
匹配可能性

搜索
实体解析

查询式实体解析

查询-解析

结果Rq
查询请求rq

实体缓存机制
脏数
据集D

 

图 1  查询式实体解析架构 

查询式实体解析(query based entity resolution, Q-ER)采用“过滤-验证”策略. 

(1) 分块(离线)与块查询. 离线时, 对脏数据集进行多路分块, 得到块集合[10,11]. 查询时, 利用查询记录

生成分块键值(blocking key value, BKV)[10,11], 进而查询得到该记录对应的块, 这些命中的块中所有

记录构成初步的候选记录集合. 在此过程中, 利用开销较小的分块技术过滤大部分不可能匹配的数

据记录; 

(2) 匹配可能性搜索. 利用分块来计算查询记录与候选记录的匹配可能性[2], 并选择 top-K 个记录作为

最终候选记录; 

(3) 实体解析. 根据匹配可能性, 对查询记录与候选记录依次进行实体解析, 所有匹配的记录组成一个

记录类簇[12], 返回记录类簇. 如果返回的记录类簇不为空, 则查询-解析命中; 否则, 查询-解析未命

中. 一个实体解析方法 m(*,*)接受两个记录作为输入, 输出二者是否匹配. 

一方面, 实体解析的时间开销较大, 并且候选记录对的数量较多, 因此导致查询-解析的时间开销较大, 

影响查询-解析响应速度; 另一方面, 已有的查询-解析结果具有复用价值. 为了提升查询-解析效率, 应设计

高效的缓存机制来协助 Q-ER. 

1.2   面向实体解析的缓存机制 

实体缓存收集已有的查询-解析结果, 以便后续相似的查询到来时直接返回结果. 记录类簇(即查询-解析

结果)包含多条记录, 通过数据融合[13,14]生成一条代表记录来代表该类簇[15], 缓存操作将基于代表记录. 数据

融合方法[13]为每个属性选择最有代表性的值, 这样的值包括了类簇中该属性对应的值的所有信息, 并且消除

掉数据冲突, 保证了当前匹配的正确性和后续匹配的正确性, 这样最大限度地提高了实体解析的准确性[15]. 

如算法 1 所示, 实体缓存机制的基本工作原理如下: 当查询请求 rq 到来时, 首先进行缓存查询(第 1 行), 如果

命中, 则依次将查询记录与命中的缓存记录进行实体解析: 若发现匹配记录, 则直接返回匹配记录类簇(第

25 行); 如果缓存查询未命中, 则执行标准的查询式实体解析, 得到查询-解析结果 Rq(第 6 行), 若 Rq 不为空, 

则将其加入到实体缓存(第 79 行). 其中, EC.query(rq)对缓存 EC 进行查询, 返回命中的候选记录集合 Rc; 

m(*,*)对两记录进行实体解析, 如果匹配, 返回真, 否则, 返回假; EC.recordCluster(rc)返回缓存中 rc 对应的记

录类簇; dataFustion(Rq)生成代表记录 rc, 为每个属性生成最有代表性的值; EC.insert(rc,Rq)将当前查询-解析结

果的代表记录 rc 及其记录类簇 Rq 加入缓存. 

算法 1. 基于实体缓存的 Q-ER. 

输入: 查询记录 rq, 脏数据集 D, 实体缓存 EC; 

输出: 查询-解析结果 Rq. 
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1.  Rc=EC.query(rq);      //实体缓存查询 

2.  if Rc!= 

3.    for rcRc 

4.      if m(rq,rc)      //实体解析 

5.        return EC.recordCluster(rc);  //缓存中至多存在一个与查询记录匹配的缓存记录 rc 

6.  Rq=Q-ER(rq,D);      //标准的查询式实体解析方法 

7.  if Rq!= 

8.    rc=dataFustion(Rq);     //数据融合 

9.    EC.insert(rc,Rq);     //将最新的查询-解析数据加入实体缓存 

10. return Rq; 

实体缓存机制的核心问题之一是如何实现高效、准确的记录查询. 实体解析中, 数据记录通常包含多个

不同特点的字符串属性及数值属性, 不同的字符串属性可能对应不同的字符串相似性函数和阈值, 比如姓名

对应编辑距离、工作单位对应 Jaccard 相似性、年份对应差值, 阈值分别为 2、0.75 和 1. 已有的多维索引主

要面向数值型数据, 字符串索引通常是一维的, 都无法满足上述需求. 为此, 需要设计支持多维查询的索引, 

这是本文的研究主题. 

1.3   问题定义 

数据记录集合 S={si|0≤i≤n}, 对应的属性集合为{Sj|0≤j≤x}; 记录 si 的属性值集合为{ | 0 },  j j
i is j x s≤ ≤  

表示记录 si 在属性 Sj 上的值. 不同类型的属性需要通过不同类型的方法来衡量相似性, 字符串属性通过相似

性函数衡量, 数值属性通过距离函数衡量. 字符串相似性函数比较复杂、多样, 而数值的距离计算相对简单

(比如差值). 实体解析中用到各种字符串相似性函数, 可分为两类. 

(1) 基于编辑的相似性 :  通过衡量两个字符串之间的字符级变换来计算相似性 ,  也称为基于字符 

(character)的相似性. 以编辑距离(edit distance, ED)为例, ( , )j j
q iED r s 是将 j

qr 通过单个字符的增加、删

除和替换这 3 个基本操作转换成 j
is 所需要的最少操作次数. 为了方便使用, 可将编辑距离转换成编 

辑相似性(edit similarity, ES): 

 
( , )

( , ) 1
max{| |,| |}

j j
q ij j

q i j j
q i

ED r s
ES r s

r s
   (1) 

其中, |*|表示字符串长度. 同类型的相似性还有 Jaro、Jaro-Winkler 等; 

(2) 基于集合的相似性: 将字符串处理成标识集合, 然后利用集合相似性函数来计算字符串相似性, 也

称为基于标识(token)的相似性. 以 Jaccard 为例: 

 
| ( ) ( ) |

( , )
| ( ) ( ) |

j j
q ij j

q i j j
q i

tokenize r tokenize s
Jaccard r s

tokenize r tokenize s





 (2) 

其中, tokenize(*)是标识生成函数. 本文提到的标识是 q-gram 级别的, 比单词级标识的粒度更细, 计

算得到的相似性更准确且容错性更强. 同类型的相似性还有 Overlap、Cosine 等. 

定义 1(多维查询). 给定数据集 S 和查询记录 rq, 二者属性相同, 多维查询约束如下所示: 

 ( , , , ) ( , , , )
sim dist

j j j j k k k k
j QCA q k QCA qS r sim S r dist         (3) 

其中, QCA=QCAsimQCAdist, 是查询约束属性编号集合. 

属性相似性衡量方式分为两类, 对应两类约束: ( , , , ) { ( , ) },  j j j j j j j j j
q qS r sim sim S r sim   ≥ 为相似性函

数, ( , , , ) { ( , ) },  k k k k k k k k k
q qS r dist dist S r dist   ≤ 为距离函数. 那么, 多维查询返回符合的数据记录. 

将采用“过滤-验证”策略来解决面向数据记录的多维查询问题: (1) 过滤阶段, 通过多属性索引过滤掉不

可能满足查询约束的记录, 生成候选记录集合; (2) 验证阶段, 调用各种相似性函数或距离函数计算候选记录
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是否满足查询约束. 查询的效率和精确性主要依赖于多属性索引的过滤能力, 为此, 将研究基于 R-树的多属

性索引. 

2   基于 R-树的多属性数据索引 

实体缓存索引应满足以下要求:  ① 支持多维多类型(以字符串和数值为主)属性;  ② 针对不同的属性, 支

持不同的相似性函数, 如编辑相似性或 Jaccard 相似性;  ③ 支持多维查询, 每个维度上满足各自阈值的约束; 

④ 支持查询时在各个维度自由地设定阈值, 而不必在构建索引时就固定阈值. 为此, 设计了基于 R-树的多属

性数据索引. 

2.1   多属性索引的基本思想 

R-树是一种高效的多维索引, 支持快速的多维查询、更新代价较小、支持外存, 但只适用于数值, 而不适

用于字符串, 因此将改进 R 树以设计多属性索引. 如例 1 所示, 多维树形索引中, 每个非叶子节点包含多个成

员, 每个成员包含一个最小临界矩形(minimum bounding rectangle, MBR)和指向孩子节点的指针; 叶子节点存

储一组数据记录. MBR 是多维索引的核心, 它表示多维空间中一块区域, 在每个维度上限定一个取值范围. 

其中, 对于 R 树中根节点以外的节点来说, 其节点中数据量满足范围约束[m,M]. 字符串本身不是可度量的, 

因此无法对字符串直接构建索引. 解决思路是: 将字符串基于给定相似性函数映射到数值空间, 将对字符串

的索引转变为对数值的索引. 例 1 中, 将名字和职业分别映射成二进制的数字, MBR 中字符串的取值范围就

可以用二进制取值范围表示. 给定相似性函数, 两个字符串的相似性将通过它们的对应数值来计算. 显然, 

“字符串数值”映射需要满足某些要求. 

例 1: 如图 2 所示, 针对个人信息记录中名字、职业和出生年份这 3 个属性构建三维索引, 名字通过编辑

相似性衡量, 职业通过 Jaccard 相似性衡量, 出生年份的距离函数为差值. 其中, 名字和职业两个字符串属性

被映射成二进制数字. 

 

图 2  高度为 3 的三维索引 

定义 2(“字符串数值”映射). 给定一个字符串集合 T, 存在映射函数:TΝ, 将字符串集合中每个字符

串映射到唯一数值. 

性质 1(可比较性). 给定任意两个字符串 ti 和 tj, (ti)与(tj)的大小关系唯一确定, 这是一种全序关系. 

性质 2(相似性上界可计算). 给定相似性函数 sim(*,*)、查询字符串 tq 和字符串范围[ti,tj], 可在线性时间

内计算出 max(sim(tq,tk)), tk[ti,tj]. 

命题 1. 给定相似性函数 sim(*,*), 当且仅当“字符串数值”映射满足性质 1 和性质 2 时, 映射可以用于

构建多属性索引. 

多属性索引的插入和删除操作都依赖于可比较性, MBR 每个维度都必须具有可比较性. 相似性上界计算
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的效率和有效性将决定索引的过滤能力. 一方面, 基于树形索引的多维查询是一个自顶向下的过程, 在每一

层都要执行多次相似性上界计算, 因此上界计算的效率将影响多维查询的效率; 另一方面, 如果相似性上界

计算不准确, 可能导致过度调用字符串相似性函数 sim(*,*)来验证, 字符串相似性函数的开销通常较大, 从而

产生巨大的开销, 严重影响到索引的过滤能力. 为了确保多维查询的效率, 映射应该保证高效(即线性时间

内)、准确的相似性上界计算. 

2.2   多属性索引在线构建 

查询式实体解析中查询-解析结果在线地生成, 需要近似实时地加入缓存. 传统的 R-树构建过程包含频繁

的插入和分裂操作[9], 导致时间开销较大, 应当考虑批量插入. 已有的批量插入方法要么静态地从 0 开始生成

完整的 R-树[16,17], 要么动态地将(较大量的)增量数据一次性插入到已有 R-树[18,19], 不适用于实体缓存的在线

生成需求. 为此, 采用批-流融合的理念, 每次处理小批量的增量数据, 即数据增量不超过 500. 提出了一种基

于空间聚类的在线索引构建方法. 为了构建多属性索引, 首先需要将记录转换成多维数值空间中的点, 然后

将点插入到树形索引. 

多属性索引在线构建的基本思想是: 将增量数据进行聚类, 以类簇为单位进行 best-effort 插入. 如算法 2

所示, 多属性索引在线构建流程如下. 

 将数据记录转换为多维数值空间内的点(第 1 行), 数据空间的维度取决于多属性索引的维度|IA|≤记

录的属性维度; 

 利用 GDBSCAN 算法[20]对多维数值型数据进行基于密度的空间聚类(第 2 行), 得到类簇集合 CL; 

 从 CL 中迭代地选择最大类簇 cl, 执行以下操作(第 610 行): 利用 cl 生成 MBR mbr(第 7 行); 然后调

用 insert 函数, 将 mbr 中的数据尽量多地插入到 MRTree 的某个叶子节点, cl为无法插入的数据集合

(第 8 行); 

 当遍历完 CL 后, 若还有剩余数据, 则对剩余数据进行空间聚类(第 11 行、第 12 行); 

 循环执行上述操作(第 414 行), 直到 CL 为空. 

需要说明的是: 在迭代过程, 一旦被 GDBSCAN 算法判别为离群点数据, 后续就不会被 GDBSCAN 算法

再次处理(第 3 行、第 13 行), 而是最后被逐个插入到 MRTree(第 15 行、第 16 行). 

insert 函数是对传统 R-树中插入操作[9]的改进, 它的输入为一个 MBR mbr. 首先, 找出 mbr 的中心点在

MRTree 中对应的叶子节点 LF(第 1 行); 接着, 将 mbr 中符合 LF 的 MBR 约束的数据插入到 LF 中(第 2 行); 然

后, 在必要情况下, 执行节点分裂、向上传递、树增高等 R-树基本操作(第 35 行)[9]; 最后, 返回剩余的数据

cl(第 6 行). 

算法 2. 多属性索引在线构建. 

输入: 新增(小批量)数据记录集合, 多属性索引 MRTree, 索引属性编号集合 IA, 映射集合{j|jIA}; 

输出: 更新后的多属性索引 MRTree. 

1.  =Record2IntegerPoint(,IA,{j|jIA});  //将记录转成|IA|维数值空间的点 

2.  CL=GDBSCAN();  //基于密度的空间聚类 

3.  O.add(CL.popOutliers());  //popOutliers()函数将 CL 中离群点取出, add()函数将离群点加入到离群 

点集合 O 中 

4.  repeat 

5.    CL=; 

6.    for cl=CL.topCluster()  //取出最大类簇 

7.      mbr=MBR(cl);  //将类簇生成 MBR 

8.      cl=MRTree.insert(mbr);  //见下面函数 insert 详情 

9.      if cl!= 

10.       CL.add(cl); 
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11.   if CL!= 

12.     CL=GDBSCAN(CL); 

13.     O.add(CL.popOutliers());  //同第 3 行 

14. until CL==; 

15. for riO  //将离群点数据逐一插入到 MRTree 

16.   MRTree.insert(ri); 

函数. insert(mbr). 

输入: 多属性索引 MRTree, 待插入的 MBR mbr; 

输出: 剩余记录类簇 cl. 

1.  LF=MRTree.ChooseLeaf(mbr.centre);  //ChooseLeaf 为 R-树中叶子节点搜索操作 

2.  将 mbr 中符合 LF 中 MBR 约束的数据插入到 LF, 剩余数据集合为 cl; 

3.  执行 SplitNode, 如果必要的话;  //SplitNode 为 R-树中节点分裂操作, 当节点中数据量达到 M 时, 需 

要进行分裂操作 

4.  执行 AdjustTree, 如果发生了节点分裂;  //AdjustTree 为 R-树中向上传递操作, 调整树结构 

5.  执行树增高操作, 如果 AdjustTree 导致根节点分裂; 

6.  return cl; 

2.3   基于多属性索引的多维查询 

整体而言, 多维查询将采用“过滤-验证”策略: 先利用多属性索引过滤掉不可能命中的记录, 得到候选记

录集合; 然后采用相似性函数或距离函数逐一验证候选记录, 最后返回符合查询约束的记录. 多维查询将基

于树的深度优先遍历进行, 利用递归实现. 给定|IA|维树形索引 MRTree, 其中, |IAsim|维通过相似性函数衡量, 

jIAsim, 第 j 个属性的相似性函数为 simj(*,*), 相似性阈值为 θj; 剩余的|IAdist|=|IA||IAsim|维通过距离函数衡量, 

kIAdist, 第 k 维的距离函数为 distk(*,*), 距离阈值为 θk. 数值属性通常用距离函数来衡量, 它的距离下界可以

直接计算得到. 如算法 3 所示, 给定查询记录 rq, 那么|IA|维查询的具体流程如下. 

(1) 叶子节点查询(第 24 行). 对当前叶子节点 T 中的每个记录 ri 调用相似性函数或距离函数进行范围

验证:  ① 对于基于相似性衡量的|IAsim|维中的每一维, 进行相似性约束验证(函数 rangeVerify, 第 13

行);  ② 对于基于距离衡量的|IAdist|维中的每一维, 进行距离约束验证(函数 rangeVerify, 第 46 行). 

如果 ( , ) ( , )
sim dist

j j j j k k k k
j IA i q k IA i qsim r r dist r r   ≥ ≤ 为真, 将记录 ri 加入查询结果; 否则, 过滤掉 ri. 

即: ri 中任何一维不满足相似性或距离约束, 就过滤掉 ri; 

(2) 子树查询(第 68 行). 对当前非叶子节点 T 中的每个子节点 U 调用相似性上界函数或距离下界函数

进行重叠验证:  ① 对于基于相似性衡量的|IAsim|维中的每一维, 进行相似性上界(记作 UBj)约束验证

(函数 intersect, 第 13 行);  ② 对于基于距离衡量的|IAdist|维中的每一维, 进行距离下界(记作 LBk)约

束验证(函数 intersect, 第 46 行), 其中, 距离下界可以直接计算得到, 将不对 LBk 进行详述. 如果 

sim dist

j j k k
j IA k IAUB LB   ≥ ≤ 为真, 那么继续对 U 指向的子节点进行查询; 否则, 过滤掉 U. 即: 

U 中任何一维不满足相似性或距离约束, 就过滤掉 U. 

算法 3. 多维查询 MultiDimenQuery. 

输入: 查询记录 rq, 多属性索引节点 T, 索引属性编号集合 IA=IAsimIAdist, 映射集合={j|jIA}, 阈值集

合={θj|jIA}; 

输出: 查询结果 Rc. 

1.  if T.type==LeafNode 

2.    for riT 

3.      if rangeVerify(rq,ri,IA,)  //调用相似性或距离函数进行范围验证 
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4.        Rc.add(ri); 

5.  else 

6.    for UT.childNodes 

7.      if intersect(rq,MBR(U),IA,)  //调用上(下)界函数进行重叠验证 

8.        MultiDimenQuery(rq,U,IA,,); 

函数. rangeVerify(rq,r,IA,). 

输入: 查询记录 rq, 目标记录 r, 索引属性编号集合 IA=IAsimIAdist, 阈值集合={θj|jIA}; 

输出: 范围验证结果. 

1.  for jIAsim 

2.    if ( , )j j j j
qsim r r    //调用相似性函数 simj 验证第 j 个属性 

3.      return false; 

4.  for kIAdist 

5.    if ( , )k k k k
qdist r r    //调用距离函数 distk 验证第 k 个属性 

6.      return false; 

7.  return true; 

函数. intersect(rq,mbr,IA,). 

输入: 查询记录 rq, 目标 MBR mbr, 索引属性编号集合 IA=IAsimIAdist, 阈值集合={θj|jIA}; 

输出: 重叠验证结果. 

1.  for jIAsim 

2.    if min max( , , )j j j j j
qUB r mbr mbr    //调用相似性上界函数 UBj 验证第 j 个属性 

3.      return false; 

4.  for kIAdist 

5.    if min max( , , )k k k k k
qLB r mbr mbr    //调用距离下界函数 LBk 验证第 k 个属性 

6.      return false; 

7.  return true; 

多维查询的调用方式为 MultiDimenQuery(rq,MRTree.root,IA,,), 从根节点 MRTree.root 开始, 找出所有

符合查询条件的记录. 通过分析算法 3 可知, 相似性上界计算的有效性和效率将决定索引的过滤能力. 为此, 

需要设计高效的“字符串数值”映射. 

3   “字符串数值”映射 

为了将字符串插入到树形索引, 需要将字符串映射到数值空间, 将映射记作. 根据命题 1, 必须满足两

点: ① 字符串集合中任意两个字符串映射后存在大小关系, 即可比较性, 这是构建多属性树形索引的基础条

件; ② 给定字符串相似性函数 sim(*,*), 可以快速地计算出给定字符串 tq 与一个字符串范围 rng=[ti,tj]的最大

相似性, 即相似性上界可计算, 这将决定索引的性能. 第 3.1 节提出了一个基本的“字符串数值”映射方法; 

第 3.2 节提出了两个降维策略来优化基本的映射方法; 在第 3.2 节的基础上, 第 3.3 节通过 z-order 变换作进一

步优化, 得到最终的映射方法. 

3.1   基于q-gram的映射 

字符串相似性分为两类: 基于编辑的相似性(如编辑相似性)和基于集合的相似性(如 Jaccard 相似性). 这

两类字符串相似性都与 q-gram 有着密切的关系[2123]: 前者可以通过 q-gram 来估计, 后者则需要通过 q-gram

来计算. 因此, 借助 q-gram 实现“字符串数值”映射. 将以编辑相似性和 Jaccard 相似性为代表, 给出基于

q-gram 的映射方法. 同类其他的相似性将作为未来工作. 
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如例 2 所示, 为全局 q-gram 的集合(即字符串集合中所有 q-gram 的集合), 给定字符串 tq 的 q-gram 级标

识集合为 G(tq), 用一个||维的标识向量 vtq 统计每个 q-gram 的出现频率; 然后, 将向量 vtq 每个维度换算成二

进制, 拼接成一个更长的二进制数字(例 2中 10001000100000110001001101), 换算成十进制后通常是一个巨大

的数字(例 2 中 35785805). 这个基于 q-gram 的映射方法显然符合可比较性(引理 1), 并且对于编辑相似性和

Jaccard 相似性来说, 上界可计算(引理 2 和引理 3). 然而, 由于标识向量具有超高维特点, 这种映射方法不仅

存储代价过高, 而且相似性上界计算开销过高, 具有显著的可优化空间. 

例 2: ={g0,g1,g2,g3,g4,g5,g6,g7,g8,g9,g10,g11,g12,g13,g14,g15,g16,g17,g18,g19,g20,g21,g22,g23}, G(tq)={g0,g4,g4,g7,g13, 

g13,g13,g17,g20,g21,g23}, vtq=(1,0,0,0,2,0,0,1,0,0,0,0,0,3,0,0,0,1,0,0,1,1,0,1). 

vtq 对应的二进制: 10001000100000110001001101, vtq 对应的十进制: 35785805. 

对于基于 q-gram 的映射方法, 编辑相似性上界计算复杂度为 O(||), Jaccard 相似上界的计算复杂度为

O(||). 

引理 1. 基于 q-gram 的映射满足可比较性(证明略). 

引理 2. 基于 q-gram 的映射满足编辑相似性上界可计算. 

证明: 字符串的编辑距离与其 q-gram 集合存在很强的联系. 给定两个字符串 ti 和 tj, q-gram 集合分别为

G(ti)和 G(tj), 那么两者的编辑距离满足以下关系[2123]: 

 
| ( ) ( ) | | ( ) ( ) |

( , ) max ,i j j i
i j

G t G t G t G t
ED t t

q q

  
 
 

≥  (4) 

其中, G(ti)G(tj)表示出现在 G(ti)中而没有出现在 G(tj)中的 q-gram 组成的集合. 那么, 编辑相似性将满足: 

 
( , ) max(| ( ) ( ) | / ,| ( ) ( ) | / )

( , ) 1 1
max(| |,| |) max(| |,| |)

i j i j j i
i j

i j i j

ED t t G t G t q G t G t q
ES t t

t t t t

 
  ≤  (5) 

其中, 编辑相似性上界的计算复杂度为 O(||). □ 

引理 3. 基于 q-gram 的映射满足 Jaccard 相似性上界可计算. 

证明: Jaccard相似性本身就是根据 q-gram集合计算而来的, 因此满足上界可计算. 其中, Jaccard相似性上

界的计算复杂度为 O(||). □ 

3.2   基于降维的映射优化 

为了降低存储开销和相似性上界计算开销, 可以将超高维标识向量转换为低维向量. 有两种降维思路: 

基于哈希的降维和基于频率分类的降维[46]. 

 基于哈希的降维. 如例 3(1)所示, 利用一个哈希函数将全局 q-gram 映射到 Lhs 个哈希桶中(Lhs<<||). 

给定字符串 tq, 统计 tq 的 q-gram 在每个桶中出现的总次数, 组成一个 Lhs 维哈希向量 vhs 来表示字符

串 tq. 在基于哈希的降维中, 向量 vhs 的各个维度是随机、平等的, 从概率上保证每个维度中 q-gram

的出现频率相差不大; 

 基于频率分类的降维. 如例 3(2)所示, 将全局 q-gram 按出现频率升序排列, 然后划分成 Lfc 类(Lfc<< 

||), 每一类内 q-gram 的出现频率相近, 每一类都装入一个桶内, 将桶按其中 q-gram 的出现频率升序

排列. 给定字符串 tq, 统计 tq 的 q-gram 在每个桶中出现的总次数, 组成一个 Lfc 维频率向量 vfc 来表示

字符串 tq. 在基于频率分类的降维中, 向量 vfc的维度是有序的, 其逻辑为: 若一个 q-gram 的出现频率

越高, 那么它对于字符串过滤或相似性计算的作用越小, 因此应该优先考虑出现频率低的 q-gram. 

例 3: ={g0,g1,g2,g3,g4,g5,g6,g7,g8,g9,g10,g11,g12,g13,g14,g15,g16,g17,g18,g19,g20,g21,g22,g23}, G(tq)={g0,g4,g4,g7,g13, 

g13,g13,g17,g20,g21,g23}, 那么两种降维方法的计算过程及结果如下. 

(1) 基于哈希的降维, Lhs=3. 

 全局哈希 : Bhs0={g0,g2,g5,g10,g13,g15,g19,g23}, Bhs1={g1,g3,g4,g6,g9,g14,g18,g21}, Bhs2={g7,g8,g11,g12, 

g16,g17,g20,g22}; 

 tq 的哈希向量: vhs=(5,3,3); 
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(2) 基于频率分类的降维, Lfc=3. 

 基于频率升序的全局 q-gram 排序: g0, g7, g21, g3, g9, g12, g16, g19, g20, g6, g11, g14, g18, g22, g23, g2, 

g8, g15, g17, g1, g4, g5, g13, g10; 

 等频率小组: f0={g0,g7,g21,g3,g9,g12,g16,g19}, f1={g20,g6,g11,g14,g18,g22}, f2={g23,g2,g8,g15}, f3={g17, 

g1,g4}, f4={g5,g13,g10}. 其中, 每个小组 f 中的 q-gram 的频率相等, 频率大小关系: f0<f1<f2<f3<f4; 

 按频率分类并装桶: Bfc0={g0,g7,g21,g3,g9,g12,g16,g19,g20,g6,g11}, Bfc1={g14,g18,g22,g23,g2,g8,g15,g17}, 

Bfc2={g1,g4,g5,g13,g10}; 

 tq 的频率向量: vfc=(4,2,5). 

基于哈希的映射和基于频率分类的映射显然都满足可比较性; 它们分别满足编辑相似性上界可计算和

Jaccard 相似上界可计算, 具体参考引理 4引理 7. 本质上, 基于降维的优化是用索引过滤的有效性(相似性上

界的精确度)来换取过滤开销, 作为可调节参数, Lhs 或 Lfc 越大, 则过滤能力越强, 而过滤开销也越大. Lhs 与 Lfc

的最佳取值可以通过实验测定. 对于基于哈希的映射方法, 编辑相似性上界的计算复杂度为 O(Lhs), Jaccard 相

似上界的计算复杂度为 O(Lhs). 对于基于频率分类的映射方法 , 编辑相似性上界的计算复杂度为 O(Lfc), 

Jaccard 相似上界的计算复杂度为 O(Lfc). 

引理 4. 基于哈希的映射满足编辑相似性上界可计算. 

证明: 给定两个字符串 ti 和 tj, 将 q-gram 按哈希桶分别进行统计, 根据引理 2 中的公式(4), 那么两者的编

辑距离满足: 

 [0, 1] [ ] [ ] [ ] [ ]

[ ] [ ] [ ] [ ]
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i j j i
hs hs hs hs
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那么, 编辑相似性满足: 
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其中, 编辑相似性上界的计算复杂度为 O(Lhs). □ 

引理 5. 基于哈希的映射满足 Jaccard 相似性上界可计算. 

证明: 根据 Jaccard 相似性定义及基于哈希的降维原理, Jaccard 相似性满足: 

 
[0, 1]

| [ ] [ ] |
( , ) 1

| | | |
fc

i j
fc fcl L

i j
i j

v l v l
Jaccard t t

t t

 






≤  (8) 

其中, Jaccard 相似性上界的计算复杂度为 O(Lhs). □ 

引理 6. 基于频率分类的映射满足编辑相似性上界可计算. 证明略. 

引理 7. 基于频率分类的映射满足 Jaccard 相似性上界可计算. 证明略. 

引理 6 与引理 4 的证明类似, 引理 7 与引理 5 的证明类似, 不再赘述. 

 动态数据环境讨论. 

基于哈希的降维, 与 q-gram 的频率无关, 因此支持动态数据环境. 基于频率分类的降维, 与 q-gram 的频

率相关, 而数据变化带来 q-gram 的频率变化, 因此该方法不支持动态数据环境. 本文主要关注静态数据环境, 

但如何改进基于频率分类的降维以适应动态数据环境, 是值得探索的问题. 一个基本方法是: 当数据变化后, 

重新统计 q-gram 频率, 根据频率调整排序与分组, 然而这种方式开销较大. 为此, 可以采用一种基于分类偏

离的解决思路. 如下面公式(9)所示, 定义一个分类偏离值, 衡量数据更新前后频率分类的总体差异性. 其中, 

BNonow(gi)表示数据更新前 gi所属分类编号, BNonew(gi)表示数据更新后 gi所属分类编号, G 是数据更新导致所

属分类发生变化的 q-gram 集合. 分类偏离值可以用于决定是否需要进行频率分类调整: 

 | ( ) ( ) |
i

new now
i ig G

BNo g BNo g





   (9) 
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3.3   基于z-order的映射优化 

基于降维向量的映射还有进一步的优化空间. 给定两个正整数, 将它们转换为二进制进行比较, 需要从

高位到低位依次比较, 如果高位出现不相等的情况, 则剩余位数不必再作比较[4]. 基于这个启发, 利用 z-order

优化相似性上界计算. 

例 4: 如图 3(a)所示, 字符串 tq 的表示向量 vq=(5,3,3), 将向量 vq 每一维都转换成二进制, 然后执行 z-order

变换, 得到一个新的 0-1 序列 100011111. 现在有一个一维查询: 查询串为 tq, 相似性函数为 Jaccard, 阈值为

0.8. 给定字符串范围[ti,tj]的 z-order 序列表示是[010101011,010101101], 可以表示为 010101???, 其中, 010101

为共同前缀, ?可能取 0或 1, 那么如图 3(b)所示. 010101???中任意字符串 tij对应向量 vij, vij[0]可能取 2或 3, vij[1]

可能取 4 或 5, vij[2]可能取 2 或 3. 现在计算 tq与[ti,tj]的 Jaccard 相似性上界, 上界向量不妨记作 vmax. vq[0]=5>3, 

那么 vmax[0]=3; vq[1]=3<4, 那么 vmax[1]=4; vq[2]=3, 那么 vmax[2]=3; 因此 vmax=(3,4,3), tq与[ti,tj]的相似性上界为

9/(11+109)=0.75<0.8, 所以字符串范围[ti,tj]内不可能存在符合查询条件的字符串, 可以直接过滤掉. 同理, 

编辑相似性的上界也可以算出, 这里不再赘述. 

1 0 1 0 1 1 0 1 1

1 0 0 0 1 1 1 1 1

0 1 0 1 0 1 ? ? ?

0 1 ? 1 0 ? 0 1 ?

{2,3} {4,5} {2,3}

(a) (b)

5 3 3

 

图 3  基于 z-order 优化的示例 

给定相似性 sim, 基于 z-order 的相似性上界计算如算法 4 所示. 首先计算基于 z-order 映射的二进制表示

(第 1 行); 计算字符串范围上、下界的共同前缀长度 pre(第 2 行); 将字符串范围下界后 L-pre 位设置为 0, 字 

符串范围上界后 L-pre 位设置为 1(第 35 行); 利用公式(7)或公式(8)计算 z
qb 与 min max[ , ]z zb b  的 sim 相似性上界 ub, 

作为 tq 与 min max[ , ]
z

t t  的 sim 相似性上界(第 6 行). 

以基于低维向量的映射为基础, 基于 z-order 的映射从技术实现的角度, 进一步提升了过滤能力. 虽然理

论上, 基于 z-order 的映射与基于低维向量的映射的相似性上界计算复杂度是相同的, 但在实际运行过程中, 

基于 z-order 映射的相似性上界计算开销要更小. 

算法 4. 基于 z-order 映射z 的 sim 相似性上界计算. 

输入: 查询字符串 tq, 字符串范围 min max[ , ] ;
z

t t   

输出: tq 与 min max[ , ]
z

t t  的 sim 相似性上界. 

1.  计算 tq, tmin, tmax 基于映射z 的二进制表示 min max,  ,  z z z
qb b b   ; 

2.  计算 min
zb 与 max

zb 的共同前缀长度 pre; 

3.  for j=pre to L1 

4.    min[ ] 0;zb j   

5.    max[ ] 1;zb j   

6.  计算 z
qb 与 min max[ , ]z zb b  的 sim 相似性上界 ub;  //Jaccard 相似性采用公式(8), 编辑相似性则采用公式(7). 

7.  return ub; 

4   实验评价 

4.1   实验设置 

实验代码通过 C++实现; 编译环境: GCC 4.8; 运行环境: 处理器 3.2 GHz Intel (R) E5-2667, 8 核, 内存 64 

GB; 操作系统: Red Hat Linux. 
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 数据集. 

实验评价使用两个数据集: (1) 引文数据集DBLP, 从DBLP (https://dblp.uni-trier.de/)数据库抓取引文记录, 

选中某些记录以概率方式生成重复记录, 最终得到 200k 条引文记录, 其中包含 136 941 对重复记录, 通过标

题、作者、期刊/会议、年份这 4 个属性描述; (2) 个人信息数据集 FB, 利用 Febrl 数据生成器构建一个合成的

个人信息数据集[24], 包含 1 000k 条个人记录, 其中包含 974 360 对重复记录, 通过姓名、性别、出生年、住址、

城市、州和邮编这 8 个属性描述. 重复记录生成方法: 将原记录复制, 通过对复制记录中选定属性值进行字符

级增加、删除、替换等操作生成重复记录. 

 索引设置. 

对于DBLP数据, 构建三维索引: 标题基于 Jaccard相似性, 第一作者基于编辑相似性, 年份基于差值. 对

于 FB 数据, 构建三维索引: 姓名基于编辑相似性, 州+城市基于 Jaccard 相似性, 出生年基于差值. 降维优化

中, 通过实验测定 Lhs=Lfc=10. 设定 6 个多维查询的阈值组合, 见表 1, 从 rg1 到 rg6, 逐渐放松阈值约束. 

表 1  多维查询阈值 

rg1 rg2 rg3 rg4 rg5 rg6

Jaccard 0.8 0.7 0.7 0.7 0.6 0.6
ES 0.8 0.8 0.7 0.7 0.7 0.6
差值 1 1 1 2 2 2 

 

4.2   分项测试 

针对本文提出的多属性索引技术的多个方面进行测试, 包括参数测试、索引构建、映射方法、伸缩性和

存储开销等方面. 

(1) 参数测试. 

降维优化中, 参数 Lhs 与 Lfc 通过实验测定. 为了便于阅读, 图 4图 7 只展示了多维查询中阈值取 rg1、rg3

和 rg5的实验结果, 但实际进行了 rg1到 rg6所有阈值的实验, 整体的实验结果变化趋势与当前展示的实验结果

是一致的. 
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图 4  DBLP 数据集上参数 Lhs 测试                图 5  FB 数据集上参数 Lhs 测试 
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图 6  DBLP 数据集上参数 Lfc 测试                图 7  FB 数据集上参数 Lfc 测试 
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在 DBLP 数据上, 进行 5k 次随机抽样, 并利用抽样记录进行 5k 次多维查询; 在 FB 数据上, 进行 25k 次

随机抽样, 并利用抽样记录进行 25k 次多维查询. 分别对多维查询的候选记录集合规模和时间开销取均值作

为测试结果. 图 4图 7 中: 候选记录集合规模通过细线连接的散点表示, 对应主纵坐标; 时间开销通过散点

表示, 对应从纵坐标. 图 4 和图 5 分别表示取不同的 Lhs 维度时, MRT-hs-z 在 DBLP 数据和 FB 数据上的表现. 

图 4 中, 当 Lhs 增加到 10 至 11 时, 候选记录集合规模变化趋缓, 而时间开销一直不断增长; 图 5 中, 当 Lhs 增

加到 9 至 10 时, 候选记录集合规模变化趋缓, 而时间开销一直不断增长. 图 6 和图 7 分别表示取不同的 Lfc

维度时, MRT-fc-z 在 DBLP 数据和 FB 数据上的表现. 图 6 中, 当 Lfc 增加到 9 至 10 时, 候选记录集合规模变

化趋缓, 而时间开销一直不断增长; 图 7 中, 当 Lfc 增加到 8 至 9 时, 候选记录集合规模变化趋缓, 而时间开销

一直不断增长. 总体而言, Lhs或 Lfc取到 8至 12范围内, 相应的候选记录集合规模降到了比较理想的取值范围, 

此时, 如果 Lhs 或 Lfc 维度继续增长, 则候选记录集合规模变化很小, 但时间开销会持续增长, 甚至可能会增长

变快. 比如图 4 中, 当 Lhs 增加到 12 至 13 时, 时间开销增长变快. 综上分析, 本文令 Lhs=Lfc=10 是一个合理的

设置, 取得了候选记录集合规模与时间开销的良好平衡. 

(2) 索引构建. 

在查询式实体解析中需要在线构建索引, 为此, 将索引构建场景设定如下: 缓存记录以小批量(每次 500

条)的形式产生, n 个索引构建方法, 当其中最快的构建方法完成本批记录插入时, 触发新一批缓存记录的到

来. 本文提出的基于空间聚类的在线 R-树构建方法记作 cstr-online, 传统的动态 R-树构建方法记作 cstr-tr[9], 

还有两个动态 R-树构建方法: Li 等人提出的 LBI 方法[18]和 Lee 等人提出的 SCB 方法[19]. 图 8 和图 9 分别呈现

了在 DBLP 数据集和 FB 数据集上 4 种索引构建方法的表现. 整体来看, 在两个数据集上, cstr-online 的实时时

间开销都明显小于 cstr-tr、LBI 和 SCB. 累计来看: 在 DBLP 数据集上, cstr-online 的时间开销比 cstr-tr 小 45%、

比 LBI 小 33%、比 SCB 小 20%; 在 FB 数据集上, cstr-online 的时间开销比 cstr-tr 小 73%、比 LBI 小 57%、比

SCB 小 34%. 综上, 相比于 cstr-tr、LBI 和 SCB, cstr-online 更能满足查询式实体解析中在线构建索引的需求. 
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图 8  DBLP 数据集上小批量式在线构建测试       图 9  FB 数据集上小批量式在线构建测试 

(3) “字符串数值”映射. 

本小节比较不同的映射方法: MRT-hs 采用基于哈希的降维; MRT-hs-z 采用基于哈希的降维, 并进行

z-order 优化; MRT-fc 采用基于频率分类的降维; MRT-fc-z 采用基于频率分类的降维, 并进行 z-order 优化. 在

DBLP 数据集上进行 5k 次随机抽样, 并利用抽样记录进行 5k 次多维查询, 每次多维查询的候选记录数量取均

值后得到的结果如图 10 所示; 在 FB 数据集上进行 25k 次随机抽样, 并利用抽样记录进行 25k 次多维查询, 每

次多维查询的候选记录数量取均值后得到的结果如图 11 所示. 对于每一种索引技术, 从 rg1 到 rg6, 阈值逐渐

变小, 从而产生更多的候选记录. 阈值相同的情况下, 比较 4种索引技术产生的候选记录数量. 整体而言, 4种

索引技术的过滤能力如下: MRT-hs<MRT-fc<MRT-hs-z<MRT-fc-z. 说明: ① 在过滤能力方面, 基于频率分类

降维的优化比基于哈希降维的优化更有效; ② z-order 优化有助于提升索引的过滤能力. 

(4) 可伸缩性. 

本小节测试多属性索引 MRT-fc-z 的可伸缩性(scalability). 对于 DBLP 数据, 在 40k、80k、120k、160k 和

200k 的数据规模上, 分别进行 1k、2k、3k、4k 和 5k 次随机抽样, 并利用抽样记录分别进行 1k、2k、3k、4k
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和 5k 次多维查询, 每次多维查询的时间开销取均值后得到的结果如图 12 所示; 对于 FB 数据, 在 200k、400k、

600k、800k 和 1 000k 的数据规模上, 分别进行 5k、10k、15k、20k 和 25k 次随机抽样, 并利用抽样记录分别

进行 5k、10k、15k、20k 和 25k 次多维查询, 每次多维查询的时间开销取均值后得到的结果如图 13 所示. 整

体而言: 在两个数据集上, MRT-fc-z 在不同阈值设定下, 随着数据量的增长, 取得近似线性的时间开销增长, 

因此具有良好的可伸缩性. 
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图 10  DBLP 数据集上映射方法对比             图 11  FB 数据集上映射方法对比 
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图 12  DBLP 数据集上可伸缩性测试              图 13  FB 数据集上可伸缩性测试 

(5) 存储开销. 

本小节测试多属性索引 MRT-fc-z 的存储开销. 对于 DBLP 数据, 在 40k、80k、120k、160k 和 200k 的数

据规模上, 分别进行索引构建并测量其存储开销, 得到的结果如图 14 所示, 其增长趋势近似于线性; 对于 FB

数据, 在 200k、400k、600k、800k 和 1 000k 的数据规模上, 分别进行索引构建并测量其存储开销, 得到的结

果如图 15 所示, 其增长趋势也近似于线性. 综上分析, 在两个数据集上, 随着数据量的增长, MRT-fc-z 的存储

开销取得近似线性增长, 因此具备良好的存储可伸缩性. 
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图 14  DBLP 数据集上存储开销测试            图 15  FB 数据集上存储开销测试 

4.3   与已有工作对比 

将本文提出的多属性索引技术记作 MRT-fc-z, 采用基于频率分类的降维, 并进行 z-order 变换. 将 MRT- 

fc-z 与 Li 等人提出的基于前缀树的索引技术 pre-T[7]、Ardalan 等人提出的 smurf 方法[25]进行比较. 对于 DBLP
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数据中的年份和 FB 数据中的出生年, pre-T 和 smurf 采用编辑距离衡量[7,25]. 在 DBLP 数据集上进行 5k 次随机

抽样, 并利用抽样记录进行 5k 次多维查询, 每次多维查询的候选记录数量取均值后得到的结果如图 16 所示; 

在 FB 数据集上进行 25k 次随机抽样, 并利用抽样记录进行 25k 次多维查询, 每次多维查询的候选记录数量取

均值后得到的结果如图 17 所示. 在 DBLP 数据集上, 从 rg1 到 rg6, MRT-fc-z 的候选集要明显小于 pre-T 和

smurf, 比例分别至少为 30%和 17%. 同样, 在 FB 数据集上, 从 rg1 到 rg6, MRT-fc-z 的候选集要明显小于 pre-T

和 smurf, 比例分别至少为 34%和 23%. 综合来看, 相比于 pre-T 和 smurf, MRT-fc-z 在过滤能力方面具有显著

的优势. 
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图 16  DBLP 数据集上与已有工作对比            图 17  FB 数据集上与已有工作对比 

5   相关工作 

实体解析也称为实体匹配、记录链接等, 是数据集成和数据预处理的一个重要方面[1,2]. 随着大数据产生

速度和更新频率的不断提升, 查询式实体解析成为实体解析中的热点问题. Christen 等人提出了基于相似性索

引的查询式实体解析方法 SAII, 其核心思想是: 提前计算同一块内的属性相似性, 并将属性相似性存储在内

存, 以便查询-解析过程中直接使用[26]. Ramadan 等人提出了基于动态滑动窗口索引的查询式实体解析方法

SNMI, 基于 AVL 树的索引按字母顺序存储块, 在查询-解析过程中将查询记录插入到该索引结构中, 并利用

窗口算法来产生候选记录[3]. SNMI 包含多种窗口算法: 固定窗口、基于相似性的自适应窗口、基于候选成员

的自适应窗口等. Altwaijry 等人将实体解析与数据库中 SQL 查询的 Select-Project-Join (SPJ)操作结合起来, 提

出了共同解决方案[27]. Dragut 等人对 Web 查询的结果实时地进行实体解析和数据融合, 利用缓存来减少计算

开销[28]. 

索引是查询处理中常用的数据过滤工具. 字符串相似性搜索中常用的索引有倒排索引、基于 B 树的索引、

字典树等, 大部分都是一维索引[4], 然而查询式实体解析中需要对缓存记录进行多属性数据索引. Li 等人提出

了针对多属性数据的连接和查询方法 pre-T, 其核心为基于前缀树的索引[7]. pre-T 通过一个代价模型来引导构

建高质量的前缀树. 对于多属性查询, 需要构造多个前缀树索引. pre-T 可以针对数据记录中的不同属性采用

不同的字符串相似性, 比如 Jaccard、Overlap、编辑距离等, 但不支持数值比较. Jagadish 等人提出了支持通配

符的多维字符串索引, 但不支持相似性查询[29]. Zhang 等人提出了基于编辑距离的字符串索引 Bed-Tree(一维), 

将字符串实现某种排序后, 按照排序结果将字符串插入 B+树, 从而实现字符串查询过程中的数据过滤[5]. Bed- 

Tree 设计了 3 种字符串排序: 基于字典顺序的排序、基于 gram 计数的排序和基于 gram 位置的排序. Zhang 等

人提出了基于集合相似性的字符串索引(一维), 将字符串转换为数值插入到 B+树中, 并提出动态的数据划分

算法以提升过滤能力[6]. 

基于树的空间索引(如 R-树、KD-树和四分树等)支持多维索引[8], 但只适用于数值, 不适用于字符串. 作

为多维索引的代表, R-树将 B-树的思想拓展到多维空间, 有效地解决了多维空间的搜索问题, 在数据库、地理

信息系统等领域广受欢迎. R-树支持快速的多维联合查询, 支持高效的插入、删除等更新操作[9]. 它是平衡树, 

在插入、删除操作时采用合并、分裂节点的方法, 保证树的平衡性. R-树采用最小临界矩形(MBR)方法对多维

空间进行层次分割: 从叶子节点开始用 MBR 将空间框起来, 节点越往上, 框住的空间就越大. 它的非叶子节
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点不存储数据, 只有叶子节点指向数据, 可以很好地支持外存算法. 

传统的实体解析依赖于经典的字符串相似性方法和数值相似性方法[1], 本文提出的多属性数据索引技术

主要面向这类语法级相似性. 然而, 当前出现了基于语义相似性的实体解析方法, 如基于深度学习的实体解

析[30], 这类方法的解析质量更高. 本文的索引技术无法应对此类相似性, 如何构建面向语义级相似性的多属

性数据索引, 是未来非常有价值的研究方向. 

6   总  结 

针对查询式实体解析中的缓存查询需求, 本文提出了基于 R-树的多属性数据索引技术 MRTree. 设计了

树形的多属性索引结构, 通过“字符串数值”映射将字符串属性插入索引, 在此基础上定义多维查询. 针对

Jaccard 相似性和编辑相似性, 提出了一组“字符串数值”映射及优化方法, 保证多属性索引的过滤能力. 未

来的工作将从以下几个方面展开. 

1) 将研究适用于其他字符串相似性的“字符串数值”映射方法, 并将探索实体缓存调度问题; 

2) 将研究面向语义相似性的多属性数据索引技术; 

3) 将对“字符串数值”映射中的相关方法加以进一步探索: 将基于频率分类的降维方法推广到动态数

据上; 针对降维后的向量的可比较性, 探索更准确的衡量指标; 研究理论化的 Lhs 与 Lfc 的最佳取值

设置方法. 
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