
 

软件学报 ISSN 1000-9825, CODEN RUXUEW E-mail: jos@iscas.ac.cn 
Journal of Software,2017,28(11):2836−2850 [doi: 10.13328/j.cnki.jos.005343] http://www.jos.org.cn 
©中国科学院软件研究所版权所有. Tel: +86-10-62562563 

 

一种基于密度的分布式聚类方法
∗
 

王  岩 1,  彭  涛 1,2,  韩佳育 1,  刘  露 1 

1(吉林大学 计算机科学与技术学院,吉林 长春  130012) 
2(符号计算与知识工程教育部重点实验室(吉林大学),吉林 长春  130012) 

通讯作者: 刘露, E-mail: liulu12@mails.jlu.edu.cn 

 

摘  要: 聚类是数据挖掘领域中的一种重要的数据分析方法.它根据数据间的相似度,将无标注数据划分为若干
聚簇.CSDP 是一种基于密度的聚类算法,当数据量较大或数据维数较高时,聚类的效率相对较低.为了提高聚类算法
的效率,提出了一种基于密度的分布式聚类方法 MRCSDP,利用 MapReduce 框架对实验数据进行聚类.该方法定义
了独立计算单元和独立计算块的概念.首先,将数据拆分为若干数据块,构建独立计算单元和独立计算块,在集群中
分配独立计算块的任务;然后进行分布式计算,得到数据块的局部密度,将局部密度合并得到全局密度,根据全局密
度计算中心值,由全局密度和中心值得到每个数据块中候选聚簇中心;最后,从候选聚簇中心选举出最终的聚簇中
心.MRCSDP 在充分降低时间复杂度的基础上得到较好的聚类效果.实验结果表明,分布式环境下的聚类方法
MRCSDP相对于 CSDP更能快速、有效地处理大规模数据,并使各节点负载均衡. 
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Abstract:  Clustering is an important method for data analysis in the field of data mining. The function of clustering is to divide 
unlabeled data divided into several groups according to the data similarity. CSDP is a density-based clustering method. When data size is 
large or data dimensionality is high, the efficiency of clustering is relatively low. In order to improve the efficiency of clustering algorithm, 
this paper proposes a density-based distributed clustering method, called MRCSDP, which uses MapReduce to cluster text data. This 
method introduces the definition of independent calculation unit and independent calculation block. First, data are split into several data 
blocks which are used to construct independent calculation unit and independent calculation block. The task for each independent 
calculation block is assigned. Then the distributed calculation is conducted to obtain the local density of the data blocks. The local 
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densities are combined to obtain the global density. The center value is calculated according to the global density. Based on the global 
density and the center value, the candidate cluster centers of each data block can be obtained. Finally, the global cluster centers are 
obtained by calculating the density of all candidate cluster centers. MRCSDP can achieve better clustering performance by reducing time 
complexity. Experimental results show that compared to CSDP, MRCSDP can process large scale data more effectively with load- 
balancing on each computing nodes. 
Key words:  clustering; distributed computing; MapReduce; independent calculation unit; independent calculation block 

随着网络信息量的不断增长,人们对获取特定领域信息需求的越来越大.聚类作为一种数据分析的重要方
法,旨在根据对象间的相近程度将无标注的数据划分为若干聚簇.与分类不同,聚类是一种无监督学习,不需要
任何有标注的训练数据.研究者已经提出了很多聚类算法,比如基于距离的聚类(K-means[1])、基于密度的聚类
(DENCLUE[2])、基于网格的聚类(CLIQUE[3])等.在现实生活中,聚类在很多领域也有着广泛的应用,例如自然语
言处理[4]、多文档自动文摘[5]、搜索引擎[6]等. 

CSDP(clustering by fast search and find of density peaks)是一种基于密度的聚类算法[7],CSDP认为,聚类中
心具有两个明显的特点:(1) 聚类中心的密度高于其邻居节点的密度;(2) 聚类中心与比其密度更高的节点具有
很大的距离.CSDP 根据节点间的密度与节点间的距离得到聚类中心.但是,由于 CSDP 计算节点间密度与节点
间距离的计算复杂度较高,所以并不适用于大规模数据的处理.而且,由于 CSDP中节点间的计算相关性很高,所
以传统的分布式处理框架并不适合 CSDP 算法.另外,传统的聚类方法(如 K-Means[1])往往需要提前指定聚簇数
量,或者需要迭代计算聚簇中心来得到最终的聚簇分布. 

为了解决以上问题,本文提出了基于密度的分布式聚类算法 MRCSDP,通过改进 CSDP 算法,使 MRCSDP
对大规模数据进行聚类分析具有更好的效果.在既不需要事先确定聚簇数量也不需要迭代计算聚簇中心的前
提下,对文本数据进行聚类.MRCSDP 首先对数据进行分块处理,两个数据块构成一个独立计算单元,并将独立
计算单元划分到不同的独立计算块中.一个节点处理一个独立计算块,并得到局部聚类中心.通过重新计算中心
值,得到全局聚类中心.最后,根据聚类中心进行聚类.独立计算单元和独立计算块在一定程度上平衡了各个节
点的计算任务,均衡负载[8,9],降低了时间复杂度.根据局部聚类中心重新选取全局聚类中心,提高了聚类中心的
准确度.我们采用准确率和兰德指数两种度量标准验证了 MRCSDP 的聚类效果.实验结果表明,MRCSDP 算法
可以有效地对文本进行聚类,并且在很大程度上降低了时间复杂度. 

本文的主要贡献如下: 
1) 提出了一种基于密度的分布式聚类方法——MRCSDP,利用 MapReduce框架分配计算任务,对节点进

行聚类; 
2) 提出了独立计算单元和独立计算块的概念,在进行独立计算块中的局部密度计算的过程中,降低了通

信开销; 
3) 通过重新计算局部聚类中心得到全局聚类中心,在提高聚类中心准确率的同时,减少了运行时间; 
4) 从多个角度将 MRCSDP 与 CSDP 算法进行对比,实验结果表明,MRCSDP 算法可以在获得较高准确

率的同时降低时间复杂度. 

1   相关工作 

聚类方法在不同领域都起着重要的作用.探索和研究高效的分布式聚类方法在数据挖掘领域也具有重要
的研究意义.本节将概述有代表性的基于密度聚类方法和 MapReduce分布式模型在不同领域的应用. 

基于密度的聚类算法有很多,如传统的基于密度的聚类算法包括 DBSCAN[10]、OPTICS[11]、DENCLUE[12]

等.Lee等人[13]提出了一种改进的基于密度的聚类方法,用在线聚类、主题排序的技术和微博中的文本进行实时
事件监控.该方法结合了动态的特征权值计算和近邻产生算法处理动态的文本流.为了获得事件实时的时间及
空间信息,Lee[14]提出了一种基于密度的聚类方法.通过系统检测到的实时信息,提取并分析其时间及空间特征,
利用聚类方法,达到风险控制的目的.Yang 等人[15]提出了一种可扩展的基于密度的聚类方法 SDC.该方法应用
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可扩展的聚类方法对社交网络中的评论信息进行分析.对评论中的文本信息进行聚类,可以帮助识别社区用户
所属领域并了解文本对应的主题.Yu 等人根据对聚类数据集的噪声属性的研究,提出了基于双亲传播聚类复合
框架 AP2CE[16],应用于含有噪声数据的聚类.Yu 等人调查了聚类解决方案的选择组合问题,并提出了混合集群
集合框架(HCE)[17]、混合聚类解决方案选择策略(HCSS)[17],用于聚类解决方案选择问题.Yu 等人提出了一种增
量式半监督聚类框架(ISSCE)[18],利用随机子空间技术的优势约束传播方法,规范化剪切算法来执行高维数据
聚类.Wang 等人提出了一种局部引力模型,设计了局部引力聚类模型和局部代理模型两种聚类算法[19],并通过
几个测试用例验证了聚类算法的有效性.Wang 等人提出了一种可以通过统计测试自动检测聚类中心的新聚类
算法[20].该算法可以通过测试数据自动识别聚簇中心,并且通过实验验证了相对于 CSDP 算法,它具有更高的鲁
棒性. 

MapReduce[21]是当前流行的大数据处理框架之一.MapReduce 是对一个任务进行分解与汇总的过程,主要
包括 3个阶段:Map阶段、Shuffle阶段和 Reduce阶段.MapReduce的框架如图 1所示. 
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Fig.1  Framework of MapReduce 
图 1  MapReduce框架图 

目前,研究者已提出很多基于MapReduce的大数据分析算法,如 Lü等人提出了基于MapReduce的K-means
的图像聚类算法[22].该方法基于 MapReduce框架对传统的 K-means算法进行分布式改进,使 K-means能够运行
在 Hadoop 集群上,并行处理海量数据,对海量数据进行聚类分析.实验结果表明,改进后的聚类算法与 K-means
算法相比具有更高的效率.Spark是另一种流式大数据处理框架,Chen等人基于 Spark模型提出了一种新型的并
行聚类算法 SHAS[23],并通过实验验证了算法可应用于密集型数据的聚类分析.Sinha等人对原有的 K-means算
法使用 Spark 模型进行了分布式改进,提出了 SK-means[24]算法,通过实验可以验证,SK-means 比 K-means 更适
合大数据处理.鲁伟明等人[25]提出了一种分布式 AP 聚类算法 DisAP,首先将数据点划分为相似的子集,然后并
行使用 AP 聚类算法稀疏化各子集,将各子集稀疏化的数据再进行 AP 聚类,得到聚类中心;最后,根据聚类中心
进行聚类.实验结果表明,DisAP聚类算法比 AP聚类算法更适合处理大规模数据.K-means需要在聚类前给出聚
类的数量,虽然 DisAP 不需要给出具体的聚类数量,但 AP 聚类过程是一个循环迭代的过程,对于大数据分析来
说,循环迭代会影响数据分析的效率.本文提出了一种基于MapReduce的分布式聚类算法,不需要提前给出聚簇
的具体数量,也没有循环迭代的过程.实验结果表明,该算法相对于 CSDP算法对大规模高维数据有更高的效率. 

2   问题定义 

分布式计算主要考虑任务的分解以及各计算节点的负载是否均衡.本节将介绍 MRCSDP 模型在任务分解
时所需要的定义及概念. 

定义 1(数据块). 为了处理海量数据,数据集 S 被均等分解为多个少量数据集组成的集合{A,B,C,D},即
S=A∪B∪C∪D,且|A|=|B|=|C|=|D|.分解后的少量数据集 A,B,C和 D被称为数据块.数据块具有两个性质. 
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1) 对于任意数据对象 ,该数据对象仅属于 1 个数据块 .即 A={a1,…,ai,…,am},B={b1,…,bj,…,bm},对于
∀ai∈A,bj∈B,都有 ai≠bj. 

2) 数据集 S为所有数据块的并集,即 S=A∪B∪C∪D. 
定义 2(独立计算单元). 在分布式模型的每个计算节点中,我们将两个数据块间组成的计算任务称为一个

独立计算单元.对于每个独立计算单元中的两个数据块,我们称两个数据块为独立计算单元的左数据块 lblock
和右数据块 rblock. 

图 2描述了基于 MapReduce的数据分解合并过程.图 2中第 1部分表示数据块,第 2部分中 A*A和 A*B表
示独立计算单元. 

定义 3(独立计算块). 独立计算块表示为被划分到同一计算节点中的独立计算单元的集合.如图 2所示,第 3
部分为由 A*A,A*B以及 B*B这 3个独立计算单元构成的独立计算块. 

定义 4(独立计算密度). 由独立计算块得到的聚类密度称为独立计算密度.在分布式计算模型中,每个独立
计算单元会得到数据块的独立计算单元的局部密度值,将独立计算单元的局部密度值合并,构成独立计算块密
度.图 2中第 4部分表示独立计算块密度,是由第 3部分的独立计算块得到的. 

 

Fig.2  Process of data spliting and merging 
图 2  数据分解及合并过程 

3   CSDP聚类方法 

本节首先介绍一种基于峰值的密度聚类算法 CSDP,然后通过分析 CSDP算法的优势与不足,提出了一种基
于分布式的密度聚类算法MRCSDP.MRCSDP通过结合 CSDP中的不用迭代的优势,以及MapReduce分布式计
算框架的分解计算压力的优势,改进 CSDP算法,使得 MRCSDP算法适用于大数据处理. 

CSDP 是由 Rodriguez 等人于 2014 年发表于 Science 的一种基于密度的算法.该方法首先计算每个节点的
密度,进而根据以下两个性质计算聚簇中心:(1) 聚簇中心的密度高于其邻居节点的密度;(2) 若存在某一节点
的密度高于某一聚簇中心的密度,则该节点属于另一聚簇.CSDP 根据节点密度和节点间距离进行聚簇划分.节
点 i的密度ρi的计算方法如下: 
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密度ρi表示与节点 i 的距离小于等于截断距离 dc的节点总数.dij是指节点 i与节点 j 之间的距离,N表示节点总
数,dc 表示截断距离,对于不同的数据集 dc,需要选取不同的值,dc 的选取过程将在实验中给出.在实际应用中,dc

需要根据对测试数据进行多次实验来确定,通过观察聚类准确性,选取使聚类效果最好的 dc 参数.ρi 表示节点 i
与密度高于ρi 的节点 j 的最小距离.δi 描述了节点成为聚簇中心的可能性,本文将δi 称为中心值.δi 的计算方法  
如下: 
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数据集中只有一个密度最大的节点,该节点密度为 max(ρ).当节点 i 不是密度最大的节点时,δi 表示节点 i
与密度比 i 点大的节点距离的最小值.当节点 i 为密度最大点时,δi表示距离节点 i 最大的节点与节点 i 之间的
距离. 

图 3(a)是数据点的聚簇分布图.通过将密度ρi和中心值δi分别作为点的 Y和 X轴的值,将其表示在直角坐标
系中,可见,聚类中心与普通节点已分离,如图 3(b)所示.通过聚类中心的可能性权值计算公式,得到每个点为聚
类中心的可能性,根据大小进行排序,进而通过 CSDP算法找到了 3个聚簇的聚类中心,如图 3(c)所示.我们用余
弦相似度计算任意两个节点间的距离.通过截断距离 dc得到给定节点的邻居节点集合,根据邻居节点的数量来
计算各个节点的ρi和δi,根据各节点的ρi和δi得到对应的聚簇中心可能性权值ρi*δi,根据图 3(c)所示,中间的虚线
表示截断值,将聚簇中心可能性权值大于截断值的节点作为聚类中心,最后根据聚类中心进行聚类. 
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Fig.3  Description of CSDP algorithm 
图 3  CSDP算法描述图 

4   基于 MapReduce的 CSDP聚类方法 MRCSDP 

由于 CSDP 的时间复杂度为 O(n2)(本文第 5 节将给出分析过程),所以对于大量数据,单节点的计算量相对
较大,我们将单节点计算分解为多节点的计算结构,很大程度上减少了聚类的运行时间.对于传统的分布式算法
来说,主要是将整体任务分解为多个可以并行的独立任务,在分解过程中尽量减少独立任务间的耦合度.但是如
果耦合度太低,可能会导致改进的分布式算法与原有算法出现定点漂移现象,即独立任务中的计算信息与全局
信息差异比较大,导致计算结果出现问题.如果耦合度过高,那么会导致改进的分布式算法仅仅是传统算法的计
算任务的简单分解,整体算法的复杂度并没有改变.本文提出的 MRCSDP 在求取ρi阶段时使用的是耦合度较高

的分布式方式,在选取聚类中心时采用的耦合度低的分布式方式,这样使得 MRCSDP不影响聚类效果的前提下
具有更低的时间复杂度(本文第 5 节将给出分析过程).本节将介绍利用 MapReduce 将计算分块化的过程,并详
细描述基于 MapReduce的 CSDP算法 MRCSDP的聚类过程. 

MRCSDP主要包含 4个 MapReduce过程:(1) 用 MapReduce将数据均等分块,进而保证分布式计算的负载
均衡;(2) 用 MapReduce 进行独立计算块划分,得到独立计算单元间的密度与独立计算块间的密度,并保存在
HDFS 上;(3) 将独立计算块中的密度信息进行合并以得到全局密度信息,进而得到局部的聚簇中心;(4) 通过重
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新计算局部聚簇中心得到全局聚簇中心,根据聚类中心进行聚类. 

4.1   独立计算块密度计算 

在并行计算时,运行最慢的节点是整个计算过程的瓶颈,所以在进行分布式计算时,应保证各节点的负载均
衡.本文应用的数据集为文本数据,即多个文本文件存储在 HDFS上.我们将数据集 S进行均等划分,并对文本文
件进行预处理.将文本中的特征表示为〈key,value〉键值对,其中,value 表示文本中的特征以及特征在一篇文档中
出现的次数,key 表示对应的特征在文本文件中的行号.数据集划分的块数为 K,第 1 个 MapReduce 过程将文本
对应特征分配新的键值 key′,key′随机分配,且 0≤key′≤K.在合并过程中,一个计算节点处理一个 key′下所有

value值,并将文本保存在 HDFS上. 
将数据集 S 划分为若干数据块后,对于每个数据块中的数据节点 fi∈S,构造独立计算单元 fi*fj,i,j=1,2,…,K,

且 i≤j,fi为该独立计算单元左数据块,fi为该独立计算单元右数据块.首先,根据左右数据块编号以及独立计算块
边长给独立计算单元分配所属编号.独立计算块编号的计算公式如下: 

 
1

 
i

m
m

j iBlockNum S
L

′

=

−
= +∑  (4) 

其中,i和 j为左右数据块的编号, 1ii
L

′ −
= ,Sm为数据块数量 K与独立计算块边长 L构成的递减序列: 

, 1, 2,...,0m
K K KS
L L L

⎧ ⎫= − −⎨ ⎬
⎩ ⎭

. 

将独立计算块编号存储在键值对〈key″,value″〉中,key″表示为独立计算块的编号,value″为独立计算块 key″的

一个独立计算单元.在第 2 个 MapReduce 的 Reduce 阶段,根据各个独立计算单元得到对应的局部密度值.独立
计算单元的任务是计算两个数据块中各数据节点的局部密度.如 A*B 作为一个独立计算单元,其任务是计算数
据块 A和 B中任意两点间的距离 d,根据这个距离判断是否增加数据节点的密度.节点密度值将根据节点所在的
数据块分开存储,即根据节点所属的数据块 A 和 B 分别保存到对应的密度文件 A″和 B″中.我们将 A″和 B″中存

储的节点密度称为独立计算单元密度,即局部密度值 den′. 
得到局部密度值后,将独立计算单元得到的局部密度 den′合并为独立计算块密度 den.独立计算块是由多个

独立计算单元组成,由各个独立计算单元得到的独立计算单元密度可能属于同一个数据块.一个计算节点处理
一个独立计算块,这样可以对两个独立计算单元得到的属于同一个数据块的独立计算单元密度进行合并,在处
理过程中减少了通信开销.将独立计算块中属于同一数据块的所有独立计算单元密度合并所得的密度作为该 
数据块的局部密度,用

iblockden 表示,i 为数据块编号,i=1,2,…,K.如图 2所示,第 3部分是由 A*A,A*B和 B*B 组成 

的独立计算块,独立计算单元 A*B 和 B*B 会产生数据块 A 和 B 独立计算单元密度并存储到对应的文件 A′,A″

和 B″中(如图 2第 5部分所示),其中,A′和 A″存储数据块 A的独立计算单元密度,数据块 A独立计算块密度 denA

是由 A′和 A″中的独立计算单元密度合并所得到的.独立计算块密度的算法描述如下. 
算法 1. 独立计算块密度. 
Mapper 1 
输入:由若干数据块组成的集合 D,独立计算块边长 L. 
输出:〈key″,value″〉键值对. 
1. for i=1 to K 
2. for j=i to K 
3. 构造独立计算单元 fi*fj 
4. 根据公式(4)计算独立计算单元编号 BlockNum 
5. end for 
6. end for 
7. key″←BlockNum 
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8. value″←fi*fj 
9. 输出键值对〈key″,value″〉 
Reducer 1 
输入:键值对〈key″,value″〉,截断距离 dc. 
输出:独立计算块的密度. 
1. if lblock=rblock then 
2. for each node i∈lblock 
3. for each node j∈lblock 
4. 计算节点 i与其他节点 j的距离 dij(i≠j) 
5. if dij≤dc then 
6. denj←denj+1 
7. end if 
8. end for 
9.  end for 
10. end if 
11. if lblock≠rblock then 
12. for each node i∈lblock 
13. for each node j∈rblock 
14. 计算节点 i与其他节点 j的距离 dij 
15. if dij≤dc then 
16. deni←deni+1 
17. denj←denj+1 
18. end if 
19. end for 
20.  end for 
21. end if 
22. 将独立计算块密度保存在 HDFS中 

4.2   全局密度及局部聚类中心计算 

第 3 个 MapReduce 过程描述了如何通过独立计算块密度得到全局密度,进而计算局部聚类中心.第 3 节已
经描述了 CSDP算法需要计算的两个参数:节点密度ρi以及节点中心值δi.MRCSDP算法将第 4.1节中得到的局
部密度合并为全局密度ρi,并通过对各个数据块进行并行计算得到局部节点中心值δi,最后,通过全局密度ρi 和

局部节点中心值δi得到局部聚类中心. 
首先判断局部密度文件属于哪个数据块,并形成相应的〈key″′,value″′〉对,key″′表示数据块的编号,value″′表

示数据块对应的局部密度文件.将〈key″′,value″′〉对中的局部密度进行合并,即同一个 key″′值对应的局部密度文

件合并为全局密度文件.计算一个数据块中每个节点与数据块内其他节点的中心值δi,通过全局密度ρi 和局部

节点中心值δi 来计算聚类中心的可能性权值,将得到的局部聚类中心保存到 HDFS 上.聚类中心的可能性权值
计算公式如下: 
 Pi=ρi*δi (5) 

Pi越大,其对应的节点 i为聚类中心的可能性就越大.在计算局部聚类中心时,需要设置一个阈值 Pc,当 Pi≥

Pc时,对应的节点 i被视为候选聚类中心,保存在 HDFS上.不同的数据集需要设置不同的值,阈值 Pc也可以通过

进行多次实验并观察聚类准确性来获取,或者由相关方向的专家提供.计算局部聚类中心的算法描述如算法 2
所示. 
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算法 2. 计算局部聚类中心. 
Mapper 2 
输入:独立计算块的密度 den. 
输出:〈key″′,value″′〉键值对. 
1.  提取独立计算块密度 den对应的块编号 BlockNum 
2.  key″′←BlockNum 
3.  value″′←den 
Reducer 2 
输入:〈key″′,value″′〉键值对. 
输出:数据块候选局部聚类中心集合 CS. 
1.  将同一 key″′下的独立计算块密度合并为全局密度ρ 
2.  利用公式(3)计算数据块各个节点的中心值δ 
3.  利用公式(5)计算节点的聚类中心的可能性权值 P 
4.  for each node i∈CS 
5.  if Pi≥Pc then 
6.  CS=CS∪i 
7.  end if 
8.  end for 

4.3   MRCSDP模型分布式聚类过程 

在计算全局聚类中心之前 ,MRCSDP 模型将从不同数据块中得到的候选聚类中心进行合并 ,得到
〈key″″,value″″〉键值对.为使所有局部聚类中心分配到同一个计算节点中,key″″为固定值,value″″为局部聚类中

心.根据局部聚类中心,得到全局聚类中心.首先提取键值对中的局部聚类中心 value″″,将所有局部聚类中心放 
到集合 CF中.对于任意节点 i∈CF,根据其全局密度为ρi,计算节点 i与集合 CF中其他节点的中心值 iδ ′ ,若 iδ ′小

于节点 i原有的中心值δi,则更新节点 i的中心值为 iδ ′ ,通过候选聚类中心的全局密度ρi与中心值δi,根据公式(5) 

重新计算节点 i成为聚类中心的可能性权值.计算聚类中心的可能性权值的算法描述如算法 3所示. 
算法 3. 计算全局聚类中心. 
Mapper 3 
输入:数据块候选局部聚类中心集合 CS,固定的 KEY值. 
输出:〈key″″,value″″〉. 
1. 提取局部聚类中心候选点 i∈CS 
2. key″″←KEY 
3. value″″←i 
Reducer 3 
输入:〈key″″,value″″〉. 
输出:全局聚类中心. 
1. 构造所有候选节点集合 CF,CF←CF∪value″″ 
2. for each node i∈CF 
3. 利用公式(3)计算节点 在候选点集合 C中对应的中心权值 iδ ′ . 
4. if i iδ δ′ <  then 
5. i iδ δ ′←  

6. end if 
7. 利用公式(5)计算节点 的聚类中心的可能性权值 P 
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8. if Pi≥Pc then 
9. 构建最终聚类中心集合 F,F←F∪i 
10. end if 
11. end for 
MRCSDP 算法的框架如图 4 所示.该框架主要包括 4 个部分:第 1 部分描述了对数据集中各节点根据其标

号进行随机分块的过程;第 2 部分根据数据块的标号构建独立计算单元,根据独立计算单元的左右数据块的标
号划分独立计算块,并行计算数据块的局部密度;第 3 部分描述了合并数据块局部密度得到全局密度的过程,并
根据全局密度计算数据块的局部聚类中心;第 4 部分通过合并局部聚类中心得到全局聚类中心,根据全局聚类
中心进行聚类,得到最终聚类结果. 

 

Fig.4  Framework of MRCSDP algorithm 
图 4  MRCSDP算法框架 

5   实验与参数分析 

本节使用MapReduce框架构建了一个基于密度的分布式聚类模型,并在 Reuters-21578数据集(http://www. 
daviddlewis.com/resources/testcollections/reuters21578)上验证了我们提出的方法.Reuters-21578 数据集包含从
路透社新闻专线收集的 21 578篇文档,本文从中选取 9个类别,共 4 700篇文档用于实验中.第 5.1节介绍了度
量标准来评估我们提出的聚类方法.第 5.2节给出了实验结果以及参数分析. 
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5.1   度量标准 

本文使用准确率 Cluster Accuracy(CA)[26]和兰德指数 Rand Index(RI)[26]对聚类结果进行评价.CA是一种比
较经典的聚类度量标准,它表示被正确聚类的数据占总数据的百分比.CA的计算方法如下: 

 1( , ) max | |k jjk
CA C W C

N
Ω = ∩∑  (6) 

其中,Ω={W1,W2,W3,…,Wk}表示将数据进行聚类后得到的聚簇集合,其中,Wk 表示第 k 个聚簇集合.C={C1,C2, 
C3,…,Cj}表示文本数据真实的类别集合,其中,Cj表示第 j 个类别的文本数据.N 表示数据集中数据节点的数量. 
CA越大,表示聚类的效果越好. 

兰德指数 RI作为另一种聚类度量标准,描述了聚类算法对无标注数据的区分程度,其计算公式如下: 

 2
n

A BRI
C
+

=  (7) 

其中,A 表示在Ω与 C 中都为同一类别的元素对数,B 表示在Ω与 C 中都为不同类别的元素对数.比如,真实的聚
簇划分如图 5(a)所示,若数据进行聚类后得到的聚簇集合如图 5(b)所示,则表示所有数据都被正确划分到其原 

本所在聚簇.此时,Ω与 C 中都为同一类别的元素对数为 2 2
3 3 6A C C= + = ,Ω与 C 中都为不同类别的元素对数为

1 1
3 3 9B C C= × = ,此时,兰德指数 2

6

6 9 1RI
C
+

= = .若数据进行聚类后得到的聚簇集合如图 5(c)所示,此时,Ω与 C中都

为同一类别的元素对数为 2 2
2 2 2A C C= + = ,Ω与 C 中都为不同类别的元素对数为 1 1 1 1

2 2 1 1 5B C C C C= × + × = ,此时,

兰德指数 2
6

2 5 0.467RI
C
+

= = .兰德指数的取值范围为[0,1],且兰德指数越高,表示聚类效果越好,聚类方法对数据 

的区分度就越高. 
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(a)                                (b)                               (c) 

Fig.5  An example for calculating the Rand Index 
图 5  一个用于计算兰德指数的示例 

5.2   实验结果 

本节通过 4个实验来验证 MRCSDP模型的可行性和高效性.第 1个实验通过变化截断距离 dc来判断其取

何值时准确率和兰德指数达到峰值.截断距离 dc直接影响每个节点的密度值,也会间接影响中心值δ.从图 6 可
以看出:当截断距离 dc较小时,候选聚簇中心较多,不是聚簇中心的节点将被误认为是聚簇中心进而影响最终聚
类效果;当截断距离 dc 较大时,候选聚簇中心较少,使得本应作为聚簇中心的节点没有被正确识别,缺少聚簇中
心,进而影响最终聚类效果;当截断距离 dc为 0.6 时,准确率和兰德指数达到峰值.因此,接下来的实验中,截断距
离 dc被设置为 0.6.由实验 1的结果可以看出,CSDP的有效性略优于 MRCSDP.其主要原因有两个. 

• 第一,在MRCSDP中,每个节点的类别标签是根据其最近的局部邻居节点的类别进行标注的.对于那些
离聚簇中心较远的节点,其局部最近邻居节点有可能不是全局最近的邻居节点,这样就可能被标注类
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别标签的准确性. 
• 第二,dc的选取是 CSDP的关键,然而MRCSDP中局部δi对 dc更加敏感,会间接影响到局部聚簇中心的
选取,进而影响最终的聚类结果.δi对 dc敏感度可能是由于局部信息无法完全表示全局信息导致的. 
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Fig.6  Clustering performance of MRCSDP on Reuters dataset with different dc 
图 6  不同 dc下对 Reuters数据集的 MRCSDP聚类结果 

第 2个实验从不同角度将 MRCSDP算法和 CSDP算法进行对比.提取 Reuters-21578数据集中的 4 700篇
文档数据,MRCSDP算法将数据集划分为 4个数据块,此时,MRCSDP算法和 CSDP算法的准确率和兰德指数相
近,二者都将数据划分为 9个聚簇,但MRCSDP算法的运行时间约为CSDP算法运行时间的 1/3.表 1将MRCSDP
算法与 CSDP算法进行对比,通过进行 10次实验,得到 MRCSDP算法与 CSDP算法的 CA和 RI的平均值,并给
出了方差. 

Table 1  Comparison between CSDP and MRCSDP on Reuters DataSet (dc=0.6) 
表 1  Reuters数据集上 CSDP和 MRCSDP结果对比(dc=0.6) 

 Number of clustering Clustering time (s) Number of splitting data Number of data nodes CA RI 
CSDP 9 680±18 − 4 700 0.874 0.91 

MRCSDP 9 273±9 4 4 700 0.863±0.09 0.89±0.08
 
第 3个实验提取 Reuters-21578数据集中的 4 700个文档数据,密度中心阈值 Pc为 23,将 MRCSDP算法的

运行效果与 CSDP算法的运行效果进行对比.MRCSDP将数据平均分成 4个数据块,进行密度值、中心值计算.
图 7描述了 CSDP算法的运行效果图.图 7(a)描述了节点的聚簇密度以及节点对应的中心值.右上角中心值较大
的节点即为聚簇中心.图 7(b)为节点中心值的排序图以及其对应的聚簇中心可能性权值.图 8 描述了 MRCSDP
算法其中一个数据块对应的效果图.最终,密度中心候选节点如图 9所示.可以看出,MRCSDP可以在分布式的环
境下实现 CSDP算法.二者最终的聚簇中心相符. 

第 4个实验比较 MRCSDP算法、CSDP算法、DisAP算法[25]和 PKMeans算法[1]的效率.MRCSDP模型使
用 MapReduce 对 CSDP 进行改进,降低了单个节点的计算密集性,将单节点的计算任务均衡地分配到集群的各
个节点上,使聚类算法可以处理大规模高维数据.图 10(a)描述了 4种算法在不同节点数下对应的运行时间.从运
行时间可以看出,MRCSDP 算法的运行时间约为 CSDP 算法运行时间的一半.若数据量增加或主机内存有限, 
CSDP算法的效率会更低.由于 DisAP算法和 PKMeans算法在聚类过程中需要进行多次迭代,而MRCSDP不需
要进行迭代,所以 MRCSDP 的执行效率优于这两种分布式算法.从图中可以看出,PKMeans 的执行效率是优于
DisAP的.由于在本实验中能够提前给出聚簇的数量,在这种情况下,PKMeans的收敛速度是快于 DisAP的,但是
在某些无法给出聚簇数量的数据集中,PKMeans是无法处理的.另外,DisAP对参数敏感,参数的设置很容易影响
迭代次数.在设置适当的参数后,由于 DisAP算法的自身复杂性高,MRCSDP的执行效率依旧优于 DisAP. 
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Fig.7  Performance results of CSDP algorithm 
图 7  CSDP算法执行结果 
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Fig.8  Performance results in block of MRCSDP algorithm 
图 8  MRCSDP模型数据块执行结果 
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图 9  δ *ρ  vs. δ *ρ的排序值 
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Fig.10  Comparision of four clustering algorithms 
图 10  4种聚类算法运行效果比较图 

第 5个实验比较 MRCSDP算法、CSDP算法、DisAP算法和 PKMeans算法的有效性.图 10(b)描述了 4种
算法在 Reuters-21578数据集上对应的 RI和 CA.从实验中可以看出,PKMeans的有效性高于其他 3种无监督的
聚类算法.由于监督型算法K-Means的优势,在算法初始化前就拥有准确的类簇数量信息,而且 PKMeans是一种
耦合度比较高的分布式实现方式,分布式处理过程仅仅是将计算任务进行简单的分解,并没有舍弃全局信息,在
有效性表现上与 K-Means基本相同,并且高于其他 3种无监督聚类算法.对于MRCSDP算法和 CSDP算法有效
性分析在实验 1 中给出.MRCSDP 的有效性优于 DisAP,主要是因为在 DisAP 聚类过程中使用的是低耦合度的
实现,舍弃了一些全局信息.在实际应用中,可以将 MRCSDP 和 PKMeans 进行合并,通过 MRCSDP 确定聚簇的
个数,然后通过 PKMeans进行聚类,这样,在保证有效性的前提下,又能够进行高效的聚类分析. 

假设聚类数据节点的数量为 N,集群中的计算节点数量为 M,聚类算法主要包含两个阶段:1) 计算密度ρi阶

段 ;2) 计算中心值δi 阶段 .CSDP 算法计算ρi 阶段的时间复杂度是 T1=O(N2),计算δi 阶段的时间复杂度为

T1=O(N2),所以得到的总的时间复杂度 T 为 T=T1+T2=O(N2)+O(N2).在计算密度ρi阶段,由于是多机器并行,此阶
段是简单地将ρi计算任务分解为多个子任务,由 M 个计算节点并行处理.由于节点间的通信以及数据传输导致
的额外代价,此阶段的时间复杂度大于 O(N2/M).假设当分布式集群节点数量足够多时,节点间的通信以及数据
传输导致的额外开销是线性的,集群的计算能力是单节点的μM 倍,其中,μ<1.我们令 Q=μM,此阶段的时间复杂
度用O(N2/Q)表示.在计算聚类中心阶段,多块并行所用时间是原有计算时间的 1/K2(K为数据分解的块数).所以,
最后的时间复杂度为 
 T=T1+T2=O(N2/Q)+O((N/K)2) (8) 

6   结  论 

本文提出了一种基于密度的分布式聚类算法 MRCSDP,将 CSDP 算法采用 MapReduce 框架进行分布式计
算,在保证准确率的同时提高了效率,并使各个节点负载均衡.MRCSDP 将数据进行均等划分,提出了独立计算
单元和独立计算块的概念,将计算密集型任务并行处理.在得到独立计算单元对应的局部聚簇中心后,对局部聚
簇中心的节点重新计算密度和中心值,得到全局聚簇中心,进而通过聚簇中心进行聚类.截断距离作为聚类算法
的参数对局部聚簇中心有着重要影响,实验结果表明,MRCSDP 算法可以在分布式集群上取得与 CSDP 算法相
近的聚类结果,并且在很大程度上降低了时间复杂度,可以用于处理大规模高维数据. 

本文使用余弦相似度来度量两篇文档之间的相似度.为了得到更好的聚类效果,选取更合适的相似度度量
标准来计算文档间的相似度,是我们下一步要研究的内容. 
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