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Abstract:  This paper proposes a resource on-demand approach for Web applications, which can efficiently online 
reconfigure clusters in response to time-varying resource requirements. It can also dynamically decide the number 
of running nodes and virtual machines deployed on them. It first predicts the future workloads of the applications 
with Brown’s quadratic exponential smoothing method to make reconfiguration catch up with demands. Next, it 
adopts a genetic algorithm to parallel find the optimal reconfiguration policy. Experimental results demonstrate the 
approach can online adapt the cluster resource according to the change of requirement, increase the cluster resource 
utilization and greatly reduce power consumption. 
Key words: data center; virtualization technology; online reconfiguration; genetic algorithm; power consumption 

摘  要: 面向 Web 应用,提出一种动态资源按需配置方法,能够根据不断变化的资源需求以在线方式高效地重配

置集群,实时地确定集群当前节点运行数量及其上部署的虚拟机类型.该方法基于布尔二次指数平滑法预测用户请

求,有效避免了配置结果落后于资源请求;基于遗传算法并行化搜索配置空间,快速发现合理配置.实验结果表明,该
方法能够根据需求变化高效地在线调整系统资源配置,并可有效提高集群资源利用率,显著降低了系统能耗. 
关键词: 数据中心;虚拟化技术;在线重配置;遗传算法;能耗 
中图法分类号: TP393   文献标识码: A 

当前,能源开支已成为制约数据中心规模和效益的关键因素[1].据麦肯锡咨询 2008 年调查显示,全球数据中
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心的耗电总量已在工业用电中占据第 4 位[2].截止 2008 年底,50%的数据中心面临能源不足问题[1].服务器(以下

简称为节点)资源利用率低是数据中心能耗巨大的重要原因之一[3].据文献[2]统计,目前全球数据中心节点资源

的平均利用率远低于期望值,如图 1 所示.如何提高资源利用率成为数据中心控制能耗必须解决的问题.虚拟化

技术支持多个逻辑上独立的应用共享同一节点的物理资源[4],为提高节点利用率提供了可行的解决方案.但是,
当前大多数数据中心往往根据虚拟机对资源的峰值需求来决定集群的配置方案,而峰值需求远大于常态需求,
所以仍难以有效提高资源利用率.图 2 所示的是 1998 年世界杯官方网站 6 月 22 日的访问请求分布[5],其峰值需

求约为常态需求的 10 倍. 
 
 
 
 
 
 
 
 
 
 

Fig.1  Resource utilization of data enter nodes   Fig.2  User request distribution of World Cup 98 
图 1  数据中心节点资源利用率               图 2  1998 世界杯用户访问分布 

一种理想的方法是,根据不断变化的需求和环境条件,如请求的类型与数量、节点负载情况、资源利用率

等,对集群中的虚拟机进行动态配置(动态地调整节点运行数量及其上部署的虚拟机类型),在满足用户服务质

量的前提下提高集群的资源利用率.目前,有很多研究试图解决数据中心的资源动态配置问题[3,4,6−15],然而大多

数算法扩展性较差,仅适用于小规模集群.如文献[9]提出的算法,在 5个节点的条件下,计算一次配置的时间小于

10s;而节点数为 15 时,计算时间接近 30m.另外,大多数研究工作仅根据当前时刻点的请求计算调整策略,忽视节

点调整的时间开销,致使调整结果滞后于请求变化. 
针对上述问题,本文面向虚拟化的数据中心,以 Web 应用为背景,提出一种集群资源按需动态配置方法.该

方法基于布尔二次指数平滑法预测用户请求,能够有效避免重配置结果滞后于请求变化;基于遗传算法并行搜

索配置空间,能够快速搜索出最优配置.实验结果表明,该方法能够根据需求的动态变化和节点的负载情况快速

调整集群中节点运行的数量与其上部署的虚拟机类型,能够有效提高集群利用率,降低能耗. 
本文第 1 节介绍自配置框架结构.第 2 节阐述问题模型,并描述相关算法.第 3 节介绍实验环境、设计细节

和结果分析.第 4 节介绍相关工作.最后对全文进行总结. 

1   自配置框架 

在由多个节点构成的虚拟化集群中,假设存在 N 种 Web 应用 1{ }N
i iA = ,则对应 N 种虚拟机 1{ }N

i iV = .设 Ai 运行在

Vi 上,每一种 Vi 在集群中的副本为 1{ }M
ij jC = ,M 为集群节点数目.Cij 值域为{0,1},当 Cij=1 时表示节点 j 启动 Vi;相 

反,当 Cij=0 时表示未启动 Vi.我们将以下过程定义为自配置:在保证用户访问 QoS 的前提下,数据中心根据 

1{ }N
i iV = 对节点资源的需求变化动态地调整 , 1{ }M

ij i jC = ,关闭不必要开启的节点,提高集群资源利用率. 

本文采用的自配置框架如图 3 所示.前端有 3 个核心构件组成:请求分发器、虚拟机管理器(virtual machine 
manager,简称 VMM)和重配置策略生成器(reconfiguration policy generator,简称 RPG).当集群中有新的虚拟机部

署时,前端负责为其分配一个新的VMM;请求分发器负责将对虚拟机的请求分发到对应的VMM.由于重配置需

要一定的时间 ,为了保证重配置之后的结构适应资源的需要 ,各 VMM 通过请求预测模块(request forecast 

Average server utilization, percent 

0      20     40      60     80     100

100

80

60

40

20

0Pe
ak

 s
er

ve
r u

til
iz

at
io

n,
 p

er
ce

nt
 

Target peak utilization

Time (min) 

0    120   240   360  480   600   720 

30000

25000

20000

15000

10000

5000

0

R
eq

ue
st

 n
um

be
r 

98Worldcup



 

 

 

米海波 等:一种面向虚拟化数字中心资源按需重配置方法 2195 

 

module)预测虚拟机对节点资源需求的变化趋势(在 Web 应用中,主要由用户对应用请求的变化确定),然后

VMM 将预测结果发给 RPG.RPG 根据预测值使用重配置搜索模块(reconfiguration searching module)从各种可

能的配置空间中找到最优配置(虚拟机的副本数、位置和各自接收请求数),并将其返回给 VMM.VMM 根据此

信息启动/关闭所管理的虚拟机.最后,VMM 根据配置信息进一步分发用户的请求到特定的节点. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Fig.3  Self-Configuration architecture 
图 3  自配置体系结构 

在自配置框架中,请求预测模块和重配置搜索模块是两个核心子模块,预测的准确度和重配置搜索的速度

及结果至关重要.本文采用布尔二次指数平滑法[16]实现请求预测模块,基于遗传算法[17]实现重配置搜索模块. 

2   算法描述 

由于部署在虚拟机中的 Web 应用包含多种类型的请求,每种类型的请求对资源的需求量不同,基于请求级

的粒度[15]对虚拟机进行调度会过于复杂,因此我们采用应用级的粒度进行调度,定义节点的应用级响应能力. 
定义 1(应用级响应能力). 当节点 i 仅部署虚拟机 j 时,每秒钟响应虚拟机 j 中各种类型请求的最大平均次

数,其表达式为 

 
jij q iqq Q

req reqα
∈

= ×∑  (1) 

其中,Qj={q1,q2,…,qn}表示请求类型的集合,αq为请求 q所占比例,reqiq为节点 i对请求 q每秒钟的最大响应次数. 
如前所述,重配置的目标是快速地搜索出最优配置以提高资源利用率,降低能耗.这一过程可以建模为多目

标优化问题.为了简化分析,本文仅考虑节点的 CPU 资源.那么对每一次重配置,其形式化公式可以表示为 
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其中,rij 表示节点 i 接收的对虚拟机 j 的请求,当 rij=0 时,表示请求数为 0,则节点 i 不启动虚拟机 j; 1
N

iji r
=∑ 表示为

集群接收的对虚拟机 j 的请求之和,其值等于预测值 loadj(t+τ);N表示节点数; ij

ij

r
req

表示虚拟机 j 对节点 i 的 CPU

需求 ; 1
M ij
j

ij

r
req=∑ 表示节点 i 中的虚拟机对其 CPU 的需求之和 ,其值应小于节点 i 的 CPU 资源的上限

UCPU_upthreshold;M 表示虚拟机的种类;
1

M
ijj

r
=∑ 表示节点 i 接收的所有请求,当

1
0M

ijj
r

=
=∑ 时,表示节点 i 处于待机状

态;Fpower 和 CPUU 分别表示集群能耗和 CPU 平均利用率,其设计细节将在第 2.2.2 节介绍. 

2.1   请求预测 

为使重配置结果能够持续满足用户请求对资源的需求,需对未来的用户请求进行预测.有多种预测方法能

够满足本文的场景,如趋势外推、回归分析等,本文选用布尔二次指数平滑法[16].对虚拟机 j,预测公式为 
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其中,loadj(t)为 t 时刻观察到的对虚拟机 j 的请求数,loadj(t+τ)为 t+τ时刻的预测值, (1)
tL 和 (2)

tL 分别为一次指数平 

滑值和二次指数平滑值,α为平滑参数.通过公式(3),可以在 t 时刻对 t+τ时刻的请求进行预测,取值为 
 Lj(t+τ)=loadj(t+τ)+εj (4) 
其中,εj 为预测误差. 

2.2   重配置算法 

由公式(2)可知,搜索最优配置的过程为 NP-难问题.为快速搜索出最优近似解,本文基于遗传算法设计搜索

过程.依据遗传算法的思想,本文将每个配置方案看作一个染色体,根据其适应值的大小确定其优越性.适应值

越高,生存率越大,作为父代繁殖的概率也越大.经过若干代的选择,筛选出最优配置方案. 
2.2.1   染色体编码 

每个染色体代表一个候选方案,表明虚拟机重配置后运行的位置和接收的请求数.染色体由多个不同的基

因串构成,每个基因串对应一种虚拟机.每个基因串由若干个子串构成,每个子串对应一个节点.具体的二进制

编码规则为: 
1) 根据不同节点对虚拟机 j 的应用级响应能力确定子串的编码长度,例如,若节点 i 的响应能力为 200/s,

则子串长度 lij 为 8 位. 

2) 根据节点数量确定基因串的长度 1
N

j ijil l
=

= ∑ . 

3) 根据虚拟机种类确定染色体基因串的数量. 
以 3 种虚拟机、2 个节点为例给出编码说明:设节点对虚拟机的响应能力及对应的编码位数见表 1.这 3 种

虚拟机构成 3 个基因串,每个基因串有两个子串.对虚拟机 1,节点 1 和节点 2 响应能力为 100/s 和 200/s,则对应
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子串编码长度分别为 7 和 8,则虚拟机 1 对应的基因串长度为 15.相应地,虚拟机 2 和虚拟 3 对应的基因串包含

两个子串,其长度分别为 17 和 18. 

Table 1  PMs response ability to three kinds of VMs and corresponding coding length 
表 1  节点对不同虚拟机资源请求的响应能力及对应编码长度 

Node Num Req1/s Coding length Req2/s Coding length Req3/s Coding length 
1 100 7 200 8 300 9 
2 200 8 300 9 400 9 

染色体编码如图 4 所示. 
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Fig.4  Chromosome coding 
图 4  染色体编码 

如此设计染色体的优势在于:(1) 当染色体对之间交叉、变异时,相同位置对应的基因串可同步隔离进行,
这种方式可以在保持各应用之间独立性的前提下,大大加快染色体进化的速度;(2) 在配置资源时,充分考虑节

点负载能力的限制. 
2.2.2   适应值函数 

本文中,适应值函数包括两个部分:耗能函数和惩罚函数.在一次请求分配中,我们追求集群能耗的最小值.
对节点 i,能耗函数定义为 

 1 1
_
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,                                                             else
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其中,PBi,PIi 和
off

iP 分别为节点 i 工作、空闲和待机时的功率.在监控时间间隔τ内,节点 i 响应各虚拟机请求之后

处于空闲状态,其能耗为 11 M ij
Iij

ij

r
P

req=

⎛ ⎞
⎜ ⎟−⎜ ⎟
⎝ ⎠

∑ .当节点 i 没有启动任何虚拟机时处于待机状态,此时能耗为 * off
iPτ . 

则集群的耗能函数定义为 

 _1
N

power power iiF F
=

= ∑  (6) 

为了尽快搜索出最优配置,我们采用惩罚函数来加快进化速度,惩罚函数定义为 
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其中,αj 表示虚拟机 j 的惩罚悉数.集群中运行节点的平均 CPU 利用率定义为 
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由于适应度函数往往寻求最大适应值,因此将其定义为 
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 max _ _

mix

,  if    and   
,                            others

power punish CPU CPU downthreshold CPU CPU upthreshold
fitness

C F F U U U UF
C

⎧ − − > <⎪= ⎨
⎪⎩

 (9) 

其中,UCPU_upthreshold 和 UCPU_downthreshold 分别为 CPU 利用率的上下限,Cmix 和 Cmax 为常量.其配置算法主要过程见

算法 1,主要说明进化部分和适应值计算部分. 
算法 1. 
//M:虚拟机的种类; N:节点数量; generations:迭代次数; population:群体大小 
//List〈char[]〉chromos:染色体基因串,包括 M 个子串. 
//List〈chromos〉clist:群体个数,长度为 population 
输入:workload[M]:前端接收到的对各类虚拟机的总请求数 
输出:server_load[j][i]:集群中各节点分配到的各类虚拟机的请求数 
1:  Initialize clist; 
2:  for each generation in generations 
3:    for each chromos in clist  
4:      //根据 M 和 N 将染色体解码转化为十进制数值 
5      for (i=1; 1<=chromos.sizes; i++) 
6:       str=String.valueof(chromos.get(i));  //字符数组转化为字符串,chromos 对应虚拟机及其请求 
7:       for (j=1; j<servers.length; j++) 
8:         server_load[j][i]=str.substring(serverType.length);  //从字符串依次取出每个 server 分配虚拟机 
 及其请求负载 
9:       end for 
10:     end for 
11:     根据公式(9)计算计算适应值 
12:   end for 
13:   selection();  //根据适应值的大小选择优良的父代,结果保存在 clist 
14:   crossover();  //在新个体中随机配对,在配对个体中随机选择交叉位,结果保存在 clist 
15:   mutation();  //在新个体中随机选择变异点,结果保存在 clist 
16:  end for 

3   实验与结果分析 

数据中心资源按需动态配置的效果与请求预测算法、配置调整算法密切相关,如前所述,本文所提出自配

置方法包括两个核心部分:预测算法和重配置算法.为进一步阐述所提方法的有效性,本节主要进行 4 类实验: 
(1) 分析预测算法的准确度. 
(2) 分析在节点数量和应用种类变化的条件下重配置算法的收敛性,并分析计算复杂度. 
(3) 在不考虑请求预测的条件下与文献[12]对比重配置算法的扩展性.文献[12]提出的算法是面向大规

模数据中心资源调度最具代表性的工作,可以很好地应用于虚拟化数据中心的场景,本文主要与该

工作进行对比. 
(4) 在考虑请求预测条件下与文献[12]对比整体方案的有效性. 

3.1   实验环境 

通常,数据中心由多个集群构成,重配置一般限制在单个集群内部,一个集群的典型规模在 50~300 节点之

间,因此,本节实验模拟由 300 个节点构成的集群,其中,100 台 CPU 分别为 Intel(R) Core(TM)2 Duo 2.83GHz 的

Dell 主机、100 台 CPU 分别为 Intel(R) Core(TM)2 Duo 2.33GHz 的 Dell 主机和 100 台 CPU 为 AMD Athlon(TM) 
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64 X2 3600+ 1.9GHz 的 lenovo主机.应用服务器采用 Tomcat6.0;操作系统为 Red Hat 2.6.24.3;虚拟机为 VMWare 
Station6.5;节点的耗电量见表 2,实验未考虑虚拟机对内存的要求. 

Table 2  Node power consumption 
表 2  节点耗电量 

PM Pbusy(W) Pidle(W) Poff(W) 
Dell (2.83GHz) 268 155 10 
Dell (2.33GHz) 225 112 10 

Lenovo (1.9GHz) 189 101 10 

表 3 列出了遗传算法关键参数的经验值.这些参数的不同取值将对算法的效率和效果产生十分重要的影

响.受篇幅所限,本文并不讨论如何选择最合适的参数值. 
Table 3  Default values of key parameters 

表 3  关键参数默认值 
Parameter Value 

Population size 50 
Selection method Roulette wheele[24] 

Crossover rate 0.9 
Mutation rate 0.1 

 
3.1.1   Web 应用类型 

Web 应用类型采用 TPC-W 性能测试基准[18]中的 3 类典型应用:Browsing Mix(BM),Shopping Mix(SM)和
Ordering Mix(OM).在采用基于 Java 实现的 TPC-W 基准开源包部署之后,使用性能测试工具 Httperf[19]分别对 3
种应用进行压力测试,各节点对不同类型应用的应用级响应能力见表 4,监控时间间隔为 10m. 

Table 4  Nodes application-level response capability 
表 4  节点应用响应能力 

 Req/s (BM) Req/s (SM) Req/s (OM)
Dell (2.83GHz) 235 197 130 
Dell (2.33GHz) 190 163 91 

Lenovo (1.9GHz) 132 89 57 
 

3.1.2   用户请求分布 
实验采用 3 种数据样本度量用户请求的变化:1) 1998 年 6 月 22 日 12:00AM~24:00PM 足球世界杯期间用

户访问的请求记录[5];2) 1995 年 9 月 29 日 12:00AM~24:00PM 用户访问 ClarkNet Web 服务器的请求记录[20].
为了产生足够的请求负载,两种请求数量都扩大了 10 倍;3) 模拟生成服从泊松分布的访问请求记录.3 种请求

的分布如图 5 所示,每 10 分钟采样一次,共 72 采样点. 
 
 
 
 
 
 
 
 
 
 

Fig.5  Changes of request distribution 
图 5  请求分布变化 
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3.2   实验结果 

3.2.1   预测算法准确度 
以 World Cup98 请求分布为例,τ=10m,α=[0.1~0.9],则α=0.3,0.5,0.8 时预测分布与原请求分布之间的比较如

图 6 所示.通过平均相对误差分析可知,α的取值对预测结果影响不大,如α=0.3 时平均相对误差为 0.078; α=0.5
时平均相对误差为 0.074;α=0.8 时平均相对误差为 0.1.由此可知,布尔二次预测算法能够较为准确地预测变化

波动较大的请求,在以后的实验中取α=0.5. 
 
 
 
 
 
 
 
 
 
 
 

Fig.6  Real value and forecast value 
图 6  请求真实值与预测值 

3.2.2   重配置算法的收敛性和计算复杂度 
重配置算法的收敛速度和时间开销受到节点数量和应用种类的影响.因此,实验的主要目的在于验证在各

种节点数量与应用类型的组合下算法是否具有稳定的收敛性.实验条件:节点数取值范围 30~300,3 类节点各占

1/3;应用类型的取值范围 3 种~15 种,类型根据表 4 节点对 BM 类型的响应能力随机产生;所有应用的请求数量

恒定,对资源的总需求量占集群总资源的 20%. 
通过实验发现,重配置算法在各种节点数量与应用类型的组合下平均 250 次迭代即可达到较稳定的收敛.

图 7(a)~图 7(c)分别显示了 5 种应用 50 台节点、10 种应用 150 节点和 15 种应用 300 台节点的条件下算法的

收敛效果. 
 
 
 
 
 
 
 

 (a) 5 Applications and 30 nodes         (b) 10 Applications and 150 nodes        (c) 15 Applications and 300 nodes 
 (a) 5 种应用、30 个节点              (b) 10 种应用、150 个节点             (c) 15 种应用、300 个节点 

Fig.7  Convergence effect of different applications and nodes 
图 7  不同应用和节点数量条件下算法收敛效果 

由图 5 可知,重配置算法的计算复杂度由节点数量 N、虚拟机种类 M、进化次数和群体规模决定.其中,初
始群体规模设定为固定值(见表 3).由上述分析可知,当进化次数为 250 次算法可收敛,即进化次数亦可设定为固

定值.因此,重配置算法的计算复杂度可近似地由节点数量和虚拟机种类决定,即 O(MN). 
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图 8 和图 9 所示在各种节点数量与应用类型的组合下,算法迭代 250 次的时间开销.从图 8 中可以发现,当
应用种类确定时,时间开销基本上随节点数的增加呈线性增长;通过相关分析后发现,两者的线性相关度约为

0.97.从图 9 可以发现,当节点数量确定时,时间开销基本上随节点数的增加呈线性增长;回归分析后发现,两者的

线性相关度约为 0.99.上述数据可以说明,当虚拟机种类或节点数量固定时,重配置算法搜索的时间复杂度将降

低为 O(n). 
 
 
 
 
 
 
 
 

Fig.8  Computing time as nodes number changes    Fig.9  Computing time as application number changes 
图 8  节点变化时的计算时间                   图 9  应用变化时的计算时间 

3.2.3   算法扩展性对比 
本节实验的目的在于不考虑预测算法的条件下,当集群中的节点数量扩大时,对比重配置算法与文献[12]

的算法在调整效果方面的优劣.在图中本文的算法以“GABA”标识,文献[12]的算法以“TSSP07”标识.实验条件:
节点变化范围 90~300,3 类节点各占 1/3;1 种应用,类型为表 4 中的 BM,应用对资源的总需求量占集群总资源的

60%;进化 250 代. 
图 10~图 12 显示了随着节点数量的扩大,两种算法在节点的运行节点、CPU 利用率和能耗方面的对比. 

 
 
 
 
 
 
 
 

Fig.10  Comparison of running nodes            Fig.11  Comparison of CPU utilization 
 图 10  运行节点对比                        图 11  CPU 利用率对比 

 
 
 
 
 
 
 
 

Fig.12  Comparison of power consumption 
图 12  耗能对比 
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由实验条件可知,应用对资源的需求量随节点数目的增加呈线性增长趋势.从图 10 可以看出,GABA 与

TSSP07 计算出的运行节点数随着节点数目的增加亦呈线性增长趋势.这说明两种算法都具有高扩展性,但
GABA 的平均增长趋势仅为 TSSP07 的 3/4.从图 12 可知,随着运行节点数和应用对资源需求的线性增加,GABA
与 TSSP07 计算出的耗电量亦呈线性增加,但是 GABA 平均耗电量较 TSSP07 减少了 10%.从图 12 可知,虽然两

种算法都可以使集群保持较高的 CPU 平均利用率,但 GABA 比 TSSP07 提高约 8%. 
3.2.4   整体方案对比 

如前所述,数据中心资源按需动态配置的效果与请求预测算法、配置调整算法密切相关.本节实验的目的

是,在一定数量的节点构成的集群中,在虚拟机类型恒定的情况下(应用类型恒定),GABA与 TSSP07对比调整效

果的优劣.实验条件:节点数为 300 个,3 类节点各 100 个;3 类应用,类型见表 4,请求分布如图 5 所示. 
图 13~图 15 分别显示了 GABA 与 TSSP07 在 12 小时期间节点运行数量、CPU 利用率和能耗方面的对比.

如图 13 所示,TSSP07 的调整策略为当前配置能够满足应用的请求时就不再调整集群.所以从整体看,TSSP07 较

GABA 开启了许多不必要的节点.尤其在 300m 之后,由于请求峰值致使集群中的所有节点全部开启,在之后的

时间内 TSSP07 不再调整,所以使不必要开启的节点大大增加,这使得 CPU 利用率下降,能耗大幅增加,如图 14
和图 15所示.这也反映出当前多数数据中心按照请求峰值分配资源的不合理性.相反,GABA根据不断变化的需

求对集群资源进行重配置,使其可以以最小的资源满足需求.在 12 小时期间采用 GABA 平均运行的节点数为

133,而采用 TSSP07 平均运行的节点数为 255.如图 14 所示,因为整个时间段 TSSP07 开启了众多不必要的节点,
致使集群中运行节点的 CPU 平均利用率只有 53.4%;而采用 GABA,CPU 平均利用率提高了 35%.图 15 描述了

整个时间段的能耗,TSSP07 共消耗了 536.2KW;而 GABA 消耗了 409.3KW,较 TSSP07 节省了 25%. 
 
 
 
 
 
 
 
 
 

Fig.13  Comparison of running nodes               Fig.14  Comparison of CPU utilization 
 图 13  运行节点对比                           图 14  CPU 利用率对比 

 
 
 
 
 
 
 
 
 

Fig.15  Comparison of power consumption 
图 15  能耗对比 
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4   相关工作 

目前,有很多研究试图解决数据中心的资源动态配置问题[3,4,6−15].Walsh 等人[6]采用服务级和资源级两层效

用函数解决数据中心异构节点之间的资源自配置问题,为每种应用分配一个应用管理器,各个应用管理器根据

服务级效用函数计算应用对资源的需求,并将结果提交给资源仲裁器,资源仲裁器根据资源级效用函数计算各

个应用需要的节点数量.Das 等人[7]在此工作的基础上,利用 Agent 技术实现了一个数据中心能耗管理的系统原

型;Tesauro 等人[8]将数据中心的资源分配问题建模为组合马尔可夫过程[21],并基于 Q 值强化学习算法[10]提出了

一种资源在线分配模型.然而,这些研究都不允许应用之间共享节点资源,即假设一个节点只能部署一种应用.
这种假设不适合虚拟化的数据中心. 

Bobroff 等人[4]提出一种基于虚拟机动态迁移的方法来关闭不必要启动的节点.该方法首先采用线性时序

预测方法[22]来预测虚拟机对资源的需求,并根据需求对虚拟机降序排列,然后采用首次满足(first-fit)背包算法

将虚拟机部署在合适的节点上.然而,该研究仅仅考虑为每个应用分配一个虚拟机的场景,并不适用数据中心中

一种虚拟机有多个副本的场景.Kusic 等人[9]基于有限控制预测技术[11]提出一个动态资源分配框架,通过两层控

制体系来确定虚拟机需要启动的副本数、副本所在节点的位置和位于同一节点上的虚拟机分配的资源量.虽然

该方法通过关闭不必要开启的节点提高了资源利用率,但是该方法的计算复杂度为指数级.当节点为 5 个时,决
策时间小于 10s;而节点为 15 个时,决策时间接近 30m.显然,该方法不适用于数据中心. 

Karve 等人[13]提出了一种针对大规模数据中心的应用动态放置方法,可以根据应用不断变化的资源需求动

态确定应用所在的节点位置.他们将该问题建模为多目标优化问题,采用 3 种算法(剩余配置算法、增量配置算

法和重平衡配置算法)搜索近似最优配置.剩余配置算法按照升序排列应用资源需求列表和节点服务能力列表;
增量配置算法将变化的需求重分配至各个节点;重平衡配置算法负责平衡各节点之间的负载.Tang 等人[12]采用

隔离的方式进一步降低了文献[13]中算法的计算复杂度,即当考虑是否改变某一节点上的应用请求时,假设其

他节点的状态不改变.这些方法的不足在于:第一,采用的启发式算法虽然简化了搜索算法的计算复杂度,降低

了搜索时间,但其片面追求了速度而忽视了重配置效果;第二,算法执行的时机存在缺陷,假设当前配置能够满

足新的需求时不再调整配置的结构;第三,没有考虑关闭或休眠不必启动的节点以减少能耗.与之相比,本文提

出的方法在保证搜索速度的同时又兼顾重配置效果,同时亦考虑关闭空闲节点来减少能耗. 
另外,上述各工作仅根据当前时刻点的请求计算重配置方案,忽视节点调整的时间开销,致使调整结果滞后

于请求变化.文献[4,9]虽对请求作了预测,但其采用了简单的线性预测方法,不适合需求变化波动较大的场景. 
我们首先在文献[23]中提出了基于遗传算法的资源重配置方案.遗传算法是一种基于生物自然选择与遗传

机理的随机搜索算法[24],广泛的应用于最优化问题中[17].与传统优化算法相比,遗传算法具有以下特点:1) 对参

数集进行编码处理,使遗传算法可以直接操作诸如集合、序列、矩阵等数据对象;2) 并行化搜索,同时对搜索空

间中多个可行解评估;3) 利用适应值信息,无需搜索空间的知识和其他辅助信息;4) 利用概率转移规则指导搜

索方向,能够有效进行概率意义上的全局搜索.遗传算法已经较好地应用于数据镜像[25]、动态网络拓扑重构[26]、

网络编码优化[27]等领域.本文针对不同规模的实验环境,就算法的收敛性、可扩展性等进行了进一步探讨. 

5   结束语 

当前能源开支成为制约数据中心发展的关键因素,如何有效地提高资源利用率成为数据中心关注的重要

问题.本文面向大规模虚拟化集群环境,提出一种集群资源按需动态配置方法.该方法能够根据不断变化的需求

和环境条件,在线、高效地调整集群中节点运行的数量及运行节点上部署的虚拟机种类.该方法基于布尔二次

指数平滑法预测用户请求,能够有效避免重配置之后的结构滞后于请求;基于遗传算法并行搜索配置空间,能够

快速搜索出最优配置.实验结果表明,算法能够根据变化的环境快速做出调整,有效提高集群利用率,降低能耗. 
需要说明的是:1) 本文着重研究的是单个集群内部的资源按需配置问题.当考虑资源跨集群动态配置时,

如何有效解决多个前端环境下的分布式决策冲突,将是研究的重点;2) 本文假设各 Web 应用之间相互独立,而
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现实集群中的应用亦大量存在着彼此关联的情况,这将导致集群中的虚拟机存在相互依赖的关系.这种场景下,
调度将会变得更加复杂,也是我们下一步关注的重点. 
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