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Abstract:  In this paper, the deployment of wireless network is analyzed in accordance with the manifold 
distribution. Next, the previous Locality Preserving Canonical Correlation Analysis (LPCCA) algorithm is used to 
build a mapping from the signal-vector space to the physical location space and develop a location algorithm, 
Location Estimation-Locality Preserving Canonical Correlation Analysis (LE-LPCCA, for short), which sufficiently 
takes the local structure of the network topology into account. Finally, experimental results on benchmark show that 
this method achieves a higher accuracy and stability than other location algorithms. 
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摘  要: 在分析了无线传感器网络的布局基本符合流形(manifold)特点的基础上,借助所提出的局部保持的典型

相关分析(locality preserving canonical correlation analysis,简称 LPCCA)进行建模,以建立从信号强度空间到现实物

理空间的映射;进而提出了一种能够体现网络拓扑结构局部信息的无线传感器网络定位算法——LE-LPCCA 
(location estimation-locality preserving canonical correlation analysis).与现有同类算法在 benchmark 上的实验结果相

比,LE-LPCCA 具有更高的定位精度和稳定性. 
关键词: 无线传感器网络;定位;典型相关分析;流形 
中图法分类号: TP393   文献标识码: A 

无线传感器网络具有非常广泛的应用前景,目前国内外已有将其应用于环境监测和保护、医疗护理、航空

航天军事等领域的研究工作.其中,无线传感器网络的定位技术是一个研究难点,也是应用研究中的关键技术.
传感器节点的自身定位是无线传感器网络应用的基础 ,常见的定位技术是 RSSI(received signal strength 
indicator)技术[1].其主要原理是,先通过信号在传播中的衰减,根据信道模型来估计节点之间的距离;再通过距离
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信息进行节点位置的计算.RSSI 技术符合传感器网络定位低功率和低成本的要求,已有很多研究工作都基于此

技术 ,如文献[2−5]等 .还有一些比较常见的定位技术 ,如 TOA(time of arrival)[6]、TDOA(time difference on 
arrival)[7]、AOA(angle of arrival)[8]、DV-Hop[9]、凸规划[10]等.这些技术既有优势,也存在着诸如定位精度不高、

网络部署方式受限、硬件要求过高、无法实现低功耗和低成本等问题[11].本文侧重于 RSSI 的定位技术. 
节点的定位过程可以看作是模式的识别过程,其中,节点的信号强度(向量)作为输入模式,对应的节点地址

作为(离散或连续的)标号.定位过程基于统计模型,提取出能够表征传感器节点坐标位置的特征量,建立模型,以
此确定定位算法.再根据该算法对未知传感器节点(测试样本)进行位置估计,即计算其空间(位置)坐标.其中已

有的典型算法包括文献[2−5].文献[2]在定位过程中结合了核技巧,并依照分类方法计算出未知节点可能存在的

矩形区域,然后将该矩形的质心作为未知节点的位置作为定位结果;文献[3]结合了聚类分析和决策树分类技术

确定出合理的已知节点集合,并弃用无法提供合适定位信息的多余先验信息,从而降低了定位的复杂度;文献[4]
将定位过程描述成凸规划问题,进而借助半定规划(semidefinite programming,简称 SDP)优化该问题,以获得最

优的定位结果;文献[5]则通过建立贝叶斯层次模型来解决室内定位问题.这些算法在一定场合内取得了较为有

效的定位结果,但由于没有充分利用网络的局部拓扑结构以及其与信号空间的相关性,因而定位算法的定位精

度仍有待提高. 
本文的出发点正是尝试利用无线传感器网络的拓扑结构与信号空间的自身特性来进一步提高定位算法的

精度.目前有关这方面的研究工作相对较少,在国内尤其如此. 
在节点功率相同、传送模式相似的前提下,由于传感器网络中任意两节点若相邻,则接收到同一信标节点

所发射的信号强度也相似,所以物理空间和信号空间存在一一映射关系[12].定位就是构建出这一映射.文献[12]
中提出的 LE-KCCA 算法通过核典型相关分析(kernel canonical correlation analysis,简称 KCCA)[13]实现所要的

映射.然而,KCCA 的计算采用了一个统一的非线性映射而没有顾及网络具有的局部分布特点,即流形结构.另
外,拓扑结构复杂且多变的无线传感器网络同样使 KCCA 难以充分体现网络的结构信息.因此,出于对上述两点

不足的考虑,本文以我们之前提出的能够同时有效处理两组分别具有流形结构数据的局部保持型典型相关分

析(locality preserving canonical correlation analysis,简称 LPCCA)[14]作为定位算法的建模工具,尝试利用信号空

间和物理空间的局部信息 ,提出一种基于流形学习的无线传感器网络定位新算法 LE-LPCCA(location 
estimation-locality preserving canonical correlation analysis).LE-LPCCA 算法着眼于每个节点邻域内的典型相

关,通过将全局非线性问题分解成多个局部线性问题,以获得整体的相关性.该算法的主要特点就是,通过引入

网络分布的全局和局部信息,达到显著提高节点定位精度和稳定性的双重效果. 
本文第 1 节分析 LE-LPCCA 算法的动机.第 2 节介绍典型相关性分析(canonical correlation analysis,简称

CCA)[15]和基于局部的 LPCCA 方法.第 3 节详细介绍 LE-LPCCA 算法的设计思想.实验结果及分析在第 4 节中

给出.最后,第 5 节进行全文总结. 

1   基于流形学习的 LE-LPCCA 算法 

1.1   基于拓扑学的流形学习 

流形(manifold)是拓扑学中的概念,一般可以认为是局部具有欧氏性质的空间[16].而欧氏空间是流形最简单

的实例. 
流形学习方法提供了一种新颖的根据数据内在分布来分析数据的研究途径,旨在发现数据分布的内在规

律性.流形学习加强了数据在观测空间的全局与局部性质,加强了几何上的直观解释. 
近年来 ,流形学习已成为机器学习领域中的一个研究焦点 ,已有一些研究成果 ,如线性局部嵌入(locally 

linear embedding,简称 LLE)算法[17]、等度规映射(isomap 算法)[18]、保局投影(locality preserving projections,简
称 LPP)算法[19]、Laplacianface 方法[20]和局部追踪嵌入(locality pursuit embedding,简称 LPE)算法[21].这些基于

流形局部信息方法的共同点在于,通过保持样本的局部特征,可揭示出隐藏于原始空间整体的低维流形结构.但
上述诸方法仅限于单数据集,而无线传感器网络的定位涉及两个分别来自于物理空间和信号空间的数据集,且
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它们高度相关.因此,需要寻求更合适的建模方法来实现两个空间之间的映射. 

1.2   LE-LPCCA算法的动机 

本节通过分析无线传感器网络的拓扑结构基本吻合流形特点来阐明用 LPCCA 进行定位的动机.以无线传

感器网络的信号空间到物理空间的坐标映射视作一双射为基础,文献[12]通过 KCCA算法建立了这两个空间之

间的非线性映射,揭示两组不同空间数据中隐含存在的非线性相关现象.因此,通过一个节点接收到来自信标节

点的信号强度向量,能够反推出其在物理空间的相对拓扑结构,进而计算出该节点的位置,实现无线传感器网络

节点的定位.然而,KCCA 计算着眼于统一的非线性映射而没有考虑节点的局部分布特性.对于拓扑结构复杂多

变的无线传感器网络而言,KCCA 算法难以充分体现网络的结构信息.另外,由于不同传感器网络之间的拓扑结

构差异较大,接收到的信号模式也可能很不相同,试图通过调整 KCCA 中的核函数或核参数使之实现拓扑结构

的依赖同样不太可行,故而该算法的推广性和灵活性受到一定的限制. 
流形在数学中可用于描述几何形体,欧氏空间是流形最简单的实例.由于传感器节点分布于地球表面或由

若干个局部欧氏空间组成的物理空间中,所以无线传感器网络的布局符合流形的特点.无线传感器节点的布置

可用于对流形信息的采样,布置越密,采样效果越好.对于其对应的信号空间,由于每个传感器节点的信号发射

范围理论上是一个球面,位于球面内的节点才能接收到该节点发射的信号,这同样与局部欧式空间的分布相吻

合.所以,无线传感器网络的信号空间也符合流形特点. 
本文考虑通过利用与信号空间的自身特性来提高定位算法的精度,目前有关利用无线传感器网络拓扑结

构与流形的关系进行定位的算法研究工作相对较少.文献[22]中虽然提出了用流形的方法进行无线传感器网络

定位,但其出发点并未考虑信号空间的局部信息,只是单纯假设采集的数据符合流形,此算法的应用面不宽[22].
文献[23]中运用了半监督学习的流形方法,但其动机是将所采集的数据应用于半监督学习,并未分析传感器网

络结构本身与流形的关系.本文弥补了这一缺陷,并提出了利用 LPCCA[14]实现流形结构和定位.事实上,原有

LPCCA 是作为一种降维工具应用于机器学习领域中的目标姿态估计.而本文力图进一步拓展其应用领域,通过

结合具体的定位问题将其作为回归而非降维来适应

新的应用,从而发展出了一种能够体现网络局部拓

扑结构信息的无线传感器网络的新颖定位算法

LE-LPCCA. 
图 1 显示了传感器网络节点的近邻关系图,图

中体现了无线传感器网络拓扑结构中的某些局部特

征,其中数据来自真实的实验环境,由香港科技大学

计算机科学系提供.局部近邻采用 k-近邻定义法,k取
值为 4.图 1 中,圆圈范围内的 4 个节点能够接收到 8
个信标节点发射的信号,它们的物理空间分布聚集

在一起,图示可见对应的接收信号强度相近.比如该

数据矩阵中的第 1 行,表示 4 个节点接收到一号信标

节点发射的信号,信号强度均在 300 左右.由于接收到的信号强度实际为负数,单位:db,这里,为了方便研究和实

验,我们已把数据全部处理为正数,数值越大,则表示信号越强. 

2   相关知识回顾 

为完整起见,本节对相关模型作简单的回顾. 
信号空间向量和物理空间向量可以分别表示两组数据集,在机器学习领域中,典型相关性分析[15]是用来构

建两组数据间映射的经典方法. 
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Fig.1  Neighbor relationship of sensor nodes 
图 1  传感器节点的近邻关系图 
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2.1   CCA 

设有一批成对的观察样本集 X 和 Y,记 X=[x1,…,xn]∈Rp×n 和 Y=[y1,…,yn]∈Rq×n,且样本已经中心化.CCA 算法 

的目标是,分别为 X 和 Y 寻找两组基向量 wx∈Rp 和 wy∈Rq,使随机变量 T
xw x 和 T

yw y 之间的相关性达到最大.换言 

之,就是使原始数据 X 和 Y 作一定的变换后,达到相关性最大.具体可表述为求式(1)相关系数的最大值问题[15]: 

 
[ ]

[ ] [ ]

T T T
x y x xy y

T T T T T T
x y x y x xx x y yy y

E

E E
ρ = =

⋅

w xy w w C w

w xx w w yy w w C w w C w
 (1) 

这里,E[]表示数学期望,Cxx=XXT∈Rp×p 和 Cyy=YYT∈Rq×q 表示集合内协方差(within-set covariance)矩阵,Cxy=XYT∈ 

Rp×q 表示集合间协方差(between-set covariance)矩阵,且有 T p q
yx xyC C R ×= ∈ . 

注意到公式(1)定义的相关函数ρ关于 wx 和 wy 尺度无关,则 CCA 可表述为式(2)优化问题的解[15]: 

 ,
max

s.t. 1,  1
x y

x xy yw w

x xx x y yy y

w C w

w C w w C w

⎫⎪
⎬

= = ⎪⎭
 (2) 

文献[15]给出了一种把求解 CCA 方程(2)转换成求取特征方程(3)的方法: 

 1 2
xy yy yx x xx xC C C w C wλ− =  (3) 

解基向量wx和特征值λ,则 11
y yy yx xw C C w

λ
−= .通常,我们可以获得一组特征向量(即基向量)对( ,

i ix yw w )(i=1,…, 

d),并可把它们组合成两个映射矩阵:
1

[ ,..., ]
dx x xW w w= 和

1
[ ,..., ].

dy y yW w w= 可利用任意一对
ixw 和

iyw 进行形如

i

T
xw x 和

i

T
yw y 的特征抽取,这里,抽取的特征

i

T
xw x 和

i

T
yw y 可称其为典型变量(canonical variate). 

CCA 只能抽取两组数据之间的线性相关关系,但不能解决无线传感器网络中存在的非线性相关现象.核方

法为这个问题提供了一个有效的解决途径,即通过把数据映射到高维空间来增加传统的线性学习器的计算能

力.尽管其核化的非线性版 KCCA[13]能揭示两组数据间隐含存在的非线性相关现象,然而这种映射仍然是全局

的,没有考虑数据的局部分布情况. 

2.2   LPCCA算法介绍 

LPCCA 算法[14]将样本的局部结构信息引入到 CCA 中,将原来的全局非线性问题变成若干局部线性问题,
计算每个小邻域内的典型相关问题;然后对这些子问题求解,通过优化计算得到一组样本投影基向量.因此,通
过局部线性的方法达到解决非线性问题的目的.该方法在保持各样本集的局部结构信息的同时,还可得到两组

样本之间的最大化相关信息. 

LPCCA 算法定义了相似度矩阵 , 1{ }X n
X ij i jC C == 和 , 1{ }Y n

Y ij i jC C == ,其包含了数据分布的局部信息,即 X
ijC (或

Y
ijC )越大,意味着 xi 与 xj(或 yi 与 yj)的距离越近.所以,LPCCA 的优化问题表述如式(4)所示[9]: 

 
,

max

s.t. 1
1

x y

T T
x XY y

T T
x XX x
T T
y YY y

C

C
C

⎫
⎪⎪
⎬=
⎪

= ⎪⎭

w w
w X Y w

w X X w
w Y Y w

 (4) 

这里 ,X=[x1,…,xn],Y=[y1,…,yn],CXY=DXY−CX°CY,CXX=DXX−CX°CX,CYY=DYY−CY°CY.符号°表示算子 ;DXX(DYY,DXY)是
大小为 n×n 的对角矩阵,其第 i 个对角元素等于矩阵 CX°CX(CY°CY,CX°CY)第 i 行(因其对称性,或第 i 列)元素之和. 

利用 Lagrange 乘子法,求解优化方程(4),容易得到如下广义特征值方程: 

 
T T

x xXY XX
T T

y yYX YY

C C

C C
λ

⎛ ⎞ ⎛ ⎞⎛ ⎞ ⎛ ⎞
=⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟⎝ ⎠ ⎝ ⎠⎝ ⎠ ⎝ ⎠

w wX Y X X
w wY X Y Y

 (5) 

得到基向量组(wx,wy)后,即可对原有数据进行形如 T
xw x 和 T

yw y 的线性变换.注意,LPCCA 不需要对数据进

行中心化,这点与 CCA 和 KCCA 不同.在整个计算过程中,LPCCA 保持局部化因子 ,X Y
ij ijC C 不变,而尽量使得在原 
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空间中近邻的数据点在变换后仍然保持近邻[14]. 

3   LE-LPCCA 算法 

在基于 RSSI 的无线传感器网络定位机制中,节点的定位通常分为训练阶段(offline training phase)和定位阶

段(online localization phase)[12].在训练阶段,通过对已知节点的数据训练来学习定位算法;在定位阶段,运用学习

得出的算法对未知节点进行位置计算. 
记 S=[s1,s2,…,sn]∈Rm×n 为 n 个无线传感器已知节点所接收到的信号强度,其中,每个信号向量 si(i=1,…,n)的

维数为 m,表示有 m 个信标节点在广播消息.若第 j(j=1,…,m)个信标节点位于 i 点的信号接收范围外,则 sji =0. 
L=[l1,l2,…,ln]∈R2×n 为相对应节点的物理坐标 .算法设计的目标就是 ,通过未知节点 g 所接收到的信号向量

sg=(sg1,sg2,…,sgm)′来计算出 g 点的位置坐标 yg. 
定义. 在信号空间中,ne(i)表示与 i 节点所接收到的信号强度相似的节点标号集合,即 si 的局部近邻样本下

标集;在物理空间中,ne(i)表示与 i 节点位置近邻的节点下标集.其中,局部近邻由 k-近邻定义法划分:若 sj(lj)是
si(li)的 k-近邻样本,则称 sj(lj)为 si(li)的局部近邻[14]. 

根据上述定义 ,无线传感器网络的拓扑结构在信号空间和物理空间的相似度矩阵为 , 1{ }S n
S ij i jC C == 和

, 1{ }L n
L ij i jC C == ,其中,矩阵元素[14]: 

 
2 2exp( || || / ),  ( ) ( ) exp( || || / ),  ( ) ( ),  

0,                                 0,                               
S Li j s i j l
ij ij

s s t j ne i i ne j l l t j ne i i ne jC C
⎧ ⎧− − ∈ ∈ − − ∈ ∈⎪ ⎪= =⎨ ⎨
⎪ ⎪⎩ ⎩

若 或 若 或

其他情形 其他情形
 (6) 

参数 ts取为信号空间的平均距离 2
1 1

|| || / ( 1)n n
i ji j

s s n n
= =

− −∑ ∑ ,参数 tl也作类似处理.因此,相似度矩阵包含了

网络拓扑结构的局部信息,即 S
ijC (或 L

ijC )越大,意味着 si 与 sj(或 li 与 lj)距离越近;若 si 与 sj(或 li 与 lj)互不在邻域

范围内,则相似度为 0.可以看出, S
ijC (或 L

ijC )依赖于传感器节点的布局.因此, S
ijC (或 L

ijC )可随网络拓扑结构的变 

化而变化,从而显示出高度的灵活性. 
根据以上描述,可得如下优化问题: 

 
,

max

s.t. 1
1

S L

T T
S SL L

T T
S SS S
T T
L LL L

SC L

SC S
LC L

⎫
⎪⎪
⎬=
⎪

= ⎪⎭

w w
w w

w w
w w

 (7) 

这里,CSL=DSL−CS°CL,CSS=DSS−CS°CS,CLL=DLL−CL°CL.利用 Lagrange 乘子法和消元法解上述优化方程组,可以得

出映射矩阵 WS 和 Wl.. 
接下来,我们给出 LE-LPCCA 算法的具体步骤,其中,Step 1~Step 3 在训练阶段完成,Step 4~Step 6 在定位阶

段完成. 
LE-LPCCA 算法描述 
Input:已知节点所接收到的信号强度矩阵 S=(s1,s2,…,sn);已知节点的物理坐标矩阵 L=(l1,l2,…,ln);未知节点 g

所接收到的信号向量 sg=(sg1,sg2,…,sgm)′. 
Output:g 点的位置坐标 yg. 
Step 1. 通过式(6),计算相似度矩阵 CS 和 CL. 
Step 2. 通过计算式(7),对搜集的两空间的数据进行局部典型相关性分析,学习物理空间和信号空间的关

系,求出映射矩阵 WS 和 Wl.以及广义特征值λ. 

Step 3. 对已知数据{S,L}作线性变换: { , } { , }.S L T T
S LP P W S W L= × × 即对原始空间数据作相应映射,从而使 PS 

与 PL 相关性达到最大,并且数据由原始维度变换为二维. 

Step 4. 对于未知节点 g 所接收到的信号向量 sg=(sg1,sg2,…,sgm)′,用 WS 来对其进行线性变换,得 .g T
S gP W s=  

Step 5. 计算 g 点与所有已知节点在线性变换后,带有权重的欧式距离[12]: 
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1
( ) ,  1,...,S g

i j ji j
j

d P P i nλ
=

= − =∑  (8) 

其中,di 表示第 i 个已知节点与 g 点的距离;λij 为第 i 个特征值第 j 个分量,表示第 j 大的相关性; S
jiP 表示第 i 个已

知节点作线性变换后第 j 个分量; g
jP 表示 g 点作线性变换后的第 j 个分量. 

Step 6. 计算 g 点 K 近邻节点:K 个 di(i=1,…,n)的最小值及其相对应的 K 个节点(即 i 的值).由 LPCCA 的数

据变换后仍然保持近邻的特性可知,信号空间中的距离越近,相应的物理空间的距离也越小.所以,找出这 K个节

点的物理坐标{y1,y2,…,yK},令其质心为 g 节点的物理坐标: 

 1 2 ... K
g

y y yy
K

+ + +
=  (9) 

至此,yg 则为 g 点的位置计算结果. 

4   实  验 

4.1   实验描述 

实验数据来自香港科技大学计算机科学系.实验布置在该系大楼内,由 Cross-bow MICA2 构建而成.传感器

节点部署在有 4个走廊的室内,分布有 8个信标节点(包括非同一平面).所以,每个传感器节点接收到的信号强度

向量为 8 维,即同时接收到 8 个信标节点发送来的信号.实验设备为拥有 2.4GHz 频率带宽的 IEEE 802.11b 无线

网络.所有数据的采集都是通过 IBM 的笔记本电脑链接一个外部的无线 USB 网络适配器采集得到[12]. 
在无线传感器网络实际运用中,通常是把网络分割成若干网格,只要节点定位至相应网格内,则定位结果就

为正确,网格大小的划分根据实际网络用途确定.本实验把整个网络平面分割成若干个网格,每个网格大小为

1.5m×1.5m[12].每个网格我们搜集 13~14 个样本点,总共有 2 999 个样本.其中:一部分用来作训练样本,学习定位

算法;剩下一部分作测试样本,计算定位准确率. 
本次实验定位误差由δ表示,实验精度分别由下列 3 项指标表示:δ≤1.5m(即节点分布在同一个网格中)、  

δ≤3.0m(即节点可分布在相邻网格中)和定位计算的平均误差 .δ 为了进行对比实验,我们还运行了 LE-KCCA, 
CCA和基于流形正则化方法的定位算法 LeMan[23].LE-CCA是为了实验比较而专门设计的算法,是通过 CCA构

建出信号空间和物理空间之间的全局线性映射.LE-KCCA 与 LeMan 选取的都是高斯核,且核参数选为 0.05[23].
实验环境是在 MATLAB7.0 中进行.数据样本在实验前进行了归一化处理.为了保证结果的准确性,每组实验均

运行了 20 次以上. 

4.2   实验结果分析 

如图 2 所示为当训练样本(即已知节点)取 10%~70%时,4 种算法的定位准确度. 
由于传感器网络经常应用于大规模分布部署,已知节点的部署需要按照当地物理情况而定.所以,本次实验

训练样本的选取完全是随机选取,但每次运用于 4 种算法中的同比例数据是相同的. 
由图 2 可看出,LE-LPCCA 算法的定位结果显示出较大优势.对δ≤1.5m(如图 2(a)所示),定位准确率保持在

85%左右;对δ≤3.0m(如图 2(b)所示),定位准确率基本保持在 100%左右;定位计算的平均误差 δ 也最小,保持在

1m 以下(如图 2(c)所示).由图 2 还可以看出,随着训练样本数的增大,定位结果更加稳定. 
LeMan 算法在δ≤1.5m 时(如图 2(a)所示)的最好定位准确率有 78.92%左右,平均误差(如图 2(c)所示)都在

1m 以上.该算法虽然也基于流形方法,但其仅考虑了信号空间的流形结构,且不如 LPCCA 更能增强两数据集的

相关性.此外,该算法可能更适用于采集样本较密集的空间,文献[23]中的节点密度约是本文的 2.34 倍. 
对于 LE-KCCA 算法,定位结果的准确率不是特别稳定.只有当训练样本在 50%左右,定位结果较好.当δ≤

1.5m 时的准确率为 86.02%;当δ≤3.0m 时的准确率接近 100%;平均误差 0.873m.但由于训练样本的分布为随机

选取,并不能保证完全均匀分布(这与实际应用保持一致),且核参数和核函数选得不一定合适.所以,进行整体非

线性的 LE-KCCA 算法运算,结果相当不稳定.我们观察了随机得到的原始训练数据发现,当训练样本分布均匀
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且数量较多时,LE-KCCA 算法的定位结果较好,反之则不同. 
LE-CCA 算法的精确度较低,误差为 1.5m 之内定位准确率只能保持在 70%左右;平均误差也在 1.2m 左右.

这是由于其本身仅是两组空间的全局线性映射,对于复杂的非线性空间,LE-CCA 算法不再适用;但另一方面,其
简单性也使其较为稳定. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

(c) δ  

Fig.2  Localization accuracy of four algorithms vs. the number of training samples 
图 2  当训练样本比例逐渐增大时,4 种算法运行结果比较 

4.3   参数对定位的影响 

在 LE-LPCCA 算法中,主要的参数选择是计算 ne(i)时所用到的 k-近邻法中对 k 的赋值.假设传感器节点分

布均匀,图 3 表示了在训练样本和测试样本各为 50%的情况下,当 k 取不同值时定位精度的变化. 
由于 k 取 0 和 1 时,网络的拓扑结构无法很好表示,所以我们从 k=2 时开始取值.当 k 取 2 并逐渐增大时,由

图 3(b)可见,定位的平均误差逐渐减小.近邻节点越多,定位越准确.但当 k 取到 8 及以上时,变化已相当小,平均误

差在 0.75m 左右,结果趋向于稳定.δ≤3.0m 的准确率一直为 100%,而δ≤1.5m 的准确率也保持在 85%以上. 
通过不同的参数选择实验,以无线传感器网络的局部信息作为考察重点的 LE-LPCCA 算法,对不同的 k 具

有良好的稳定性,说明其对 k 不是十分敏感. 
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Fig.3  Localization accuracies (on test set) and mean error distances vs. k 
图 3  (测试集上的)定位精度与平均误差随 k 的变化 

5   结  论 

本文提出的 LE-LPCCA 定位算法通过利用无线传感器网络结构的局部信息,运用流形方法建立了从信号

强度空间到物理空间的映射,可有效处理无线传感器网络中拓扑结构复杂的问题. 
与同类算法相比,LE-LPCCA 算法有定位精确度高且性能较稳定的优点.但由于其先对局部求解再求总和,

所以消耗时间相对略高.进一步的工作是在此基础上进行改进以提高效率. 

致谢  实验数据来自香港科技大学计算机科学系,在此特别表示感谢. 
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