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Abstract: Recently, a new manifold learning algorithm, LTSA (local tangent space alignment), has been proposed. 
It is efficient for many nonlinear dimension reduction problems but unfit for large data sets and newcome data. In 
this paper, an improved algorithm called partitional local tangent space alignment (PLTSA) is presented, which is 
based on VQPCA (vector quantization principal component analysis) and LTSA. In the algorithm, the sample space 
is first divided into overlapping blocks using the X-Means algorithm. Then each block is projected to its local 
tangent space to get local low-dimensional coordinates of the points in it. At last, the global low-dimensional 
embedded manifold is obtained by local affine transformations. PLTSA is better than VQPCA in that it gives the 
global coordinates of the data. It works on a much smaller optimization matrix than that of LTSA and leads to a 
better-scaled algorithm. The algorithm also provides a set of transformations that allow to calculate the global 
embedded coordinates of the newcome data. Experiments illustrate the validity of this algorithm. 
Key words: dimensionality reduction; manifold learning; principal component analysis; local principal component 

analysis; local tangent space alignment; X-means 

摘  要: 局部切空间排列算法(local tangent space alignment,简称 LTSA)是一种新的流形学习算法,能有效地学习
出高维采样数据的低维嵌入坐标,但也存在一些不足,如不能处理样本数较大的样本集和新来的样本点.针对这些缺
点,提出了一种基于划分的局部切空间排列算法(partitional local tangent space alignment,简称 PLTSA).它建立在
VQPCA(vector quantization principal component analysis)算法和LTSA算法的基础上,利用X-均值算法把样本空间划
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分成一些相互有重叠的块,通过把样本点投影到它所在块的局部切空间上得到其局部低维坐标,对局部低维坐标施
加平移、旋转、伸缩变换,求出整体低维坐标.PLTSA 解决了 VQPCA 不能求出整体低维坐标和 LTSA 中大规模矩
阵的特征值分解问题,且能够有效处理新来的样本点,这是很多流形学习算法所不能的.通过实验说明了 PLTSA 的
有效性. 
关键词: 维数约简;流形学习;主成分分析;局部主成分分析;局部切空间排列;X-均值 
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维数约简一直是模式识别、机器学习、多元数据分析等领域的重要研究课题之一.特别是随着信息时代的
到来,人们获取大数据量、高维数、非结构化的数据变得越来越容易,这就使数据约简变得更为迫切.传统的维
数约简方法之一是对样本特征进行线性组合,如主成分分析(principal component analysis,简称 PCA).PCA是一
种经典且广泛应用的线性维数约简方法,它通过把样本点投影到由样本散布矩阵最大特征值所对应的特征向
量张成的低维线性子空间来实现维数约简. 

虽然 PCA 思想简单,易于理解,执行速度快,能够真实地反映数据的线性结构,但是它对于学习嵌套于一个
低维流形的高度非线性、属性强相关数据的内在几何结构却是无能为力的.而实际中的很多高维数据都是嵌套
于一个低维非线性流形的,且这种低维流形可能与人的认知流形是一致的[1].例如,几百维的人脸图像实际上是
由光线亮度、人离相机的距离、人的头部姿势、人的面部肌肉等几个因素决定的[2],这还可能是人们能够在不
同时间、不同环境下快速识别一个人的原因.近年来,很多学者都在致力于研究能够学习高维数据所在低维流
形的流形学习算法,且一致认为它将是一种非常有效的非线性维数约简方法[3].假设数据是均匀采样于一个高
维欧氏空间中的低维流形,流形学习的目标是从高维采样数据中恢复低维流形结构,即找到高维空间中的低维
流形,并求出相应的嵌入映射,以实现维数约简或者数据可视化.它是从观测到的现象中去寻找事物的本质,找
到产生数据的内在规律.当然,要达到这一目标必须对低维流形或者嵌入映射做适当的约束或限制,而不同的约
束和限制也就得到不同的流形学习算法.等距映射算法(Isomap)[4]是用测地距离代替欧氏距离来改进多维尺度

变换(multidimensional scaling,简称 MDS)的一种算法.它假定嵌入映射是等距映射.局部线性嵌入算法(locally 
linear embedding,简称 LLE)[5]假设采样数据所在低维流形是局部线性的,利用近邻构建局部几何,然后寻找能够
在平移、旋转、伸缩变换下保持局部几何结构的局部线性映射,从而达到数据约简的目的.拉普拉斯特征映射
算法(Laplacian Eigenmap)[6]是以把高维空间中离得很近的点映射到低维空间中也离得很近为目的,利用图拉
普拉斯算子的性质进行求解的一种流形学习算法.局部追踪嵌入算法(locality pursuit embedding,简称 LPE)[7]通

过局部PCA投影来逼近局部切空间的投影,但它只是一种学习低维流形的线性方法.局部切空间排列算法(local 
tangent space alignment,简称 LTSA)[8]通过逼近每一样本点的切空间来构建低维流形的局部几何,然后利用局部
切空间排列求出整体低维嵌入坐标. 

LTSA 是一种很好的流形学习算法,能够有效地学习出体现数据集低维流形结构的整体嵌入坐标,但是它
也存在一些不足:(1) 算法中用于特征值分解的矩阵的阶数等于样本数,对于较大的样本集将无法处理;(2) 算
法对于新来的样本点不能进行有效的处理.另一方面,基于向量量化(vector quantization,简称 VQ)的局部主成分
分析方法(vector quantization principal component analysis,简称 VQPCA)[9]只是求出了样本点的低维局部坐标,
而不能求出整体坐标,所以不同的点可能有相同的局部坐标,这将给进一步在低维空间中的研究和处理带来很
大困难 .针对这两种算法的缺点 ,我们提出了一种新的局部主成分分析算法 (partitional local tangent space 
alignment,简称 PLTSA),它建立在 LTSA 的基础上.算法用 X-均值[10]把样本空间划分成相对于样本数很少且有

重叠的块,将每一块中的点投影到它所在块的局部切空间中得到局部坐标,再把局部坐标经过平移、旋转、伸
缩变换,排列成整体低维嵌入坐标.PLTSA 减小了 LTSA 中用于特征值分解的矩阵的规模,从而适用于更多的数
据集,特别地,更适合于样本空间的维数不是很高但样本数较大的数据集.PLTSA 在存储少量数据的条件下能对
新来的样本进行有效的处理,这是目前大部分流形学习算法所做不到的,且 PLTSA算法更能体现出数学上流形
概念的局部坐标化本质[11]. 

本文第 1节简单介绍 VQPCA,LTSA和 X-均值这 3种算法.第 2节详细推导 PLTSA.第 3节给出 PLTSA的
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几个实验结果.第 4节对全文进行总结. 

1   基于向量量化的局部主成分分析,局部切空间排列算法及 X-均值算法  

由于 PLTSA建立在 VQPCA和 LTSA基础上,且利用 LTSA中通过对局部坐标进行平移、旋转、伸缩变换
求取整体嵌入坐标的思想,我们在第 1.1节和第 1.2节中分别简单介绍VQPCA和LTSA.为了减少参数,使PLTSA
能自动求出空间划分的块数,我们将利用 X-均值算法求出数据集的基于贝叶斯信息标准(Bayesian information 
criterion,简称 BIC)的最优聚类数.第 1.3节对 X-均值作了简单介绍,更详细的内容可以参见文献[10]. 

1.1   基于向量量化的局部主成分分析(VQPCA) 

Kambhatla等人在文献[9]中提出了VQPCA.它是对经典 PCA的一种基于局部线性化的非线性推广.在给定
参考中心个数的条件下,VQPCA 通过竞争学习算法找到参考向量 VQ(一般采用 K-均值算法),用 VQ 把样本空
间划分为不相交的块,对每一块进行 PCA,求出低维坐标.文献[9]还提出了用重构误差作为距离度量求取参考
向量的改进 VQPCA算法. 

1.2   局部切空间排列算法(LTSA) 

LTSA 是一种基于切空间的流形学习算法 .假定样本集是采样于某个参数流形且含有噪声的无序点
集,LTSA 用近似的局部切空间来表示样本点所在流形的局部几何.而 Min 等人在文献[7]中证明了局部切空间
可以用局部样本协方差矩阵的特征向量来表示,因此可以把求取表示局部信息的样本点在局部切空间中的投
影坐标的问题转换为局部主成分分析问题.LTSA 用 K-近邻求出每一个样本点的局部散布矩阵,对其进行特征
值分解,求出局部主成分,通过向主成分投影得到样本点的低维局部坐标.算法进一步假定样本点的低维整体嵌
入坐标可以由局部坐标经过一些变换得到,具体为平移、旋转、伸缩变换.最后,经过一系列数学推导,LTSA 把
求解整体嵌入坐标问题转换为矩阵的特征值问题. 

1.3   X-均值算法 

X-均值是推广和完善经典 K-均值的一种聚类算法.虽然 K-均值是一种思想简单、具有很好的局部收敛性
和广泛应用的聚类算法,但是它也存在计算复杂度高、运行时间长、算法中的 K 值必须事先给定及可能收敛到
局部最小等缺点[12].针对这些问题,X-均值首先加快每一次 K-均值,在 K-均值的每一次迭代中,用每一个聚类中
心的信息代表它所在的子集,并且利用 kd-树的层次结构大幅度提高其求解速度.有了快速的 K-均值算法就可
以求解最优的 K 值,X-均值在指定的上、下界范围内寻找最优的 K ,其最优性的判断标准是基于所谓的贝叶斯

信息标准 (BIC)[13]: npCXLCBIC log
2

)|(|( −=X ) ,其中 是数据集)| C(XL X 关于模型 的对数似

然, 是 维的,

C

)1( += dkp d K 个聚类中心的模型 C中的参数个数, 是样本数.X-均值主要由以下两步组成:(1) 
改进聚类参数,即搜索最优的

n
K 个中心;(2) 改进聚类结构,即寻找最优的 K值. 

2   基于划分的局部切空间排列算法(PLTSA) 

PLTSA 是将 VQPCA 和 LTSA 相结合而产生的.首先用 X-均值找到样本集的最优划分的个数,把样本空间
划分成有重叠的块,通过把每一样本点投影到它所在块的局部切空间中求出其低维局部坐标,然后利用重叠部
分中点的局部坐标来构建整体坐标.构建的基本思想与 LTSA 类似,但是在数学推导上有些不同.下面我们给出
其推导过程. 

用 I 表示单位矩阵, 表示每个分量都是1的列向量,e +A 表示矩阵 A的 Moore-Penrose广义逆,
2
⋅ 表示 2范

数,而
F

⋅ 表示 Frobenius范数. 

假设样本集 是从含有噪声的低维流形上均匀采样得到的,即],...,[ 1 NxxX = ,)( jjj fx ετ += 其中  

且 进一步地,设由 X-均值找到

,,...,1 Nj =
D

j
d

j RxR ∈∈  ,τ .Dd < X 的 个中心为t { }tmm ,...,1 .接下来,把样本空间划分成 t 个

彼此有重叠的块,对每一块分别进行 PCA 求得局部坐标,然后利用重叠部分中点的局部坐标来构建整体嵌入坐
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标,构建的前提假设是整体嵌入坐标可以由重叠部分中的点局部坐标经平移、旋转、伸缩变换来求得.对样本
空间进行划分,有基于 ε 带和基于 l点两种方式.(1) 基于 ε 带的划分.对 ,,...,1 , Njx j = 找出离它最近的两个中心
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c 且 是离 最近的中心,则令im jx iMjx ∈ ,如果 ε>jc 且 是

离 最近的中心,则令

im

jx iMjx ′∈ ,其中 是相邻两块间重叠部分的宽度占两个中心间距离的百分比,jc ε 是参数.(2) 

基于 l 点的划分.对 ,找出离它最近的两个中心 ,且计算出它与两个中心的垂直平分超平面的距离jx ), (
2

jm)j(
1m
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2
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1(2 jj

j mmmxd +−

d
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(
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排在前 l个中,则令
im jd jx

∈ ,如果 不排在前 l个中且 m 是离 最近的中心,则令 ,其中参数 l是重叠

部分中点的个数.把样本集划分成有交的 t 个子集
jd i
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对每一块作局部主成分分析,只给出基于 l点划分的推导,基于 带的推导与其类似.设 由 中的 l个点
和 中的 个点 组成 .现在计算 的最优 维仿射空间逼近 ,即求解最优化问题x

2
)

F
Qxx +

1

q

j∑ =
(ij −

T
iQ

X ,其中 是 的正交矩阵, .容易知道 的最

优解是 的均值qij ,...,, j 1=x ,令 ix 的奇异值分解为 ,则

的最优解为Q 其中d
dd diag σΣ 是由 的最大的 个奇异值按由大到小的顺序构成

的对角矩阵, Q 和V 分别是由这 个奇异值的左、右奇异向量所组成的矩阵.所以, 的最优解Q ,d 的

最 优 解 为 [=i
T
i XQ , 其 中θθ x− . 从 而 , 其 中

)( ijx(I − T
iiQQ 是重构误差, 是 的局部坐标,记 . )i )(

1
i

现在考虑从表示局部几何的局部坐标 出发构建整体嵌入坐标,特别地,假定整体坐标

可以由局部坐标经平移、旋转、伸缩变换得到.设 的整体嵌入坐标是

j, =

,则 其

中 是 ljij ,...,1, =τ 的均值, 是第 块所对应的仿射变换矩阵,是待求解的, 是局部变换的重构误差.由于平

移、旋转和伸缩变换都是线性的且局部坐标的均值是坐标原点,一般情况下,局部坐标系的坐标原点总是可以
由 , 的线性组合来表示,所以,在不考虑重构误差的情况下,均值

iL

lj ,...,1= 可以由第 i块的局部坐标的均值

经线性变换得到 ,而局部坐标均值的表示是不唯一的 ,我们选择一个解 ,将其归一化 ,令
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择矩阵 ,其中 rτ 是 的整体低维嵌入坐标 则我们要寻求1r = T 使得最小化总的重构误差
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FFi TSW 22E ,其中 [ 1SS = , W ,...,( 1Wdiag= , ) .为了唯一地确定)()i I(Θ iΘ +W −− ,我们

加上限制条件 TT T = .可以证明向量 是属于矩阵 特征值 0的特征向量.因此,根据 Rayleigh-Ritz
定理可知 ,

T SB =
T 的最优解是由属于矩阵 B 的第 个 ~第2 个最小特征值的特征向量组成的 ,即

,其中T]1
T

p u ,...,[],..., 2=τ[ 1τ τ 是 维列向量, 是属于矩阵d ju 的第 j 个特征值的特征向量.这样, 的低

维嵌入坐标为 prr , = 1τ ,我们将在注记中对此作进一步的解释. 

]

对任意 ,它的低维嵌入坐标为tiMx i ,...,1, =′∈′ ),()( iiiiiiiiiii xxQITvTSLvTL −′−+=′+=′+=′ ΘΘθθττ 其
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中 θ′是 的局部坐标.对于新来的样本点,找到离它最近的中心,把它划分给这一块并求出局部坐标,最后的处
理就与 ′一样了. 

x′
x

TPT =′

S

B =
′

iΘ

)d(D +×

注:在此要证明 对应的低维嵌入坐标是rx′ T 的最优解的第 r 列 prr ,...,1, =τ .设 P 是一个 阶列变换矩

阵,
p

且设 T 的最优解是 Y 则首先说明, T ′的最优解是 Y YP=′ .由 的定义可知,对S T 作列变换 P对应着

对 作行变换 TP ,记 .设 T , ] ,其中SPT=S ′ TT
d

T tt ],...,[ 1= ,...,[ 1 d
T tt ′′ TT =′ jtjt ′, 都是 维行向量,则 p

.minminminminmin
1

222

1
∑∑
==

==′=′′=′′
d

j
j

TTT
jFF

T
F

d

j
j

TTTT
j tSSWWtTSWWSTPPWSTtPSSWWPt  

令 ,则PSSWWPBSSWW TTTTT =′ , s维列向量 是属于v B的特征值 λ的特征向量当且仅当 是属于vPT

B 的特征值 λ的特征向量.所以,由Rayleigh-Ritz定理可知, YPY =′ .假设 P是一个只交换 21,ττ 的列变换,则以上
讨论说明只需交换 Y 的前两列就可以得到 ′ .再由Y rτ 与 rx′ 的对应关系可知, 1x′和 2x′的整体嵌入坐标只与 的

前两列有关.同理, 和

Y

1x′ 3x′的低维嵌入坐标只与 的第 1列和第 3列有关,这样就可以得出 ′的整体嵌入坐标是

的第 1列.类似地,可以得到
Y 1x

Y rx′ 的整体嵌入坐标是 Y 的第 r列, pr ,...,1= ,从而完成了证明. 

通过以上的推导,PLTSA可以概括如下: 
输入:样本集 X 、低维嵌入空间的维数 、重叠参数d ε 或者 l,划分块数的上下界; 
输出:低维嵌入坐标 T 、投影方向 、选择矩阵 、权值向量 、仿射变换矩阵 、重叠部分中点的局

部坐标

iQ S iv iL
. 

1. 用 X-均值找到 X 的 个中心; t
2. 把 X 划分成有重叠的 t 块 ; iii MMX ′= U

3. 对每一个 进行局部主成分分析,求得局部坐标 ; iX )(i
jθ

4. 对于重叠部分 中的点,其整体坐标iM τ 由属于 B的第 个~第2 1+d 个最小特征值的特征向量给出; 

5. 对于 中的点,其整体坐标为iM ′ )()( )(
i

T
ii

i
iii xxQITvTS −−+= +ΘΘτ ; 

6. 对于新来的样本点 x ,找到离它最近的中心 ,其整体坐标为im )()( )(
i

T
ii

i
iii xxQITvTS −−+= +ΘΘτ . 

PLTSA中用于特征值分解的矩阵的大小为 tlp ×≤ 阶,LTSA中的矩阵为 阶,而一般地, << ,所以相对
于 LTSA,PLTSA 可以处理更大的样本集.此外,PLTSA 在处理新来的样本点时需要的存储空间远小于 LTSA.根
据算法中的第 6 步,对新来的点,PLTSA 需要计算它到所有聚类中心的距离,然后把该点映射到低维空间中.所
以,需要存储 t个聚类中心的坐标,t个

N p N

dD× 维的矩阵 Qi和 t个 dd × 维的矩阵 T ,总共需要的空间是+− i
iI ΘΘ ))(

i (
)tDd(ddtdDtt Θ=××+××+ .而 LTSA需要的空间为 )NDd(Θ .由于通常情况下 N>>t,当样本个数很

大时,LTSA所需要的存储空间容易失控,而在 PLTSA中可以通过控制 t来控制所需要的存储空间. 

3   实验结果 

本节给出了 PLTSA在 S-curve数据集、Swiss-roll数据集和 MNIST数据集上的一些实验结果. 

3.1   模拟数据 

S-Curve数据集和 Swiss-roll数据集分别是从 3维欧氏空间中无噪声的 S-curve曲面和 Swiss-roll曲面上均
匀采样得到的[7].为了说明 PLTSA 在样本数较大的样本集上比 LTSA 更有空间上的优势,在实验中我们取
N=20000,d=2,而 X-均值中分块数的上、下界分别取 300和 650,其他参数取值为 Pelleg等人在实验中的推荐
值[10].X-均值把 S-curve 和 Swiss-roll 数据集划分的块数在 450 左右,这与数据的采样有关,且有一定的随机性.
图 1和图 2分别给出了 S-curve数据集,Swiss-roll 数据集在不同 l 值情况下的实验结果以及相应的排列矩阵 B
的阶数 p,其中 S-curve数据集的划分块数为 458,Swiss-roll数据集的划分块数为 468.文献[7]中给出了 LTSA在
N=2000,d=2和不同近邻值的结果.虽然在 PLTSA中用于重构低维整体坐标的样本的个数(p)相对于 LTSA算法
中的所有样本(N)要少很多,但实验效果与 LTSA 相当.图 3 和图 4 分别给出了 PLTSA 在 S-curve 数据集和
Swiss-roll 数据集上对新来样本的处理结果.在实验中,N=2000,d=2,l=5,X-均值中划分块数的上、下界分别取 20
和 100,其他参数取值为 Pelleg等人在实验中的推荐值.新来的样本点(圆圈内的点)是 S-curve 曲面或 Swiss-roll

  



 杨剑 等:一种改进的局部切空间排列算法 1589 

曲面上的一个随机采样.由图中可以看出,PLTSA能有效地求出新来样本点的整体低维嵌入坐标. 

  
Fig.1  Generating coordinates of the S-curve and 

computed coordinates by PLTSA with various 
overlapping parameter l and corresponding 

aligning matrix size p 
图 1  S-curve的生成坐标、PLTSA算法在不同 l值
下计算出的 2维坐标及相应排列矩阵的阶数 p 

Fig.2  Generating coordinates of the Swiss-roll and 
computed coordinates by PLTSA with various 

overlapping parameter l and corresponding 
aligning matrix size p 

图 2  Swiss-roll的生成坐标、PLTSA算法在不同 l值 
下计算出的 2维坐标及相应排列矩阵的阶数 p 

 

 
 

Fig.3  A newcome point (the point in the circle) 
on S-curve and its computed 2D 

coordinate by PLTSA 
图 3  S-Curve上新来的样本点(圆圈内的点) 

及其在 PLTSA算法下的低维坐标 

Fig.4  A newcome point (the point in the circle) 
on Swiss-roll and its computed 2D 

coordinate by PLTSA 
图 4  Swiss-Roll上新来的样本点(圆圈内的点) 

及其在 PLTSA算法下的低维坐标 

3.2   MNIST数据集 

MNIST 数据集上由 10 个手写数字的 60 000 个训练样本和 10 000 个测试样本组成,每个样本都是一帧
的灰度图像2828× [14].我们从 60 000个训练样本中随机选出数字 6,9的图像各 1 500幅,对它们分别用 PLTSA

进行处理.实验中,d=2,l=5,X-均值中选取划分块数的上、下界为 20和 100，而其他参数用 Pelleg等人的推荐值.X-
均值对这两个数据集的划分的块数大概在 35 左右.图 5 和图 6 分别给出了它们的实验结果.从图中可以看出,
数字 6 的 2 维投影随着横坐标的增加,其下面的圈的拐幅逐渐变小,随着纵坐标的增加,其向右倾斜的幅度不断
减小;数字 9 的 2 维投影随着横坐标的增加,其向右的倾斜幅度加大,随着纵坐标的增加,其上面的圈逐渐变大.
从而,PLTSA的确能学习出 MNIST手写数字的潜在低维变化规律. 

4   小结及讨论 

本文提出了一种以 VQPCA 和 LTSA 为基础的 PLTSA 算法.它吸取了前两种算法的优点,同时也弥补了它
们的一些不足.与 VQPCA 相比,PLTSA 能够求出整体低维嵌入坐标,对进一步处理数据非常有利;与 LTSA 相
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比,PLTSA中用于特征值分解的矩阵 B阶数 p要比 LTSA中的 N小很多,它可以处理样本数更大的样本集.并且
PLTSA 在保存少量数据的情况下,对新来的样本点有很强的处理能力,这是大多数流形学习算法所不具备的.实
验结果表明,PLTSA算法的确是一种比较有效的流形学习算法. 

  
Fig.5  Computed 2D coordinates of handwritten 

digit 6 by PLTSA 
图 5  MNIST手写数字 6经 PLTSA 

计算的 2维坐标 

Fig.6  Computed 2D coordinates of handwritten 
digit 9 by PLTSA 

图 6  MNIST手写数字 9经 PLTSA 
计算的 2维坐标 

在 PLTSA中也存在一些需要改进和进一步研究的问题.PLTSA中划分样本空间所用的 X-均值的计算复杂
度较高,在高维样本空间中的运行速度比较慢.在实验过程中,我们也考虑过其他空间划分算法,如 VQ 算法[9]、

G-均值算法[15],但它们的实验效果都不够理想.如何改进这些算法以适合我们的问题还有待研究,寻找新的样本
空间划分算法也是努力的方向.另外,如果样本空间的维数很高,则 PLTSA 的运行速度较慢,寻找更快速的简化
算法是我们面临的问题之一. 
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