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Abstract: At present sequential minimal optimization (SMO) algorithm is a quite efficient method for training 
large-scale support vector machines (SVM). However, the feasible direction strategy for selecting working sets may 
degrade the performance of the kernel cache maintained in SMO. After an interpretation of SMO as the feasible 
direction method in the traditional optimization theory, a novel strategy for selecting working sets applied in SMO 
is presented. Based on the original feasible direction selection strategy, the new method takes both reduction of the 
object function and computational cost related to the selected working set into consideration in order to improve the 
efficiency of the kernel cache. It is shown in the experiments on the well-known data sets that computation of the 
kernel function and training time is reduced greatly, especially for the problems with many samples, support vectors 
and non-bound support vectors. 
Key words: machine learning; support vector machine; sequential minimal optimization; cache 

摘  要: 序贯最小优化(sequential minimal optimization,简称 SMO)算法是目前解决大量数据下支持向量机

(support vector machine,简称 SVM)训练问题的一种十分有效的方法,但是确定工作集的可行方向策略会降低缓

存的效率.给出了 SMO 的一种可行方向法的解释,进而提出了一种收益代价平衡的工作集选择方法,综合考虑与

工作集相关的目标函数的下降量和计算代价,以提高缓存的效率.实验结果表明,该方法可以提高 SMO 算法的性

能,缩短 SVM 分类器的训练时间,特别适用于样本较多、支持向量较多、非有界支持向量较多的情况. 
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中图法分类号: TP181   文献标识码: A  

支持向量机(support vector machines,简称 SVM)[1]以统计学习理论为基础,具有简洁的数学形式、直观的几

何解释和良好的泛化能力,是一种解决分类、回归、概率密度估计等问题的有力工具,近年来在手写数字识别、

目标识别、文本分类、时间序列预测等许多实际应用中取得了成功. 
给定输入空间中的 l个训练样本(xi,yi),xi∈Rn,yi∈{−1,1},i=1,…,l,某个核函数(kernel function)K(zi,zj)和正则化

参数 C,训练一个 SVM 二分类器,实质上是求解二次规划(quadratic programming,简称 QP)问题,见式(1). 
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其中,Hessian 矩阵 Q 是一个半正定矩阵,Qij=yiyjK(xi,xj);y=(y1,y2,…,yl)T;e=(1,1,…,1)T. 
传统的优化方法,如内点算法、既约梯度法等,在每次迭代中需要利用整个 Hessian 矩阵来更新α.而 Q 是一

个 l×l 的非稀疏阵.受普通计算机内存容量的限制,经典的二次规划算法根本无法处理大量数据的问题.因此,Q
的存储和计算成为大规模 SVM 训练问题的瓶颈,制约了 SVM 的应用. 

分解算法是解决大量样本下 SVM 训练问题的一类有效方法.它将式(1)分解为一系列规模较小的 QP 问题.
在每次迭代中利用传统优化算法求解一个子 QP 问题,更新α的一个分量子集(即工作集).各种分解算法的区别

在于工作集的大小和生成原则不同.其中,序贯 小优化(sequential minimal optimization,简称 SMO)算法经过不

断的改进,成为目前较为有效的 SVM 训练方法.当前 流行的一些 SVM 的训练软件都采用结合可行方向策略

的 SMO 算法,并实现了 Kernel Cache 和 shrinking 两种加速方法,比如 LIBSVM[2],SVMTorch[3].利用可行方向策

略的 SMO 算法,每次迭代以对 Karush-Kuhn-Tucker(KKT)条件破坏 多的两个 Lagrange 乘子为工作集.但是,
这可能使缓存中元素频繁更新,命中率下降,进而导致核函数计算次数增加,训练时间增大. 

本文给出 SMO 的一种可行方向法解释,根据这种解释,可直接求出任意工作集带来的目标函数下降值,而
不必求出工作集变量的新值.然后提出一种收益代价平衡的工作集选择方法,综合考虑与工作集相关的目标函

数下降量和计算代价,提高了缓存的利用效率,缩短了训练时间.本文第 1 节概述 SMO 算法.第 2 节给出 SMO 的

可行方向法解释.第 3 节介绍收益代价平衡的工作集选择方法.第 4 节给出实验和分析. 后是结论. 

1   SMO 及其改进算法 

Platt 首先提出 SMO 算法[4],将工作集大小 q 限定为 2,以得到子 QP 问题的解析解,避免通用优化软件的额

外开销.算法采用经验方法而不是文献[5]中的可行方向策略,通过内、外层循环分别确定工作集的两个乘子.同
时,利用数据的稀疏性优化核函数的计算,并对线性 SVM 做特殊处理.随后引入 Kernel Cache 和 shrinking 
方法[6]. 

其后,SMO 算法得到了各种改进.Flake 等人[7]针对 SVM 回归问题,改进了经验方法,以提高 Cache 的利用效

率.Keerthi 等人[8]修正了优化条件,并针对经验方法提出两个改进措施,以保证算法收敛,并减少迭代次数.随
后,Keerthi 等人[9]提出了 generalized SMO (GSMO)算法,利用 violating pair 的概念确定工作集,并指出前面两种

改进都是 GSMO 的特例.Chang 等人[2]继而指出文献[8]中的改进 2 是可行方向策略当 q=2 时的特例. 
Keerthi 等人[9]证明,∀τ >0,以τ-violating pair 为工作集,则 GSMO 算法有限终止,得到式(1)的τ-近似优化

解.Lin[10]证明,在一定条件下,采用可行方向策略的分解算法,其{αk}的任意聚点是式(1)的全局 优解.当 q=2
时,Lin[11]证明,无须该条件.Lin 还证明[12],在一定条件下,采用可行方向策略的分解算法具有线性收敛速度. 

虽然采用可行方向策略的 SMO 的收敛速度是线性的,但是各子 QP 问题的求解异常简单,所以相对于其他

一些算法,该算法还是比较快的,因为训练 SVM 分类器的时间取决于迭代的次数和每次迭代所需要的时间. 
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2   SMO 的可行方向法的解释 

可行方向法是求解约束非线性规划问题的一类方法.其基本策略是,从一个可行点出发,沿着某可行下降方

向进行搜索 ,得到新的可行点 .不同的可行下降方向的生成原则和沿该方向的搜索方式 ,形成不同的可行方 
向法. 

分解算法与可行方向法具有相似的迭代结构,工作集也对应着一个可行下降方向.但在分解算法中并不沿

着该方向进行线搜索,而是求解工作集上的子 QP 问题.因此一般而言,二者是不同的.但当 q=2 时,分解算法等同

于可行方向法.利用 SMO 的这种解释,不仅可以简化子 QP 问题的求解,而且可以直接计算目标函数的下降值. 

2.1   可行方向法的解释 

设采用文献[2]中的可行方向策略确定的工作集为(αi1,αi2),则容易证明,求解相应的二阶子 QP 问题并更新

α(即更新α的 i1 和 i2 分量),等价于在方向 d 上做一维可行点精确搜索并更新α(即α=αold+ad),即求解式(2). 

 , (2) 
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其中,α old 是当前可行点(即 0≤α old≤C,yTα old=0);d 是由工作集构造的一个可行下降方向(即 di1=yi1,di2=−yi2,di=0, 
i=1,…,l,i≠i1,i≠i2).容易得到式(2)的解为 
 a=min(a*,a_up), (3) 
其中,a*是 U(a)的驻点,a_up 是 a 的上界,即 
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因此,可以从可行方向法的角度来理解 SMO 算法:选择工作集(αi1,αi2),即寻找可行下降方向 d;求解工作集

上的子 QP 问题,即沿 d 进行可行点的精确搜索,确定步长因子 a>0,并更新α. 

2.2   目标函数的下降值 

在第 k 次迭代中,经过可行点的精确搜索,式(1)的目标函数的下降值为 
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 可以注意到,式(2)的目标函数与 )()()( αdα WaWa∆W −+= 只相差一个常数,因此对于给定的工作集(αi1, 

αi2),可以通过式(5)确定其带来的目标函数的 大下降值: 

其中,ak 是第 k 次迭代中可行点精确搜索得到的步长,即式(2)的 优解.为书写简洁,下面略去迭代记号上标 k. 
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在可行方向策略中,需要利用∇W(α)=Qα−e 确定工作集,所以,在算法实现中保存∇W(α),在每次迭代中加以

更新.而 Q 的对角元素 Qii,i=1,…,l,在子 QP 的求解中频繁出现,可以在算法实现中提前计算并保存元素 Qii.因此,
一旦确定了工作集,dsub,∇Wsub 均已知,只有当行 Qi1 和 Qi2 不在缓存中时,Qi1i2 是未知的.所以, 多只需计算一次

核函数,并求解式(5),即可得到式(1)的目标函数的下降值.式(5)为一元二次函数在区间上的极值问题,其解为 
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其中 a_up,a*由式(4)给出. 

3   收益代价平衡的工作集选择方法 

SMO 算法收敛较慢,迭代次数较多.在总的计算量中,核函数的计算通常占主要地位.Kernel Cache 方法通过

缓存 Q 中元素,减少了核函数的重复计算.但是多数 SMO 中工作集的选择算法,包括 Platt 的经验、Keerthi 的改

进和可行方向策略 ,目的是使目标函数尽可能多地下降 .因而算法对缓存的访问很不规则 ,与常用的 Least 
Recent Used(LRU)的缓存替换原则有冲突.当缓存容量相对于训练问题的规模较小时,就会出现对缓存的频繁

更新,命中率下降,重复计算的减少效果就会大打折扣.而且因为维护缓存的开销,训练时间反而有可能增加. 
SMORCH[7]在特定情况下关闭缓存,防止过度不规则的访问对缓存的破坏.同时,在经验方法的内层循环

中,从对应的 Q 中元素存于缓存中的乘子(以下简称为被缓存的乘子)中,选取使目标函数下降 多的作为工作

集中的第 2 个元素.而在 SVMlight[5]中,当采用非线性核函数且工作集的大小超过 4 时,要求工作集中至少有一半

乘子被缓存.上述方法的基本思想是优先选取被缓存的乘子,以提高缓存的命中率.但是这可能会造成 SMO 的

效率低下,因为每次迭代中目标函数的下降可能很少,从而导致迭代次数很多. 
可行方向策略需要利用梯度∇W(α)选择工作集.因此,在 SMO 算法的每次迭代中,(αi1,αi2)上的子 QP 问题求

解之后,必须利用 Q 的第 i1 和 i2 行来更新.所以,如果在被缓存的乘子中选择工作集,可以减少 Q 中两行元素的

计算;而如果不加限制,则可能获得较大的目标函数下降量.这实际上是代价与收益的折衷问题. 
基于这种考虑,我们提出了收益代价平衡的工作集选择方法,力图使每次迭代中的收益和代价在一定程度

上达到平衡,兼顾迭代次数与缓存效率.首先在所有的乘子中确定工作集,即求解式(7)[2]. 
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然后在被缓存的乘子中确定工作集,就是求解式(8). 
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其中 Qt 是 Q 的第 t 行.然后根据两个工作集的收益和代价,确定 终的工作集. 
因此,计算一个工作集所带来的目标函数的下降量,成为新算法的关键.幸运的是,SMO 算法的工作集仅包

含两个 Lagrange 乘子,使计算变得较为简单.一种方法是,求解关于该工作集的二阶子 QP 问题,进而得到新的目

标函数值和目标函数的下降量.但是,借助 SMO 的可行方向法的解释,可以直接得到目标函数的下降量. 
算法 3.1. 收益代价平衡的工作集选择算法. 
Step 1. 求解式(7),在所有的 Lagrange 乘子中确定一个工作集 Iall. 
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Step 2. 如果 Iall 已经满足优化条件,则工作集为空,即不存在可行下降方向,当前α为近似 优解;否则转

Step 3. 
Step 3. 求解式(8),在被缓存的 Lagrange 乘子中确定一个工作集 Icache. 
Step 4. 若 Icache 不存在,或者 Icache 已经满足优化条件,或者 Icache 与 Iall 相同,则选择工作集 Iall;否则转 Step 5. 
Step 5. 利用式(6)分别计算 Icache 引起的目标函数的下降值 ∆WR −=cache ,Iall 引起的目标函数的下降值

.比较 R∆WR −=all all 和 Rcache,如果 ,则选择工作集 Iallcache RcoefR ⋅≥ cache,否则选择工作集 Iall. 

在上述算法中,参数 coef 用来平衡目标函数的下降值和为此付出的计算代价,可近似为每次迭代中以 Icache

和 Iall 为工作集的计算量之比再乘上一个系数.可以看到,当 coef =0 时,算法即代价优先算法,尽量减少每次迭代

中的计算代价;而当 coef =∞时,收益优先算法希望获得较大的目标函数下降量,就是一般的可行方向策略. 
需要指出,算法 3.1 得到的工作集都是由 violating pair 构成的,根据文献[9],此算法应用于 SMO 是收敛的. 

4   实验结果及分析 

4.1   实验内容 

在 LIBSVM 的基础上,我们实现了收益代价平衡算法.作为对照,还实现了两个算法,一个是随机算法,即按

照等概率随机选取 Icache 和 Iall;另一个是代价优先算法,即优先选取 Icache.所有算法均采用 C++实现,并利用 C++ 
Builder 5.0 编译.在实现文中算法时,没有采取任何优化措施,以便突出算法本身的区别. 

我们在两个公共测试数据库 UCI Adult 和 Web 数据集[4]上对上述 3 个算法,LIBSVM 2.31 和 SVMlight 3.50
做了 12 个实验,以比较在不同数量的训练样本、不同数量的支持向量、不同容量的缓存、是否采用 shrinking、
不同的参数 coef 等情况下的性能.实验的硬件平台为 PIII 600 笔记本,128M RAM,操作系统为 Window 98 
SE.SVM 的训练参数以及 LIBSVM 和 SVMlight 的参数,都采用 Platt[4]和 Joachims[5]的建议值. 

4.2   实验结果 

受篇幅限制,这里仅给出部分实验结果,见表 1~表 4.其中,随机方法的数据是两次训练所得数据的平均值. 
Table 1  Runtime comparison among these methods on small training sets 

表 1  小训练样本集上各种方法的训练时间比较 
Experiment Icache first (s) Algorithm 3.1 (s)∗ Random (s) LIBSVM (s) SVMlight (s) 

Adult-4,40M 115.225 30.325 30.848 28.485  
Adult-4,20M 104.080 31.975 32.346 29.815  

Adult-4,40M,shrinking  30.850 31.528 29.840 26.26 
Adult-4,20M,shrinking  31.010 31.270 29.910 30.27 

Web-4,40M 610.656 39.740 38.738 26.235  
Web-4,20M  40.605 40.273 28.315  

Web-4,40M,shrinking  24.300 24.336 21.380 39.70 
Web-4,20M,shrinking  33.410 37.176 36.434 40.51 

Table 2  Runtime comparison among these methods on large training sets 
表 2  大训练样本集上各种方法的训练时间比较 

Experiment Icache first (s) Algorithm 3.1 (s)∗∗ Random (s) LIBSVM (s) SVMlight (s) 
Adult,40M 8 203.825 1 851.535 2 346.365 2 532.712  
Adult,20M 6 363.925 1 938.730 2 674.803 3 326.389  

Adult,40M,shrinking  1 457.050 1 463.452 1 429.419 1 636.19 
Adult,20M,shrinking  1 461.475 1 483.279 1 467.235 1 635.20 

Web,40M 24 173.472 2 157.105 2 790.098 3 064.085  
Web,20M  2 275.110 2 969.760 3 418.781  

Web,40M,shrinking  1 354.490 1 419.555 1 457.495 1 508.34 
Web,20M,shrinking  1 408.975 1 499.485 1 581.069 1 653.53 

 

                                                             

∗ coef 依次取 0.25,0.25,0.5,1,1,0.5,0.5,0.5. 

∗∗ coef 依次取 0.1,0.1,0.1,0.5,0.5,0.25,0.5,0.5. 
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Table 3  Runtime comparison among these methods on moderate training set 
with different number of non-bound support vectors 

表 3  较大训练样本集上不同非有界支持向量数目下各种方法的训练时间比较 
Experiment Algorithm 3.1 (s)∗∗∗ Random (s) LIBSVM (s) SVMlight (s) 

Adult-7,C=1,40M 378.435 384.766 343.000  
Adult-7,C=1,40M,shrinking 331.695 335.582 322.175 389.44 

Adult-7,C=10,40M 1 362.100 2 546.908 3 014.405  
Adult-7,C=10,40M,shrinking 717.000 777.498 950.884 1 472.15 

Adult-7,C=100,40M 6 440.365 18 501.719 25 261.550  
Adult-7,C=100,40M,shrinking 2 780.134 4 514.845 5 193.210 9 671.27 

Table 4  Comparison of runtime, number of iterations and number of kernel evaluations 
among these methods on Adult data set with cache size being 40M 

表 4  Adult 数据集上各种方法(缓存容量为 40M)的训练时间、迭代次数和核函数计算次数比较 
Algorithm 3.1 (s) 

 Icache first 
(coef=0) coef=0.05 coef=0.075 coef=0.1 coef=0.25 coef=0.5 

Random 
LIBSVM 
(coef=∞) 

Runtime (s) 8 203.825 1 966.221 1 858.985 1 851.535 1 867.105 1 906.630 2 346.365 2 532.712 

Number of 
iterations 406 716 36 951 33 906 30 640 26 595 25 247 24 625 24 621 

Number of 
kernel 

evaluations 
491 165 208 505 752 984 504 743 562 511 353 648 527 178 780 574 263 432 747 135 090 903 725 748 

4.3   结果分析 

4.3.1   参数 coef 对训练时间的调节作用 
和预期的一样,在算法 3.1 中,参数 coef 对迭代次数和核函数的计算次数具有平衡作用,进而影响总的训练

时间.从表 4中可以看出,随着 coef的增大,迭代次数呈减少趋势,核函数的计算次数呈增多趋势,而总的训练时间

先是逐渐减少,然后又逐渐增大,即存在极小点.所以,通过选择适当的 coef,可以减少 SVM 的训练时间. 佳 coef
与 Kernel Cache 的容量、训练样本的数量和稀疏程度、核函数的复杂程度等因素有关. 

实验数据同时表明,在 佳 coef 附近,训练时间的变化并不显著.因此,即便不能找到 佳 coef,只要在其某

个邻域内,都能够有效地减少训练时间.这个性质意味着收益代价平衡的工作集选择算法具有很大的可操作性,
只要大致估计出较好的 coef 即可. 
4.3.2   各种方法比较 

同样采用收益优先算法,SVMlight(shrinking 模式)的迭代次数和核函数计算次数与 LIBSVM(shrinking 模式)
大致相当,但是由于通用优化软件带来一定的额外开销,训练时间比 LIBSVM 长.代价优先方法虽然能减少核函

数的计算次数,甚至 1/2 以上,但是由于候选可行下降方向被限制在较小范围内,迭代次数过多,训练时间远远超

过其他方法,因而并不适用于 SMO 算法.随机方法在多数情况下不如收益优先方法(以下除非特别声明,收益优

先算法是指 LIBSVM),但当样本很多时,则优于收益优先算法,而不如平衡算法取 佳的 coef.收益优先方法当

样本较少时强于 佳 coef;但是当样本较多,特别是非有界支持向量较多时, 佳 coef 的训练时间则明显少于收

益优先方法. 
收益优先和平衡算法存在性能差异的原因在于:在 SVM 的训练过程中,Lagrange 乘子从初值 0 逐步更新成

优解,至少访问一次支持向量对应的 Q 中的行,而访问非有界支持向量对应的行的次数可能较多.当训练样本

相对于缓存容量较少时,缓存可以存放较多 Q 的行,命中率相对较高,所以收益优先和平衡算法中核函数计算次

数相差很少,但是平衡算法会对缓存中的工作集多做一些迭代,而且有其他一些计算,比如估计目标函数的下降

值,所以总的训练时间略多于收益优先算法.而当训练样本相对较多时,缓存存放的行就会变少,收益优先算法

可能会用当前工作集对应的 Q 的行替换缓存中已有的行(如果缓存是满的),而不久又重新计算被舍弃的行.这
种对缓存的频繁更新导致核函数的计算次数急剧变多,特别是当非有界支持向量较多时.而对于平衡算法,只要

                                                             
∗∗∗ coef 依次取 0.25,0.1,0.1,0.5,0.25,0.5. 
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缓存中的工作集能够使目标函数的下降值超过一定幅度,就会尽量利用被缓存的乘子,因而能够减少核函数的

计算次数. 
实验数据证明了这一点.对于数据子集 Adult,由于缓存容量不同,平衡算法(取 coef=0.1,下面均略去 coef 的

佳值)的核函数计算次数比收益优先算法分别下降约 43%和 54%,总的训练时间也分别下降约 27%和 42%.
对于数据子集 Adult-7,当 C=10 和 C=100 时,由于非有界支持向量数目的不同,平衡算法中核函数计算次数比收

益优先算法分别下降约 79%和 92%,总的训练时间也分别下降约 55%和 75%. 
从实验数据中也可以看出,采用 shrinking 方法,逐步估计出有界支持向量和非支持向量,从而避免对其进行

优化,以减少核函数的计算次数和训练时间,尤其适合有界支持向量较多的情况.对于数据子集 Adult,收益优先

算法+shrinking 的训练时间与平衡算法+shrinking 基本相同,而对于数据子集 Web,平衡算法+shrinking 略好,减
少约 10%,这是因为 Web 数据集中的非有界支持向量的数量比 Adult 数据集中的多一些.但是对于 Adult-7,当 C
分别取 10 和 100 时,平衡算法+shrinking 的性能大大优于收益优先算法+shrinking,核函数的计算次数分别下降

约 37%和 71%,训练时间分别下降约 25%和 46%,而相对于 SVMlight,训练时间更是分别下降约 51%和 71%.因为

此时非有界支持向量数目较大,比例较高,而 shrinking 方法并不能处理这种情况. 

5   结  论 

本文首先给出了 SMO 算法的可行方向法的解释,并据此得到任意工作集造成的目标函数下降值的计算公

式;然后介绍了一种应用于 SMO算法的工作集选择方法,在可行方向策略的基础上,考虑了Kernel Cache的利用

效率,在目标函数的下降幅度和所需要的计算量之间得到了平衡.实验表明,这种方法可以提高 SMO 算法的性

能,缩短 SVM 分类器的训练时间,特别适用于样本较多、支持向量较多、非有界支持向量较多的情况.今后我们

将把这种方法推广到 SVM 回归.另外,使这种方法与 shrinking 方法更好地结合,也是值得研究的方向. 

致谢  台湾大学计算机科学与信息工程系 Chang Chih-Chun 和 Lin Chih-Jen 的训练软件 LIBSVM 为我们的方
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