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Abstract: Of the current approaches to frequent pattern discovery in stream data, the batch approach requires 
enough data, while the heuristic approach can deal with stream data directly. Although the average speed of the 
batch approach is higher, it cannot response on time and the query granularity is rough. This paper proposes an 
improved Lexicographic tree, IL-TREE (improved lexicographic tree), and gives a novel heuristic algorithm, called 
FPIL-Stream (frequent pattern mining based on improved lexicographic tree), which locates the historical patterns 
rapidly in the stage of updating the patterns and generating the new ones. Moreover, a policy for the titled window 
is integrated into the algorithm for recording the historical information in details. With the promise of the 
processing stream data on time, the algorithm reduce the average processing time greatly and provides a finer 
granularity of query. 
Key words: data mining; data stream; frequent pattern; tilted window 

摘  要: 在现有的数据流频繁模式挖掘算法中,批处理方法平均处理时间短,但需要积攒足够的数据,使得其实时
性差且查询粒度粗 ;而启发式方法可以直接处理数据流 ,但处理速度慢 .提出一种改进的字典树结构——
IL-TREE(improved lexicographic tree),并在其基础上提出一种新的启发式算法 FPIL-Stream(frequent pattern mining 
based on improved lexicographic tree),在更新模式和生成新模式的过程中,可以快速定位历史模式.算法结合了倾斜
窗口策略,可以详细记录历史信息.该算法在及时处理数据流的前提下,也降低了数据的平均处理时间,并且提供了
更细的查询粒度. 
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随着流数据应用不断增多,数据流上频繁模式挖掘得到越来越多的关注[1−4].区别于传统的静态数据,数据
流具有连续性、无序性、无界性及实时性的特点,通常要求算法能够实时地反映模式变化.在已有的数据流中,
任意长度频繁模式挖掘算法可分为两类:批处理方法和启发式方法.批处理方法[1,2]处理速度较快,但需要积攒
足够数据,无法满足实时性要求,并且查询粒度通常较粗.启发式方法[3,4]能够随流数据的到达直接进行处理,在
一定程度上可以实时地反映频繁模式的变化,但对于高速到达的数据流,其处理速度仍然有限,且现有算法的模
式统计计数不包含详细历史信息,使得模式估计与查询精度仍然较低. 

针对启发式方法的挖掘效率和查询精度问题 ,本文提出一种改进的字典树结构 IL-TREE(improved 
lexicographic tree)用来高效存储频繁模式,并基于该结构给出了一种快速启发式算法 FPIL-STREAM(frequent 
pattern mining based on improved lexicographic tree),用以挖掘不同时间段上的频繁模式.IL-TREE在更新模式
时可以快速定位需更新的父模式,并在生成新模式时可以直接定位到需要判断的父模式,从而提高了算法时间
效率.为了提高查询精度,FPIL-STREAM 采用了一种启发式倾斜窗口,当生成新的模式时,它可以更为准确地估
计相应的窗口,并可以提供更细的窗口粒度,提高了查询结果的精确性. 

1   背景知识 

1.1   概念与定义 

设 Ii为第 i 个项,I={I1,I2,…,Im}为 m 个项的集合.T={T1,T2,…,Tn}为事务集,其中事务 Ti(i=1,2,…,n)是 I 的子
集,即 Ti⊆I.事务可以由事务 ID 或事物本身所包含的项集来表示,如 T1或{I1,I2,I3}.模式 P 是 I 的子集,且存在
Ti(0<i≤n)使 P⊆Ti.如果模式 P的支持度大于等于指定的阈值,则称为频繁模式.模式的长度为模式所包含的项的
个数,长度为 k的模式称为 k-模式. 

定义 1(父/子模式). 设 k-模式 P={I1,I2,…,Ik},对于 k′-模式 P′,如果 k′<k,且∀Ii(Ii∈P′),均有 Ii∈P,则称 P′为 P
的父模式,P为 P′的子模式. 

为了与树中父/子节点关系以及模式的派生关系对应,这里的父/子模式定义与 Aprior算法[5]中的定义相反. 
定义 2(数据流 D). 数据流 D是由不断到达的事务组成的动态增长事务集,即 D={T1,T2,…,Ti,…,Tj,…},其中

Ti为事务,如果 j>i,则 Ti先于 Tj到达;如果|j−i|=1,则 Ti与 Tj相邻. 
定义 3(子窗口 w与窗口 W). 子窗口 w是在一段时间内连续到达的事务集合,w={Ti,Ti+1,…,Tj}(0<i≤j),其中

Ti 是起始事务,Tj 是截止事务.窗口 W 由一系列连续相邻的子窗口构成,W={w1,…,wi,…,wj},并且∀i,wi⊂W;∀i,j, 
i≠j,wi∩wj=∅,如果 j>i,则 wi中的所有事务先于 wj到达;如果|j−i|=1,则 wi与 wj相邻. 

子窗口 w和窗口 W的宽度为其包含的事务数,分别记为|w|和|W|. 
定义 4(窗口支持度). 设 fP(W)为窗口W内模式 P的频数,Sp(W)=fP(W)/|W|称为模式 P在窗口W内的支持度. 
由于本文讨论的情况都是在一定窗口下的,在不引起歧义的情况下,窗口支持度简称为支持度. 
定义 5(窗口内频繁模式). 给定窗口 W,如果模式 P 的窗口支持度 Sp(W)大于等于指定支持度 S(0<S<1),则

称 P是 W内频繁模式,简称 P在 W内频繁. 
在实际应用中,由于受到存储空间和运算速度的限制,一般频繁模式挖掘算法很难保证发现所有的频繁模

式,为了提高挖掘准确性,通常由用户指定允许误差ε(0<ε<1),并在算法中以较小支持度 S×ε代替 S,以下本文在未
作特殊说明的情况下,所述的频繁模式和窗口频繁模式是指支持度大于 S×ε的模式. 

1.2   相关技术与工作 

数据流环境下的频繁模式挖掘效率和查询精度与两方面有关:模式的存储结构和历史数据的记录方式.目
前较好的解决方法是采用字典树和倾斜时间窗技术.字典树(lexicographic tree)[6]是 Agarwal等人提出的模式集
的一种压缩存储结构,其建树规则为:设频繁 k-模式 P={I1,I2,…,Ik},其中各项按全序关系 有序,对所有 k′-频繁
模式 P′⊆P,k′=1~k,若 P′={I

p

i,Ii+1,…,Ik′},则节点 P′的父节点对应模式为(k′−1)-模式{Ii,Ii+1,…,Ik′−1}.本文简称对应模
式 P 的节点为节点 P,若事务 T 包含模式 P,则称事务 T 涉及节点 P.在基于字典树的启发式频繁模式挖掘算法
中,判断模式 P被字典树包含的条件之一是 P的所有父模式都已包含于树中.但在判断时,除了父节点,只能对树
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进行遍历查找 P 的其余父模式.尽管由于存在关系 ,只需遍历部分子树,但效率仍然很低.另外,字典树结构通
常较宽,其更新现有模式时横向查找耗时较多.倾斜窗口策略是根据现实中人们对旧知识兴趣度较低、对新知
识兴趣度高的假设,以不同粒度压缩存储历史数据,这样既保留了历史细节,又节省了空间.如 Giannella

p

[1]提出的

倾斜窗口策略用于批处理方法,其子窗口基本粒度等于数据流分片的大小.在文献[2]中提到,批处理方法的数据
流分片如果过小,挖掘模式总数会大量增长,而固定阈值下的频繁模式集不变,故执行效率很低.因此,Giannella
的方法中窗口宽度的基本单位较大. 

数据流中挖掘任意长度频繁模式算法主要有两种:批处理方法和启发式方法.批处理的方法主要思想是对
数据流分片 ,通过分片上的局部频繁模式来求解全局频繁模式 ,其中有代表性的是 Giannella 等人提出的
FP-Stream算法[1]和 Manku提出的 Lossy Counting算法[2].FP-Stream算法以一个基于频数序的字典树来存储频
繁模式,并利用倾斜时间窗记录模式的历史信息来回答用户对各个时间段的查询.FP-Stream 时间效率较好,但
由于采用批处理方式,不能实时处理流数据和响应用户对当前数据的查询,并且算法时间窗口的粒度较粗,查询
精度较低.Counting 算法与 FP-Stream 算法近似.启发式方法的主要思想是随着流数据的不断到达,由已知频繁
模式逐步生成新的频繁模式.由于在启发式挖掘频繁模式过程中,长度为 k的模式只有在其所有长度为 k−1的父
模式都被发现的前提下,才能被考虑,因而存在模式计数偏小的问题.Hidber 提出的 Carma 算法[3]对这个问题进

行了改进,提出以父模式的频数估计新产生模式的频数,但算法中通过第二次扫描数据来保证最大误差,从而使
其在数据流挖掘中的应用受到限制.Chang 等人的 estDec 算法[4]采用了字母序的字典树存储模式,应用了类似
Carma 算法的估计频数思想,并通过按时间指数进行衰减的策略,保证只挖掘最近发生的频繁模式.该算法也是
以新模式的父模式中的最小计数来近似代替新模式的实际频数,并由阈值 S与模式长度 k约束频数上限. 

与批处理方法相比,启发式方法不需要积累数据,具有较好的实时性和查询精度.但在判断字典树是否增加
节点以及更新节点的代价较大,且模式统计计数不包含详细历史信息,使得模式估计与查询精度较低. 

2   FPIL-STREAM 

2.1   IL-TREE 

定义 6(直接/间接父模式). 给定字典树 T,设 P′为 k-模式 P的(k−1)-父模式,若在字典树 T中 P′为 P的父节
点,则称 P′为 P的直接父模式,否则称 P′为 P的间接父模式. 

由启发式算法的基本思路可知,生成 k-模式 P 只需考虑(k−1)-父模式.以下简称 k-模式 P 的(k−1)-父模式为
P的父模式.同理,简称 k-模式 P的(k+1)-子模式为 P的子模式. 

定义 7(IL-TREE). 给定字典树 T,对 T中任意 k-模式 P(k>1),令 P包含指向其间接父模式的指针(Plink),称
T为 IL-TREE. 

7 
c

b c c 
4 5 6 

a b c 
1 2 3 

NULL IL-TREE 中节点 Node 结构有以下几个域:(1) ChildList,指向子节点的指
针链表 ;(2) Item,为节点所包含的项 ,简称节点项 ,根节点项为空 ;(3) 
CountWindow,为该节点倾斜窗口 ;(4) Parent,指向父节点的指针 ;(5) Plink 
Array,指向间接父模式指针数组;(6) TempArray,是随事务而变化的指针数组,
包含指向当前事务所涉及到的子节点的指针.若子节点不存在,则数组中的对
应项为空.TempArray 长度为事务长度减去节点项在事务中的序号.当节点为
根节点时,TempArray 数组长度等于事务长度.不失一般性,本文中 IL-TREE 采
用字母序.图 1为一个 IL-TREE例子,其中节点 5代表模式{a,c},节点 7代表模
式{a,b,c}.IL-TREE具有如下性质: 

Fig.1  IL-TREE structure 
图 1 IL-TREE结构 

性质 1. 对 IL-TREE中的 k-模式 P={I1,I2,…,Ik},节点 P只需包含(k−1)个 Plink且 P的 Plink指向的节点所
包含项为 Ik(证明略). 
2.1.1   IL-TREE节点更新 

更新现有节点的主要过程是结合 Plink 结构,深度优先遍历 IL-TREE,沿途更新相关节点倾斜时间窗,并将
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节点位置写入其父节点的 TempArray数组.这里给出递归算法. 
算法 1. IL-TREE更新算法 Update(node,T). 
输入:IL-TREE结点 node,事务 T={I1,I2,…,Ik}; 
输出:更新现有节点后的 IL-TREE. 
1 for (node的所有间接父模式节点 Father) 
2    if (Father. CountWindow的截止事务不为 T){ //未被 T更新 
3        更新 Father. CountWindow;初始化 Father. TempArray; 
4        将 Father的位置记入其父节点 TempArray数组的相应位置;} //父节点 TempArray已初始化 
5 if (node. CountWindow的截止事务不为 T){ //未被 T更新 
6    更新 node.CountWindow;初始化 node.TempArray;} 
7 for (T的所有项 Ii,i为项的序号) 
8    if (node.TempArray [i]=NULL){ //Child未作为间接父模式节点被更新过 
9        if (存在 node的子节点 Child.Item＝Ii){ 
10            令 node.TempArray [i]指向 Child;Update (Child,{Ii+1,…,Ik});}} 
11    else {Update (node.TempArray [i]所指向的子节点,{Ii+1,…,Ik});} 
12 if (node.TempArray中存在 NULL) { push node to Queue;}  //node节点可能生成新的子节点 
其中,步骤 3、步骤 6中倾斜窗口更新是指将窗口中包含事务 T的子窗口的频数加 1,然后令其截止事务为

事务 T.如最近的子窗口的截止事务的序数整除子窗口基本粒度,则在原窗口截止事务一端增加新的子窗口.在
步骤 12中,对于可能有子节点生成的节点,使用全局队列 Queue保存,当 IL-TREE扩展时,用于判断子节点是否
生成. 
2.1.2   IL-TREE扩展 

IL-TREE的扩展算法采用较低支持度阈值 Sin代替用户指定的支持度 S,这里取 Sin=S×ε(0<ε<1).子窗口基本
粒度 N为 1/Sin,即每个新发现的模式都被认为频繁.这样,当增加模式时,根据性质 1,如果所考察的节点均存在项
为 Ik的子节点,则该模式可以插入.新模式的节点项为 Ik,其 Plink分别指向已判断存在的子节点. 

算法 2. IL-TREE扩展算法 ExtendTree(). 
输入:更新原有节点后的 IL-TREE; 
输出:插入新节点后的 IL-TREE. 
1 while (Queue不为空) // Queue为全局队列 
2  node=pop Queue; // node为队列头节点,其 Item为 Ij 

3  for (node.TempArray数组中的每一个元素,i为其序号){ 
4     Add= FALSE; //布尔变量 Add指示是否生成新节点 
5     if (node.TempArray [i]指向 NULL){ 
6        Add=TRUE;node父节点的 Item为 Ik; //若父节点为根节点,k=0 
7        if (node父节点的 TempArray [i+j−k]为 NULL) {Add=FALSE;} 
8        if (node.Plink Array中,存在一个 Plink,其指向一个 TempArray [i]为 NULL的节点){ 
9          Add=FALSE;}} //性质 2 
10    if (Add) {node下生成节点项为 Ii+j的子节点,调用算法 3估计其时间窗;}} 

2.2   启发式倾斜窗口策略 

启发式的倾斜窗口策略主要包括两部分:一部分是因为随着时间变化,模式的频繁情况也会改变,要根据模
式的倾斜窗口对 IL-TREE进行修剪;另一部分是因为较长的模式发现得较晚,使得新发现的模式频数偏小,需要
根据一定的策略来对新模式的倾斜窗口进行估计.本文在 Giannella 提出的倾斜窗口的基础上,提出一种更加简
单、有效的策略:若模式在其窗口长度内为不频繁,则将其删除. 

  



 张昕 等:数据流中一种快速启发式频繁模式挖掘方法 2103 

定理 1. 设当前时刻 j 下,模式 P 的窗口为 W={T1,…,Ti,…,Tj},若 P 在 W 内不频繁,则 P 在任意一段时间段
[i,j],1<i<j内,均不频繁(证明略). 

推论.设模式 P′是 P的子模式,P′的窗口是 W′.若 P在 W内不频繁,则 P′在 W′内也不频繁(证明略). 
定理 1 的推论说明若删除模式 P,其所有子模式同时也要删除.修剪基本方法是:对于窗口基本粒度 N,当 N

个事务到达后扫描 IL-TREE,对所有未包含在 N 个事务的模式,增加计数为 0 的子窗口,然后根据阈值 Sout判断

是否删除,其中 Sout为指定阈值,本文为简化讨论取 Sout= Sin. 
定理 2. 设模式 P窗口的起始事务 Ti,模式 P′是 P的子模式,P′窗口的起始事务为 Tj,则有 i≤j(证明略). 
推论. 设 P的窗口为 W,子模式 P′的窗口是 W′,则有|W|≥|W′|(证明略). 
定理 3. 设模式 P为新发现的 k-模式,W是 P估计的窗口,则应有 fP(W)≤k(证明略). 
由定理 3,设模式 P 为新发现的 k-模式,W 是 P 估计的窗口,则|W|应不大于 k/Sin,否则估计结果没有意义.结

合定理 2的推论,对于窗口 W的宽度上限有: 
 |W|≤min{min{|W′|(W′是 P父模式的窗口)},k/Sin} (1) 

新模式的窗口估计算法见算法 3,其中,步骤 2用式(1)估计新模式窗口大小.步骤 4中,因 node的 k个父模式
窗口粒度不同,在估计时假设每个子窗口内计数均匀分布,将其全都化成最细粒度,即除了最近的子窗口外,每
个子窗口宽度都为 N.由事务 T生成新模式 P,则 P的父模式均被 T更新,其倾斜窗口截止事务同为 T,故 P的父
模式最近子窗口的宽度也相同.由定理 3,在细化后每个子窗口内,P 的计数仍不大于任意一个父模式,并以此来
分段估计 W.另外,算法 3包含子窗口修剪(步骤 11~步骤 12),这是因为 W按 P的可能发生情况估计,结果也就可
能包含不频繁子窗口,而这些子窗口对算法是无意义的,故要将其去除. 

算法 3. 新模式的窗口估计算法 Estimate(node). 
输入:IL-TREE结点 node; 
输出:结点 node估计的窗口. 
1 根据 node的 Plink找到 node的全部父模式,假设 node有 k个父模式; 
2 估计子窗口数 Width= min{min {|W′|(W′是 node的父模式的时间窗) },k/Sin }/N;  //式(1) 
3 For (node的所有父模式 Parent) 
4    node.Parent.CountWindow={…wi,…,wwidth−1,wwidth} //窗口细化 
5 最大遗漏次数 Lost=k; 
6  While (Width>0 并且 Lost>0){        //达到子窗口数或遗漏次数上限,估计过程结束 
7     fP (w)=min{min{ node的所有父模式的 fP (wwidth)},Lost}; //估计子窗口频数 
8     node. CountWindow=node. CountWindow∪w; //子窗口数增加 
9     Lost=Lost−fp(w); //遗漏次数递减 
10    Width--;} //逐渐接近宽度上限 
11 While(fP(W)/|W|<S) //修剪不频繁子窗口 
12    在 node. CountWindow中去掉最久的子窗口; 

2.3   数据流频繁模式挖掘算法 

数据流频繁模式挖掘算法 FPIL-STREAM 的主要过程是当一个事务 T 到达后,根据事务 T 对 IL-TREE 进
行更新与扩展,使到目前为止的所有频繁模式均包含于树中.每隔N个事务,算法对 IL-TREE进行扫描,维护树中
模式的窗口倾斜化以及修剪不频繁模式. 

子窗口基本宽度单位 N 为 1/Sin,原因如下:在启发式频繁模式挖掘过程中,1-模式 P 由于没有父模式存在,
故加入 IL-TREE只需判断 P是否频繁.而且 P的倾斜窗口也无须估计,只需简单将起始事务置为最近一次扫描
IL-TREE 的事务,截止事务置为当前事务.若 N 较大(大于 1/Sin),P 要发生超过一次才能加入 IL-TREE.这使得以
后对 2-模式的窗口估计偏大若取 N为 1/Sin,由定理 3可以保证其频数不会估计得过大.N值越小,查询精度越高.
虽然取 N 小于 1/Sin,定理 3 仍然成立,但为维护窗口倾斜化,扫描 IL-TREE 的次数会增多,算法效率将显著下降.
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故在 FPIL-STREAM中,取 N为 1/Sin.具体算法见算法 4.算法 4始终维护了蕴含频繁模式的 IL-TREE,在任意时
刻通过已指定阈值遍历树或按字典序索引查找,可以得到所需的频繁模式集,再由模式自身的倾斜窗口可以查
询其历史频繁信息. 

算法 4. FPIL-STREAM. 
输入:数据流 D={T1,T2,…,Tn}; 
输出:蕴含频繁模式的 IL-TREE. 
1  For (D中每个事务 Ti) 
2  Update(Root,Ti); 
3  ExtendTree(Root,Queue); 
4  if (i mod N=0)          //每 N个事务(窗口基本宽度)对树进行一次剪枝 
5     for (树中每个节点 node){ 
6        if (node为新节点或被最近 N个事务更新)  
7          令 node. CountWindow为 Ti; 
8      else{ 
9           生成子窗口 w,其截止事务为 T,令 fp(w)=0; 
10           node.CountWindow = node.CountWindow∪w; 
11           if (fp(node.CountWindow)< Sout) 
12              删除 node及其所有子节点;} 
13        if (node未被删除) //node频繁 
14            对 node. CountWindow进行倾斜化} 
上面步骤 2 中,由 Apriori 原理[5],更新频繁模式时,其子集也是频繁的,也要进行更新.利用 IL-TREE 的性质

1,即节点与其 Plink节点的项相同,对模式 P的子模式进行快速查找.由 Plink结构可知,其与 TempArray结合直
接定位子模式,要比在树中横向查找更快.步骤 3中,由 IL-TREE性质 1可知,节点与其 Plink节点所包含项相同.
故在判断 Plink时,根据节点 TempArray数组空值的位置,直接查找 Plink的 TempArray数组中相应位置的元素.
另外,子窗口基本粒度 N设为 1/Sin,较批处理方法下的窗口粒度要细,而因为启发式挖掘频繁模式时,只有少量无
用模式进出 IL-TREE,这样算法可以在保证较高时间效率的同时提高查询精度.步骤 9~步骤 12 为模式的修剪.
步骤 14中,对 IL-TREE中未被删除的节点,按文献[1]的方法进行窗口倾斜化. 

3   性能分析 

因为 FP-Stream算法[1]的时间效率较好,是目前较为流行的算法,我们选择 FP-Stream作为对比算法.实验环
境为 DELL PC机,CPU 为 PentiumIII-933MHz,内存 384M,操作系统为 Windows 2000.实验数据采用文献[7]提
供的数据生成器,分别生成虚拟数据集 Set1,Set2,Set3 和 Set4.一般地,在其他参数相同、而项数较多的情况下,
启发式算法效率较好[3].为体现 FPIL-STREAM 算法的改进效果,实验数据集的项数选取了较小的数值,参照文
献[1],各个数据集的事务平均长度分别为 3,5,7和 10,项数取 1K,事务数 1 000K,其余参数取默认值.在所有实验
中,误差ε固定为 10%. 

首先,我们比较了在同一个数据集和相同的支持度阈值下,算法对每 100K 事务的平均处理时间.若数据集
中事务平均长度过短,挖掘结果意义不大,而 FP-Stream 算法中事务平均长度最长的数据集为 Set3,所以二者只
在数据集 Set3上进行比较.图 2给出在数据集 Set3上,支持度阈值 S=0.5%,FPIL-STREAM算法与 FP-Stream算
法随事务到达的平均处理时间比较.实验结果表明,FPIL-STREAM算法优于 FP-Stream算法. 

然后,我们对二者在不同阈值下每 100K 事务的平均处理时间进行比较.图 3 给出二者在数据集 Set3 上、
不同阈值下平均处理时间的比较.结果表明,FPIL-STREAM算法在较低阈值下,平均处理时间要优于 FP-Stream
算法.在高阈值下,查找父模式的次数随着所挖掘模式的平均长度的缩短而减小,使得 IL-TREE 改进效果不明
显.而且,由于启发式算法本身的局限,处理时间随阈值增高下降幅度偏小.并且 FPIL-STREAM 算法所取窗口基
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本宽度以及扫描树结构次数与阈值有关,使得高阈值下计算开销加大. 
最后,我们比较了二者在不同的数据集上每 100K事务的平均处理时间的比较.图 4给出了二者在固定阈值

S=0.5%、不同数据集上平均处理时间的比较.在事务平均长度较长的情况下,FPIL-STREAM算法平均处理时间
要优于 FP-Stream 算法,FP-Stream 算法只在事务平均长度小于 5 时才稍有优势.这是由于在较短的事务平均长
度下,所挖掘的模式长度也较短,使得 IL-TREE改进效果不明显,与高阈值下的情况类似. 

 
 
 
 
 
 
 
 

Fig.2  Runtime on set3 with         Fig.3  Runtime on set3 with         Fig.4  Runtime on different  
S=0.5%                    different threshold                 dataset with S=0.5% 

 图 2 S=0.5%,两种算法在      图 3 不同支持度阈值下两种算法     图 4 S=0.5%,两种算法在 
 Set3数据集上的运行时间         在 Set3数据集上运行时间           不同数据集上运行时间 

4   结  论 

本文提出了一种快速挖掘数据流中的频繁模式的方法,其主要贡献在于:(1) 提出了一种改进字典树结构
IL-TREE,并设计该结构的快速启发式增长算法,可以高效地更新现有模式以及在生成新模式时直接定位父模
式,时间效率高;(2) 将倾斜窗口思想与启发式方法结合,提出改进的倾斜窗口策略,细化窗口粒度,使得查询更加
精确;(3) 结合 IL-TREE 与改进的倾斜窗口策略,提出数据流频繁模式挖掘算法 FPIL-STREAM,可以同时保证
执行速度与查询精度.实验证明,算法的时间效率较好,与较快的批处理算法相比也有优势,且本文给出的是递
归算法,时间效率还有很大的可提高空间. 
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